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概要
本研究は，階層構造（例：Japan ⊂ Eastern Asia ⊂

Asia）が言語モデルの内部表現上でどの程度・どの
ように符号化されているかを調査する．手法とし
て，Linear Relational Concepts（LRC）に基づき，上
位・下位概念間で表現を写像する複数の線形変換器
を学習・評価した．地名，人名，組織名，生物名の
ドメインで実験した結果，同一ドメイン内では階層
関係が表現から線形に復元でき，介入実験によって
線形変換で得られた特徴が単語予測に因果的に影響
を及ぼすことを確認した．一方で，学習した線形変
換を学習時と異なる階層や異なるドメインに適用す
ると介入効果は大きく弱まり，予測に寄与する表現
の特徴は階層の深さやドメイン固有であることが示
された．これらの結果と追加分析から，言語モデル
が階層情報を保持する一方で，それが普遍的な単一
軸としてではなく，階層構造の深さ・ドメインごと
に局在した低次元部分空間として符号化されている
ことが示唆された．

1 はじめに
次単語予測で学習された言語モデルが，特定の概

念の構造を符号化していることが様々な研究で示さ
れている．例えば，色の構造 [1]，地理情報 [2]，人の
出生年の軸 [3]，オセロの盤面 [4]等の構造である．
この言語モデルの内部表現の理解は，テキストのみ
の学習により世界のどのような概念が符号化される
のか，またそれがタスク遂行にどのような役割を果
たすのかという問いに答えるために重要である．
しかしこれらの既存研究 [1, 2, 3, 4]は，言語モデ
ルの内部表現と実世界の一次データ (例えば地理座
標や生誕年などの数値属性)の一致度合いを評価す
るに留まっており，階層構造などの人間が整理し
知識として定めた構造とモデルの内部表現がどの
程度一致しているかは依然不明瞭である．例えば，

言語モデルの内部表現をプローブすることで日本
の緯度・経度を当てられても，Japan ⊂ Eastern Asia，
Eastern Asia ⊂ Asiaといった階層的な関係がどの程
度・どのように符号化されているかは不明である．
本研究では，言語モデルの内部表現に階層構造が
どの程度・どのように埋め込まれているか，またそ
の表現が単語予測に因果的に影響を及ぼすのかを
調査する．例えば，言語モデルの内部表現を通じて
“Osaka” が “Japan” という上位概念に所属している
かを評価する．そしてその表現を用いて狙った単語
へ変化できるのかという因果的な影響を調べる．実
験では各階層の深さ間の内部表現を変換する線形
変換器で学習とテストを行う (図 1)．具体的には，
Chaninらの Linear Relational Concepts (LRC) [5]を用
いる．この手法を用いることで，ある概念がモデ
ルにどの程度線形に符号化されているのかという
点と，モデルの出力に因果的に影響を与える特徴
量の方向を把握することができる．我々はこの手
法を階層の深さおよびドメイン (例: 地名，人名等)
ごとに拡張し，それぞれに対応する複数の線形変
換器を学習する．この線形変換の束を我々は Linear
Hierarchical Concepts (LHC)と呼ぶ．階層深さおよび
ドメイン毎の線形変換器を比較・分析することで，
言語モデルが階層構造をどのような特徴として内部
表現に符号化しているかを明らかにする．
実験の結果，同一ドメイン内では，親子関係の階
層構造は，表現から線形に復元でき，さらにその方
向への介入によってモデルの予測を実際に変化させ
られることを確認した．一方で，単語予測に影響を
与える表現方向は階層の深さやドメインをまたい
で一様には共有されず，深さ・ドメインが変わると
介入効果が顕著に弱まる場合が多かった．このこと
は，言語モデルは階層情報を持つものの，普遍的な
単一の軸としてではなく，深さやドメインごとに異
なる低次元部分空間に局在する形で符号化されてい
ることを示唆している．
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図 1: 線形変換の学習と汎化評価の概要図．
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図 2: LRCに基づく階層ごとの概念方向の取得．

2 Linear Hierarchical Concepts
設定 階層構造 T上の各データを (𝑠, 𝑟, 𝑜) とし

て表す．ここで subject 𝑠 は子ノード，object 𝑜 はそ
の親ノード，relation 𝑟 は階層遷移を表すラベル
であり深さごとに区別する．（例：Japan→Eastern
Asia→Asia における深さ 2–3 の遷移は (𝑠, 𝑟, 𝑜) =
(Japan, part-of2–3,Eastern Asia)である）．
階層ごとの概念方向（LHC）の学習 Chaninら [5]

の枠組みに従い，自己回帰型言語モデルを用いて，
子ノード 𝑠の最終トークン位置 𝑖に対する層 ℓ𝑠 の隠
れ状態 s𝑛 = h(ℓ𝑠 )𝑖 を得る (図 2)．また，親ノード 𝑜の
表現 o𝑛 は，𝑜 を構成する全トークンの層 ℓ𝑜 におけ
る隠れ状態の平均として定義する．そして relation
𝑟 について，sから oへの写像を線形関係埋め込み
(LRE) [6]

𝑅𝑟 (s) = W𝑟 s + b𝑟 (1)

として近似し，W𝑟 , b𝑟 を推定する．ここでW𝑟 は各
サンプル (𝑠𝑖 , 𝑐𝑖) におけるヤコビアン 𝜕𝐹

𝜕s
��
(𝑠𝑖 ,𝑐𝑖 ) の平

均，b𝑟 は対応する平均バイアスとして算出される．
次に，W𝑟 の低ランク疑似逆行列W†𝑟 を用いて，逆

写像
𝑅†𝑟 (o) = W†𝑟 (o − b𝑟 ) (2)

を定義する．Chaninらの方法に従い，この逆写像を
用いて親概念 𝑐（このレベルの親ノード）に属する
集合I𝑟 ,𝑐 = {𝑛 | 𝑜𝑛 = 𝑐}に対し，概念ベクトル（概念
方向）を

ṽ𝑟 ,𝑐 =
1
|I𝑟 ,𝑐 |

∑
𝑛∈I𝑟,𝑐

W†𝑟 (o𝑛 − b𝑟 ), v𝑟 ,𝑐 =
ṽ𝑟 ,𝑐
∥ṽ𝑟 ,𝑐 ∥2

(3)

で与える．これにより “part-of:Japan” や “part-
of:Asia”を表現するベクトル v𝑟 ,𝑐 を得ることができ
る．本研究では階層の遷移ごと（各 𝑟）に {v𝑟 ,𝑐}𝑐 を
算出し，その束を Linear Hierarchical Concepts（LHC）
と呼び分析に使用する．
評価方法 Chanin ら [5] の方法に従い，Accuracy
と Causalityの 2つで評価する．

Accuracy：子ノードがどの親ノードに所属するの
かを内部表現を通じて評価する．テスト時の子ノー
ド表現 aに対し内積が最大の親ノードを予測する：

𝑦̂ = arg max
𝑐

v𝑟 ,𝑐 · a. (4)

この予測 𝑦̂の正解率を Accuracyとする．
Causality：概念ベクトル v𝑟 ,𝑐 を加減算したとき，
モデルの予測確率を狙いどおりに変えられるかを測
る．例えば “Paris is part of”に対して，“part of: France”
の概念ベクトルを差し引きし，“part of: Germany”
の概念ベクトルを加えることで“Germany”が予測
されるかを評価する．具体的には，元の親 𝑐を別の
親 𝑐′ としたとき全層で子ノード最終トークン表現
を h(ℓ )𝑖 ← h(ℓ )𝑖 + 𝛽∥h(ℓ )𝑖 ∥2 (v𝑟 ,𝑐′ − v𝑟 ,𝑐) の形で操作し，
編集後に 𝑐′の予測確率が 𝑐を上回るかで成功判定す
る1）．

1） 親ノードがマルチトークンの場合はトークン確率の最小値
で評価する．
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表 1: ドメイン別の階層深さごとの事例数
深さ 地名 人名 組織名 生物名
0（根） 1 1 1 1
1 5 6 6 6
2 22 35 18 78
3 173 201 194 418
4 24804 – – –
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図 3: 擬似逆行列W†𝑟 のランクを変化させた結果

3 実験設定
3.1 データ
地名，人名，組織名，生物名の階層構造データを

使用した．データの統計情報は表 1，具体例は付録
図 8に示す．言語モデルが階層関係の知識を保持し
ている可能性が高い表現を分析するため，モデルが
few-shotの多肢選択式質問応答で正答できる事例の
みにフィルタリングした．このフィルタリングで用
いたプロンプトを本実験でも使用した．使用したプ
ロンプトは付録の表 9に示す．データの詳細につい
ては付録 Aに記載する．学習・テスト分割は，各ド
メイン内のツリーをルート直下のサブツリー単位で
行った．例えば地名ドメインでは，Europeや Africa
配下のサブツリーで学習し，Asia配下のサブツリー
で評価する．これにより，学習で観測していないサ
ブツリーに対する汎化性能を測定する．

3.2 言語モデル
Llama 3 8B [7]を分析対象とした2）．ベースライン

として，Chaninら [5]の設定と同様にサポートベク
ターマシン (SVM) と，特定親ノードに対応した子
ノードベクトルの平均 (Input Average)を概念ベクト
ルとして使用した．SVMは未学習のラベルを予測
することが難しいため，一部のテストデータを学習
に含ませた．そのため，SVMが有利な設定である．
詳細な設定は付録 Bに記載した．

2） 実験では，Accuracyと Causalityが概ねが高かった subject
層=12，object層=21，擬似逆行列ランク=192の結果を主に報
告する．

表 2: ドメインごとの Accuracy/Causality．スコアは
階層間で平均している．階層の深さごとのスコアは
付録図 7にて示した．

Accuracy
Method 地名 人名 組織名 生物名
Input averaging 0.38 0.51 0.49 0.53
SVM 0.55 0.49 0.68 0.59
LHC 0.68 0.91 0.91 0.69

Causality
Method 地名 人名 組織名 生物名
Input averaging 0.26 0.15 0.08 0.08
SVM 0.56 0.36 0.38 0.24
LHC 0.64 0.67 0.38 0.42

表 3: Accuracy, Causalityの成功事例と失敗事例．
Accuracy

子ノード 親ノード
(正解)

親ノード
(予測)

成功事例 Cairo Egypt Egypt

Egypt Northern
Africa

Northern
Africa

失敗事例 Cetacea Mammal Fish

Causality

子ノード 介入前の
単語予測 ターゲット 介入後の

単語予測
成功
事例 Koh Rong Cambodia Japan Japan

失敗
事例

Mahershala
Ali

Film
actor

Business
executive

Film
actor

4 実験結果
4.1 ドメイン内テスト
ドメイン内テストの結果を表 2 に示す．全ての

ドメインにおいて，LHC はベースラインを上回る
Accuracyを達成し，約 70%以上の性能が得られた．
この結果は，モデルの内部表現には「子ノードがど
の親ノードに属するか」という階層的な情報が含ま
れており，それが線形変換によって十分に復元可能
であることを意味する．また Causalityについても，
多くのドメインで LHCがベースラインより高い値
を示した．これは，線形変換器が推定した概念ベク
トルが単に復元しやすい特徴のみならず，モデルの
予測に対して因果的な寄与を持つことを意味してい
る．成功・失敗事例の具体例は表 3に示した．追加
分析として，階層情報が表現空間のどの程度の自由
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図 4: 階層深さを横断した場合のスコア．
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図 5: ドメインを横断した場合のスコア．

度に分布しているかを調べるため，W†𝑟 を構成する
ランク 𝑘 を段階的に変化させて評価した（図 3）．結
果，スコアは約 150–200次元付近でピークを持つこ
とが分かった．このことは，階層情報が表現空間全
体に一様に分散するというより，低次元部分空間に
集中して符号化されていることを意味している．
次に，階層情報が内部表現で深さに依存せずに表

現されているかを調べるため，特定の階層間で学習
した線形変換器を別の階層間の予測に用いた (図 4)．
上位の遷移（例：深さ 1–2）では学習深さに依らず
Accuracyが高い一方，Causalityは多くのドメインで
対角成分（学習深さ＝評価深さ）で高く，下位の遷
移（例：深さ 2–3，3–4）ほど非対角成分で低下した．
つまり，同じドメインで同種の関係（is-a/part-of）を
扱っていても，深さに応じて予測に因果的に寄与す
る表現の特徴が異なることが考えられる．

4.2 ドメイン外テスト
異なるドメイン間で，階層情報の符号化のされ方

がどの程度共通しているかを調べるため，あるドメ
インで学習した線形変換を別ドメインに適用して評
価した（図 5）．結果，Accuracyはドメインをまたい
でも比較的高い組合せが多く，階層ラベルを線形に
復元するための手がかりは一定程度ドメイン非依存
に共有されていることがわかった．一方で Causality
は同一ドメイン（図 5の対角成分）で高く，ドメイ
ンが異なると大きく低下し，組合せによってはほぼ
介入が成功しなかった．これは，階層情報を表現か
ら復元できることと，復元のために見つけた方向が

地名深さ1-2
深さ2-3
深さ3-4

⽣物名深さ1-2
深さ2-3

組織名深さ1-2
深さ2-3
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1-2 2-3 3-4 1-2 2-3 1-2 2-3 1-2 2-3

図 6: subject表現の部分空間の類似度．LREの重み
行列 𝑊 を低ランク SVD 𝑊 ≈ 𝑈diag(𝑠)𝑉⊤ で分解し，
右特異ベクトル 𝑉 が張る部分空間同士の重なりを
overlap(𝐴, 𝐵) = 1

𝑟 ∥𝑉⊤𝐴𝑉𝐵∥2𝐹 で定義する．

予測を因果的に動かすことは一致せず，後者の介入
可能な表現の方向はドメインごとに異なる形で表現
されていることを示唆している．より詳細な分析と
して，線形変換器の重み𝑊 を特異値分解し，因果介
入に関わる Subject表現の部分空間の類似度を測定
した (図 6)．深さ・ドメインが異なるほど類似度は
一貫して低下し，特に下位の遷移ほど上位遷移との
類似度が低かった．このことから予測に影響を与え
る因果的な方向は，階層深さやドメインごとに別の
低次元部分空間へ局在していることが示唆される．

5 関連研究
言語モデルにおける階層構造の分析に近い研究と
して階層概念の幾何を扱った研究 [8]があるが，分
析対象は語彙空間に限られている．これに対し本研
究ではモデルの中間表現において階層構造がどのよ
うに符号化されているのかを調査した．また Chanin
ら [5]と Hernandezら [6]は，subjectと Objectの関係
が線形変換で表現されることを示したが，本研究は
これらの枠組みを階層データに拡張し，言語モデル
に内在する階層構造の理解を深めるものである．

6 おわりに
本研究では，LRCに基づく線形変換器群（Linear

Hierarchical Concepts; LHC）を用いて，言語モデルの
内部表現における階層構造の符号化を分析した．結
果，同一ドメイン内では階層の対応関係が線形に復
元可能であり，対応する方向への介入により次単語
予測が実際に変化することを確認した．一方で，予
測に影響を与える表現方向は階層深さやドメインを
跨いで一様には共有されず，設定が変わると介入効
果は大きく低下した．このことは，言語モデルは階
層情報を保持するものの，それは普遍的な単一軸で
はなく，階層深さ・ドメインごとに局在した低次元
部分空間として符号化されていることを示唆する．
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図 7: 階層ごとの Accuracyと Causality

A データの詳細情報
本研究では，地名・人名・組織名・生物名の複数

の階層構造データを使用した．知識ベースには概念
階層を構成する分類語彙が存在する一方，ドメイン
によっては階層化のために便宜的に作られた分類名
（実世界では一般に用いられない語）を含む場合が
ある．また，言語モデルが既知である可能性が高い
対象に絞るため，一部ドメインでは GPT-5 で候補
（エンティティとクラス階層）を生成し，Wikidata
に存在する項目のみにフィルタリングして実在性
を担保した．地名は，国連の地理区分に基づく国
名分類情報を含む ISO 3166-1 country code dataset [9]
と，Gurneeらの地理データ [2]を使用した．人名と
組織名は GPT-5から生成し，いずれもWikidataに存
在する項目のみにフィルタリングした．生物名は
Parkら [8]のデータを用い，リンネ式階層分類体系
に従って分類した．

B 学習設定の詳細情報
LRCの学習では，Hernandezら [6]らの設定と同様

に 1つの LREにあたり 8個の訓練サンプルを使用
した．訓練サンプルは乱数 seedを 5通り変えて抽出
し，報告値は全 seedの平均とした．各サンプルの入
力には few-shotプロンプトを用い，コンテキスト内
の事例数は 5とした．評価時も同一形式のプロンプ
トを使用した．

Earth
├── Asia
│   ├── Eastern Asia
│   │   ├── Japan
│   │   └── China
│   └── Western Asia
│       └── Turkey
├── Africa
│   └── Northern Africa
│       └── Egypt
└── ...

Organization
├── Company
│   ├── Technology company
│   │   ├── Google
│   │   └── Microsoft
│   └── Automotive company
│       └── Toyota
├── Nonprofit organization
│   └── Humanitarian NGO
│       └── Doctors Without Borders
└── ...

Animal
├── Mammal
│   └── Carnivora
│       ├── Dog
│       └── Cat
├── Reptile
│   └── Squamata
│       └── Lizard
├── Bird
│   └── Passeriformes
│       └── Sparrow
└── ...

Worker
├── Athlete
│   ├── Soccer player
│   │   ├── Lionel Messi
│   │   └── Cristiano Ronaldo
│   └── Baseball player
│       └── Ohtani Shohei
├── Scientist
│   └── Physicist
│       └── Albert Einstein
└── ...

図 8: 階層構造データの具体例

Task: Pick the best higher-level label (parent concept) for 
the given Item from the options.
Rules: Output ONLY the chosen label text exactly as 
written in the options.

Example 1:
Item: {⼦ノード名}
Options:
  - {上位概念1}
  - {上位概念2}
  - {上位概念3}
  - {上位概念4}
Answer: {正解の上位概念}

...(⼀部略)...

Example 5:
Item: {⼦ノード名}
Options:
  - {上位概念1}
  - {上位概念2}
  - {上位概念3}
  - {上位概念4}
  - {上位概念5}
Answer: {正解の上位概念}

Now answer:
Item: {テスト対象⼦ノード名}
Options:
  - {選択肢1}
  - {選択肢2}
  - {選択肢3}
  - {選択肢4}
  - {選択肢5}
Answer:

図 9: 使用したプロンプトのフォーマット
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