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概要
大規模言語モデル (LLM)は，事実と異なる情報を

生成すること (ハルシネーション)がある．近年，推
論時に嘘つき LLM (anti-expert)の出力確率をペナル
ティとして用いることでハルシネーションを抑制で
きることが示されている．anti-expert手法は，ハル
シネーション抑制の最高性能を達成しているが，2
つの LLMを同時に動かす必要があるため推論コス
トが高い．そこで，本研究では in-model anti-expert
という軽量な anti-expert 手法を提案する．提案手
法は，LLMの内部表現を事実性が向上する方向に
編集することで，モデル単体でのハルシネーショ
ン抑制を実現する．評価実験の結果，提案手法は
anti-expert以外の既存手法を上回る精度を達成した．
また，提案手法は従来の anti-expert手法の GPUメモ
リ使用量を 2.2倍から 1.4倍，推論時間を 1.9倍から
1.2倍に改善することを確認した．

1 はじめに
大規模言語モデル (LLM) [1, 2]は，驚くべき能力

を示している．その一方で，LLM は尤もらしいが
事実と異なる情報を生成することがあり，この問題
はハルシネーション [3, 4]と呼ばれる．ハルシネー
ションは，アプリケーションの信頼性を著しく低下
されるため，検知や抑制で防ぐことが重要である．
有望なハルシネーション抑制手法の一つに，

anti-expert手法 [5]がある．事実性を直接向上させる
fine-tuning は LLM に知識の有無に関わらず回答す
ることを強制するため，逆にハルシネーションを増
加させる [6]．anti-expert手法では，対象の LLM (i.e.
base LLM)を嘘が含まれるデータで fine-tuningして
嘘つき LLM (i.e. anti-expert LLM)を構築する．そし
て，推論時に base LLM の出力確率から anti-expert
LLMの出力確率をペナルティとして差し引くこと
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図 1 anti-expert (上部)と in-model anti-expert (下部)．提案
手法は，出力確率を直接操作するのではなく，base LLM
の内部表現を事実性が向上する方向に編集する．

で事実性が向上した出力確率を得る．anti-expert手
法は，ハルシネーション抑制の最高性能だが，同時
に 2つの LLMを動かすため推論コストが高い．
本研究では，in-model anti-expert (IMAE)という軽
量な anti-expert を提案する．図 1 に anti-expert と
IMAE の比較を示す．anti-expert は出力確率を直接
操作するが，IMAEは内部表現に介入して事実性を
改善する．内部表現への介入は，追加の LLMを動
かす必要性をなくし，モデル単体でのハルシネー
ション抑制を可能にする．しかし，本手法の実現に
は，LLMが嘘を生成できることに加え，内部表現空
間において事実性を高める方向を同定できることが
前提となり，技術的課題が存在する．この課題に対
して，我々は LLMに新たなモジュールを追加し，3
つの生成モードを搭載することで解決する．

Truthfulqa [7] を用いた評価実験において，IMAE
は主要な既存手法を上回り，anti-expert に次ぐ精
度を達成した．また，IMAEは従来の anti-expertの
GPUメモリ使用量を 2.2倍から 1.4倍，推論時間を
1.9倍から 1.2倍に改善することを確認した．
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2 背景
本節では，anti-expert 手法について説明した後，

ほかのハルシネーション抑制手法について述べる．

2.1 前提知識：anti-expert

ハルシネーション抑制の大きな課題は，事実デー
タを用いた fine-tuningは逆に LLMの事実性を低下
させることである [8]．従来の fine-tuning は，LLM
の知識で解けない質問に対しても回答を強制し，事
実を捏造するハルシネーションを増加させる [6]．
そこで，有害性抑制の分野で提案された手法 [9]

を拡張した induce-then-contrast decoding (ICD) [5] が
提案された．ICD は，LLM が嘘をつく能力を容易
に獲得できる点に着目した手法である．ICD は，
base LLMを ChatGPTで生成した嘘を含むデータで
fine-tuningして anti-expert LLMを構築する．そして，
推論時に base LLMの出力確率から anti-expert LLM
の出力確率をペナルティとして差し引くことで事実
性が向上した出力確率 𝑝expert (·) を得る．

𝑝expert (𝑥𝑖 |𝑥<𝑖) = softmax(𝛽 log 𝑝base (𝑥𝑖 |𝑥<𝑖)

− log 𝑝anti (𝑥𝑖 |𝑥<𝑖)) (1)

𝑝base (·) と 𝑝anti (·) はそれぞれ base LLMと anti-expert
LLMの出力確率を表す．また，𝑥𝑖 は 𝑖番目のトーク
ン，𝑥<𝑖 は 𝑖 番目より前のすべてのトークンを表す．
𝛽はペナルティの大きさを決めるハイパーパラメー
タである．anti-expertの出力確率が大きいトークン
ほど，ペナルティが大きくなる．
すべてのトークンをペナルティの対象にすると生

成能力が低下することが分かっている [10]．ICDで
は一部のトークン Vvalidにのみペナルティを与える．

Vvalid = {𝑥𝑖 ∈ V : logitbase (𝑥𝑖 |𝑥<𝑖)

≥ 𝛿max
𝑖

(max
𝜔

logitbase (𝜔 |𝑥<𝑖))}

logitbase (·)は base LLMのロジット，Vは語彙集合を
表す．𝛿はペナルティの対象とするトークンの制限
度合いを決めるハイパーパラメータである．

ICD は TruthfulQA において最高性能を達成して
おり，ICDを適用した Llama2 (7B) [11]は GPT-4 [1]
の精度を上回っている．しかし，ICDを含め既存の
anti-epert手法は推論コストが高い．ICDは，2つの
LLMを同時に動かすため，2.2倍の GPUメモリ使用
量がかかる．また，毎時刻出力確率を操作する処理
が発生するため，1.9倍の推論時間がかかる．
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図 2 IMAEのモデル構造．

2.2 関連研究
LLMにおけるハルシネーション ハルシネーショ
ン [4, 12]とは，LLM がユーザ入力 [13]，以前の出
力 [14]，実世界の事実 [15, 16]のいずれかと矛盾す
る情報を出力することである．本研究では，深刻な
問題を引き起こす危険性がある実世界の事実と矛盾
するハルシネーション [17]を対象とする．
ハルシネーション抑制 主なハルシネーション抑
制手法として，デコーディングアルゴリズムを改善
する手法 [18, 19]が存在する．これらの手法は，軽
量だが学習を伴わないため精度向上には限界があ
る．また，LLMに知識境界を認識させる fine-tuning
手法 [8]は，高精度だがモデルが過度に保守的な振
る舞いをする問題がある．我々と同様に内部表現を
編集する手法 [20]も存在する．しかし，この手法は
ドメイン内データでは有効であるが，正答と誤答の
ペアデータが必要でデータ準備が難しい．

3 提案手法：in-model anti-expert
IMAEは，base LLMの内部に anti-expertの役割を
担うモジュールを追加する．そして，base LLM の
内部表現を事実性が向上する方向に編集する．

3.1 モデル構造
図 2 に IMAE のモデル構造を示す．この構造は

パラレルアダプタ [21]に基づいており，anti-expert
unit を base LLM の各 MLP 層と並列に追加する．
anti-expert unit は gate と MLP 層で構成される．ま
た，mode control unitも追加する．MLPbaseとMLPanti

は，base LLMと anti-expert unitのMLP層を表す．
Anti-Expert Unit gate は anti-expert unit の出力を
どれだけ考慮するかを決める 𝛼 ∈ ℝを計算する．

𝛼 = softmax(𝑊ℎ + 𝑏)0 ∈ ℝ

ℎ ∈ ℝ𝑑 は MLP 層への入力ベクトルを表す．
𝑊 ∈ ℝ2×𝑑と 𝑏 ∈ ℝ2は学習可能なパラメータである．
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gateはMLPantiへの入力ベクトルを出力する．
𝑦 = MLPanti (𝛼ℎ) ∈ ℝ𝑑

MLPbase は言語理解・生成能力を保持しているため，
MLPanti には嘘をつくための情報だけを埋め込めば
よく，MLPbaseはMLPanti よりも小さくできる．

Mode Control Unit IMAEには 3つのモードがあ
り，mode control unit は各モードに対応するスカラ
値 𝜎 ∈ {−1, 0, 1}を出力する．𝜎 = 1のとき事実性が
低下したテキストを生成 (anti-expertモード)，𝜎 = 0
のとき base LLM と同じテキストを生成 (base モー
ド)，𝜎 = −1のとき事実性が向上したテキストを生
成 (expertモード)する．推論時は expertモードで生
成する．MLP層の出力は以下のように計算される．

MLP(ℎ) = MLPbase (ℎ) + 𝜎𝑦

3.2 損失関数
IMAEのfine-tuningでは，base LLMを凍結して anti-

expert unitのパラメータのみを調整する．MLPanti の
出力の逆ベクトルが，MLPbase の出力ベクトルの事
実性を高める方向を向くように調整する．ICDと同
様に質問と誤答で構成された訓練データを用いる．

MLP 層の損失 訓練データを分割し，半分を
anti-expertモード，もう半分を expertモードの訓練に
用いる．マルチタスク学習により，anti-expertモード
では事実性が低下したテキスト，expertモードでは
事実性が向上したテキストを生成するように訓練す
る．anti-expertモードの損失 𝐿antiには，cross-entropy
損失を用いる．expertモードの損失 𝐿expert には，事
実性が向上した出力確率 𝑝target (·) を用いた損失関
数を提案する．𝑝target(·) は式 1 と同様に計算する．
そのとき，base LLM と anti-expert LLM の代わりに
base モードと anti-expert モードの出力確率を用い
て，ICDと同じく Vvalid にのみペナルティを与える．
𝐿expert は以下のように計算される．

𝐿expert = 𝐷KL (𝑝target (𝑥𝑖 |𝑥<𝑖) | |𝑝expert (𝑥𝑖 |𝑥<𝑖))

この式において，𝑝expert (·) は expertモードの出力確
率を表す．𝐷KL は Kullback-Leibler距離を表す．

gateの損失 MLPanti の損失だけでなく gateの損
失 𝐿gateも用いる．𝐿gateを以下のように定義する．

𝐿gate =


1 − 𝛼 if 𝑥𝑖 ∈ 𝑇fact

𝛼 if 𝑥𝑖 ∉ 𝑇fact

𝑇fact はテキストの事実性に影響するトークンの集
合である．𝑇fact の特定方法は §3.3 で説明する．𝛼

は 𝑇fact を生成するときに大きくなり，それ以外の
トークンを生成するときに小さくなる．その結果，
anti-expert unitの出力は，事実性に影響するトークン
を生成するときにより考慮される．全体の損失は，
𝐿 = 𝐿anti + 𝐿expert + 𝐿gateと定義する．

3.3 トークンフィルタリング
MLPanti の訓練にすべてのトークンを用いると，
スタイルのような事実性に無関係な情報も埋め込ま
れる．そこで，事実性に影響するトークン 𝑇fact を特
定し，𝑇fact のみを 𝐿anti と 𝐿expert の計算に用いる．

ICDと同様に anti-expert LLMを構築し，base LLM
と anti-expert LLMを用いて 𝑇factを特定する．

𝑇fact = {𝑥𝑖 ∈ 𝑇 : log 𝑝anti (𝑥𝑖 |𝑥<𝑖) − log 𝑝base (𝑥𝑖 |𝑥<𝑖) ≥ 𝛾}

𝛾は制限度合いのハイパーパラメータである．

4 実験
提案手法を英語の QAタスクで評価する．Zhang
ら [5]の実験設定に従い，既存手法と比較する．

4.1 設定
ベンチマーク 訓練データとして HaluEval [22]を
用いる．評価データには TruthfulQA [7] を用いて，
多肢選択形式の評価指標MC1/2/3で評価する．MC1
は最尤選択肢が正解であるかを評価する．MC2は
正解選択肢の合計尤度と不正解選択肢の合計尤度の
差を測る．MC3は正解選択肢の最小尤度が不正解
選択肢の最大尤度を上回るかを評価する．MC1は，
最も一般的な greedy decodingの設定に近いため，最
も重要な評価指標と位置付けられる．
比較手法 base LLM には，Llama2-7B-Chat [11]
を用いる．ICD に加えて，主要な既存手法であ
る ITI [18]，DoLa [19]，CD [10]と比較する．ITIは
attentionを用いて内部表現を編集する．DoLaは異な
る層の出力確率分布を対比する．CDはパラメータ
サイズの異なる LLM1）の出力確率分布を対比する．

4.2 結果と分析
IMAEは事実性を向上させるか？ 表 1に結果を
示す．最も重要な評価指標である MC1 において，
IMAEは ICD以外の既存手法を上回った．

MC2/3 においては一部の手法が IMAE を上回っ
たが，これは各手法の性質の違いに起因すると考

1） Llama2-7B-Chatと Llama2-13B-Chatを用いた．
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表 1 TruthfulQAにおける評価結果．
MC1 MC2 MC3

ベースライン 36.96 54.62 27.95
ICD (上限) 46.32 69.08 41.25

ITI 37.01 54.66 27.82
DoLa 32.97 60.84 29.50
CD 28.15 54.87 29.75

IMAE (ours) 40.02 57.12 28.96

表 2 GPUメモリ使用量 (GB)と推論時間 (ms/token)．
GPUメモリ 推論時間

ベースライン 13.2 (1.0x) 2.09 (1.0x)

ICD 28.6 (2.2x) 4.05 (1.9x)

ITI 16.2 (1.2x) 2.09 (1.0x)

DoLa 15.1 (1.2x) 2.21 (1.1x)

CD 41.0 (3.1x) 6.42 (3.1x)

IMAE (ours) 18.4 (1.4x) 2.60 (1.2x)

える．MC1は最尤の正解選択肢のみを考慮するが，
MC2/3 はすべての正解選択肢を考慮する．IMAE
は，特定のトークンの出力確率を増加させる代わり
にほかのトークンの出力確率を減少させる．その結
果，最尤の正解選択肢の尤度は向上したが，一部の
正解選択肢の尤度は低下したと考える．一方で，現
在広く使われているDoLa/CDは，事前学習モデルに
は有効である [10, 19]が，事後学習モデルのMC1に
は効果が薄いと考える．DoLa/CDは，出力確率分布
を緩やかに変化させる手法であり，MC2/3には有効
である．しかし，最尤の正解選択肢の出力確率を大
きく増加させる手法ではないため，MC1への効果は
限定的である．このトレードオフを考慮したとき，
IMAEはすべてのスコアを向上させ，かつMC1で最
高性能を達成した最も優れた手法であると考える．

IMAEは推論コストを改善するか？ 表 2に各手
法の推論コストを示す．IMAEは，ICDの GPUメモ
リ使用量を 2.2倍から 1.4倍，推論時間を 1.9倍から
1.2倍に改善した．IMAEは，ICDの推論コストの増
加を ITIや DoLaと同程度にまで軽減した．

IMAEはほかのモデルサイズに対しても有効か？
Llama3.2 (3B)および Llama3.1 (8B) [23] を用いた追
加実験を行った．表 3に実験結果を示す．IMAEは，
両モデルのすべてのスコアを一貫して向上させた．
この結果は，IMAEがより小規模なモデルに対して

表 3 Llama3系列モデルの評価結果．
MC1 MC2 MC3

Llama3.2-3B-Instruct 35.25 54.75 27.44
+ ICD 40.13 73.67 44.67
+ IMAE (ours) 38.19 59.36 32.10

Llama3.1-8B-Instruct 40.88 59.90 31.35
+ ICD 44.80 79.03 50.99
+ IMAE (ours) 43.08 63.62 36.01

も有効であることを示している．

5 おわりに
anti-expert手法は高精度なハルシネーション抑制
手法であり，正答と誤答のペアデータではなく誤答
データのみで訓練が可能な点でデータ準備が容易で
ある．本研究では，従来手法の推論コストが大きい
という課題を解決し，低コストなハルシネーション
抑制手法を提案した．本研究の貢献を以下に示す．
本研究の独自性 本研究では，複数の LLMを用
いて実現されてきた anti-expert手法を，単一モデル
内で実現した．提案手法は，出力確率を直接操作す
るのではなく，内部表現に介入して事実性を向上さ
せる新たな枠組みを提示した．さらに，LLMに 3つ
の生成モードを導入することで，嘘を生成する能力
と内部表現空間で事実性を高める方向を同定する能
力を同時に獲得させるという技術的課題を解決し
た．本研究は，ハルシネーション抑制に対して有効
かつスケーラブルな新しい解決策を示した．
本研究の重要性 現在主流のハルシネーション対

策は RAG [24]であり，その派生手法 [25, 26]が世界
的に活発に研究されている．近年では，ハルシネー
ションを原因ごとに分類し，各分類に応じた対策を
講じる必要性が指摘されている [27, 28]．
ハルシネーションの主な原因としては，知識不
足 [29] と知識の想起失敗 [30] が挙げられる．RAG
は前者には有効であるが後者には有効でない．これ
に対して，提案手法は前者には有効でないが後者に
は有効である．本研究は RAG研究の系譜とは直交
するものであるが，提案手法は RAGベースの手法
と併用することでさらなる精度向上が期待できる．
本研究は，現在主流の手法では十分に対処されてい
ない知識の想起失敗に起因するハルシネーション
を対象とし，原因別対策という観点からハルシネー
ション抑制研究を補完する点で重要である．
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Küttler, Mike Lewis, Wen tau Yih, Tim Rocktäschel, Se-
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表 4 IMAEのハイパーパラメータ．
Configuration Value

エポック数 5

バッチサイズ 24

学習率 5 × 10−5

MLPanti の中間層の次元数 4096

𝑝expert (·) のペナルティの強さ 𝛽 2.0

𝑇factの制限度合い 𝛾 1.0

𝜈validの制限度合い 𝛿 1.0

A 実験設定詳細
訓練データには，HaluEval [22] から 10k 件の質

問とそれに対する誤答で構成されたデータを用い
た．Haluevalの誤答は，ChatGPTに嘘の回答を生成
するように指示することで，擬似的に生成してい
る．評価データには，ハルシネーション抑制の分
野で広く用いられている TruthfulQA [7] を用いた．
TruthfulQAは，LLMがハルシネーションを起こしや
すい 817件の質問で構成されており，医療・法律・
政治など 38分野を網羅している．
実験には，NVIDIA RTX 6000 (24GB)を 8 枚用い

た．表 4に IMAEのハイパーパラメータを示す．最
適化アルゴリズムには，AdamW [31]を用いた．

B アブレーション
提案手法のどの構成要素が精度向上に寄与する

か？ 表 5は，TruthfulQAにおける Llama2-7B-Chat
のアブレーション実験結果である．損失の各項につ
いて，anti-expertモードの損失 𝐿anti ，expertモード
の損失 𝐿expert ，gate の損失 𝐿gate のいずれを取り除
いても，精度が著しく低下した．この結果は，損失
のすべての要素が重要であることを示している．ま
た，gateやトークンフィルタリングは，さらなる精
度向上に貢献することも確認した．

anti-expert unitの MLP層の中間層の次元数は精
度に影響するか？ 図 3に MLPanti の中間層の次元
数とMC1/2/3の関係を示す．MLPbase の中間層の次
元数は 11008 である．MC1/2/3 は，MLPanti の次元
数が 4096までは向上する傾向があったが，4096以
上はいずれも向上しなかった．この結果は，ある一
定の値までは MLPanti の中間層の次元数が増加する
についれて事実性が向上することを示している．

表 5 TruthfulQAにおけるアブレーション実験結果．
MC1 MC2 MC3

ベースライン 36.96 54.62 27.95
IMAE 40.02 57.12 28.96

w/o gate 39.05 55.96 29.07
w/o 𝐿anti 37.09 54.15 27.68
w/o 𝐿expert 36.35 54.08 26.64
w/o 𝐿gate 37.33 54.28 27.24
w/oトークンフィルタリング 38.80 55.46 28.43
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図 3 TruthfulQAにおける MLPanti の中間層の次元数ごと
の精度変化．base LLMは Llama2-7B-Chatである．
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