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概要
近年の大規模言語モデル (LLM) の発展により，

様々なドメインに特化した LLM の研究が進んで
いる．ドメイン特化 LLMを下流タスクに用いる場
合，タスクのラベル付きデータで教師ありファイン
チューニングする前に，そのドメインの知識獲得を
目指し，特定ドメインの生テキストを用いた継続事
前学習が先行して行われることがある．しかしなが
ら下流タスクのデータ量に着目した継続事前学習の
有効性については不明な点が多い．本研究では新聞
ドメインにおける見出し生成タスクを対象に，ドメ
イン特化を目的とする継続事前学習と下流タスクの
データ量が性能に与える影響を分析する．分析の結
果，下流タスクのデータ量が極めて少ない状況では
継続事前学習の効果が大きい可能性が示唆された．

1 はじめに
質問応答や文章校正など，様々な用途で大規模言

語モデル (LLM)の活用が進んでいる [1, 2, 3]．特に
企業での応用を見据えると，金融，医療などといっ
た業界に特化した LLMのニーズは大きく，様々な
業界で活用，研究が進んでいる [4, 5, 6, 7]．LLMの
実応用に際しては，OpenAI社が提供する ChatGPT
のように，様々なタスクに汎用的に活用できる
チャットボットのニーズも高い一方，解きたいタス
クが明確に定まっている場合も一定存在する．

LLMを用いて解きたいタスクが明確に定まって
いる場合，解きたいタスクのラベル付きデータを用
いて教師ありファインチューニング (SFT)を行うこ
とが一般的である [8]．しかしながら，高いタスク性
能を達成するためには大量のラベル付きデータが必
要となる場合も存在する．タスクによって現実的に
用意できるデータ量は異なり，大規模に用意するの
は高コストであることも多い．そのため，ベースと

図 1 見出し生成タスクの学習データ量と性能 (ROUGE)．
マーカー付近の値は見出し生成タスクの学習データ量を
示す．

なる LLMを特定ドメインの生テキストで追加学習
することで，そのドメインの知識獲得を目指す継続
事前学習が先行して行われることがある [5, 9, 10]．
継続事前学習では，学習に用いるデータに対して正
解ラベルを付与する必要がないため，比較的学習
データを収集しやすいという特徴がある．しかしな
がら，実際に継続事前学習することがどのような状
況下で有効か，特に下流タスクのデータ量に着目す
るといまだ不明な点が多い．
本研究では新聞ドメインにおける見出し生成タス
クを対象に，タスクのデータ量に着目した場合の継
続事前学習の有効性を検証した．多くの新聞記事は
本文に対して見出しが付与された状態で公開され，
本文と見出しの組を集めやすいことから，下流タス
クのデータ量による継続事前学習の影響を調査する
上で適したタスクであると考えることができる．本
研究では，新聞ドメインへ特化させるための継続事
前学習を行った上で，SFTに用いるデータ量による
性能の差を分析する．分析の結果，SFTの学習デー
タが極めて少ない状況下では継続事前学習の効果が
大きい可能性が示唆された．
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2 関連研究
2.1 ドメイン特化型 LLM

ChatGPTに代表される汎用的な LLMに対し，特
定ドメインに特化した LLM も研究が進められて
いる [4, 5, 6, 7]．金融分野では BloombergGPT [4]や
FinGPT [11]など，様々な金融特化 LLMが構築され
ている [12, 13]．日本語でも，平野らが日本語 LLM
に対して金融文書で継続事前学習を行い，金融特化
LLMを構築している [9]．また，医療分野でもドメ
イン特化の LLMに関する研究，開発が進められて
いる [5, 14, 15, 16]．例えば Llamaを医学論文で継続
事前学習した PMC-LLaMA [5]や，Med-PaLM [14]な
どが挙げられる．日本語においても助田らが日本語
LLMに対し医療データで指示チューニングを行い，
医療ドメインに特化した LLMを構築している [10]．
本研究では新聞記事ドメインを対象に，継続事前学
習と下流タスクのデータ量に着目した分析を行う．
石原らも BERTや T5に対し新聞記事で学習を行い，
日本語の金融ニュース記事に特化したモデルを構築
しているが [17]，本研究は近年発展の著しいより大
規模なモデルを対象に，継続事前学習と下流タスク
のデータ量に着目した分析を行う．

2.2 ドメイン特化の継続事前学習の分析
最近では，継続事前学習の有効性に関する分析も

多数行われている [18, 19, 20]．Yıldızらは LLMの継
続事前学習に関して，複数ドメインで構成される
データセットを用いて，学習するドメインの内容や
学習順序に着目した分析を行っている [18]．また，
Xieらは金融ドメインを対象に継続事前学習に有用
なデータの選択手法を提案し，それらの手法を用い
た継続事前学習の有効性を分析している [19]．実験
の結果，提案手法によって少ないデータでも効率的
に継続事前学習を行えることを示している．Jindal
らは継続事前学習の有効性に関して，学習元とする
モデルの選択に着目した分析を行っている [20]．実
験では継続事前学習のデータ量を変化させた場合の
分析も行っており，指示追従データで学習済みのモ
デルを学習元とした継続事前学習ではデータ量が
増えるほど指示追従能力が劣化することを示して
いる．本研究では特に下流タスクのデータ量に着目
し，継続事前学習の有効性を分析する．

3 分析 1: 継続事前学習と下流タス
クデータ量の関係
本研究では山田ら [21]の定義に倣い，与えられた
テキスト全体のトークンを予測する学習方法を継続
事前学習，ラベル側のトークンのみ予測する学習方
法を教師ありファインチューニング (SFT)と呼ぶ．
新聞ドメインにおける見出し生成タスクを対象

に，継続事前学習の有無と下流タスクでの SFTにお
けるデータ量の関係を分析する．

3.1 実験設定
データセット 継続事前学習，および見出し生成
タスクの学習データとして，信濃毎日新聞株式会社
が発行した 2013年 1月から 2024年 6月までの紙面
記事の本文，見出しを使用した．連載名の接頭辞な
どのノイズを除去し，掲載時期に応じてデータを分
割した．最終的に学習データとして 2013年 1月か
ら 2024年 4月までの記事 419283件，検証データと
して 2024年 5月の記事 2385件，評価データとして
2024年 6月の記事 2574件を用意した．このうち継
続事前学習には学習データの記事本文，計約 1.85億
トークンを用いた．また，比較対象として新聞以外
のドメインの生テキストも用意した．具体的には
llm-jp-corpus-v31）の日本語Wikipediaから新聞記事と
同量のトークンを抽出した．なお，見出し生成タス
クへの SFTでは本文，見出しの組を用いた．
継 続 事 前 学 習 Llama-3.1-Swallow-8B-v0.12）を
ベースモデルとし，新聞記事本文，および日本
語 Wikipedia のそれぞれを用いて継続事前学習を
行った．なお，学習は 2エポック行った．
見出し生成タスクへの SFT Llama-3.1-Swallow-

8B-v0.1 (ORG)，新聞記事本文で継続事前学習を行っ
たモデル (CPT-news)，日本語Wikipediaで継続事前
学習を行ったモデル (CPT-jawiki)の 3つをベースモ
デルとし，見出し生成タスクへの SFT を行った．
SFT手法として Low Rank Adaptation (LoRA) [22]を
用いた．学習に用いるデータ量は複数の設定を用意
した．具体的には，全量 (419283)，4分の 1 (104821)，
16分の 1 (26205)，64分の 1 (6551)，1000, 100, 50の
計 7設定を用意し，それぞれで SFTを行った．学習
設定の詳細は付録 Aに示す．

1） https://gitlab.llm-jp.nii.ac.jp/datasets/

llm-jp-corpus-v3

2） https://huggingface.co/tokyotech-llm/Llama-3.

1-Swallow-8B-v0.1
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表 1 信濃毎日新聞 2024年 6月 27日の記事に対する生成例．\nは改行を示す．
本文 信州大（本部・松本市）は２６日、２０２５年度入学者の選抜要項を発表した。２２年度から実

施された高校の新学習指導要領に基づく新教育課程に対応した教科・科目に変更し、一般選抜（前
期・後期）では旧教育課程の履修者が不利にならないよう出題する。８学部全体の入学定員は１９
６３人で、前年度に引き続き医学部医学科の定員１５人増を国に申請する。\n 医学科の定員増は
医師不足に対応する措置で、認められれば入学定員は前年度と同じ１９７８人。定員増の申請は１
０月ごろに結果が分かる。\n 農学部農学生命科学科は２４年度までの４コースを「生命・食品科
学」「食料生産システム科学」「山岳圏森林・環境共生学」の３コースと「地域協創」の１特別コー
スに再編。分野横断型教育を強化し、課題解決型学習を推進する。同学科の入学定員は前年度と同
じ１７０人。\n 教育学部は５コース（現代教育、国語教育、ものづくり・技術教育、特別支援教
育、心理支援教育）で総合型選抜を初めて導入する。募集人員は一般選抜や学校推薦型選抜を削
り、１６人分の枠を設けた。卒業後に県内で教職に就く意欲を持った人が対象で、大学入学共通テ
ストは課さない。\n 一般選抜の出願期間は来年１月２７日～２月５日。信大ホームページから出
願登録サイトに必要事項を入力し、検定料を支払った上で出願書類などを郵送する。前期試験は２
月２５日（一部学部は２６日も）、後期試験は３月１２日。問い合わせは平日に信大入試課（☎０２
６３・３７・２１９５）へ。\n

正解見出し 信大 ２５年度選抜、新学習指導要領に対応 旧課程にも配慮
ORG 信州大、２５年度入学者の選抜要項発表 医学部医学科の定員１５人増を申請
CPT-jawiki 信州大、２５年度入学者の選抜要項発表 医学部医学科の定員１５人増を申請
CPT-news 信大の２５年度入学者選抜要項発表 医学部医学科の定員１５人増を申請 教育学部は総合型選

抜導入

表 2 見出し生成タスクの学習データ量を変化させた際
の評価結果 (ROUGE)．横軸は学習データの件数を示す．

50 100 1000 6551 26205 104821 419283

ORG 41.93 43.81 46.81 50.37 51.79 51.50 52.76
CPT-jawiki 42.02 43.89 46.53 50.02 52.08 51.46 52.78
CPT-news 43.19 44.35 47.50 50.42 52.02 51.74 53.39

評価指標 見出し生成タスクの評価指標
として ROUGE-1-F1 [23] (ROUGE) と BERTScore-
F1 [24] (BERTScore)を用いた．ROUGE の算出には
sacrerouge3）を用い，単語の分割には形態素解析器
MeCab [25] (IPA辞書)を使用した．BERTScoreの算
出には bert-score ライブラリ4）を用い，モデルには
tohoku-nlp/bert-large-japanese-v25）を使用した．

3.2 実験結果
図 1および表 2に，見出し生成タスクの学習デー

タ量を変化させた際の各モデルのスコアの推移を
示す6）．図 1から，タスクの学習データ量によらず
基本的に CPT-newsの性能が高くなっていることが
わかる．また表 2から，特に学習データが 50件の
場合に，CPT-news の性能とそれ以外のモデルの性
能の差が大きくなっていることがわかる．このこと
から，見出し生成タスクにおいては，タスクの学習
データ量が極めて少ない状況において継続事前学習
の効果が大きい可能性が示唆される．この傾向は，

3） https://github.com/danieldeutsch/sacrerouge

4） https://github.com/Tiiiger/bert score

5） https://huggingface.co/tohoku-nlp/

bert-large-japanese-v2

6） 過学習の傾向が見られたため，継続事前学習の 1エポック
目のチェックポイントから SFTを行った．

ROUGEだけでなく BERTScoreの値についても一貫
して確認された7）．

3.3 定性分析
表 1にタスクの学習データが 50件の場合の各モ
デルの見出し生成例を示す．この例では，CPT-news
のみ正解見出し同様に「信大」という略称を生成で
きていた．この事例について 10回の生成を行った
ところ，CPT-newsは 10回全てで「信大」と生成し
たのに対して，ORG では 2/10 回，CPT-jawiki では
3/10回の生成にとどまっていた．継続事前学習に用
いたデータセットに「信大」という表現がどの程度
出現するかを調査したところ，新聞記事では全体の
1.25%，日本語Wikipediaでは 0.14%の文書に出現し
ていることがわかった．この結果から，新聞記事で
継続事前学習を行うことで，この表現に代表される
対象ドメインらしい表現を生成する傾向が強まった
と考えられる．

4 分析 2: 継続事前学習における学
習データのドメイン混合
3節の結果から，見出し生成タスクの学習データ
が 50件のように極めて少ない場合に継続事前学習
の効果が大きいことが確認できた．継続事前学習に
用いる学習データはラベルが不要であるため，比較
的データを収集しやすい．しかしながら，ドメイン
によっては生テキストの収集すら困難なケースも
考えられる．例えば企業独自の知識や用語に関する

7） BERTScoreの結果は付録 Bに示す．
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ドメインでは，その企業特有の情報が精緻に文書化
されていなければ大規模に収集することは難しい．
一方で llm-jp-corpusなど，一般公開されているコー
パスであれば低コストで扱いやすい．そこで本節で
は，下流タスクのドメインのデータとそれ以外のド
メインのデータの混合データで継続事前学習した場
合の性能について分析する．

4.1 実験設定
データセット 新聞ドメイン，他ドメインのデー

タを混ぜ合わせたデータセットを用意した．新聞ド
メインの学習データには 3節で用いた新聞記事本文
約 1.85億トークン，他ドメインの学習データには 3
節で用いた日本語 Wikipediaを同量使用した．合計
トークン数が約 1.85 億トークンとなるように，全
量を新聞ドメインにした場合，新聞ドメインを 2/3，
1/2，1/3，1/10，1/20含めた場合，全量を他ドメイン
にした場合の計 7設定を用意した．
継続事前学習 7つの学習データそれぞれを用い

て，LLMの継続事前学習を実施した． 3節と同様に
Llama-3.1-Swallow-8B-v0.1 をベースモデルとし，学
習は 2エポック行った．
見出し生成タスクへの SFT 7つの学習データで

継続事前学習を行った各モデルに対し，見出し生成
タスクへの SFTを行った．見出し生成の学習データ
は 3節の分析において継続事前学習の効果が最も大
きくなっていた 50件とした．
評価指標 3 節と同様に見出し生成の評価

指標には ROUGE-1-F1 (ROUGE) と BERTScore-F1
(BERTScore)を用いた．

4.2 実験結果
図 2および表 3に継続事前学習の学習データにお

ける新聞記事の割合を変化させた際のスコアの推
移を示す8）．図 2から，新聞ドメインを 1/10含めた
場合と 1/3含めた場合との間にスコアの差が生じて
いることがわかる．この傾向は ROUGEだけでなく
BERTScore の値についても一貫して確認された9）．
このことから，下流タスクと同一のドメインと他の
ドメインのデータを一定割合以上で混ぜ合わせる
と性能が急激に向上する可能性が示唆される．本実
験で用いた Llama-3.1-Swallow-8B-v0.1は既に日本語
Wikipediaを用いた学習が行われている．そのため，

8） 3節と同様に継続事前学習の 1エポック目のチェックポイ
ントから SFTを行った．

9） BERTScoreの結果は付録 Bに示す．

図 2 継続事前学習の学習データにおける新聞記事の割
合を変化させた際の性能 (ROUGE)．マーカー付近の値は
新聞記事の割合を示す．
表 3 継続事前学習の学習データにおける新聞記事の割
合を変化させた際の評価結果．横軸は新聞記事の割合を
示す．

0 1/20 1/10 1/3 1/2 2/3 1

ROUGE 42.02 42.03 41.70 43.21 43.15 42.75 43.19
BERTScore 0.679 0.681 0.678 0.684 0.685 0.682 0.684

混合データによる学習が過去に学習した言語能力を
一定保持しつつ新規ドメインに適用するような効果
を発揮している可能性も考えられる．このような過
去に学習したドメインとの類似性に着目した混ぜ合
わせの分析については今後の課題としたい．

5 おわりに
本研究では新聞ドメインにおける見出し生成タス
クを対象に，継続事前学習と下流タスクの学習デー
タ量の関係を調査した．分析の結果，見出し生成タ
スクにおいては，SFTの学習データが極端に少ない
場合に継続事前学習の効果が大きい可能性が示唆さ
れた．また，継続事前学習に用いる学習データにお
いて見出し生成タスクと同一ドメインのデータの割
合を変化させたところ，継続事前学習の学習データ
に他のドメインのデータが混合している場合にもタ
スクの性能向上につながるケースが確認された．
本研究はあくまで新聞ドメインの見出し生成タス
クに着目した分析となっており，他のドメイン，タ
スクに対しても同様の傾向があることまでは示すこ
とができない．したがって今後は金融や特許などの
他ドメインや，それらの下流タスクでも分析し，ド
メインやタスクによらず同様の傾向がみられるのか
を調査したい．また，学習元とするモデルの種類や
モデルサイズによる影響も考えられるため，これら
を変更した際の分析も行いたいと考えている．
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表 4 見出し生成タスクの学習データ量を変化させた際の評価結果 (BERTScore)．横軸は学習データの件数を示す．
50 100 1000 6551 26205 104821 419283

ORG 0.679 0.689 0.700 0.720 0.726 0.726 0.732
CPT-jawiki 0.679 0.690 0.698 0.718 0.726 0.726 0.731
CPT-news 0.684 0.691 0.704 0.720 0.727 0.727 0.734

図 3 見出し生成タスクの学習データ量と性能
(BERTScore)．マーカー付近の値は見出し生成タスク
の学習データ量を示す．

図 4 継続事前学習の学習データにおける新聞記事の
割合を変化させた際の性能 (BERTScore)．マーカー付
近の値は新聞記事の割合を示す．

表 5 信濃毎日新聞 2024年 6月 12日の記事に対する生成例．\nは改行を示す．
本文 県内でツキノワグマによる人的被害が増加しているのを受け、県は１１日、「野生鳥獣被害対策本部会議」を

県庁で開いた。７月１２日までの約１カ月間、熊が出没する恐れがある地域での「集中点検」を実施すると決め
た。\n 集中点検は、県や市町村職員、県クマ対策員らが熊の目撃があった地域などを見回る。地域の土地所
有者らには、熊の餌になる物の除去や生ごみなどの適切な処理、熊が身を潜められるやぶの刈り払いを呼びか
ける。\n 県内でのツキノワグマの目撃件数は今年５月、平年の１・８倍の１０６件。県は今月５日に「ツキ
ノワグマ出没注意報」を出したが、８日に上高井郡高山村で４０代女性が右手をかまれるなどして重傷を負う
など、６月に入って人的被害は４件発生している。\n 会議では、県環境保全研究所の研究員が「体長１メー
トル未満の熊の目撃が多く、人里への恐怖心が薄い親離れしたばかりの若い熊が餌を探して動き回っている可
能性がある」と説明。県森林づくり推進課の塚平賢治・鳥獣対策担当課長は会議後の取材に「熊の出没を繰り返
さないためには地域ぐるみでの対策が大切。集中点検で必要な取り組みを助言していきたい」と話した。\n

正解見出し 熊警戒 来月１２日まで「集中点検」 県、人的被害の拡大受け
ORG ツキノワグマ被害増加県、集中点検実施へ県庁で対策本部会議
CPT-jawiki 県内でツキノワグマによる人的被害増加県、集中点検実施へ
CPT-news ツキノワグマの人的被害増加 県が「集中点検」実施へ

A 実験設定の詳細
継続事前学習 3節および 4節で同一の学習設定を用いた．バッチサイズを 16，weight decayを 0.1，gradient clippingを 1.0とした．ま
た，初期学習率は 5e-6とし，5e-7まで線形に減衰させた．学習にはMegatron-LM10）を使用し，NVIDIA H100 94GB 4GPUで実施した．

SFT LoRA-Rを 64，LoRA-alphaを 16，LoRA-dropoutを 0.15，学習対象のパラメータは all-linearとした．また，学習率は 0.0001，最
大系列長は 3200とした．バッチサイズは学習データ 1000件以下の場合は 1，6551件では 2，26205件では 8，104821件では 32，419283
件では 128とした．各モデルは 1エポック学習し，最終チェックポイントを評価に用いた．学習には trl11）を使用した．実験は学習デー
タ 104821件以上の場合は NVIDIA A100 40GB 8GPUで，それ以外の設定では NVIDIA A100 40GB 1GPUで実施した．
見出し生成タスクのプロンプト SFTおよび推論の際に与えるプロンプトは Llama-3.1-Swallow-8B-Instruct-v0.112）のテンプレートに
従った．具体的には，システムプロンプトに「あなたは誠実で優秀な日本人のアシスタントです。」を，ユーザプロンプトに「次の新聞
記事に見出しをつけてください。」，改行，記事本文を，アシスタントプロンプトに記事見出しを埋め込んだ．学習の際には記事見出し
の先頭トークン以降に損失を流すようにした．
B 実験結果の詳細
定量評価 図 3および表 4に 3節の実験における各モデルの BERTScoreを示す．また，図 4に 4節の実験における BERTScoreの推移
を示す．
定性分析 表 5は 3節の実験における学習データ 50件の場合の見出し生成例である．表 5を見ると，CPT-newsのみ正解見出し同様
に集中点検というフレーズを鍵括弧で囲むことができていた．この事例について 10回の生成を行ったところ，CPT-newsは 9回「集中
点検」のように鍵括弧で囲まれた表現を生成したのに対して，ORGでは 0/10回，CPT-jawikiでは 3/10回の生成にとどまっていた．継続
事前学習に用いたデータセットに鍵括弧で囲まれた表現がどの程度出現するかを調査したところ，新聞記事では全体の 50.0%，日本語
Wikipediaでは 10.5%の文書に出現していることがわかった．この結果からも，新聞記事で継続事前学習を行うことで対象ドメインらし
い表現を生成する傾向が強まったことが示唆される．
10） https://github.com/NVIDIA/Megatron-LM

11） https://github.com/huggingface/trl

12） https://huggingface.co/tokyotech-llm/Llama-3.1-Swallow-8B-Instruct-v0.1
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