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概要
本研究では，実世界における日本語対話の曖昧性

解消を目的として，マルチモーダル参照解析の性能
向上に寄与する要素を検討し，またモデルに組み込
む．具体的には，メンション間およびメンション・
物体間の参照関係を統合的に解析するフレームワー
クを提案する．実験では，共参照解析や照応解析と
いったメンション間の学習がメンション・物体間の
解析に与える利得を明らかにした．

1 はじめに
対話を介して実世界でユーザと協働が可能な対話

システムに向けて，対話テキストに含まれる参照表
現 (メンション)とメンションが参照する物体を特定
する試みがなされている [1, 2, 3, 4]．マルチモーダ
ル参照解析は，メンション同士の参照関係に加えメ
ンションから物体への参照関係1を特定するタスク
である [1]．例えば，図 1の状況においてシステム
は，自身の観測から “そのコップ”や “取って”が参
照する他のメンションや物体を特定する．これによ
り，対話に含まれる “何を誰が誰にどうする”といっ
た事象を物体と紐付けて理解することができる．
マルチモーダル参照解析の中でも，メンションか

ら物体への直接参照を特定するタスクはフレーズ
グラウンディングとよばれ [6, 7]，画像とそのキャ
プションを解析対象としたモデルが提案されてき
た [8, 9, 10]．しかし，これらのモデルは間接参照を
含むマルチモーダル参照解析を原理的に扱えず，日
本語対話テキストのフレーズグラウンディング性能
も十分でない 2 [11]．その原因は実世界での対話や

∗ 現所属：日本電気株式会社
1 共参照関係のほか，述語からその項への格関係 [5]などの間
接的な関係を含む．メンションから物体への参照解析では．
前者・後者の参照を直接参照・間接参照と呼ぶ．

2 例えば，GLIP [9]を用いて日本語対話のフレーズグラウン
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図 1 2者の実世界対話をシステムが理解する状況におけ
るマルチモーダル参照解析の例．述語 “取って”における
ガ格とニ格の項は省略されている．

日本語特有の曖昧性にあり，“それ”といった指示詞
の発生は前者に，主語や目的語の省略は後者に該当
する．我々はマルチモーダル参照解析の性能向上を
通してこれら曖昧性の解消を目指す．
本研究では，日本語対話に対するマルチモーダル

参照解析の性能向上に寄与する要素について示唆を
与える．共参照・述語項構造解析タスクに代表され
る日本語のテキスト解析の研究では，複数の照応関
係3を統合的に解析することが，個別のタスク性能
の向上に寄与することが示されてきた [12, 13, 14]．
我々はこの利得がマルチモーダル参照解析でも得
られるかを検証するため，メンション間の照応関
係，およびメンション・物体間の参照関係を統合的
に解析するフレームワークを提案する4．以後，メ
ンション間の解析を照応解析と呼び，メンション・
物体間の解析を参照解析と呼ぶ．本研究では提案フ
レームワークを用いて以下の内容を議論する．

• 照応解析が参照解析に与える影響
• 直接参照・間接参照の同時学習の効果

ディングを解く場合，日本語キャプションを解く場合と比較
して，Recall@1に 0.385ポイントの差が生じる (表 1参照)．

3 メンション間の参照関係を意味する．
4 https://github.com/SInadumi/mmrrで公開している．
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2 準備
本研究は日本語の 2者対話におけるマルチモーダ

ル参照解析タスク，およびそのデータセットである
J-CRe35 [1]を対象とする．

2.1 マルチモーダル参照解析
対話テキスト T = {𝑚1 · · ·𝑚𝑎 · · ·𝑚𝑏 · · · } とその

発話区間に対応する動画のフレーム系列 V =

{I1 · · · I𝑐 · · · }が与えられた時，J-CRe3におけるマル
チモーダル参照解析では，テキストに含まれるメン
ション 𝑚𝑏 とその参照先に存在する参照関係を特定
する．本タスクは，メンション間の照応を解析する
照応解析とメンション・物体間の参照を解析する参
照解析の 2つから構成される．
本研究では，参照関係の集合を 𝐿 で示し，共参

照・直接参照の関係 (=)と出現頻度の多い 5種の格・
間接参照の関係を解析する6．
照応解析 Tが与えられた時，照応解析では，メ

ンション 𝑚𝑏 と照応関係にあるメンション 𝑚𝑎 を特
定する．𝑚𝑏 が照応先を持たない場合も存在する．
参照解析 Tと V中の任意の画像 I𝑐 が与えられ

た時，参照解析では，メンション 𝑚𝑏 と参照関係に
ある物体を選択する．具体的には，物体検出モデル
により，I𝑐 に対して最大 𝑞 個の物体矩形 Oと物体
特徴の系列 Xのタプル (O,X) = {(𝑜1, x1) · · · (𝑜𝑞 , x𝑞)}
を推定する．Tと Xを入力として，Oの要素を選択
する．ある対話テキストの発話の開始・終了時刻の
区間から動画を 1秒単位で切り出したフレーム系列
を Vと見做す．Xの抽出は先行研究 [15, 16]に従う．

2.2 J-CRe3

J-CRe3 は主人とお手伝いロボットの協働作業で
発生する実世界対話を対象とし，ロボット視点の動
画，俯瞰視点の動画，両者の対話音声を収録した
データセットである．注釈として，対話音声の書き
起こしおよび照応・参照関係が付与されている．本
研究では照応・参照関係と物体矩形の注釈が付与さ
れた，ロボット視点の動画と対話テキストを用い
て，照応・参照解析を行う．J-CRe3では，ある述語
から物体への間接参照が存在して，その物体に対応
するメンションが無い事例が存在する．この事例は
述語から物体へのゼロ参照とよばれる [1]．

5 J-CRe3: A Japanese Conversation Dataset for Real-world
Reference Resolution

6 𝐿 = {=,ガ格,ヲ格,ニ格,デ格,ノ格 } である．
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図 2 J-CRe3の解析における提案フレームワークの概要．
照応解析モデルは T′ を用いて照応関係を出力し，参照解
析モデルは T′ と Xを用いて参照関係を出力する．

3 提案手法
本研究で提案する，マルチモーダル参照解析のた
めのフレームワークの概要を図 2に示す．照応解析
モデルと参照解析モデルは独立に学習するが，テキ
ストエンコーダ [17, 18]の重みは共有し，参照関係
の統合的解析を実現する．
照応解析モデル 図 2における我々の照応解析モ
デルは，メンション同士の埋め込みの類似度から照
応関係を解析する．テキスト Tが与えられた時，テ
キストエンコーダは最大系列長 𝑝，次元 𝑑𝑇 のトー
クン系列 T′ ∈ ℝ𝑝×𝑑𝑇 を出力する． [19]に倣って，学
習可能な重みW𝑇1 ∈ ℝ𝑑𝑇×𝑑𝑇×|𝐿 | により T′ に次元を
追加し，̂Tを得る (式 1)．T̂同士の内積を照応関係ご
とに算出し (式 2)，類似度行列 S𝑙 を用いてメンショ
ン 𝑚𝑏 と照応関係にあるメンション 𝑚𝑎 を選択する．
埋め込み同士の類似度を用いることで，参照解析と
同一の枠組みで照応解析を扱うことができる．

T̂ = T′W𝑇1 ∈ ℝ𝑝×𝑑𝑇×|𝐿 | (1)

S𝑙 = T̂𝑙T̂⊤
𝑙 ∈ ℝ𝑝×𝑝 , 𝑙 ∈ 𝐿 (2)

メンションは基本句単位7であるが，T′ はサブ
ワード単位である．そこで，メンションの先頭のサ
ブワードをその代表とみなして学習・推論を実施す
る．この一連の処理は後述する参照解析モデルにお
いても同様である．
参照解析モデル 図 2における我々の参照解析モ
デルは，メンションの埋め込みと物体特徴の系列 X
の類似度から参照関係を解析する．テキスト Tとフ
レーム系列 Vの要素である画像 I𝑐 が与えられた時，

7 1つの自立語とその前後に付く付属語から成る単位．
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表 1 左: J-CRe3における直接参照の解析精度．開発・評価セットを用いた．右: Flickr30k-Ent-JPの評価セットにおける
直接参照の解析精度．†が付与されたモデルでは，参照解析の学習・評価をランダムシードで 3回繰り返した平均値を報
告する．丸括弧内の数字は正例の数を意味する．
モデル 全体 (996件) 普通名詞 (671件) 指示詞 (120件)

R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10

ベースライン † 0.336 0.567 0.658 0.350 0.573 0.671 0.302 0.575 0.680
w/ CAModel † 0.335 0.579 0.678 0.329 0.558 0.664 0.325 0.636 0.711
w/ KWJA † 0.301 0.536 0.646 0.311 0.551 0.671 0.300 0.544 0.647
w/ Ours † 0.354 0.592 0.688 0.354 0.581 0.674 0.366 0.675 0.772

GLIP 0.437 0.695 0.748 0.433 0.679 0.733 0.316 0.716 0.775

モデル R@1 R@5 R@10

ベースライン † 0.558 0.735 0.767
w/ CAModel † 0.560 0.734 0.767
w/ KWJA † 0.559 0.733 0.767
w/ Ours † 0.560 0.733 0.767

GLIP 0.822 0.951 0.970

テキストエンコーダと物体検出モデル [20] を用い
て，T′ と (O,X) を構成する．単一の線形層により，
T′の次元 𝑑𝑇 と Xの次元 𝑑𝑂 を 𝑑𝑆 に揃える．式 1と
同様，学習可能な重み (W𝑇2,W𝑂) ∈ ℝ𝑑𝑆×𝑑𝑆×|𝐿 | を用
いて，T′ から T̂ を，X から X̂ を得る (式 3, 4)．こ
こで，𝐷𝑒𝑐(·) は 2層の Decoderブロックであり，T′

による X′ の条件付けを cross-attentionで実現する研
究 [10, 21, 22]に倣っている．T̂と X̂の内積を参照関
係ごとに算出し，類似度行列 U𝑙 を用いてメンショ
ンから Oの要素を選択する (式 5)．

T̂ = T′W𝑇2 ∈ ℝ𝑝×𝑑𝑆×|𝐿 | (3)

X̂ = 𝐷𝑒𝑐(X,T′)W𝑂 ∈ ℝ𝑞×𝑑𝑆×|𝐿 | (4)

𝐷𝑒𝑐(X,T′) ∈ ℝ𝑞×𝑑𝑆

U𝑙 = T̂𝑙X̂⊤
𝑙 ∈ ℝ𝑝×𝑞 , 𝑙 ∈ 𝐿 (5)

J-CRe3 における間接参照の注釈の量は限られて
おり，MDETR [8]や GLIP [9]のような学習に大規模
な画像・テキストのペアを要するモデルは，J-CRe3
で学習が困難である．そこで本研究では，物体検出
モデルの重みは固定し，テキストエンコーダ，およ
びトークン系列 T′・物体特徴の系列 Xを混合する
モジュールのみを学習する．
目的関数 照応解析およびフレーズグラウンディ

ングの先行研究 [9, 14]で使用される，softmax cross
entropyを用いる (式 6, 7)．S(𝑙,𝑔𝑟𝑜𝑢𝑛𝑑) ∈ {0, 1}𝑝×𝑝 と
U(𝑙,𝑔𝑟𝑜𝑢𝑛𝑑) ∈ {0, 1}𝑝×𝑞 は，ある照応・参照関係 𝑙 に
おける S𝑙 と U𝑙 の正例の行列である．

L𝑆 =
∑
𝑙∈𝐿

𝑙𝑜𝑠𝑠{S𝑙; S(𝑙,𝑔𝑟𝑜𝑢𝑛𝑑) } (6)

L𝑈 =
∑
𝑙∈𝐿

𝑙𝑜𝑠𝑠{U𝑙; U(𝑙,𝑔𝑟𝑜𝑢𝑛𝑑) } (7)

4 実験: 参照解析
本節では，直接参照のみで学習した参照解析モデ

ルの評価結果 (4.1節)，および間接参照も加えて学

習したモデルの評価結果 (4.2 節) について述べる．
以後，前者をフレーズグラウンディングの結果と呼
び，後者を参照解析の結果と呼ぶ．

実験設定
比較モデル 提案フレームワークの参照解析モデ
ルをベースラインとする．フレーズグラウンディ
ングの比較対象は，その代表的なモデルである
GLIP [9]を，日本語データセットで学習したモデル
を用いる．参照解析の比較対象は，GLIPと照応解
析モデルの KWJA [19]の結果を統合し，これを参照
解析の結果としたモデル (GLIP + KWJA)を用いる8．
実験では，まず，照応関係の注釈で照応解析モデ
ルを学習する．このテキストエンコーダを参照解析
のベースラインの学習で用いることで，共参照解
析・照応解析がフレーズグラウンディング・参照解
析に与える利得を検証する．照応解析モデルは， 3
節のモデル，CAModel [14]，KWJAを用いた．
データセット フレーズグラウンディングでは，

J-CRe3 の直接参照の注釈と Flickr30k-Ent-JP [23] を
用いる．参照解析ではこれらに加え，J-CRe3の間接
参照の注釈を追加する9． [11]に倣って，GLIPの学
習では Visual Genome [6]と GQA [25]で事前学習済
みの重みを学習の初期値として使用する．
評価指標 フレーズグラウンディングの評価で使
用される Recall@k (R@k, 𝑘 = {1, 5, 10})を用いる．

4.1 フレーズグラウンディングの結果
共参照解析による学習の効果 表 1に定量評価の
結果を示す．J-CRe3の評価では，共参照解析の学習
過程を経た我々の参照解析モデル (ベースライン w/

8 [1, 11]で提案されたモデルである．本モデルではゼロ参照
を扱えない．

9 Flickr30k-Ent-JPのキャプションに擬似教師として間接参照
の注釈を機械的に付与し [24]，これを学習に用いたが，予備
実験の結果，解析精度向上に寄与しないことが判明した．
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これはまだ飲みますか  ? 洗っちゃいますか  ? あ、それはまだ飲むから置いておいて。

図 3 フレーズグラウンディングの解析の実例．J-CRe3の評価セットから抜粋 (シナリオ ID: “20230301-57113951-0”)．テ
キスト中に出現する “これ”と “それ”に対応する正解の物体を緑の矩形で示す．ベースライン，ベースライン w/ Ours，
GLIPの Recall@1の解析誤りを，それぞれ青，赤，橙の矩形で示す．
表 2 参照解析モデルの解析精度．J-CRe3の開発・評価セットを用いた．†と丸括弧は表 1のキャプション参照．

モデル 直接参照 (996件) ガ格 (2,053件) ヲ格 (915件) ニ格 (1,074件) デ格 (139件) ノ格 (163件)
R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10

ベースライン † 0.325 0.575 0.672 0.547 0.732 0.761 0.241 0.517 0.618 0.539 0.734 0.756 0.134 0.280 0.366 0.359 0.556 0.635
w/ CAModel † 0.307 0.537 0.665 0.552 0.763 0.809 0.240 0.520 0.628 0.562 0.774 0.810 0.179 0.287 0.438 0.447 0.662 0.717
w/ KWJA † 0.316 0.569 0.664 0.548 0.745 0.782 0.249 0.508 0.604 0.558 0.754 0.784 0.119 0.258 0.366 0.402 0.603 0.664
w/ Ours † 0.322 0.556 0.657 0.548 0.758 0.801 0.236 0.508 0.613 0.555 0.772 0.812 0.131 0.318 0.438 0.368 0.576 0.660

GLIP + KWJA 0.434 0.693 0.744 0.063 0.109 0.116 0.177 0.346 0.375 0.063 0.082 0.086 0.316 0.510 0.539 0.239 0.276 0.288

Ours)がベースラインの性能を上回り，統合的解析
に利得が存在することを明らかにした．特に，共参
照解析は指示詞の解析精度に寄与し，その精度は
GLIP に比肩する．一方，Flickr30k-Ent-JP の評価で
は共参照解析の利得は存在しない．GLIPと異なり，
我々のモデルは物体検出モデルの重みを固定してい
るため，物体検出の精度の上界が定まっていること
に起因すると推察する．
定性評価 図 3 に指示詞の解析の実例を示す．

我々のモデル (ベースライン w/ Ours)は，ベースラ
イン・GLIPと比較して，指示詞 (“これ”，“それ”)に
対する Recall@1の解析誤りが少ない．一方，図 3の
最終フレームにおいて，我々のモデルは “それ”に対
し “バナナ”を推定していることから，フレーム間
の予測の整合性に課題が存在することが判明した．

4.2 参照解析の結果
直接参照と間接参照の同時学習の効果 表 2に定

量評価の結果を示す．表 1と表 2におけるベースラ
インの結果より，J-CRe3の間接参照の注釈を学習に
加えると，直接参照の精度 (Recall@5,10)が向上し，
直接・間接参照の同時学習はフレーズグラウンディ
ングで有効であることが示唆された．一方，照応解
析の学習過程を経た我々のモデルは，直接参照の解
析精度が低下している．この結果は，照応解析によ
り，フレーズグラウンディングを解くためのテキス
トエンコーダの表現力が低下したことに起因すると
推察する．照応解析の結果との関連性は C節を参照
されたい．

照応解析による学習の効果 表 2より，照応解析
の学習過程を経たモデルは，照応解析モデルに依ら
ず，間接参照の精度 (Recall@5,10)がベースライン・
GLIP + KWJAを上回っており，照応解析による利得
が示唆された．例外はヲ格とデ格の結果であり，前
者は利得が確認されず，後者は GLIP + KWJAの性
能が最も高い．GLIP + KWJAはゼロ参照を扱えない
ことを鑑みれば，J-CRe3におけるデ格はゼロ参照の
頻度が少ないと言える．

5 おわりに
本研究では，実世界における日本語対話の曖昧性
解消を目的として，参照関係を統合的に解析するフ
レームワークを提案し，参照解析の性能向上に寄与
する要素について示唆を与えた．
実験の結果，共参照解析・照応解析の学習過程は
フレーズグラウンディング・参照解析の性能向上に
寄与することが判明し，参照解析における直接参照
と間接参照の同時学習の有効性が示唆された．とり
わけ，共参照解析を経た我々のモデルは，指示詞と
いった曖昧なメンションに対する精度の向上が顕著
であった．これらの知見は，実世界で動作する対話
システムを実現する際の一つの指針となりうる．
照応関係の学習が参照解析に有効な理由とヲ格
で利得が得られなかった理由については，調査を進
め，本研究で得た知見の一般化可能性は別モデルや
データで検証する．また，解析精度自体も改良の余
地があるため，直接参照・間接参照の注釈に対する
データ増強やアーキテクチャの工夫が必要である．
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A 関連研究
照応解析における同時学習の利得 日本語におけ
る照応解析の研究では，共参照関係と述語項構造 (ガ格，
ヲ格，ニ格)，および用言・体言の述語項構造の同時学習
が述語項構造解析に有効であることが，それぞれ，双方
向 RNNベースのモデル [12]や BERTベースのモデル [13]
により示されてきた．英語においても，共参照解析と意
味役割付与または橋渡し照応 (ノ格)解析，の同時学習が
双方の精度向上に寄与すると言われる [26, 27]．
一方で，BERTベースのモデルを提案した日本語の先行
研究 [14]では，“共参照関係と格関係の同時学習は互いの
精度を低下させる”報告がなされている． 4.2節では，“直
接参照と間接参照の同時学習は直接参照に有効である”示
唆を得た．これらを鑑みれば，照応解析における同時学
習の知見は参照解析に一般化できないと予想できる．
フレーズグラウンディングモデル モデルアーキ
テクチャは，物体検出モデルの重みを固定して，検出結果
の矩形を擬似教師とするタイプ [21, 22]と，物体検出をモ
デルの学習に組み込み，入力テキストに合わせて動的に
矩形を検出するタイプ [8, 9, 10]の 2種に大別できる．前
者は弱教師ありフレーズグラウンディングモデルと呼ば
れ，これらは学習コストとモデル精度にトレードオフの
関係がある．
提案フレームワークの位置付け 参照解析モデル
は弱教師ありフレーズグラウンディングモデルをベース
としており，照応解析モデルはその構成に合わせ，統合
的解析を実現した．実験で用いた GLIP+KWJAのように，
フレーズグラウンディングモデルと照応解析モデルを組
み合わせる手法 [1, 11]と異なり，我々の参照解析モデル
はゼロ参照を考慮できる．また，画像に対する prompting
手法 [28]を用いれば，大規模言語モデルに基づく視覚・
言語モデル (VLM) [29]でも，我々の参照解析モデルと同
等の解析が実現できる．VLMと提案フレームワークの比
較は今後の課題としたい．
B 実装詳細
照応解析 テキスト T の先頭と末尾に特殊トーク
ン ([CLS]・[SEP]) を加える．外界照応の特殊トークン
([著者]・[読者]・[不特定:人])，メンション 𝑚𝑏 に対する
メンション 𝑚𝑎 が存在しないことを示す特殊トークン
([NULL]・[NA])も末尾に加える．ここで，[著者]・[読者]
は J-CRe3 における主人・ロボットに対応しており，
[NULL]・[NA]はそれぞれ，照応解析における格関係の解
析と共参照解析で用いる．
テキストエンコーダとして日本語 DeBERTa-v2-large10を
用いた．トークン系列 T′ の最大系列長は 𝑝 = 256であり，
埋め込みの次元は 𝑑𝑇 = 1, 024である．特殊トークンを含
む T′ の長さが 𝑝に満たない場合は zero-paddingを行う．
学習には，J-CRe3に加えウェブ文書・Wikipedia・ユー
ザ投稿に照応関係の注釈を [30]の手法で付与したデータ
を混合し，このコーパスを用いた．1学習事例の単位は連
続する 3文のスパンを 1文ずつ移動させた事例であり，評
価指標は F値である．
参照解析 物体検出モデルは Detic [20]を用い，Swin-

Transformer [31]を backboneとしたモデルの重み11を使用し

10 ku-nlp/deberta-v2-large-japanese

11 Detic C2 SwinB 896 4x IN-21K+COCO

表 3 照応解析モデルの精度．J-CRe3 の評価セットに
おける，共参照 (Coref.)，述語項構造 (PAS)，橋渡し照応
(Bridging)の解析結果を報告．♢は共参照解析を単体で学
習した結果 ( 4.1節)を意味する．

モデル Coref. ♢ Coref. PAS Bridging

CAModel 0.647 0.613 0.826 0.644
KWJA 0.666 0.637 0.837 0.720
Ours 0.616 0.629 0.822 0.688

た．物体矩形 𝑂 の予測候補の最大値について，J-CRe3は
𝑞 = 128，Flickr30k-Ent-JPは 𝑞 = 256とした．物体検出モデ
ルのモジュールである Region Proposal Network [32]から得
られる特徴量を poolingし [15, 16]，最大系列長 𝑞の物体特
徴の系列 Xを取得する．実験では 𝑑𝑇 = 𝑑𝑆 = 𝑑𝑂 = 1, 024，
𝑝 = 256 とした．また，J-CRe3 は 3 文のスパンを 1 文ず
つ移動させた事例と 1 画像のペアを 1 学習事例とし，
Flickr30k-Ent-JPは最大 5つのキャプションと 1画像のペ
アを 1つの学習・評価の事例とした．
正例の行列 U(𝑙,𝑔𝑟𝑜𝑢𝑛𝑑) の構成について，J-CRe3は物体
クラスの注釈が付与されているが，Flickr30k-Ent-JPは付与
されていない．そこで，あるメンションに対する正解の
矩形と予測した矩形 𝑂 の要素間で Intersection-over-Union
(IoU)を計算し，IoUが 0.5以上の要素を正例と判断した．
実験設定 照応解析モデルと参照解析モデルの最適

化アルゴリズムは AdamW [33] を用い，学習率は 5e-5，
weight decayは 0.01，warmup stepsは 1,000とした．epoch
数と batch sizeはともに 16である．GLIPのテキストエン
コーダは多言語 DeBERTa-v3-base12を用い，ハイパーパラ
メータは [11]に従う．ただし，batch sizeのみ 16とした．

J-CRe3の評価方法 対話履歴の情報を推論で考慮す
るため，J-CRe3にから 3発話のスパンを 1発話ずつ移動
させた事例を 1評価事例とし，スパンの最終発話 𝑢𝑡𝑡𝑡 と
それに対応する動画の 1フレームを全モデルの評価で考
慮した．𝑢𝑡𝑡𝑡 を評価する際の動画 V は，𝑢𝑡𝑡𝑡−1 の終了時
刻から 𝑢𝑡𝑡𝑡 の終了時刻までの区間を用いた．また，Vの
モーションブラーの影響を抑えるため，モデルから得ら
れた物体矩形 Oは，事後的に Deticと複数物体追跡モデ
ル13 [34]を用いて補正した．
C 実験: 照応解析
モデル間の精度比較 表 3 に， 4.1 節と 4.2 節で用
いた照応解析モデルの解析精度を示す．共参照解析を単
体で学習した場合と照応解析を学習した場合，いずれに
おいても KWJA の精度が最も良く，我々の提案した照
応解析モデルと CAModel は同性能であった．KWJA や
CAModelと異なり，提案モデルは参照解析モデルとの共
有部分を最大化するため，FFNを用いていない．この違
いにより，提案モデルの精度低下が生じたと考えられる．
参照解析との関連性 表 1，表 2，表 3より，我々の
照応解析モデルは照応解析の精度が最も高くないが，こ
れをフレーズグラウンディング・参照解析で用いると双
方の精度が向上する．照応解析が参照解析に与えた恩恵
の解明も今後の課題であり，BERTの埋め込み表現の変化
や類似度行列 Sと Uの観察が必要である．

12 microsoft/mdeberta-v3-base

13 kaiyangzhou.github.io/deep-person-reid/MODEL ZOO の
osnet x0 75を用いた．
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