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概要
本研究では論文の内容を根拠としてレビューを

生成可能なモデルを構築することを目指す．この目
的を達成する一つの方法として，学習データのレ
ビューが論文のどの部分に基づいているかという情
報を活用することが考えられるが，こうした情報を
含むデータセットを人手で作成することはコストが
かかる．そこで本論文では，レビューと論文の結び
つきや論文の内容を正確に反映したレビュー文を
LLMを用いて自動でアノテーションすることを検
討した．評価結果より，現在の LLMはレビューと
論文の結びつきをある程度の精度で予測することが
でき，論文の内容を正確に反映したレビュー文を高
い精度で選択できることがわかった．

1 はじめに
国際会議やプレプリントサーバーに投稿される論

文の数は年々増加しており，特に査読者にかかる負
担の増加は研究コミュニティにとって重大な課題と
なっている [1]．この問題を解決する一つの手段と
して，LLMを使用して論文レビューを自動で生成
することが考えられる．LLMを使用したレビュー
生成は盛んに研究されているものの [2, 3]，多くの
国際会議では LLMのみを使用して自動でレビュー
を生成することは禁止している 1）．これは現在の
LLMは人間のレビュアーと比較して対象論文の欠
点について指摘することが難しく，また事実と異な
るレビューを生成することがあるためである [2, 4]．
しかし，LLMが人間のレビュアー以上に正確なレ
ビューを生成できるようになれば，レビュアーの負
担が軽減されるだけでなく，論文の著者も不正確な
レビューに対応する手間が軽減されるため，研究サ
イクルがより円滑になると予想される．

1） https://aclrollingreview.org/reviewerguidelines#q-can-i-use-
generative-ai

LLMによるレビュー生成の性能を改善する方法
として，レビュー対象の論文を明確な根拠としてレ
ビューを生成することが考えられる．現在公開され
ているレビューデータセットはレビューデータ単
体で完結しており，論文本文との結びつきについて
はアノテーションされていないものが多い [2, 4]．
NLPEER [5] では “Line 114: please elaborate...” など
明確に論文の特定の箇所に言及している文のみレ
ビュー文と論文の結びつきが自動でアノテーショ
ンされているが，レビュー全体についてはアノテー
ションされていない．このため論文の特定のセク
ションを明確な根拠としてレビューを生成するモデ
ルを構築するためには，レビュー文が論文のどのセ
クションに基づいているかというアノテーションを
含んだデータセットを構築する必要がある．
また現在のレビューデータセットは人間が記述

したレビューをすべて学習データとして使用する
ことが一般的であるが，実際には人間が記述した
レビューの中にも論文の内容を正確に反映してい
ないものが含まれている [4]．こうした質の低いレ
ビューを学習データから取り除く方法として，メタ
レビューに同様の内容が記述されているレビュー
文のみを学習データとして使用することが考えら
れる．メタレビュアーは通常レビュアーよりも経験
豊富な研究者が務めることが多く，また複数のレ
ビューを踏まえてメタレビューを記述するため，メ
タレビューにも同様の内容が含まれるレビュー文は
論文の内容を正確に反映している可能性が高い．
こうした科学論文を対象としたアノテーション

には高度な専門知識が必要であり，データセットを
作成するコストが高いため，人手で大規模なデータ
セットを作成することが難しい．この問題に対処す
るため，本研究ではレビューと論文の結びつきや論
文の内容を正確に反映したレビュー文を LLMを用
いて自動でアノテーションすることを検討した．具
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体的には，レビューと論文の結びつきについては
LLMにレビュー文と論文本文のペアを与え，与え
られたレビュー文が論文のどのセクションに基づ
いているかを予測させた．また論文の内容を正確に
反映したレビュー文の選択については，LLMにレ
ビューとメタレビューのペアを与え，メタレビュー
と同様の内容を含むレビュー文を選択させた．実
験結果より，現在の LLMによるレビュー文と論文
の結びつきの予測は約 66%の accuracyであり，この
タスクについて LLMをある程度自動アノテーショ
ンに活用できることが判明した．一方，LLMによ
る正確なレビュー文の選択については 90%以上の
precisionとなっており，このタスクについては LLM
を高い精度で自動アノテーションに活用できること
が判明した．

2 関連研究
論文レビューを生成する初期の取り組みとして

は ReviewAdvisor [6] や ReviewRobot [7] が知られて
いる．ReviewAdvisorは BART [8]ベースのモデルを
用いて論文を要約し，要約に基づいてレビューを生
成するという 2段階のシステムを採用している．生
成されたレビューの評価指標としては，実際のレ
ビュースコアやレビューとの類似度の自動評価，人
手によるレビューの質の主観評価が用いられた．評
価の結果，ReviewAdvisorは事実と異なる内容を生
成してしまう，学習データ中に含まれる文言を繰
り返してしまう，といった欠点があることが判明
し，ReviewAdvisorはあくまで人間によるレビュー
生成の補助に使用するべきだと著者らは述べてい
る．ReviewRobotはレビュー対象の論文や関連研究
から知識グラフを構築し，その知識グラフに基づい
てレビュースコアの予測とレビュー生成を行う．レ
ビュースコアについては実際のレビュースコアとの
類似度を自動評価し，レビューについては人間のレ
ビュアーが主観評価を行うことでモデルの性能を評
価している．その結果，ReviewRobotはレビュース
コアについては高い精度で予測できているものの，
レビューについてはテンプレートを用いて生成して
いるため，人間のレビューと比較して一般的すぎる
コメントをしてしまうという問題を抱えているこ
とが明らかになった．ReviewerGPT [9] は GPT-4 な
どの LLMが論文レビューにどのように役立つかを
調べるため，論文中に挿入した誤りの検出や優れた
概要の選択といった実験を行ったものである．この

実験では LLMによる論文の評価について人間が個
別に結果を確認しており，また大規模な評価は行っ
ていない．Zhouら [2]は GPT-4などの LLMを使用
してレビュースコアの予測やレビュー生成を行っ
た．レビュースコアについては自動評価を行い，レ
ビューについては自動評価と主観評価の両方を実
施し，また実際のレビューと生成されたレビューの
関連性，精度，再現率といった 0-100スケールのス
コアの評価には GPT-4も使用している．評価結果よ
り，GPT-4によるスコア評価は人間による評価との
違いが大きく，GPT-4は詳細な批評を生成できない
ことが明らかになった．Yuら [3]はモデルが生成し
たレビューを自己改善するフレームワーク SEAを
提案した．この研究では人間のレビューとモデルが
生成したレビューの類似度については自動評価を
行い，またレビューの質については GPT-4を用いた
スコア付けも行った結果，GPT-4は人間と比較して
どのレビューに対しても高いスコアをつけること
が明らかになった．Duら [4]は LLMが生成するレ
ビューと人間が生成するレビューの違いを比較分析
するため，生成されたレビューの欠陥を主観で評価
した．またそうした欠陥を LLMが検出できるかに
ついても評価した結果，LLMは人間と比較してレ
ビューの欠陥を指摘する能力が低く，また本来不採
択であった論文にも高いスコアを付けてしまうこと
が明らかになった．上記の先行研究にて提案された
モデルはすべて自動評価ではある程度の精度を達成
しているものの，人間のレビューと比較した主観評
価の結果，過度に肯定的なレビューや事実と異なる
レビューを生成してしまうことが多いという共通の
問題が明らかになっている．また GPT-4をレビュー
の評価に用いた実験では，GPT-4はレビューの欠陥
を指摘することが難しいという問題が明らかになっ
ている．すなわち，現在の LLMは論文のレビュー
とレビューの評価両方において根拠に基づいた適
切な批判をすることが難しいという欠点を抱えて
いる．
3 LLM による論文レビューデータ
の自動アノテーション
本章ではレビューと論文の結びつきの予測，正確
なレビュー文の選択という 2つのアノテーションに
ついて，LLMを用いて自動アノテーションを行う
ことを検討する．アノテーション対象のデータとし
て SEA [3]に含まれる ICLR2024のレビューデータ
から，採択された論文と不採択となった論文をそれ
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ぞれ 5本ずつ抽出して使用した．論文 PDFはあら
かじめ Nougat [10]を用いてMarkdown形式のテキス
トファイルに変換されている．また論文のレビュー
データには複数のレビューと 1つのメタレビューが
含まれており，JSONファイルとしてパースされて
いる．各レビューには Summary, Strengths, Ratingと
いった記述式や評点式の複数の評価項目が含まれ
ており，本研究では記述式の項目である Summary,
Strengths, Weaknessesをアノテーション対象とした．
また各レビューを Stanza [11]を用いて文に分割し，
分割されたレビュー文を単位としてアノテーショ
ンを実施した．アノテーション対象のレビュー文は
Summaryが 159文，Strengthsが 161文，Weaknesses
が 312文の合計 632文である．自動アノテーション
を行う LLMとして GPT-4o 2）, Gemini-1.5 3）を使用し
た．GPT-4oは OpenAI社が 2024年 5月にリリース
したモデルであり，Gemini-1.5は Google社が 2024
年 5月にリリースしたモデルである．

3.1 レビューと論文の結びつきの予測
レビューと論文の結びつきのアノテーションを

含んだデータセットを構築するため，レビューに含
まれる各文が論文のどのセクションに基づいてい
るかを LLMを用いて自動アノテーションした．具
体的には LLMに対して論文テキストとレビュー文
のペアを与え，与えられたレビュー文が論文のどの
セクションに基づいているかを選択させた．ここ
で，論文の各セクションの役割は通常 Introduction,
Method, Experiments のように大まかに分類できる
が，実際のセクション名は “GAIA”のような具体的
な手法名などが記されていることも多い．本研究で
はこうしたセクション名の表記ゆれを吸収するた
め，アノテーション対象のセクション名をあらかじ
め Introduction, Method, Experimentsのような汎用的
なセクション名に分類し，LLMには汎化したセク
ション名を選択するように指示した．なおレビュー
文が “The paper is well written.” のように論文全体に
ついて述べている場合，Introductionを選択するよう
に指示した．

LLMがセクションを選択した結果について，選
択結果が正しいかを人手で評価した．評価結果を
表 1に示す．表 1より，どちらの LLMも Summary
のレビュー文についてのセクションの選択が最も

2） https://openai.com/index/hello-gpt-4o/
3） https://blog.google/technology/ai/google-gemini-next-

generation-model-february-2024/

表 1 レビュー文が論文のどのセクションに基づいてい
るかの自動アノテーション結果 (Accuracy)

Model Summary Strengths Weaknesses All
GPT-4o 70.44 60.87 52.88 59.34
Gemini 1.5 Flash 76.10 70.81 57.37 65.51

accuracyが高く，Weaknessesについてのセクション
の選択が最も accuracyが低いことがわかる．これは
Summaryは論文の内容について大まかにまとめた
ものであり，レビュー文が基づいているセクショ
ンを特定することが比較的容易であるのに対し，
Weaknessesは論文に記述されていない実験の不足の
指摘や著者の主張に対して反対する意見を述べるこ
とが多く，表面的な理解ではレビュー文が基づくセ
クションを特定することが難しいためだと考えられ
る．また全体的な accuracyは約 66%であり，このタ
スクについて現在の LLMをある程度自動アノテー
ションに活用できることが判明した．

3.2 正確なレビュー文の選択
レビューデータの中から論文の内容を正確に反映
したレビュー文のみを抽出するため，メタレビュー
と同様の内容が記述されているレビュー文を LLM
を用いて自動で選択した．具体的には LLMに対し
てメタレビューとレビューのペアを与え，与えられ
たレビューの中からメタレビューと同様の内容が記
述されているレビュー文のみを選択させた．ここで
レビュー文がメタレビューと同様の内容であると
は，論文の特定の側面についてレビュアーとメタレ
ビュアーが同じ意見を持っているということを意
味する．例えばメタレビューに “This paper proposes
a novel approach to LoRA,” と記述されており，ある
レビュー文が手法について詳しく記述している場
合，このレビュー文は「論文が LoRAの新しい手法
を提案している」という点でメタレビューと一致
しているため，メタレビューと同様の内容を記述
しているとみなされる．逆にメタレビューに “The
reviewers mentioned that this is a combination of existing
methods and lacks novelty, but I believe it is novel for the
following reasons,”と記述されており，あるレビュー
文に “This is a combination of existing methods and lacks
novelty.” と記述されている場合，このレビュー文と
メタレビューは手法の新規性について異なる意見を
述べているため，同様の内容が記述されているとは
みなされない．

LLMが論文の内容を正確に反映したレビュー文
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を選択した結果について，選択結果が正しいかを
人手で評価した．評価結果を表 2 に示す．表 2 よ
り，GPT-4oの全体的な precisionは 90%を超えてお
り，GPT-4oが選択したレビュー文は高い確率で論
文の内容を正確に反映していることがわかった．一
方 Gemini 1.5 Flashの recallは約 47%であり，Gemini
1.5 Flashは GPT-4oと比較してより多くの正確なレ
ビュー文を選択できていることがわかった．ただし
この自動アノテーションの目的が論文の内容を正確
に反映したレビュー文のみを抽出することであるこ
とを鑑みると，precisionを高く保つことの方が recall
を向上させるよりも重要であるため，この自動アノ
テーションを実施する際は GPT-4oを用いて正確な
レビュー文を抽出した方が良いと考えられる．また
レビュー項目ごとの結果に着目すると，Summaryや
Weaknessesにおける precisionが高く，Strengthsにお
ける precisionが低くなっていることがわかる．これ
は SummaryやWeaknessesに書かれているレビュー
文はメタレビューにも表面的に同様の内容が記述さ
れていることが多いが，Strengthsに書かれているレ
ビュー文は提案手法や実験結果のポジティブな点に
ついてメタレビューよりも詳細に書かれており，表
面的に一致しないことが多いためだと推測される．
追加実験として，論文本文とレビューが与えら

れた際，メタレビューの参考になりそうな論文の
内容を正確に反映したレビュー文を LLMが選択で
きるかを調査した．LLMがメタレビューなしでレ
ビュー文の正確さを評価できれば，メタレビューが
存在しない論文に対して LLMが生成したレビュー
を人間の評価者を介さずに評価できるようになり，
LLMによる自動レビュー生成の学習について自己
改善ループを構築することができるようになる．評
価結果を表 3に示す．表 3より，メタレビューなし
で論文の内容を正確に反映したレビュー文を選択
する場合の全体の precisionは約 70%であり，メタレ
ビューありで選択する場合と比較して precisionは大
幅に低下することが分かった．しかし Summaryに
ついての precisionはどちらのモデルも 2ポイント未
満しか低下しておらず，依然高い precisionを保って
いる．これは Summaryは論文のレビュー結果につ
いて要約する項目であり，レビューとメタレビュー
で記述されている内容が大きく変わらないためだ
と考えられる．一方 Strengthsや Weaknessesについ
て precisonが大幅に低下しているのは，これらの項
目のどの内容をメタレビューに含めるかがメタレ

表 2 論文の内容を正確に反映したレビュー文の自動ア
ノテーション結果（メタレビューを参考に選択）
Model Review Precision Recall F1

GPT-4o

Summary 97.44 29.46 45.24
Strengths 86.36 21.59 34.55
Weaknesses 95.24 10.20 18.43
All 93.90 18.64 31.11

Gemini 1.5 Flash

Summary 87.34 53.49 66.35
Strengths 73.77 51.14 60.40
Weaknesses 83.33 40.82 54.79
All 82.20 46.97 59.78

表 3 論文の内容を正確に反映したレビュー文の自動ア
ノテーション結果（メタレビューなしで選択）
Model Review Precision Recall F1

GPT-4o

Summary 95.45 16.28 27.81
Strengths 53.85 15.91 24.56
Weaknesses 65.71 23.47 34.59
All 68.64 19.61 30.51

Gemini 1.5 Flash

Summary 86.67 40.31 55.03
Strengths 63.51 53.41 58.02
Weaknesses 64.91 37.76 47.74
All 69.76 41.89 52.34

ビュアーに依存するところが大きく，メタレビュー
を参照できない状況で正確にレビュー文を選択する
ことが難しいためだと考えられる．すなわちメタレ
ビューに同じ内容が記述されている場合にレビュー
文が論文の内容を正確に反映していると定義した
場合，現状の LLMに論文本文とレビューのみを与
えて改善ループを構築することは難しいことがわ
かった．

4 おわりに
本論文では論文の内容を根拠としてレビューを
生成するモデルを構築するために，レビューと論文
の結びつきを含んだデータセットを LLMによる自
動アノテーションで作成する方法を検討した．具体
的には，レビュー文が論文のどのセクションに基
づいているかの選択，論文の内容を正確に反映し
たレビュー文の選択というアノテーションを LLM
を用いて行った．評価結果より，現在の LLMはレ
ビュー文が論文のどのセクションに基づいているか
をある程度の精度で選択することでき，論文の内容
を正確に反映したレビュー文は高い精度で抽出でき
ることがわかった．今後はレビュー文が基づいてる
セクションの選択の精度を向上させるとともに，レ
ビューと論文の結びつきを含んだデータセットを構
築し，論文の内容を根拠としてレビューを生成する
手法について検討していく．
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