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概要 
退院サマリは，退院後の患者のケアを引き継ぐ医

療関係者や医療機関に対して，診断結果や入院中の

治療に関して正確な情報を共有するのに重要な役割

を果たす．その一方で，退院サマリの作成には大量

のデータから必要な情報を取捨選択する必要から多

くの時間と労力がかかり，多忙な医師にとっては削

減したい作業の一つである．本研究では，大規模言

語モデルの一つである GPT を用いて，患者情報及び

看護記録等のデータから退院サマリを自動生成する

ことを目指す．具体的には，患者基本情報及び看護

記録等から引用元を明らかにしつつ，退院サマリを

自動生成し，医師が作成した退院サマリと比較する

ことで，生成された退院サマリの評価を行う．検証

の結果，GPT が生成する退院サマリは比較的簡素に

生成され，データ全体から満遍なく情報を抽出する

セクションに関しては精度が低いことが確認された． 

1 はじめに 

少子高齢化により医師の人材不足と患者数の増加

が懸念されており，医師の業務負担が増加すること

が問題視されている．また，2024 年 4 月より施行さ

れている医師の働き方改革により，時間外労働の上

限規制が設けられたことから，医療現場における業

務の効率化が一層求められている． 
医療現場の過重労働の要因の一つとして，診療に

は直接関係しない間接的業務の多さが挙げられる．

医療現場では診察記録や経過記録，紹介状などの多

岐にわたる医療文書の作成に日々多くの時間が費や

されており，瀬戸らの報告によると，医師の間接的

業務が 1 日当たり 3 時間を占め，その約 4 分の 1 が

電子カルテの操作に費やされている[1]．また，全国

医師ユニオンが実施した勤務医労働実態調査による

と，勤務医の診療環境改善に必要な国の政策として，

医師の事務的作業を代行する医療クラークなどの医

療補助職の増員が 1位と重要視されており，間接的

業務の軽減が強く望まれていると言える[2]． 
中でも，退院サマリの作成は医療現場において重

要なものの，その作業には多くの時間と労力がかか

る．本研究では，大規模言語モデルの一つである

GPT を用いて，患者情報及び看護記録などのデータ

から退院サマリを自動生成し，医師が作成した退院

サマリと比較することで，生成された退院サマリの

評価を行う． 患者情報などの医療データには多くの

個人情報が含まれているため，GPT をはじめとした

クラウドサービスの利用には慎重な検討が必要であ

る．本研究では，個人が特定できないようにマスキ

ングされた医療データを用いることで，検証を可能

としている． 

2 関連研究 

近年，自然言語処理の技術を利用した医療分野へ

の応用は盛んに行われている．河添らは，1億 2000
万件の日本語で記載された診療記録をもとに BERT
の事前学習を行なった UTH-BERT を公開しており，

医療ドメインに特化したモデルの精度を報告してい

る[3]．宇野らは，大規模言語モデルを利用して診療

録から治療経過サマリの作成支援アプリの試作を行

っており，石川らはその評価を行なっている[4, 5]．
また，Emre らは，入力及び音声の文字起こしにより

得られたテキスト情報から，NER技術を用いて薬剤

や症状の情報を抽出した結果を報告している[6]．こ

のように，自然言語処理の技術を利用した医療分野

への応用が盛んに行われている． 
また，退院サマリに応用した研究も行われている．

Arne らは，電子健康記録から ChatGPT-4 を用いて精

神科における退院サマリの生成を行い，研修医によ

って作成された退院サマリとの比較を行った．その

結果，研修医が作成した退院サマリの方が高品質で
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あるものの，一部のケースに関しては ChatGPT-4 が

生成した退院サマリの品質も適切であると報告して

いる[7]．Arne らは，退院サマリの中から入院中の経

過についてまとめた入院経過のセクションに焦点を

当て，様々なモデルによる精度検証の結果を報告し

ている[8]．このように，大規模言語モデルを利用し

た退院サマリの自動生成に関する研究は存在するも

のの， 退院サマリの一部のセクションに限定される

ことが多く，医師が作成した精度には及ばない結果

となっている．  

3 方法 

以下に述べる実験は，東京大学大学院医学系研究

科の倫理委員会の承認を得て，関連する倫理指針及

び規則に従って実施した (審査番号:2023340NI)． 

3.1 データセット 

東京大学医学部附属病院の電子カルテから 10 症
例の患者基本情報と入院時記録，退院サマリ (以下，

医師サマリ) を抽出した．これらデータを匿名加工

医療情報作成事業者が匿名加工することで，氏名や

組織名，日付，電話番号といった個人を特定しうる

情報をマスキングされたものを研究利用した．表 1
に，患者基本情報と入院時記録の詳細を示す． 

3.2 実験手法 

 本研究では，大規模言語モデルの一つである GPT
を用いて，患者基本情報及び入院時記録 (以下，入

力データ) から退院サマリ (以下，GPT サマリ) の
自動生成を行う．GPT のモデルとしては，GPT-4o を

利用する．図 1 は検証の流れを示している． 

3.2.1 セクション別の精度検証 

 退院サマリには退院時診断や薬歴，現病歴といっ

た複数のセクションが含まれる．本研究では，日本

医療情報学会の「退院サマリー作成に関係するガイ

ダンス」によって提案されるセクション毎に精度検

証を行う．実サマリにおけるセクションは表記揺れ

が生じているため，対応付けによってセクション名

を正規化した (表 2)．  

3.2.2 出典元の提示 

 GPT が生成する GPT サマリはハルシネーション

を引き起こす可能性があるが，ハルシネーションの

有無を確かめるには，大量の入力データの中から

GPT サマリの作成に利用されたデータを探しだす

必要があるため，検証には時間を要する．そこで，

本研究では入力データの書類毎にタグ付けを行い，

GPT サマリを生成する際に利用したデータのタグ

を同時に出力することで，出典元を提示する．これ

により，GPT サマリにおけるハルシネーションの確

認が容易になることが期待される． 

3.3 評価指標 (定量評価) 

 本研究には，評価指標として BLEU[9] ，
ROUGE[10]，BERTScore[11]の 3 つの指標と，医師サ

マリとGPTサマリの出典元の精度評価としてRecall
を用いる． 

3.3.1 BLEU 

BLEUスコアは Precisionベースの評価指標であり，

0~1 の範囲の実数で表され，類似度が高いほど値が

高くなる．Tokenizer としては janome を利用し， 1~4-
gram の平均を求めた． 

3.3.2 ROUGE 

 ROUGEスコアはRecallベースの評価指標であり，

0~1 の範囲の実数で表され，類似度が高いほど値が

高くなる． Tokenizer としては Mecab を利用し，医

師サマリと GPT サマリ間の最長共通部分列を評価

する，ROUGE-L を利用した． 

表 1 患者基本情報と入院時記録の詳細 
データの種類 定義 
患者基本情報 身長・体重，喫煙歴，飲酒歴，ア

レルギー歴 
処方オーダ 処方された薬剤情報 
注射オーダ 処方された注射情報 
検査記録 実施した診断結果の記録 
看護記録 実施したケアや観察結果，患者

の状態，看護計画や評価の記録 
経過記録 患者の診療経過や治療の進捗状

況の記録 
 

 
図 2 検証の流れ 
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3.3.3 BERTScore 

BLEU 及び ROUGE は n-gram に基づく評価指標で

あるため，文章の意味を適切に評価するには限度が

ある．そのため，文章の意味を考慮した評価指標で

ある BERTScore でも評価を行う． BERTScore は 0~1
の範囲の実数で表され，類似度が高いほど値が高く

なる．BERTScoreを求める数式は以下の通りである．  

𝑅!"#$ 	= 	
1
|𝑥|' max

%&!∈%&
𝒙()𝒙,*

%"∈%
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1
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𝐹!"#$ 	= 	2
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3.3.4 Recall 

 退院サマリの各セクションには記載すべき内容が

定められており，情報の抜けがないことが求められ

る．したがって，医師サマリに記載されている情報

が GPT サマリでどれだけ網羅されているかを示す

Recall が，評価の重要な指標となる．本研究では，

GPT が出力した出典元と医師サマリの出典元から

Recall を算出することで，GPT サマリ内に記載すべ

き情報がどの程度含まれているかを評価する．医師

サマリの出典元のアノテーションは 2症例に対して

2名体制で実施した． 

4 結果・考察 

4.1 結果 

実験の結果を表 3 に示す．表 3 はセクション毎の

精度結果をまとめており， BLEU ， ROUGE ，

BERTScore は 10 症例の平均の結果を表している．

また，Recall は 2 症例の平均の結果を表している．

表の結果から，BLEU，ROUGE，BERTScore に関し

ては，「主訴、または入院理由」や「社会生活歴」

などで精度が高く，「家族歴」や「退院時方針」な

どで精度が低いことがわかる．また，Recall に関し

ては「アレルギ・不適応反応」や「薬歴」で精度が

高く，「現病歴」や「入院経過」などで精度が低い

ことがわかる． 

4.2 考察 

 表 3 の結果から，BLEU，ROUGE，BERTScore に

関しては，「主訴、または入院理由」や「社会生活

歴」などで精度が高く，「家族歴」，「退院時方針」

などで精度が低いことが明らかとなった．「主訴、

または入院理由」や「社会生活歴」で精度が高い理

由の一つとして，正解データである医師サマリが比

表 2 セクション一覧と表記揺れの例及び各セクションの定義 
セクション名 表記揺れの例 定義 
退院時診断 診断名，problem list 主たる病名と関連する合併症などを記載 
アレルギ・不適

応反応 
アレルギー，Allergy アレルギーの有無を記載 

主訴、または入

院理由 
主訴，入院目的 患者が発症した主発症，または入院した主な理由を記載 

既往歴 既往歴，併存症 これまでに罹った病気について記載 
家族歴 家族歴，家族 親族や同居者の既往歴について記載 
社会生活歴 生活歴，職業歴 飲酒歴や喫煙歴，生活習慣，仕事などについて記載 
薬歴 内服歴，入院時使用薬 入院時に利用している内服薬や常備薬について記載 
現病歴 現病歴，病歴 入院に至るまでの経緯や入院適応の判断内容について記載 
入院時身体初見 入院時現象，Vital 入院時の身長・体重やバイタルサイン，全身の状態につい

て記載 
入院時検査初見 検査初見，血液検査 血液検査や尿検査といった検体検査の結果について記載 
入院経過 入院後経過，経過 入院中の経過についてまとめたものを記載 
退院時使用薬剤

情報 
退院処方，退院後処方 退院時に処方された薬剤情報について記載 

退院時方針 今後の方針，今後予定 療養生活上の注意点や今後の受診計画などについて記載 
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較的簡素に記載されていることが挙げられる．GPT
サマリは比較的簡素に表現する傾向があるため，「現

病歴」や「入院経過」といった長文で記載されるセ

クションに比べて精度が高くなったと考えられる． 
一方で，「家族歴」の精度が低い理由としては，

そもそも家族歴に該当する情報が 10 症例中 2 症例
しか入力データに含まれておらず，該当するデータ

が入力データに含まれていない割合が多いことが挙

げられる．大規模言語モデルは入力データに依存し

た生成を行うため，入力データに該当する情報が含

まれていない割合が高い「家族歴」に関しては，生

成が困難であったと考える． 
必要な情報を抽出できているかの指標である

Recall に関しては「アレルギ・不適応反応」や「薬

歴」で精度が高く，「現病歴」や「入院経過」など

で精度が低いことがわかった．「アレルギ・不適応

反応」や「薬歴」で精度が高い理由としては，それ

ぞれ入力データの中で「アレルギー歴」，「処方オ

ーダ」が該当する出典元であり，出典元が明確であ

ったことが要因であると考える．一方で，「現病歴」

と「入院経過」の精度が低い理由として，これらの

セクションは入力データ全体から満遍なく情報を抽

出して記載する必要がある点が挙げられる．それら

以外のセクションに関しては，入力データのごく一

部のみで十分な情報が得られるものが多い．しかし，

「現病歴」と「入院経過」に関しては，入力データ

全体から参照する必要があり，そのまとめ方も医師

個人に大きく影響される．そのため，必要な情報を

効果的に抽出できているかを示す指標である Recall
の結果が悪かったと考えられる． 

5 おわりに 

本研究では，大規模言語モデルの一つである GPT
を用いて，患者情報及び看護記録等のデータから退

院サマリを生成し，医師が作成した退院サマリと比

較することで，生成された退院サマリの評価を行っ

た．その結果，GPT が生成する退院サマリは比較的

簡素に生成され，データ全体から満遍なく情報を抽

出するセクションに関しては精度が低いことが確認

された．今後の展望として，医師サマリの出典元を

アノテーションした症例が現時点では 2症例に限ら

れているため，更なる症例数の増加を図った上で

Recall を求めることが挙げられる．また，zero-shotプ
ロンプティングから few-shotプロンプティングへの

移行による精度検証も今後の展望として挙げられる． 
 
 
 

表 3 患者基本情報と入院時記録の詳細 
セクション BLEU (n=10) ROUGE-L (n=10) BERTScore (n=10) Recall (n=2) 

退院時診断 0.067 0.274 0.722 - 

アレルギ・不適応反応 0.287 0.316 0.715 1 

主訴、または入院理由 0.171 0.365 0.776 0.6 

既往歴 0.124 0.206 0.721 0.5 

家族歴 0.06 0.168 0.638 - 

社会生活歴 0.157 0.296 0.737 0.5 

薬歴 0.049 0.211 0.704 1 

現病歴 0.016 0.122 0.66 0.393 

入院時身体所見 0.012 0.164 0.656 0.75 

入院時検査所見 0.017 0.141 0.676 0.643 

入院経過 0.014 0.134 0.669 0.072 

退院時使用薬剤情報 0.121 0.226 0.708 0.5 

退院時方針 0.017 0.119 0.633 0.75 
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A 付録 
表 4 医師サマリと GPT サマリの比較 

セクション名 医師サマリ GPT サマリ 
アレルギ・不適

応反応 
food (-)、drug (-)、asthma (-)、contrast 
medium (-) 

アレルギー歴：記載なし^4 

主訴、または入

院理由 
乾性咳嗽 
CDDP+VP-16 ③コース目目的 

左下葉小細胞肺癌に対する化学療法 3コ
ース目施行のため入院^10 

既往歴 高血圧(<|NUM|>より薬物治療開始)、前
立腺癌(<|NUM|>歳 全摘出) 

肝機能障害^11, 21 
前立腺癌^11, 21 
高血圧^11, 21 

家族歴 父：心筋梗塞、母：胃潰瘍、脳溢血。

兄：脳溢血。 
なし 

社会生活歴 喫煙：30 本/日×50 年 飲酒：7 回/週 
×50 年（日本酒・焼酎 100ml） 

喫煙歴：30 本/日 × 50 年（<|NUM|>歳
まで）^2 
飲酒歴：日本酒 100ml^3 

薬歴 コデインリン酸塩酸 1％ 40mg2x, 酸化マ

グネシウム錠 250mg 4T2x, アジルサルタ

ン(20mg) 1T1x 

コデインリン酸塩散 1％^5, 27 

退院時方針 <|NUM|> 呼吸器内科 入院予定 CDDP＋
ETP④ 施行予定 

次回の化学療法（4コース目）を予定

し、経過観察を継続する。食事や活動の

制限はなし。化学療法による有害事象が

出現した場合には早めに受診を^34, 37. 
 

表 5 出典元となった入力データの例 
出典元 ID 内容 
2 喫煙歴:30 本 ✕ 50 年(<|NUM|>歳まで) 
3 飲酒歴:日本酒 100ml 
4 アレルギ歴:[薬剤]:記載なし, [食物]:記載なし, [造影剤]:記載なし, [その他]:記載なし 
5 コデインリン酸塩散１％ 40.0 ｍｇ 1 日 2回 朝夕食後 24 日分 
10 S:前回は 5 日くらいで退院できたんだよ。今回も早く退院できるといいね。今からもうマ

スクしてるよ。 
O:左下葉小細胞肺癌に対し化学療法（シスプラチン＋エトポシド）3コース目施行目的で

入院された。化学療法は<|DATE|>より開始となる予定。時折乾性咳嗽見られている。 
(以下省略) 

11 ＃左肺下葉原発肺門部小細胞癌 cT4N3M1a→IVA期、進展型（左肺上下葉と右肺下葉に癌

性リンパ管症）<|NUM|>- CDDP+ETP① <|NUM|>- CDDP+ETP② <|NUM|>- CDDP+ETP③
(予定) ＃肝機能障害 ＃HBcAb(+)(HBV-DNA 検出せず(<|NUM|>)）＃高血圧 ＃前立腺癌

よろしくお願いします。BT: 35.8℃, HR: 95 , BP: 132/76 mmHg, RR: 18/min, SpO2: 95%(r/a) 
[ECG] HR 96bpm, NSR, ST-T change(-) [CXR] CTR 47%, CP angle sharp <|NUM|>- 
CDDP+ETP③(予定) 

34 ＃左下葉原発小細胞癌 cT4N3M1aIVA期 全然変わりないですよ。いつもそうです。今回も

入院したら次の入院の日すぐ決まってね。 vital 著変なし ＃左下葉原発小細胞癌
cT4N3M1aIVA期 <|DATE|>- CDDP+VP-16③,day3.  本日も問題なく投与終了。予定通り

明日退院。 次回<|DATE|>（4週回し）入院予約済 
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