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概要
本研究では、LLMが与えられた問題を適切に解

けるかを推定するタスクにおいて、推定モデルの学
習に含まれない新規の LLMや問題に対しても高精
度に推定する手法を提案する。提案手法では、従来
の行列分解に基づくアプローチに加えて、問題文の
埋め込みやモデルの来歴などの補助情報から得られ
る類似度を考慮した類似度制約項を損失関数に導入
する。その結果、提案手法では学習時に利用した既
知の LLMによる新規問題の平均的な解決性能の推
定において 20.2%、新規 LLMの既知の問題に対す
る平均的な性能の推定において 15.6%の誤差軽減を
達成した。

1 はじめに
大規模言語モデル (LLM)の性能推定タスクは、所
与の LLMが特定の問題集合に対してどの程度の性
能を発揮するかを推定するタスクである。本タスク
は有用な応用先を多く持つ。例えば、LLM のベン
チマーク評価において少数サンプルから全体スコア
を推定する手法として利用されている [1, 2]。また、
複数の LLMから最も良い回答を得るために、性能
を事前推定し、最適な LLMにタスクを割り当てる
Routing[3]にも応用される。さらに LLMの開発過程
において、訓練データやハイパーパラメータの異な
る多数の候補モデルから効率的に高性能なモデルを
選択する際にも有用である。
この問題に対する既存研究として、主に二つのア

プローチが提案されている。一つ目は、複数の LLM
の評価結果から LLMと問題の特徴量を算出し、IRT
モデル [4]等を仮定して性能を推定する手法である
[1, 2]。IRTモデルでは、観測済みの評価スコアのみ
から特徴量を学習する。そのため全く評価スコアが
得られていない新規 LLM(図 1テスト C,D)や新規の
問題 (図 1テスト B,D)については、特徴量を学習す
ることができず推定性能が低くなるという課題が

図 1 データセットの分割方法（観測済みの LLM-問題ペ
アを訓練データとし、未観測ペアを A,B,C,Dに分割して
テストデータとする）

ある。二つ目は、個別の LLMごとに過去に評価し
た類似問題における性能を参照し、性能を推定する
手法である [3]。この手法は新規の問題に対しても
性能推定が可能であるものの、予め十分な量の問題
について評価スコアが得られていない場合に適切
な類似問題が見つからない課題がある。いずれの手
法も LLMの評価実績のみに基づいて予測を行うた
め、評価値が十分に得られない問題・LLMについて
は十分な推定精度が得られない。本研究では、新し
い問題や新しい LLMを含む場合であっても、LLM
に追加で問題を解かせることなく高精度な性能推定
を実現することを目的とする。これを実現するため
には、評価スコアが得られない新規問題・LLM に
ついて、特徴量の学習を助ける教師シグナルが必要
である。そこで提案手法では、問題のプロンプトや
LLMの属性や系統情報から算出した類似度を活用
する。具体的には、特徴量間の類似度が、算出され
た類似度に近づくように類似度制約項を推定モデル
の損失関数に導入する。

RQ-1: LLMの性能推定タスクにおいて、LLMや
問題についての補助情報から得られた類似度情報を
利用することで推定性能を向上できるか？ 通常の
行列分解による推定手法に比べ、補助情報に基づく
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類似度制約項を利用する場合には、既知 LLMが新
規問題集合を解く際 (図 1テスト B)の平均的な性能
推定において 20.2%、新規 LLM集合が既知の問題
を解く場合 (図 1テスト C)において 15.6%の誤差低
減を達成した。一方、新規の LLMが新規の問題を
解く場合 (図 1テスト D)に対しては、性能の向上が
見られなかった。

RQ-2: 理想的な問題/LLM類似度が入手できた場
合に、どの程度性能推定の向上を行えるか？ 理想
的な問題/LLM類似度を評価スコアの類似度と定め
て実験を行ったところ、通常の行列分解と比較し
て、既知 LLMが新規問題を解く場合 (図 1テスト B)
に 26.7%、新規 LLMが既知問題を解く場合 (図 1テ
スト C) に 34.0%改善することを確認した。これは
現状の補助情報から構築された類似度行列に改善の
余地があることを示唆している。

2 手法
本研究では、性能評価が未実施の LLMと問題の

ペアに対して事前に性能を推定する手法を提案す
る。本節ではまず問題設定を形式的に定義し、続い
て提案手法の詳細を説明する。

2.1 問題設定
LLM の集合を M、問題の集合を Xとする。問

題 𝑘 ∈ Xを LLM𝑖 ∈ Mが解いた時の評価スコアを
𝑧𝑖,𝑘 ∈ {0, 1}と定義する。ここで、評価スコアは問題
が正しく解けた場合は 1、そうでない場合は 0とな
る二値変数である。一部の LLMと問題のペアにつ
いては既に真の評価スコアが得られており、これら
のデータを用いて未評価のペアの評価スコアを高精
度に推定することが本研究の目的である。
2.2 行列分解による特徴量算出と評価ス
コアの推定
本研究では、既存の IRT モデルや行列分解アプ

ローチに倣い、評価済みペアのスコアを用いて LLM
や問題の潜在特徴量を算出したのち、それらに基づ
いて未評価ペアのスコアを推定する二段階アプロー
チを採用する。LLM 𝑖 の特徴量を 𝑚𝑖 ∈ R𝑑、問題 𝑘

の特徴量を 𝑥𝑘 ∈ R𝑑 とする。これらの特徴量と評価
スコアの関係を 𝑧𝑖,𝑘 = 𝑓 (𝑚𝑖 , 𝑥𝑘) と仮定する。ここ
で、 𝑓 は特徴量から評価スコアを予測する関数であ
る。LLM 特徴量行列を 𝑀 = [..., 𝑚𝑖 , ...]𝑇 ∈ R |M|×𝑑、
問題特徴量行列を 𝑋 = [..., 𝑥𝑘 , ...]𝑇 ∈ R |X|×𝑑と定義す
る。また、評価スコア行列を 𝑍 ∈ R |M|× |X| とする。

本研究では 𝑍 = 𝑀𝑋𝑇 となる行列分解アプローチを
ベース手法として位置付けて、補助情報に基づく制
約項の効果を検証する。そのため、 𝑓 を特徴量の内
積 𝑓 (𝑚𝑖 , 𝑥𝑘) = 𝑚𝑖𝑥𝑇𝑘 として定義する。最適化問題の
目的関数として、評価済みペアに対する BCE損失
𝐿BCEと L2正則化項 𝐿reg、問題と LLMの補助情報に
基づく正則化項 𝐿𝑀 , 𝐿𝑋 を組み合わせた以下の損失
関数を定義する：

𝐿 = 𝐿BCE + 𝜆reg𝐿reg + 𝜆𝑋𝐿𝑋 + 𝜆𝑀𝐿𝑀 (1)

=
∑

(𝑖,𝑘 ) ∈Ω
BCE(𝑧𝑖𝑘 , 𝑧𝑖𝑘) + 𝜆reg (|𝑀 |2𝐹 + |𝑋 |2𝐹) (2)

+ 𝜆𝑋𝐿𝑋 + 𝜆𝑀𝐿𝑀 (3)

ここで、Ωは評価済みペアの集合を表す。

2.3 補助情報を活用した制約
評価スコアの推定精度向上のため、問題と LLM
の補助情報を活用した制約を導入する。問題に関し
ては問題文や情報源などの付随情報が、LLMに関
してはモデルのアーキテクチャ、パラメータ数、事
前学習データ、ファインチューニング手法などの技
術的特性が存在する。これらの補助情報は評価スコ
アと密接な関係があると考えられる。例えば、類似
した問題文を持つ問題同士は難易度も近く、また同
じベースモデルから派生した LLM同士は問題解決
能力においても類似していると考えられる。この仮
説に基づき、LLMや問題の特徴量の類似度が補助
情報の類似度と近くなるような損失を導入する。具
体的には、問題間の類似度行列 𝑆𝑋 と LLM間の類似
度行列 𝑆𝑀 を定義する。ここで、問題 𝑘 と問題 𝑙 の
類似度を 𝑆𝑋 の (𝑘, 𝑙) 成分に、LLM 𝑖 と LLM 𝑗 の類
似度を 𝑆𝑀 の (𝑖, 𝑗) 成分とする。これらの類似度行
列を用いて、次のように損失関数を定義する：

𝐿𝑋 = ∥𝑋𝑋𝑇 −
√
𝑆𝑋 ∥2

𝐹 (4)

𝐿𝑀 = ∥𝑀𝑀𝑇 −
√
𝑆𝑀 ∥2

𝐹 (5)

ここで、∥ · ∥𝐹 はフロベニウスノルムを、
√
𝑆𝑋 と√

𝑆𝑀 はそれぞれ 𝑆𝑋 と 𝑆𝑀 の主平方根を表す。
理想的な類似度行列 工学的な有用性を考慮する
と、類似度行列を使って定義された損失関数を最適
化することで得られた 𝑀, 𝑋 を使えば、全ての未観
測ペアのスコアを正しく予測できることが理想であ
る。そこで、理想的な損失関数 𝐿𝑋, 𝐿𝑀 および理想
的な類似度行列 𝑆𝑋, 𝑆𝑀 を、𝑋, 𝑀 に関して損失を最
小化した際に 𝑍 = 𝑀𝑋𝑇 と再構成できるものと定義
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する。ここで、𝑆𝑋 = 𝑍𝑇𝑍, 𝑆𝑀 = 𝑍𝑍𝑇 と置くとこの定
義を満たす1）ため、本研究ではこれらを理想的な類
似度行列として扱って分析を行う。この意味におい
て提案法の損失関数の最適化は、LLMや問題の特
徴量の類似度を評価スコアの類似度と近づけるとの
解釈ができる。実際の運用では、LLM や問題の補
助情報から工学的に類似度行列 𝑆𝑋, 𝑆𝑀 を構築する
こととなるが、𝑆𝑀 ∼ (𝑍𝑍𝑇 )2, 𝑆𝑋 ∼ (𝑍𝑇𝑍)2 となるも
のを利用すればよい。

3 実験
3.1 実験設定
本研究では、Hugging Face Open LLM Leaderboard[5]

から収集した評価データを使用した。対象は 1,704
の LLMに対し、BBH[6], GPQA[7], MATH[8], MMLU-
Pro[9], MuSR[10] の 5 つのデータセットからなる
21,065インスタンスである。訓練用としてランダム
に 1,000モデルと 1,000問題を抽出し、図 1に示す
ように一部のペアを訓練データ、残りをテストデー
タ Aとした。訓練データには各 LLMおよび各問題
に対して均等に 𝑇 のペアを割り当て、𝑇2のペアを利
用した。学習データの数を変えた時の性能を比較す
るため 𝑇 = 30, 100, 300, 1000のパターンについてそ
れぞれ実験を行った。さらに、残りの 1,604モデル
と 20,065問題からテストデータ B（既知 LLM×新
規問題）、C（新規 LLM×既知問題）、D（新規 LLM
×新規問題）を構築し、それぞれ 1,000,000ペアず
つ無作為抽出して合計最大 4,000,000ペアのデータ
とした（表 1）。
データ 構成 ペア数
訓練データ - 𝑇2

テストデータ A 既知 LLM×既知問題 1,000,000 - 𝑇2

テストデータ B 既知 LLM×新規問題 1,000,000
テストデータ C 新規 LLM×既知問題 1,000,000
テストデータ D 新規 LLM×新規問題 1,000,000

表 1 データセットの構成

3.2 評価指標
本研究では、真のスコア行列 𝑍 と推定スコア行

列 �̂� の間の RMSEを用いて評価を行った。ここで、
1） 𝑍 を特異値分解したものを 𝑍 = 𝑈Σ𝑉𝑇 とし、全ての
特異値が相異なる値をとるとする。ここで、𝑆𝑋 = 𝑍𝑇𝑍

かつ 𝑆𝑀 = 𝑍𝑍𝑇 のときに 𝐿𝑋 = 𝐿𝑀 = 0 となるのは
𝑋 = 𝑈Σ1/2𝑄𝑋 , 𝑀 = 𝑉Σ1/2𝑄𝑀（ただし、𝑄 は任意の直交行
列）のみであるため、BCE損失により 𝑄𝑀𝑄

𝑇
𝑋 = 𝐼 となるも

のを見つけられれば、𝑀𝑋𝑇 = 𝑍 より行列 𝑍 を完全に復元す
ることができる。

𝐽 は LLM の数、𝐾 は問題数、𝑧𝑖𝑘 は 𝑖 番目の LLM
(𝑖 = 1, . . . , 𝐽)の 𝑘 番目の問題 (𝑘 = 1, . . . , 𝐾)に対する
真のスコア、𝑧𝑖𝑘 は推定スコアを表す。具体的には、
以下の 3つの観点から評価を実施した。
ペアワイズ RMSE 個々の LLMと問題の組み合

わせごとのスコア予測精度を測る指標：

RMSEp =

√√√
1
𝐽𝐾

𝐽∑
𝑖=1

𝐾∑
𝑘=1

(𝑧𝑖𝑘 − 𝑧𝑖𝑘)2 (6)

この指標は、すべての LLMと問題ペアにおける平
均誤差を測ることで、細かい単位での予測精度を評
価する。
モデル平均の RMSE 各問題について、複数の

LLMの平均性能をどれだけ正確に予測できたかを
測る指標：

RMSEm =

√√√√
1
𝐽

𝐽∑
𝑖=1

(
1
𝐾

𝐾∑
𝑘=1

(𝑧𝑖𝑘 − 𝑧𝑖𝑘)
)2

(7)

この指標では、各問題固有の誤差は先に平均化され
るため軽減され、各 LLM固有の誤差は二乗誤差に
より強調される。したがって、概ね LLM特徴量の
質を捉える指標となっている。
問題平均の RMSE 各 LLMについて、複数の問
題に対する平均性能がどれだけ正確に推定されたか
を測る指標：

RMSEx =

√√√√
1
𝐾

𝐾∑
𝑘=1

(
1
𝐽

𝐽∑
𝑖=1

(𝑧𝑖𝑘 − 𝑧𝑖𝑘)
)2

(8)

同様に、概ね問題特徴量の質を捉える指標である。
3.3 補助情報から類似度行列を作成する
手順
本研究では、問題の類似度と LLMの類似度とい
う 2つの補助情報を活用する。問題の類似度計算に
は、Multilingual E5モデル [11]を用いて問題のプロ
ンプト文を埋め込みベクトルに変換し、それらのコ
サイン類似度を計算することで問題間の類似度を定
量化した2）。LLMの類似度は、HuggingFace上のモ
デルカードに記載された情報を基に、特徴ベースと
系統関係ベースの 2つの観点からそれぞれ計算を行
い、それらを統合することで最終的な類似度行列を
得た。詳細な特徴量設計と系統関係の定量化につい
ては付録 Aに記述する。

2） embaas/sentence-transformers-multilingual-e5-baseモデルを使
用した。
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A（既知 LLM×既知問題） B（既知 LLM×新規問題） C（新規 LLM×既知問題） D（新規 LLM×新規問題）
T 推定手法 RMSEp RMSEm RMSEx RMSEp RMSEm RMSEx RMSEp RMSEm RMSEx RMSEp RMSEm RMSEx

30 Mean Score 0.4137 0.0670 0.1385 0.4749 0.0972 0.2724 0.4791 0.1010 0.2713 0.4769 0.0939 0.2786
30 MF 0.3945 0.0567 0.0982 0.4694 0.0654 0.2734 0.4147 0.1039 0.1266 0.4784 0.1013 0.2812
30 SimRMF 0.3988 0.0591 0.1014 0.4687 0.0597 0.2723 0.4086 0.1013 0.1048 0.4778 0.0976 0.2798
30 OracleSimRMF 0.3778 0.0520 0.0839 0.4277 0.0578 0.2176 0.3833 0.0768 0.0863 0.4338 0.0785 0.2241

100 Mean Score 0.4123 0.0555 0.1306 0.4765 0.0988 0.2745 0.4732 0.0897 0.2600 0.4751 0.0928 0.2758
100 MF 0.3891 0.0425 0.0823 0.4696 0.0576 0.2758 0.4080 0.0897 0.1007 0.4759 0.0971 0.2772
100 SimRMF 0.3974 0.0450 0.0883 0.4690 0.0507 0.2751 0.4049 0.0897 0.0871 0.4758 0.0959 0.2767
100 OracleSimRMF 0.3773 0.0388 0.0697 0.4284 0.0484 0.2213 0.3813 0.0688 0.0691 0.4333 0.0781 0.2235
300 Mean Score 0.4072 0.0503 0.1363 0.4755 0.0953 0.2747 0.4775 0.0954 0.2723 0.4767 0.0987 0.2751
300 MF 0.3824 0.0354 0.0827 0.4681 0.0461 0.2755 0.4059 0.0963 0.1046 0.4777 0.1036 0.2768
300 SimRMF 0.3902 0.0379 0.0899 0.4676 0.0389 0.2750 0.4020 0.0955 0.0883 0.4775 0.1021 0.2763
300 OracleSimRMF 0.3693 0.0311 0.0706 0.4252 0.0370 0.2182 0.3773 0.0719 0.0691 0.4326 0.0811 0.2195

1000 Mean Score - - - 0.4763 0.1001 0.2740 0.4820 0.0971 0.2848 0.4760 0.0959 0.2774
1000 MF - - - 0.4669 0.0341 0.2729 0.4047 0.0977 0.1122 0.4755 0.0935 0.2765
1000 SimRMF - - - 0.4665 0.0272 0.2728 0.3995 0.0971 0.0915 0.4756 0.0931 0.2763
1000 OracleSimRMF - - - 0.4240 0.0250 0.2158 0.3737 0.0730 0.0709 0.4309 0.0723 0.2195

表 2 各手法の性能推定精度の比較。Tは訓練データにおいて各 LLMが解いた問題数。MeanScoreは観測済ペアの平均
スコアを推定値とする手法を、MFは BCE損失にのみ基づく行列分解手法を、SimRMFは類似度制約を含む行列分解手
法を、OracleSimRMFは理想的な類似度行列が入手できた場合を表す。また、𝑇 = 1000では既知モデル×既知問題につい
て全て訓練データとして利用されているためテストデータ Aは存在しない。

3.4 実験結果と考察
表 2に実験結果を示す。
類似度制約項の有効性 提案手法 SimRMFの性能

をBEC損失のみに基づく行列分解手法MFや評価済
ペアの平均スコアによる推定手法MeanScoreと比較
すると、個々の LLMと問題のペアに対する推定誤
差 RMSEpでは、わずかながら改善が見られた。一
方で、以下の 2つの状況において顕著な性能向上が
確認された：(1)既知 LLMに対する新規問題の組み
合わせ（テスト B）における RMSEmでは、すべての
訓練サイズ Tにおいて一貫して改善が見られ、特に
T=1000のケースでは従来手法の 0.0341から 0.0272
へと 20.2%の誤差を軽減した。一方で、RMSExでは
わずかな改善しか見られない。これは、各既知 LLM
の特徴量の質は大きく向上したが、各新規問題特徴
量の質は依然として低いことを示唆している。(2)
新規 LLMに対する既知問題の組み合わせ（テスト
C）における RMSExでも同様に、観測数の増加とと
もに改善の幅が大きくなり、T=300のケースで従来
手法の 0.1046 から 0.0883 へと 15.6%の改善を示し
た。一方で、RMSEm ではわずかな改善しか見られ
ない。これは、各既知問題の特徴量の質は大きく向
上したが、各新規 LLM特徴量の質は依然として低
いことを示唆している。また、新規の LLMと新規
の問題の組み合わせ（テスト D）では、他のテスト
データと比較して性能向上が限定的であった。テス

ト Dに対応するモデル・問題の特徴量は、類似度行
列のみに基づいて学習を行うしかない。そのため、
正しく特徴量を推測することが困難であった。
理想的な類似度の効果 実際のパフォーマンスか
ら得られる理想的な類似度を用いた OracleSimRMF
は、全てのテストデータとメトリクスにおいて
SimRMFを上回る性能を示した。特に、SimRMFで
は限定的な改善に留まった RMSEp においても、
テスト B では 0.4665 から 0.4240 へ、テスト C で
は 0.3995 から 0.3737 へと改善が見られた。また、
SimRMF で効果の高かった指標ではさらなる改善
が確認され、テスト Bの RMSEmではMFの 0.0341
から OracleSimRMFの 0.0250へ改善を、テスト Cの
RMSEx では 0.1046から 0.0691へと改善した。これ
らの結果は、現状の補助情報から作成する類似度行
列の質に改善の余地があることを示している。

4 おわりに
本研究では、LLM の性能推定において、補助情
報に基づく類似度制約項を導入した行列分解手法
SimRMFを提案した。実験の結果、既知の LLMに
対する新規の問題（テスト B）のモデル平均 RMSE
と、既知の問題に対する新規の LLM（テスト C）の
問題平均 RMSEにおいて大きな改善が確認された。
一方で、新規の LLMと新規の問題の組み合わせ（テ
スト D）では性能向上の幅は限定的であった。
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A LLM間類似度の計算手法
本研究では、LLM間の類似度を特徴ベースと系統関係
ベースの 2つの観点から計算し、それらを組み合わせた
総合的な類似度指標を採用した。
A.1 特徴ベースの類似度
特徴ベースの類似度では、Hugging Face上で公開されて
いる各 LLMのタグ情報から以下の属性情報を取得し、数
値ベクトル化ののちベクトル間のコサイン類似度を計算
する。

• パラメータ数：LLM の規模を示す指標として、総
パラメータ数を対数変換（log10 (max(param, 1))/12）
し、スケーリングして特徴量に含める。

• アーキテクチャ：各 LLM が属するアーキテクチャ
ファミリ（例：LLaMA系、GPT系、BERT系など）を
バイナリベクトルで表す。

• モデルの目的：各 LLM が想定する主要なタスク
（例：Causal LM, Masked LM, Seq2Seqなど）について、
該当するものをバイナリベクトル化する。

• タグ情報：モデルに付与された各種タグ（例：
finetuned, merged, english, legalなど）をグルーピ
ングし、該当すれば 1、なければ 0とする形で特徴量
化する。

こうして得られた特徴ベクトルをモデル数分並べ、正
規化（L2ノルムなど）を行ったうえで、コサイン類似度
を計算する。すなわち、ある 2つのモデルの特徴ベクト
ルを f1, f2 とした場合、

Simfeature (f1, f2) =
f1 · f2

∥f1∥ ∥f2∥
.

これにより、全モデル間の特徴ベースの類似度行列 𝑆feature
を得る。
A.2 系統関係ベースの類似度
次に、モデル同士の系統関係を考慮した類似度を定義
する。具体的には、以下のような関係を想定し、対応す
る重みを割り当てる。

• Fine-tuning関係（𝑤 𝑓 𝑡）：あるモデルが他のモデルを
ファインチューニングした場合や、ファインチュー
ニング元・先が一致している場合を示す。

• 同一ベースモデル（𝑤same-base）：複数のモデルが同一
のベースモデルを起源としている場合を示す。

• マージ関係（𝑤merge-source）：複数のベースモデルを合
成（マージ）して新たなモデルが生成された場合、
その元となったモデル群との関連性を示す。

• 同一マージ元（𝑤same-merge-source）：同じマージ元モデ
ルを共有している複数モデル間の関係を示す。

各モデルペア (𝑖, 𝑗) に対し、上記の系統関係のうち
該当するものを総合し、最も高い類似度スコアをそ
のペアの系統関係ベース類似度とする本研究におけ
る実験では、𝑤 𝑓 𝑡 = 0.8, 𝑤same-base = 0.6, 𝑤merge-source = 0.7,
𝑤same-merge-source = 0.5などの重みを割り当て、最大値を採
用した。このようにしてモデル間の系統関係類似度行列
𝑆lineage を構築する。

A.3 特徴ベースと系統関係ベースの統合
特徴ベースと系統関係ベースの類似度を統合するため、
次式のような線形結合を行う。

𝑆combined = 𝛼 𝑆feature + (1 − 𝛼) 𝑆lineage,

ここで、𝛼は特徴ベースの類似度に対する重みを表す。𝛼
の値を大きくすると、各 LLM の内的特徴が類似度に強
く反映され、1 − 𝛼の値を大きくすると系統関係がより重
視される。なお、本研究における実験では 𝛼 = 0.5を採用
した。
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