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概要
多言語 LLMや低資源言語 LLMの開発において，
言語間での事前学習データの不均衡は大きな技術課
題である．現状は，英語中心の事前学習データが圧
倒的に多い一方、低資源言語のデータ収集や作成は
容易ではない．言語間転移は英語で学習した知識を
活用して低資源言語の性能を高めることが期待され
るが，その発生条件や原理は未解明な部分が多い．
本研究では，指示調整を通じて言語間転移を促進さ
せることを目指し，指示文を二言語の対訳構造にし
た対訳指示調整 (Parallel Instruction Fine-Tuning, PIFT)
を提案する．PIFTの効果を日本語からのコード生
成タスクで調査した結果，単言語の指示文を用い
た指示調整と比較して性能が向上することを確認
した．

1 はじめに
多言語 LLMや低資源言語 LLMの開発は，非英語

圏話者にとって文化や伝統を守るための重要な課題
である [1]．英語中心の事前学習データを学習した
LLMは，英語では高い性能を発揮する一方で，非英
語言語では性能が制限されることが多い [2]．LLM
の性能は事前学習データの量が多ければ多いほど向
上することが知られている [3]．しかし，英語でさ
えもデータの枯渇が懸念される中 [4]，言語資源の
乏しい低資源言語ではデータを収集することも難し
い状況である．
この状況に対応する手段の一つとして，言語間転

移の有効性が議論されている．言語間転移とは，あ
る言語で学習した知識を異なる言語へ転移すること
を指す [5]．特に，英語などの高資源言語で学習し
た知識を人為的に転移させることができれば，低資
源言語の性能向上に貢献できる [6]．
本研究の目的は，言語間転移を促進するための指

示調整手法を探求し，低資源言語の性能を向上させ

ることである．我々は指示調整形式の違いが言語間
転移に与える影響を調査するとともに，指示文に二
言語の対訳構造を取り入れた対訳指示調整 (Parallel
Instruction Fine-Tuning, PIFT)を提案する. PIFTは，指
示文に高資源言語と低資源言語の対訳で与えること
により，低資源言語の指示に対して，高資源言語か
らの知識転移を期待する設計になっている．
我々は，自然言語からのコード生成タスクを用い
て PIFTの効果を調査した [7]．コード生成は，事前
学習データの多くが英語で構成されている領域で
あるが [8]，使用する自然言語が異なっても生成さ
れるコード自体は変化しない特性がある．我々は，
公開済みモデルに対して，英語-日本語順および日
本語-英語順の対訳構造を持つ指示調整形式による
PIFTを適用した．その結果，PIFTは，従来の単言
語指示調整や二言語指示調整と比ベて性能を向上さ
せ，さらに指示文の言語順序が影響を与えることを
確認した．

2 多言語 LLMの現状と課題
本節では，多言語 LLMおよび低資源言語 LLMの
開発における現状と課題についてまとめる．

2.1 言語資源
LLM開発において，自然言語間で事前学習データ
の言語資源量に大きな不均衡があることは重大な課
題の一つである．この不均衡は，事前学習データの
構築に利用されるテキストデータの言語分布に起因
する．例えば，英語のウェブページは全体の 46.0%
を占めており，日本語の約 9倍に相当する1）．この
ようなテキストデータを事前学習した LLMは，英
語での性能が高い一方で，低資源言語の性能は制限
され，英語中心の LLMになる [9, 10]．
低資源言語は，言語資源量が極めて限られてお
1） https://commoncrawl.github.io/cc-crawl-statistics/

plots/languages
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り，高品質なテキストデータやクリーニングのため
の資源も不足しがちである．そのため，低資源言
語 LLMの開発は，技術的および経済的にも困難で
ある．
さらに，言語資源量の不均衡は言語間転移の有効

性にも影響を与える．高資源言語で事前学習された
LLMは低資源言語への知識転移が期待されるが，低
資源言語特有の構文，語彙，文化的背景を十分に反
映できない場合がある [11]．これらの課題を解決す
るために，追加事前学習や指示調整などの手法が提
案されているが，その効果はデータの多様性や品質
に大きく依存している．
以上のように，言語資源量の不均衡は LLMの公

平性や汎用性を損なう要因である．本研究分野にお
いて，言語間転移を促進する手法や低資源言語の
データ構築手法の確立が喫緊の課題である．

2.2 課題設定
言語資源量の不均衡はプログラミング分野にお

いてますます顕著である．最新の技術情報の多くは
英語を中心に発信され，その後もしばし英語で議論
されている [12]．その結果，英語と非英語言語間で
言語資源量に大きな差が生じている．ソースコード
データセット The Stackに含まれる自然言語比率は，
英語が 94%を占める一方で，日本語はわずか 1%未
満である [8].
また，言語資源量の不均衡は，コード生成タスク

における言語間の性能差にも表れている．我々は複
数のモデルの英語と日本語からのコード生成性能を
評価してきたが，英語 LLMや多言語 LLMは言語間
性能差があることを確認した [13]．さらに，Qiwei
らは 23種の自然言語からのコード生成性能を評価
し，LLMにおける言語間性能差があり，言語によっ
てもその差が異なることを示している [14]．これら
の結果は，LLMが異なる自然言語で表現された同
等の意味を正確に理解し，回答することが難しい点
を示唆している．したがって，プログラミング分野
では，英語で学習した知識をいかに低資源言語へ転
移させるか，その手法が重要になる．

3 対訳指示調整
本研究では，言語間転移を促進させる指示調整手

法として対訳指示調整を提案する．本節では，2.2
節の課題設定を踏まえて，コード生成タスクを例に
説明する．

l 従来: 単⾔語指⽰調整(MIFT), ⼆⾔語指⽰調整(BIFT)

l 提案: 対訳指⽰調整(PIFT)

英語の指⽰⽂ 回答

⽇本語の指⽰⽂ 回答

英語の指⽰⽂
⽇本語の指⽰⽂ 回答

⽇本語の指⽰⽂
英語の指⽰⽂ 回答

指⽰調整

⾔語間転移

英語の指⽰⽂

回答

⽇本語の指⽰⽂

回答

LLM

図 1 従来手法MIFT・BIFTと提案手法 PIFTの概要

3.1 指示調整
指示調整は，指示文とそれに対応する回答がペア
になった指示調整データを用いて LLMを微調整し，
指示に追従するよう調整する手法である [15]．以下
に，コード生成タスクにおける指示調整データの例
を示す．
指示 (英語)� �
Write a function to calculate the sum of two numbers.� �
回答� �
def calculate_sum(a, b):

return a + b� �
単言語指示調整 (Monolingual Instruction Fine-

Tuning, MIFT) は，単一言語の指示調整データを
用いて微調整する手法である．また，二言語指示調
整 (Bilingual Instruction Fine-Tuning, BIFT)や多言語指
示調整は，単一言語の指示調整データを翻訳した多
言語版を作成し，それらのデータを併用して微調整
する手法である [?]．コード生成タスクの場合は，
回答がコードで共通であるが，自然言語の場合は指
示文と同様に翻訳したデータを使用する．

3.2 対訳指示調整
対訳指示調整 (Parallel Instruction Fine-Tuning, PIFT)
のアイディアはシンプルである．PIFTは指示文に
高資源言語と低資源言語の対訳構造を取り入れるこ
とにより，言語間転移を促進する手法である．本研
究では，図 1に示す通り，高資源言語として英語，
低資源言語として日本語を使用し，次の二種類の対
訳構造を採用した．
指示（英語-日本語順）� �
Write a function to calculate the sum of two numbers.
2つの数の合計を計算する関数をかきなさい．� �
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指示（日本語-英語順）� �
2つの数の合計を計算する関数をかきなさい．
Write a function to calculate the sum of two numbers.� �
対訳構造の言語順序は英語を先に配置する形式

（英語-日本語順）と、日本語を先に配置する形式
（日本語-英語順）の 2種類ある．本研究では日本語
を英訳する順序の日本語-英語順形式をメインに採
用した．

3.3 設計
LLMにおける言語間転移の原理は未解明な部分

が多くあるが，いくつかの仮説がある．PIFTの設計
合理性は以下の仮説に基づいている．

LLMが多言語で高性能を発揮するためには，言
語間の意味的整合性が重要な要因である仮説がある
[16]．高資源言語と低資源言語間で語彙や文法構造
を共有し，その整合性を学習させることで効率的な
言語間転移が可能になる．一方で，意味的整合性が
欠如すると英語以外の言語で性能が著しく低下する
ことが報告されている．よって，PIFTでは指示と回
答で対訳関係を持たせるのではなく，指示文に二言
語の対訳構造を取り入れる設計とし，より言語間の
意味的整合性を学習できるよう工夫した．
次に，英語を中心に事前学習した LLMは非英語

の指示文が与えられた際に，一度英語に翻訳し処理
している内部翻訳仮説である [17]．日本語の指示文
が与えられた際は，一度英語の指示文に内部で翻訳
され，コードを生成する順番になる．よって，PIFT
は日本語を英訳する順序の日本語-英語順形式の方
が効果が高くなると考えられる．この順序は，日本
語の指示文に対して，英語を通じて適切な応答を引
き出すための重要な設計要素である．

4 実験
本節では．PIFT の効果を自然言語からのコード

生成タスクで調査した結果をまとめる．PIFTは日
本語からのコード生成性能を向上させ，英語からの
コード生成性能を低下させないことを確認する．

4.1 コード生成タスク
コード生成タスクは，自然言語記述からコードを

生成するタスクである．このタスクは，英語と非英
語間の言語資源量に大きな不均衡が存在する領域で
あり，英語で学習した知識を低資源言語に転移させ

る手法は有望である．評価には以下の 3種類のベン
チマークを使用した.

• HumanEval[7]/JHumanEval[13]: 標準的なベンチ
マークとその日本語版．

• CL-HumanEval[18]：HumanEvalの自然言語記述
のみに着目したベンチマーク．

• SakuraEval: HumanEvalに含まれない日本文化や
日本語処理に関する問題中心のベンチマーク．

これらのベンチマークは関数定義とドキュメンテー
ション文字列を含むプロンプトから関数の続きとな
るコード生成性能を評価する．評価指標には，生成
されたコードがユニットテストに合格した割合を示
す pass@k(𝑘 = 1)を採用した [19]．本実験では 3種
類のベンチマークスコアの平均値を算出する．

4.2 指示調整データの作成
指示調整データセットには，OpenCoder[20] プロ
ジェクトが公開する指示調整データの一部を使用し
た. 我々は，特に少量の指示調整データであっても
効果的に言語間転移を引き起こす効果に着目してい
たため，educational instructの 110K件のうち，指示
文に含まれる英単語数が多い順に 2000件, 4000件,
6000 件と 8000 件を抽出した．日本語の指示文は，
英語の指示文を DeepL APIを用いて機械翻訳し作成
した．なお，DeepLはいくつかの機械翻訳ツールを
試した結果，忠実な和訳，品質，多言語 LLM系の
実験で採用されている点を考慮して採用した.

4.3 指示調整
我々は，公開されたモデルにMIFTの英語 (MIFT-

En)と日本語 (MIFT-Ja)，BIFT, PIFTの英語-日本語順
(PIFT-EnJa)と日本語-英語順 (PIFT-JaEn)の計 5種類
の手法による指示調整を行った．
使用した公開済みモデルは Qwen2.5-0.5Bである．
このモデルは，英語，中国語，日本語を含む 29言
語のテキストデータ (18Tトークン)で事前学習され
ている．事前に HumanEvalと JHumanEvalを用いて
コード生成性能を評価した結果，言語間性能差が確
認されたため使用した．
指示調整時には，Qwen2.5[21]のチャットテンプ

レートを使用し，それぞれの手法に適した形式で
行った．パラメータ設定は OpenCoder[20]プロジェ
クトが公開する設定を参考にした．

― 1672 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



16.0

18.0

20.0

22.0

24.0

26.0

28.0

0 2,000 4,000 6,000 8,000

(pass@1)

(件)

MIFT-En MIFT-Ja BIFT PIFT-ENJa PIFT-JaEn

図 2 各指示調整手法における日本語からのコード生成
ベンチマークの平均 pass@1スコアの変化

4.4 評価結果
まず，PIFTが日本語からのコード生成性能を向上

させるのか，どちらの語順がより向上させるのかを
確認する．図 2にデータ件数別の日本語からのコー
ド生成ベンチマークにおけるスコアの変化を示す．
PIFTは，指示調整前 (データ件数 0件)が 17.1%であ
るのに対してスコアが向上している．

MIFTと BIFTと比較した結果，PIFT-JaEnは最も
高いスコアを示し，データ件数 4000件時点で 21.3%
へと 4.2%向上した．PIFT-JaEnは従来手法よりも相
対的にスコアが低くなる結果になった．
そして，PIFT が英語からのコード生成性能を低

下しないことを確認する．図 3 に英語からのコー
ド生成ベンチマークにおけるスコアの変化を示す．
PIFTは，指示調整前が 22.6%であるのに対して，ス
コアを向上させていることが確認された．特に，
PIFT-EnJaはデータ件数 8,000件時点で 26.8%のスコ
アを示し，MIFT-Enの 27.9%に次いで向上した．
以上より，PIFTは英語からのコード生成性能を低

下させずに，従来手法よりも日本語からのコード生
成性能を向上させる手法であることが確認された．
また，言語の語順は日本語-英語順の方が英語-日本
語順に比べて効果であることも確認された．ただ
し，データ件数の違いにより変動があることから本
実験結果は限定的なものであるため，指示調整デー
タの量や品質，モデルの違いによる変化についてさ
らなる調査が必要である．

5 関連研究
言語資源量が限られている状況下で，言語間転

移を促進することは注目すべき研究課題である
[22]．従来手法として取り上げた MIFTでも，ある

16.0

18.0

20.0

22.0

24.0

26.0

28.0

0 2,000 4,000 6,000 8,000

(pass@1)

(件)
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図 3 各指示調整手法における英語からのコード生成ベ
ンチマークの平均 pass@1スコアの変化

程度の言語間転移が期待できると示唆している
[23, 24, 25]．また，多言語指示調整は MIFTよりも
高い効果を示すことが報告されており，言語間の類
似性 [26]，データ量 [24]，および言語数 [27]などの
要素が影響する．
他にも機械翻訳等の補助タスクを用いて指示調整

する翻訳支援調整が提案されている [16]．Zhuらは
機械翻訳タスクで指示調整した後に，英語のタスク
の指示調整を実施する二段階学習を提案している
[28]．我々の提案する PIFTは，一段階で指示調整を
行う点が異なっている．
さらに，言語間調整は翻訳タスクに明示的に頼ら
ずに，多言語指示調整を言語横断的に再構築する．
Chai らは，非英語の指示と英語の回答を組み合わ
せて指示調整する [29]. Zhangらは，多言語 LLMが
非英語の指示に対してまず英語で考え，その後非英
語で応答するよう多段階設計を導入している [30]．
PIFTは，指示文に高資源言語と低資源言語の対訳構
造を直接取り入れている点が異なっている．

6 むすびに
本研究では，言語間転移を促進させる指示調整
形式として対訳二言語指示調整 (PIFT)を提案した．
PIFTの効果を日本語からのコード生成タスクで検
証した結果，単言語指示調整や二言語指示調整と比
較して，性能の向上が確認された．特に，指示文の
言語順序が影響を与えることを確認し，日本語英語
の順が最も高い効果が得られることがわかった．こ
の手法は，自然言語間での事前学習データ量の不均
衡が多い分野においても低資源言語の性能を向上さ
せる手法として期待される．今後は，英語と日本語
以外の言語でも同様の傾向が確認されるのかを検証
する，
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