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概要
大規模言語モデル（LLM）の事前学習は，モデル

パラメータの多さからメモリ要求量の問題に直面す
る．本稿では，モデル拡張を用いたメモリ効率に優
れた事前学習法である STEPを提案する．実験結果
から，STEPを用いることにより，標準的な事前学
習と比較して，最大で 53.9%の最大メモリ要求量を
削減しながら同等の性能を達成することを確認し
た．さらに，STEPにより訓練されたモデルが，下
流タスクに対しても標準的に訓練されたモデルと同
等の性能を達成することを示す．

1 はじめに
大規模言語モデル（LLM）は，人工知能分野の基

盤的な技術となり，実用システムにおいても用いら
れるようになった．性能の高い LLMを獲得するた
めには，スケーリング則 [1]に基づき，膨大なパラ
メータを持つ Transformerモデル [2]を大規模コーパ
スで事前学習する流れが主流である [3]．結果とし
て，事前学習を現実的な時間で終えるには膨大な数
の GPUを搭載した計算資源が要求される [4]．この
巨大な計算資源の要求は，LLMの事前学習研究へ
の重大な参入障壁となっている．
計算資源量の課題を受け，本研究では，LLM事前

学習の計算資源量削減について議論する．計算資源
量削減には様々な観点があり得るが，本稿では，標
準的な事前学習と同等の性能を維持しながら，事前
学習に必要となる GPUの最大メモリ要求量を一定
量に抑制可能な事前学習法を提案する．概要として
は，層追加によるモデル拡張法と，微調整学習でよ
く用いられるパラメータ効率のよい学習法を組合
せた新たな事前学習法を構築する．提案法の具体的
な説明として，図 1に提案法の手順に関する概要図
を示す．提案法では，逐次モデル拡張手順での各ス
テージの最大メモリ要求量をモデル設定値を変数と
した整数計画問題として定式化し，その解を得て実
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図 1 STEP の概要図．小規模なモデルに対して標準的
な事前学習を実施する（手順 1）．その後，学習済みモデ
ルに新たに層を追加しモデルを拡張する（手順 2）．学
習済みの層はパラメータを固定し，代替の学習用に PET
（Parameter-Efficient Training）を適用（手順 3），拡張後のモ
デルを再度学習する（手順 4）．手順 4では，層拡張で追
加したパラメータと PETによって導入された小規模なパ
ラメータのみが学習対象となる．

際の各ステージでのモデル設定に用いることで，事
前学習の実行前に実行中の最大メモリ要求量が最小
になるようにモデル拡張の設定を制御する．これに
より，最大メモリ要求量を一定量に抑えた事前学習
が実現できる．以降，本提案手法を STEP（STaged
parameter Efficient Pre-training）と記述する．
本稿では，一定の FLOPsの条件下で，既存手法と
の性能比較を通じて STEPの有効性を検証する．そ
の結果，従来の事前学習法と比べ，事前学習モデル
の標準的な評価タスクにおいて同等の性能を維持し
ながら，最大メモリ要求量を 53.9%削減可能である
ことが示された．さらに，標準的な微調整学習を実
施した場合でも，STEPで学習したモデルは，標準
的な事前学習によるモデルと下流タスクにおいて同
等の性能を達成することを示す．

2 関連研究
メモリ効率の良い事前学習に向けて，様々な手
法が提案されている [5, 6]．主要なアプローチの一
つとして，訓練対象のパラメータを削減する方法
が挙げられる．その代表例として，Adapter [7] や
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LoRA [8]などのパラメータ効率の良い調整（PET）
方法が挙げられる．
一方，事前学習時の FLOPs削減のため，小規模な

モデルから学習を開始し，その後モデルパラメータ
を拡大させ学習を継続するモデル拡張と呼ばれる手
法が提案されている [9, 10]．本提案手法は，PETと
モデル拡張を適切に組み合わせることにより，メモ
リ効率の良い事前学習の達成を目指している．

2.1 パラメータ効率的調整
PETは主に LLMの微調整学習を目的として開発

されてきた．例えば，LoRAは事前学習済みの LLM
のパラメータを固定したまま，新たに適応器（低ラ
ンク行列）を追加し，その適応器のみを学習する手
法である．適応器は通常少ないパラメータであるた
め，少ない計算資源で学習ができる．PETは事前学
習にも適用されつつある．ここでは，その代表的な
手法である ReLoRA [11] と GaLore [12] について説
明する．ReLoRA は LoRA を用いて LLM の事前学
習を行う手法である．ReLoRAの特徴として，学習
の初期は標準的な事前学習を行い，途中から LoRA
を適用する．つまり，最大のメモリ要求量の観点
では，ReLoRAは標準的な事前学習とメモリ要求量
が同じである．GaLore は勾配の低ランク構造を活
用し，標準事前学習と同等の性能を維持しながら
最適化器の状態を削減する手法である．GaLoreは，
ReLoRAとは異なり，学習プロセス全体を通して低
メモリで動作する．また，これらの手法は標準的な
事前学習と比較して，性能低下を伴うことが指摘さ
れている．

2.2 モデル拡張
モデル拡張を適用することで，大規模なモデルを

スクラッチから学習する場合と比較して，同等の性
能を，より少ない FLOPs で達成できることが報告
されている [13, 9, 10]．モデルを小規模なものから
大規模なものに拡張させる操作は拡張演算子と呼ば
れ，Transformerモデルの層の次元や新規層を増加さ
せる操作をさす．通常，モデル拡張を用いる場合，
全パラメータを訓練させるため，最大メモリ要求量
はモデルサイズと共に増加する．

3 提案法：STEP
提案法の詳細を説明する．図 1に概要図を示す．

STEPでは以下の手順で LLMを事前学習する．

手順 1．小規模モデルの訓練 最終的に訓練したい
モデルサイズよりも小規模なモデルを初期モデ
ルとして訓練する．

手順 2．拡張演算子の適用 モデルサイズを増大さ
せるため，初期モデルに対して層追加を行う．

手順 3．PETの適用 手順 1で訓練された層に対し
て PETを適用する．

手順 4. 訓練の継続 手順 1 で学習した層のパラ
メータを固定したまま，手順 2で新たに追加さ
れた層のパラメータと手順 3で追加された適応
器のパラメータの学習を継続する．

手順 4の完了により事前学習済みモデルが構築され
る．または，手順 2から 4を反復することで，さら
なる層の拡張も可能である．ここで，𝑖 番目の段階
(ステージ)は，𝑖 = 1のとき手順 1による最初のモデ
ルの訓練を，𝑖 ≥ 2のときは 𝑖 − 1回目の手順 2から 4
による訓練を指す．
層拡張演算子と PET 層拡張演算子は，モデルの
層自体の構造を変化させる．本研究では既存の層の
間に，新規層を追加する内挿法 [14, 15, 16]という層
拡張演算子を使用する．また，新規層の初期化法と
して，上層と下層のパラメータの平均をとったもの
を初期値とする方法 [17]を採用する．手順 3におけ
る PETとして，ReLoRA [11]を選択した．

3.1 STEPの最大メモリ要求量
STEPでは，その最大メモリ要求量に応じて，小
規模モデルのサイズや追加する層数を設定する必
要がある．そのため，STEPでの最大メモリ要求量
について議論する．本研究では，事前学習中におけ
るメモリの要求量は「モデル状態」と呼ばれる実体
で推定されることを仮定する．モデル状態とは，モ
デル自体の重み，更新の際に必要とされる勾配，お
よび最適化器の状態で構成される．さらに，モデル
が一般的な Transformerモデル，最適化器が Adam，
そして混合精度学習が行われると仮定する．この場
合，重みと勾配は 16-bitの浮動小数点で，最適化器
の状態は 32-bitの浮動小数点で表現される．一つの
Transformer層のパラメータ数 𝑃layer とし，モデルの
層数を 𝑛とすると，メモリ要求量は

𝑃trn = 𝑛(2𝑃layer︸ ︷︷ ︸
model

+2𝑃layer︸ ︷︷ ︸
gradient

+12𝑃layer︸  ︷︷  ︸
optimizer

)

= 16𝑛𝑃layer,

(1)
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となる．このとき，Adam最適化器の状態は，重み，
勾配の移動平均，および勾配の 2乗の移動平均から
なる．STEPの最大メモリ要求量に関して，𝑖 − 1番
目の段階から 𝑖 段階目の段階で追加される層数を
𝑛𝑖，𝑁𝑖 を 𝑖 番目の段階における全パラメータ数とす
ると，𝑁0 = 0として，𝑁𝑖 = ∑𝑖

𝑘=1 𝑛𝑘 となる．さらに，
𝐸 (𝑃layer) をパラメータ数 𝑃layer の Transformer層に対
して PET で導入されるパラメータ数とする．する
と，𝑖番目の段階における，STEPの最大メモリ要求
量 𝑃STEP

𝑖 は次のようになる．

𝑃STEP
𝑖 =16𝑛𝑖𝑃layer + 2𝑁𝑖−1𝑃layer

+ 16𝑁𝑖−1𝐸 (𝑃layer)
(2)

ここで 2𝑁𝑖−1𝑃layerは 1段階目から 𝑖 − 1段階目でに既
に訓練され，𝑖 番目の段階では既に固定されている
層部分のパラメータを指す．また，16𝑛𝑖𝑃layerは手順
2において，追加された新規層のモデル状態を表す．
最後に，16𝑁𝑖−1𝐸 (𝑃layer) は手順 3において導入され
る適応器自体のモデル状態を表している．
最終的に得られるモデルの層数を 𝐿 とすると，以

下の最小化問題の解が事前学習中の最大メモリ要求
量を最小化することが可能である：

minimize
{𝑛1 ,...,𝑛𝐾 }

{
max

𝑖=1,...,𝐾
𝑃STEP
𝑖

}
s.t. 𝐿 = 𝑁𝐾 . (3)

この最小化問題はすべての 𝑖に対して 𝑛𝑖 が非負整数
であることから，本質的には整数線形計画問題であ
る．そのため，標準的なソルバーを用いることで，
あるいは 𝐾 が小さい場合（e.g. 𝐾 = 2）は手計算に
よって，解集合 {𝑛𝑖}𝐾𝑖=1 を得ることができる．

4 実験
本稿では，(i) STEPが効率的な事前学習を実現で

きるかを検証し，(ii) STEPで事前学習されたモデル
に後段タスクに対して微調整学習を行った場合の影
響を調査する．後段タスクとしては，指示調整を採
用する．

4.1 事前学習実験
事前学習での学習量を，一定の FLOPs を上限に

設定し，その中でベースライン手法と STEPでの学
習効率について調査する．1）ベースライン手法とし
ては，PETやモデル拡張を適用しない標準的な事前
学習法（標準事前学習）と，既存のパラメータ効率

1） FLOPsの詳細な計算方法は付録 Aにて述べる．

表 1 実験で使用した STEPの設定．各段階におけるモデ
ルのパラメータ数と層数を示す．最下段は 3段階の拡張
過程を表す．

モデルサイズ 層数
STEP-3stages 215M →368M 7 →12
STEP-2stages 396M →680M 14 →24
STEP-2stages 704M →1.2B 14 →24
STEP-3stages 553M →956M →1.2B 11 →19 →24

的な事前学習方法である ReLoRAと GaLoreを採用
した．
学習データセットとモデル 事前学習用のデータ
セットとして FineWeb-Eduデータセット [18]を用い
た．モデルのアーキテクチャは LLaMA [4]の設定に
従った．異なるモデルのサイズでも同様の結果が導
かれるかを検証するため，368M，680M，1.2Bの 3
つのサイズに対して実験を行った．詳細な訓練設定
について付録 Bにて述べる．
評価方法 各手法を評価するため，評価用デー

タにおける Perplexity を計算した．1 つは訓練デー
タセットである FineWeb-Edu (10Mトークン)から，
もう一つは Wiki-Text (0.3M トークン) [19] からの
ものである．加えて，事前学習モデルの標準的な
評価指標である，複数の下流タスクにおけるゼロ
ショット性能を測定した．言語モデリングタスク
として，LAMBADA [20]を，常識推論タスクとして
WinoGrande [21]，PIQA [22]，HellaSwag [23]を，質問
応答タスクとして ARC [24]と OBQA [25]を採用し，
これらに対する Accuracyの平均値を算出した．

STEP の設定 本実験では，STEP の手順 2 から
4 を 1 回のみ，すなわち訓練を 2 段階かけて行う
場合 (𝐾 = 2)の評価を行う．これを STEP-2stagesと
表現する．さらに，1.2B サイズのモデルについて
のみ，手順 2 から 4 を 2 回繰り返し，訓練を 3 段
階かけて行う場合 (𝐾 = 3) の評価も行う．これを
STEP-3stagesと表現する．Transformer層の次元数を
固定した状態で層数 𝐿 が与えられた場合，式 3 に
より，最大メモリ要求量を最小化できる追加層数を
計算する．例えば，1.2Bサイズのモデルにおいて，
STEP-2stagesの場合，{𝑛1 = 14, 𝑛2 = 10}，STEP-3stage
の場合，{𝑛1 = 11, 𝑛2 = 8, 𝑛3 = 5}である．表 1は，最
終的に構築する目標のモデルサイズが{368M, 680M,
1.2B}のいずれかの場合における，計算された追加
層数を考慮した全層数を示している．図 2は，標準
事前学習と STEP-3stagesの各段階における，目標モ
デルサイズが 1.2Bの場合のメモリ要求量の例を示
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図 2 1.2Bモデルの 3段階での STEP適用時のメモリ要求
量（表 1の最下段）．STEPでは各段階でメモリ要求量を一
定にしながらモデルサイズを拡張することが可能である．

表 2 事前学習実験の結果．括弧内の数値は，各手法の事
前学習に必要な最大メモリ量を示している．

Perplexity ↓ Accuracy ↑

Validation Wikitext 下流タスク
368M
標準事前学習 (5.9G) 16.9 32.1 41.9
ReLoRA (5.9G) 17.4 33.1 41.7
GaLore (3.3G) 21.6 43.1 39.0
STEP-2stages (3.4G) 16.7 31.5 42.5

680M
標準事前学習 (10.9G) 14.6 26.0 46.0
ReLoRA (10.9G) 15.1 27.3 44.6
GaLore (6.0G) 19.4 37.5 39.6
STEP-2stages (6.3G) 14.6 26.0 46.0

1.2B
標準事前学習 (19.3G) 12.9 22.1 48.5
ReLoRA (19.3G) 13.5 23.6 47.4
GaLore (10.4G) 17.4 35.3 41.6
STEP-2stages (10.6G) 12.9 22.3 49.3
STEP-3stages (8.9G) 12.9 22.1 48.8

している．層拡張演算子の適用タイミングは，各段
階の総訓練ステップの 75%が完了した時点で実行さ
れるように設定した．
結果 表 2 は，標準事前学習, ReLoRA，GaLore，

および STEP の評価データに対する Perplexity や
Accuracyを示している．STEPは ReLoRAと GaLore
の両方を上回る性能を示した．さらに，STEPは最
大メモリ要求量を 368M モデルで 5.9G から 3.4G
（42.3%），680Mモデルで 10.9Gから 6.3G（42.2%)，
1.2B モデルで 19.3G から 8.9G (53.9%) と大幅に削
減しながら，標準事前学習と同等の性能を達成し
た．さらに，1.2B モデルにおける STEP-2stages と
STEP-3stagesによる結果は，段階数を増やすことで，
性能を劣化することなく，メモリ要求量をさらに削
減可能なことを示している．これらの結果は，STEP
がメモリ要求量を削減しながら，効率的に LLMを
事前学習可能なことを示唆している．

表 3 指示調整実験の結果．MT-Benchスコアは 1から 10
の範囲で，高いほど良い応答品質を示す．

MT-Bench ↑

標準事前学習モデル 1.2B 2.26

STEP-2stages 1.2B 2.30
STEP-3stages 1.2B 2.26

4.2 指示調整実験
節 4.1にて事前学習を行ったモデルに対して，指
示調整を行い，その性能を評価し，STEPが後段の
タスクに悪影響を及ぼさないことを検証する．
実験設定 指示調整用のデータセットとし
て Alpaca データセット [26] を使用し，評価には
MT-Bench [27] を使用する．標準事前学習モデル，
STEP-2stages，および STEP-3stages のモデルに対し
て指示調整を行なった．いずれもモデルサイズは
1.2B である．指示調整の詳細な訓練設定は付録 C
にて述べる．
結果 表 3は標準事前学習モデル，STEP-2stages，

STEP-3stageのMT-Benchスコアを示している．この
表から，STEPで訓練されたモデルのスコアが，事
前学習モデルのスコアと同等であることがわかる．
これらの結果は STEPが下流タスクに悪影響を及ぼ
さず，標準事前学習と同様の効果をもたらしている
ことを示唆している．

5 おわりに
本研究では，GPUの最大メモリ要求量に着目し，
これを一定量に抑えて事前学習ができる効率的な学
習法として STEPを提案した．STEPでは，モデル拡
張の考えを導入し段階的にモデルを拡張しながら事
前学習する．その際に，各段階の最大メモリ要求量
を最小化する整数計画問題をモデル構成の設定値を
変数として定式化する．そして，その解を得ること
で，最大メモリ要求量を一定量以下に抑制する各段
階でのモデル設定を得る．最終的に，各ステージの
モデル設定に適用することで，最大メモリ要求量を
一定量以下に抑制できる．実験により，STEPは最
大メモリ要求量を事前に定義した一定量以下に制限
しながら，標準的な事前学習，および，その後の指
示調整をしたモデルと同等のタスク性能を達成可能
であることを示した．
本研究の成果が，LLMの事前学習の民主化に向
けた一助になることを期待している．
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表 4 モデル設定および手法ごとの固有ハイパーパラメー
タを Table 2に示す．バッチサイズはトークン単位で指定
している．

学習率 更新回数 バッチサイズ 訓練トークン量 FLOPs

368M
標準事前学習 5e-4 20K 360K 7B 1.63e+19
ReLoRA 5e-4 43K 360K 13B 1.63e+19
GaLore 1e-2 20K 360K 7B 1.63e+19
STEP-2stages 5e-4 33K 360K 11B 1.63e+19

680M
標準事前学習 4e-4 20K 688K 14B 5.55e+19
ReLoRA 4e-4 43K 688K 23B 5.55e+19
GaLore 1e-2 20K 688K 14B 5.55e+19
STEP-2stages 4e-4 33K 688K 21B 5.55e+19

1.2B
標準事前学習 3e-4 20K 1179K 24B 1.73e+20
ReLoRA 3e-4 43K 1179K 43B 1.73e+20
GaLore 1e-2 20K 1179K 24B 1.73e+20
STEP-2stages 3e-4 33K 1179K 39B 1.73e+20
STEP-3stages 3e-4 45K 1179K 53B 1.73e+20

A FLOPsの計算方法
FLOPs を 𝐶，埋め込み層以外のパラメータ数を

𝑁，学習に使用する総トークン数を 𝑇 とする．こ
のとき，𝐶 ≈ 6𝑁𝑇 が成り立つ．係数 6 は 1 ステッ
プあたりの浮動小数点演算の回数を表し，順伝
播に 2 回．逆伝播などその他の計算に 4 回の浮
動小数点演算が必要となる．したがって，学習
対象のパラメータ数を 𝑁trainable，学習対象ではな
いパラメータ数を 𝑁untrainable とすると，FLOPs は
𝐶 ≈ (6𝑁trainable + 2𝑁untrainable)𝑇 と計算できる．

B 事前学習の詳細な設定
表 5 項 4.1の事前学習の実験において，全モデルサイズ
に共通する学習設定の一覧．
訓練設定 設定した値
共通設定
最適化器 AdamW (𝛽1 = 0.9, 𝛽2 = 0.95)
重み減衰 0.1
学習率スケジューラ cosine
ウォームアップステップ数 1000
文長 1024

ReLoRAの設定
LoRAランク 128
ReLoRAリセットステップ 5000
再開始時のウォームアップステップ数 500

GaLoreの設定
GaLoreランク 128
射影間隔の更新 200
Galoreスケール 0.25

語彙は GPT-2のものを使用した．すべてのモデル
設定（368M，680M，1.2B）に共通する学習設定を
Table 5に，各モデル設定に固有の学習設定を Table 4
に示す．ReLoRA [11] および GaLore [12] について
は，論文で報告されているハイパーパラメータ設定
に従った．

学習率スケジューラの再初期化 STEP の手順 2
で層を追加する際，既存の層に対して PET を適用
することで最適化器の状態を初期化する．さらに手
順 4では，新しい層のより効率的な学習を促進する
ため，学習率を手順 1で使用した値まで再度上昇さ
せる．

C 指示学習の詳細な設定
表 6 項 4.2における指示調整の学習設定

訓練設定 設定した値
最適化器 AdamW (𝛽1 = 0.9, 𝛽2 = 0.95)
学習率 0.0001
学習率スケジューラ cosine
ウォームアップステップ数 100
エポック数 2

指示調整で使用した学習設定を Table 6 に示す．
表 4.2に示した 3つの指示調整済みモデルは，いず
れも全パラメータのチューニングを行っている．
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