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概要
近年，ソフトウェア開発において LLMの活用が
注目されている．しかし，視覚的な情報を扱えない
LLMにテキストのみで開発における複雑な情報を
正確に伝えるのは難しい．一方，ソフトウェア開発
現場では，要件定義や設計を効率的に行うために，
UMLダイアグラムなどの視覚的情報が広く利用さ
れてきた．視覚的情報を活用することで，テキスト
主体の LLMの限界を補い，より実用的な支援が期
待できる．そのため，視覚的情報とテキストを統合
理解する VLMの導入が求められる．しかし，現状
の VLMがソフトウェア開発における図表をどの程
度理解できるのかは不明である．本研究では，VLM
のソフトウェア開発における図表理解能力の調査を
目的として，これらの図表に特化したベンチマーク
「JSWEMU」を開発した．本論文では，JSWEMUを
用いた調査結果について述べる．

1 はじめに
近年，ソフトウェア開発における LLM（Large

Language Model）の活用が進んでいる [1, 2]．開発者
はテキストで要件や仕様を LLMに伝え，それに基
づいて LLM はコード生成 [3] やバグ修正 [4] を行
う．しかし，テキストのみで開発における全体の構
造や関係性，振る舞いなどを LLMに十分に伝える
のは難しい．
一方で，従来のソフトウェア開発では，設計や仕

様伝達，要件やタスクの整理のために視覚的な情報
共有が不可欠であり，多様な図表が開発現場で活用
されてきた．本論文では，これらの図表を「ソフト
ウェア図表」と表現する．ソフトウェア図表には，
クラス図やシーケンス図など，13 種類の UML ダ
イアグラムが含まれる．また，UML以外にも表や
データベース，業務フロー図，アーキテクチャ図と

いった図表も含まれる．
このような視覚的情報を活用することで，テキス
ト情報のみを処理する LLMの限界を補い，より実
用的な支援を実現できる可能性がある．そのため，
視覚的情報とテキスト情報を統合的に理解できる
VLM（Vision Language Model）の導入が必要である．
しかし，現時点で VLMがソフトウェア図表をどの
程度理解し，活用できるのかについては，明らかに
なっていない．
本研究の目的は，VLMのソフトウェア図表理解
能力について調査することである．そのために我々
は，ソフトウェア図表理解に特化した日本語のベ
ンチマークである「JSWEMU (SoftWare Engineering
Multimodal Understanding benchmark)」を開発した．
本論文では，JSWEMUによる調査の結果を示す．

2 JSWEMU
2.1 特徴

JSWEMUは，ソフトウェア図表を対象とした画像
理解能力を評価するための 4択式のベンチマークで
ある．JSWEMU の問題例を図 1 に示す．JSWEMU
は，16種類の図表を含む 53枚の画像と 411問の設
問で構成されている．図表ごとの画像数と設問数に
ついては付録 Aの表 2に示す．

JSWEMUは，図表の画像，図表に関する設問（問
題と 4つの選択肢），正解ラベル，メタデータで構
成される．評価対象の VLMは，図表の画像とその
図表に関する設問が与えられ，選択肢ラベルで回答
することが求められる．
また，画像には，異なる描画スタイルに対するモ
デルの性能や適応力を評価するために，以下の 3種
類の描画スタイルを取り入れた．

• PowerPointの描画ツールで作成した画像
• 紙に手書きした画像
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与えられた画像の内容に従い，次の問題に対して「A」「B」「C」
「D」から最も適切な選択肢を選んでください．説明は省き，アル
ファベット⼀⽂字で回答してください．
問題⽂：ユーザーから棚に送信されるリクエストはどれですか？
選択肢：
(A) 検索結果
(B) 貸出申請
(C) 貸出結果
(D) 検索

設問 2

与えられた画像の内容に従い，次の問題に対して「A」「B」「C」
「D」から最も適切な選択肢を選んでください．説明は省き，アル
ファベット⼀⽂字で回答してください．
問題⽂：画像に含まれるライフラインの数はどれですか？
選択肢：
(A) 5   
(B) 3
(C) 6
(D) 4

設問 1

…

ホワイトボードに⼿書きした画像
紙に⼿書き
した画像

描画ツールで
作成した画像

画像名：シーケンス図
構成要素数：3
関連要素数：6
画像中の⽂字数：29
図表の特徴：基礎的な図

メタデータ

図 1 JSWEMUのデータ例

• ホワイトボードに手書きした画像
これらの描画スタイルは，文書からスキャンされた
画像や，開発現場で紙やホワイトボードに描かれた
図表を使用する状況を想定して選定したものであ
る．描画ツールで作成された画像は，線や形状が正
確でフォーマットが統一されており，モデルが視覚
的特徴を認識しやすいため性能が良いと予想され
る．一方，紙やホワイトボードの画像は，不揃いな
線や文字の崩れ，光の反射などのノイズがモデルの
性能に影響を与える可能性がある．

2.2 開発
データの収集　本研究では，UML 2.5.1で定められ
ている 13 種類の図に加えて，表やデータベース，
UML以外の図表（業務フロー図・データフロー図・
アーキテクチャ図・ER図・ガントチャート・業務
フロー図・状態遷移表・CRUD 表）を対象とした．
我々は，これらの画像をソフトウェア開発に関する

参考書やインターネットから収集した．
画像の作成　収集した画像を参考に，描画ツールで
作成した画像，紙に手書きした画像，ホワイトボー
ドに手書きした画像，の 3種類の描画スタイルで画
像を作成した．紙に手書きした画像はスキャンによ
り，ホワイトボードに手書きした画像は撮影により
データ化した．
設問の作成　図表に基づき，問題文と 4つの選択肢
からなる設問を作成した．最終的に，大学院生 2名
で設問のレビューを行った．

3 実験
本節では，JSWEMU を用いた評価実験について
説明する．
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3.1 実験概要
モデルや描画スタイルによるソフトウェア図表理

解能力の違いを確認するために，JSWEMU を用い
て VLMの評価を行う．
モデル　以下の 7種類の VLMを評価対象とする．

• GPT-4o（gpt-4o-2024-11-20）
• Gemini 1.5 Pro（gemini-1.5-pro）
• Claude 3.5 Sonnet（claude-3-5-sonnet-20241022）
• LLaVA-NeXT（llava-hf/llava-v1.6-mistral-7b-hf）
• Qwen2-VL（Qwen/Qwen2-VL-2B-Instruct）
• Llama 3.2-Vision
（meta-llama/Llama-3.2-11B-Vision-Instruct）

• Phi-3.5-vision（microsoft/Phi-3.5-vision-instruct）

実験設定　クローズドソースモデルでは temperature
を 0 に，オープンソースモデルでは do sample を
Falseに設定した．実験における他のハイパーパラ
メータはデフォルトに設定されている．
画像のサイズは 928×928ピクセルに統一した．
評価指標　正答率により評価する．なお，必要に応
じて，VLMの回答から正規表現を用いて選択肢ラ
ベルのアルファベット 1文字を抽出する処理を行っ
ている．

3.2 実験結果
図表ごとの各モデルの正答率を表 1に，描画スタ

イル別のモデルごとの正答率を図 2に示す．主な結
果は以下の通りである．
モデルによる影響　最も正答率が高いのは Claude
3.5 Sonnetで，全ての図表に対する正答率は 46.47%
であった．一般的に，オープンソースモデルはク
ローズドソースモデルに比べて性能が劣る傾向があ
る [5, 6]．しかし，JSWEMUによる評価では，Claude
3.5 Sonnetや GPT-4oが比較的高い正答率を示した一
方で，Gemini 1.5 Proでは一部のオープンソースモデ
ルに劣る結果となった．この要因として，JSWEMU
が単なる画像理解を超えて，ソフトウェア開発にお
ける図表に関する専門的な知識を要求する点が挙げ
られる．
図表の種類による影響　表 1の各モデルの正答率の
平均より，パッケージ図，オブジェクト図，ステー
トマシン図，表やデータベースでは正答率が高い傾

40.39

51.09
45.01

37.47
33.09

36.50 34.7933.8231.87
24.82 25.55

17.03 17.03

35.75

図 2 描画スタイル別のモデルごとの正答率

向が見られ，配置図，コンポーネント図，合成構造
図では正答率が低い傾向が見られた．正答率が高い
図表は，構造が明確で直感的に理解しやすい特徴が
ある．一方，正答率が低い図表は直感的な理解が難
しく，図表の記法やシステム全体の構造，設計意図
など，図表を正確に読み解くための専門知識を必要
とすることが要因として考えられる．
また，図表の種類によって正答率の高いモデルが
異なることが確認された．図表の種類ごとにモデル
の性能が異なるため，これらの図表を扱う際には
図表の種類に応じた適切なモデルの選択が重要で
ある．
描画スタイルによる影響　図 2 に示すように，
Claude 3.5 Sonnet や Qwen2-VLのような一部のモデ
ルでは，描画ツールで作成した画像の正答率が
手書き画像より高い傾向が観察された．一方で，
GPT-4oや Phi-3.5-visionのように描画スタイル間の
差がわずかなモデルも存在し，さらに Gemini 1.5
Pro，LLaVA-NeXT，Llama 3.2-Visionでは，描画ツー
ルで作成した画像よりも手書き画像の方が高い正答
率が得られた．この結果から，描画ツールが必ずし
も最良の結果を示すわけではないことが分かる．

4 関連研究
本節では画像理解ベンチマークやソフトウェア開
発に関するベンチマークの関連研究を紹介する．

4.1 画像理解ベンチマーク
近年，VLMの画像理解能力を評価するために多
肢選択形式のベンチマークが用いられている．たと
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表 1 JSWEMUによる図表ごとの各モデルの正答率（%）

平均

オープンソースモデルクローズドソースモデル
モデル

図表
Phi-3.5-

vision
Llama 3.2-

Vision
Qwen2-VL

LLaVA-
NeXT

Claude 3.5 
Sonnet

Gemini 1.5
Pro

GPT-4o

35.7830.3035.3544.4412.1259.6025.2543.43ユースケース図

44.5452.9460.7837.2535.2954.9029.4141.18オブジェクト図

36.0929.8240.3542.989.6557.0222.8150.00クラス図

29.2126.6735.5625.5624.4443.3321.1127.78シーケンス図

27.1820.8327.7829.1727.7831.9431.9420.83コミュニケーション図

41.1843.1441.1854.907.8458.8233.3349.02ステートマシン図

31.2324.5135.2926.476.8650.0024.5150.98アクティビティ図

49.8253.8553.8553.8553.8569.2317.9546.15パッケージ図

20.6323.6122.2226.398.3318.0626.3919.44コンポーネント図

15.0815.2822.2212.502.7816.6726.399.72配置図

20.8017.5440.3522.8112.2819.308.7724.56合成構造図

28.1437.8828.7925.7615.1533.3327.2728.79タイミング図

32.6030.7730.7743.5920.5146.1530.7725.64相互作用概要図

38.8133.3351.6748.338.3351.6721.6756.67表

38.1036.6733.3348.3321.6756.6725.0045.00データベース

38.1038.1034.3933.3326.9858.2026.4649.21その他

32.8031.3936.0134.7117.6046.4724.9838.44全ての図表
※ 3種の描画スタイルの平均 ※ 表中の色は、各図表における最大・最小を示す

えば，Visual Commonsense Reasoning[7]，MMMU[5]，
MMBench[8]などがある．
こ れ ら の ベ ン チ マ ー ク は，画 像 に 関 す

る 説 明 や 質 問 へ の 回 答 を 自 然 言 語 で 生 成
し，正解と比較して評価する従来のベンチ
マーク（COCO[9]，VQA[10]，GQA[11]，VizWiz[12]，
TouchStone[13]，LLaVA-Bench[14] など）と異なり，
モデルの回答を選択肢と直接比較するため，モデル
の画像理解能力をより明瞭に判定できる．
また，特定分野に特化した多肢選択形式の画像

理解ベンチマークとして，ScienceQA[15]（科学），
DocVQA[16]（食品や科学など産業ドキュメント画
像），Japanese Heron-Bench[17]や JMMMU[18]（日本
語 VLM評価）がある．しかし，ソフトウェア開発
分野に特化した画像理解ベンチマークはいまだ開発
されていない．

JSWEMUは，ソフトウェア開発における図表の理
解に特化したベンチマークで，多肢選択形式によっ
て明瞭な評価を実現する．

4.2 ソフトウェア開発
ソフトウェア開発分野では，コードの生成によっ

て LLM の能力を評価するベンチマークとして，
MBPP[19]や HumanEval[3], SWE-bench[20]などが利
用されている．また，多肢選択形式による評価で

LLM のソフトウェア開発能力を評価するベンチ
マークとして，PythonIO[21]，CodeApex[22] などが
ある．
近年，ソフトウェア開発分野における VLM 用
ベンチマークの開発も進んでいる．たとえば，
Plot2Code[23]ではグラフ画像からコードを生成する
能力を測定し，HumanEval-V[24]やMMCode[6]では
画像を補助的に用いてコードを生成する能力を測定
する．しかし，これらのベンチマークは主に開発能
力の評価に焦点を当てており，ソフトウェア開発特
有の図表理解能力を評価する設計になっていない．

JSWEMU は，ソフトウェア開発における多様な
図表を対象とし，図表理解の評価に重点を置いたベ
ンチマークである．

5 おわりに
本論文では，VLMのソフトウェア図表理解能力
を調査することを目的とし，ソフトウェア図表に特
化した日本語ベンチマーク「JSWEMU」を開発した．
JSWEMU を用いた評価の結果，図表の種類によっ
て正答率に差が生じ，特に専門的な知識を要する図
表では正答率が低下する傾向が確認された．また，
描画ツールにより作成した画像の正答率が必ずしも
最良の結果を示すわけではないことがわかった．
今後は，ソフトウェア図表に対する VLMの理解
能力を高める方法について検討していきたい．
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A JSWEMUの画像数と設問数
JSWEMUの図表ごとの画像数と設問数を表 2に

示す．
表 2 JSWEMUの図表ごとの画像数と設問数

設問数（問）画像数（枚）図表

333ユースケース図

173オブジェクト図

383クラス図

303シーケンス図

243コミュニケーション図

173ステートマシン図

343アクティビティ図

133パッケージ図

243コンポーネント図

243配置図

193合成構造図

223タイミング図

133相互作用概要図

203表

202データベース

639その他

41153全ての図表
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