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概要
Large Vision Language Model (LVLM)は近年急速に
進化しており、文書画像理解のタスクにおいて
も End-to-Endで高い精度を達成している。一方で、
GPT-4oクラスのモデルであっても画像内の文字認
識誤りが発生することがあり、ビジネスでの実運用
において課題となっている。本研究では、LVLMに
文書画像内テキストを埋め込むことで、高精度な文
書画像理解を実現することを目指す。既存の LVLM
に文書画像内テキストをプラグイン的に埋め込む方
式を提案し、その有効性を検証した。

1 はじめに
近年、LVLMの研究が盛んに行われている。写真
のような自然画像から、グラフや図表など、高い精
度で画像内の情報を理解することができる。特に
2024年以降の LVLMはオープンソースのモデルで
も画像入力の高解像化が進み、画像内のテキストを
高精度で理解することが可能になった。一方で、ビ
ジネスで利用される文書には高密度なテキストが含
まれており、高解像度の LVLMであっても、小さい
文字や装飾文字などで文字認識の誤りが発生するこ
とがある。我々はビジネスドメインでの LVLM の
実用化を目指しており、文字認識誤り由来のハルシ
ネーションを防ぐことは重要である。
ビジネスシーンで利用される文書は PDF形式で
ある場合が多く、文書画像内のテキストはその位置
情報と共に取得することができる。また、スキャン
した文書画像であっても、活字であれば OCRによ
りテキストとその位置情報を高精度で取得すること
ができる。従って、LVLMの文字認識由来の誤りを
防ぐためには、これらの文書画像内テキストを活用
することが有効であると考えられる。
実際にエンコーダ系の分類モデルまで遡る

図 1 提案手法の概要

と、文書画像内テキスト埋め込みの研究は一定
の成果があり、最近ではそれらの手法の影響を
受けて LLM,LVLM でも文書画像内テキスト埋め
込みの研究が行われている。LayoutLM シリーズ
[1, 2, 3] は文書画像内のテキストを活用するエン
コーダ系モデルであり、文書分類、質問応答、情
報抽出などのタスクで高い精度を達成している。
また、LLM, LVLMでは InstructDr[4], LayoutLLM[5],
LayTextLLM[6], DocLLM[7] などのモデルが提案さ
れており、文書内の OCRテキストとその位置情報
を埋め込む。CLIPの Image Encoderを用いた LLaVA
系 [8]の LVLMでは画像、文字、グラフ読み取りの
性能が飛躍的に向上する一方で、文書画像理解に特
化し、テキストとその bbox座標を埋め込むマルチ
モーダル LLMは独自のアーキテクチャを採用して
いる場合が多く、昨今の LLaVA系モデルの性能向
上の恩恵を十分に受けられていない。
本研究では、LVLMに文書画像内のテキストをプ
ラグイン的に埋め込む方式を提案し、LLaVA系モデ
ルの画像認識能力を活かしつつ、文書画像内テキス
トの読み取り精度を向上させることを目指す。その
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ためにいくつかの埋め込み方式を提案、比較し、有
効性を検証した。

2 関連研究
2.1 OCR freeの LVLM

InternVL2[9, 10], Qwen2VL[11], LLaVA-
onevision[12] などのモデルは、モデルアーキ
テクチャと学習データセットの工夫により、従来の
LLaVA[8]や BLIP2[13]などのモデルよりも高い精度
で画像内のテキストを理解し、文書画像理解タスク
を解くことができる。アーキテクチャでは画像入力
を高解像度で入力できるような改善が各モデルで共
通しており、学習データセットでは大規模な OCR
データセットを追加することで、テキスト理解の精
度を向上させている。
2.2 文書画像内テキストと座標情報の埋
め込み
文書画像内のテキストは、PDFや OCRのテキス

トとして取得することができる。PDF, OCRのテキ
ストにおける共通した情報は、テキストとテキスト
を囲む bounding box(bbox)である。テキストと bbox
を LLMに入力する方法はいくつか提案されている
ため、以下にその手法を示す。以後、文書画像内の
テキストと bboxを text+bboxと呼ぶ。
テキストベースの埋め込み text+bboxを json形式

で入力する最もシンプルな手法 [14]。
Encoder を用いた埋め込み LayoutLLM[5] や

InstructDr[4] などのモデルは、文書画像内のテ
キスト、画像、テキストの bboxを入力とする Atten-
tion機構を持つ Encoderに入力し、潜在表現を LLM
に入力する。

bbox 情報を埋め込む手法 LayTextLLM[6] や
DocLLM[7]などのモデルは、単純な MLPを用いて
bbox の情報を埋め込み、文書画像内のテキストは
LLMの tokenizerを用いて入力する。

3 提案手法
3.1 文書画像内テキストの埋め込み
文書画像内テキストの埋め込み方式を以下の 3つ

の手法で比較する。
DocPTM : LayoutLLM[5] では、大規模な文書画

像データセットで学習された Document Pre-trained
Model(DocPTM) を用いて文書画像内テキストを埋

表 1 学習データ
データセット サンプル数
LayoutLLM-pretrain 115,955
LayoutLLM-sft 50% 149,528

め込むことを提案している。今回は LayoutLLM の
論文でも採用されている LayoutLMv3を DocPTMと
して用い、text+bboxを LVLMに入力した。text+bbox
はDocPTMと通して潜在表現に変換し、2層MLPを
通して LLMの入力次元に変換、埋め込みを行った。

bbox-text : 先述したテキストベースの埋め込み
を採用し、text+bboxを json形式に変換し、LLMに
入力した [14]。

bbox-proj : LayTextLLM[6]で提唱された、bboxを
MLPで埋め込み、テキストと共に LLMに入力する
方式。bboxの座標情報を 2層MLP(projector)を通し
て LLMの入力次元に変換し、テキストと concatenate
して LLM に入力する。具体的には、一つの画像
内テキストを位置情報と合わせて bbox1,text1 と
すると次のような埋め込みを LLM に入力する。
projector(bbox1), embed(tokenize(text1)), . . .

3.2 データセット
表 1 に示すように、LayoutLLM にて提案された
データセット [5]を用いて実験を行った。これらの
データセットは文字認識やレイアウト理解に重きを
置いたデータセットであり、文書画像内テキストの
埋め込みの有効性を検証するために選定した。

text+bbox 入力部分の事前学習 LVLM に新たな
パラメータを追加した方式で実施した、事前学習に
ついて説明する。LayoutLLM-pretrain のデータセッ
トの一部を用いて、docPTM, bbox-proj の事前学習
を行った。DocPTM を用いる方式では DocPTM と
projector のみ重みを更新し、bbox-proj では bbox の
座標情報を 2 層 MLP を通して LLM の入力次元に
変換する projectorのみ学習した。なお、LVLMの本
体のパラメータは固定した。bbox-textでは LVLMの
パラメータのみを利用するため、事前学習は行わな
かった。

Supervised Fine-Tuning (SFT) LayoutLLMの SFT
データセット (Chain of Thought なし) を用いて
Instruction tuning を実施した。学習は LayoutLLM
SFTの前半 50%のデータを用いて行った。
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表 2 学習条件
手法 pretrain sft text+bbox
llava-ov-7b-sft - o -
docPTM o o o
bbox-text - o o
bbox-proj o o o
bbox-proj w/o PT - o o

表 3 評価データ
データセット サンプル数 split
DocVQA 5349 val
FUNSD 467 val (layoutLLM)
ChartQA 1920 val

3.3 モデル学習
表 2 に実施した学習条件を示す。比較的少な

い学習データで高解像の画像理解を実現してい
ることから、全ての実験は llava-onevision-qwen2-7b-
ov(llava-ov-7b)[12]のモデルをベースにして行った。
先述した 3 種類の text+bbox の入力方式を実装し、
llava-ov-7bから追加学習することで、文書画像内テ
キストの埋め込みの有効性や妥当な入力方法を検証
した。

3.4 評価指標
評価に利用したデータセットについて表 3 に示

す。DocVQA[15], FUNSD[16]のデータセットを用い
て、文字認識に関わるQA性能を評価した。また、視
覚的な図表理解性能を監視するために、ChartQA[17]
による定量評価も実施した。なお、FUNSDデータ
セットは LayoutLLM の論文にて QA モデル向けに
変換されたデータセットを利用した。

4 結果
4.1 text+bbox入力の効果
表 4 にて、画像入力のみと bbox-proj, bbox-text,

docPTM の 3 つの埋め込み方式の性能を比較した。
DocVQA, FUNSDでは、bbox-proj, bbox-text, docPTM
のいずれの方式も、画像のみの入力で訓練されたモ
デルよりも高い精度を示し、文字認識系のタスク
において text+bboxの入力が有効であることが確認
できた。DocPTMでは精度向上がわずかであるが、
bbox-proj, bbox-textでは精度が大幅に向上している。
これは、bbox-proj, bbox-textの方式では、文書画像中

表 4 評価結果 (ANLS) ChartQAでは画像のみを入力
手法 DocVQA FUNSD ChartQA
llava-ov-7b 0.401 0.227 0.610
llava-ov-7b-sft 0.449 0.267 0.348
docPTM 0.464 0.287 0.349
bbox-text 0.692 0.739 0.309
bbox-proj 0.705 0.729 0.252
bbox-proj w/o PT 0.706 0.755 0.292

のテキストを LLMへ直接入力するため、LLMが事
前学習で獲得した豊富な表現力を活用できるため
であると考えられる。docPTMでは、transformerの
encoderと projectorを介して text+bboxを入力するた
め、LLMの表現力を十分に活用できていない可能性
や、事前学習タスクの量と多様性が不足しており、
DocPTMと LLMのアライメントが十分取れていな
い可能性が考えられる。
文字認識タスクにおいて最も高い精度を示したの
は、bbox-proj w/o PTであった。より詳細な分析や、
視覚的図表理解の精度とのトレードオフについて以
下で述べる。

bbox-projの事前学習 bbox-projについて、事前学
習の有無で 2種類の手法を比較した。結果として、
DocVQA, FUNSD, ChartQAの全てのデータセットに
おいて、事前学習を行わない場合の方が性能が高
かった。これには 2つの理由が考えられる。1つ目
は、事前学習タスクと SFT,評価タスクの性質の違
いによるものである。今回利用した LayoutLLM の
事前学習タスクは、bboxの座標を回答させるもので
あり、SFTや評価で用いられる意味理解、情報抽出
系の QAとは性質が異なる。2つ目は、bbox-projは
2層MLPでありパラメータが非常に少ないため、事
前学習による効果が低くタスク転移へのロバスト
性が低い可能性が考えられる。事前学習タスクの設
定を見直し、より SFT に近いタスクを設定するこ
とで、事前学習の効果を高めることを今後の課題と
する。

ChartQAの視覚的図表理解 LayoutLLMのデータ
セットで SFTを行った場合、公開モデルの llava-ov-
7bよりも精度が低下した。まず llava-ov-7b-sftにお
いて、llava-ov-7bよりも精度が低下している。この
ことから、この精度低下の主な原因は text+bboxの入
力ではなく、LayoutLLM-sft データセットの特性に
起因するものであると考えられる。LayoutLLM-sft
データセットは、テキスト認識に偏ったデータセッ
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トであるため、このデータセットで学習したこと
により、LLaVA の学習で獲得した視覚的図表理解
能力が低下したと考えられる。さらに、bbox-proj,
bbox-textの方式では、llava-ov-7b-sftよりも精度が低
下している。先述したように、bbox-proj, bbox-textの
方式では、LLMへ文書画像中のテキストを直接入
力するため、LLMのパラメータと十分にアライメ
ントが取れており、LLMが持つ豊富な表現力を活
用することができる。その副反応的に画像情報への
注意を相対的に下げるように学習が進み、画像のみ
の入力よりも精度が低下したと考えられる。
以上のことから、SFTデータセットのテキスト認

識タスクへの偏りの軽減や、text+bboxが存在しない
条件を学習に含めることで、図表理解性能の劣化を
防ぐことが今後の課題となる。

4.2 画像入力の効果
文書画像理解タスクにおける LLaVA 系モデル

が持つ画像理解能力の効果を検証するために、
text+bboxの入力方式において画像入力を省略した場
合の精度を比較した。表 5に示すように、DocVQA
タスクにおいては、text+bbox の入力にどの方式を
用いても、画像入力がある場合の精度が高い。これ
により、文字認識を中心としたベンチマークであっ
ても、一部のタスクにおいては画像情報に基づき回
答を生成していることが考えられる。一方 FUNSD
において, bbox-projでは画像入力が有りで精度が高
いがその差はわずかであり、bbox-text では画像入
力無しで精度が高くなっている。docPTMの場合は
FUNSD, DocVQA共に画像入力を省略すると大幅に
精度が低下し、ほとんど回答ができない結果となっ
た。docPTM の入力を LLM があまり活用できてお
らず、文書画像理解の多くを画像入力に依存するよ
うな学習をしていることがわかる。

FUNSD, DocVQAのスコア挙動の違い二つのベ
ンチマークの違いは、入力画像および質問の抽象
度の違いにある。DocVQA は FUNSD に比べて図
や表を含む文書画像が多く、画像情報も回答の参
考になるため、画像入力を無くした場合の影響が
大きい。また、FUNSDでは"What is the content in the
"DATE:" field?"のように、文書画像内の参照すべき
箇所が"DATE:"とテキストで与えられており、注目
箇所が明確で文書全体の意味を理解せずに回答がで
きる。一方で DocVQAでは、"Where is the university
located ?"のように、テキストの参照箇所がテキスト

表 5 画像入力の効果 (ANLS)
手法 DocVQA FUNSD
docPTM 0.464 0.287
docPTM w/o image 0.067 0.001
bbox-text 0.692 0.739
bbox-text w/o image 0.668 0.741
bbox-proj 0.705 0.729
bbox-proj w/o image 0.686 0.728
bbox-proj w/o PT 0.706 0.755
bbox-proj w/o PT, image 0.694 0.753

で与えられておらず、画像内のどの箇所を参照すべ
きかを推論する必要がある。従って、DocVQAでは
画像全体の構造を理解することが重要であり、画像
入力の有無で精度の差が出ると考えられる。
画像入力でのトークン消費することを考慮する
と、想定質問や用途の抽象度が低くほとんどテキス
トで構成される画像の場合は、画像入力の代わりに
text+bbox のみを入力することで、計算コストを削
減しつつ、精度を維持することが期待できる。一方
で、視覚的要素を含む画像や抽象度が高い質問に対
しては画像を含めた入力が有効であるため、より汎
用的な用途では画像入力の効果は大きいと言える。

5 おわりに
LVLMへ text+bboxを入力する手法を提案し、文字
読み取り能力を向上させることを確認した。LVLM
の文字認識系タスクの性能向上には、提案手法の
中では bbox-projの方式が最も有効であることが分
かった。text+bbox を埋め込む方法は文書画像の分
類や固有表現抽出などのタスクでも有効性が示さ
れており、LayoutLMv3 がその代表格であったが、
LVLMとの接続においては LayoutLMv3が bestな選
択では無かった点は興味深い。LLMが言語による
大規模な事前学習や SFTによって獲得する知識活用
の重要性を示唆しており、文書画像理解のみらずマ
ルチモーダルモデル全般において意識すべき課題で
あると考えられる。
課題として、有効にテキスト読み取りタスクを解

ける方式ほど、text+bbox の入力がない場合に性能
が劣化してしまうことがわかった。本研究において
はテキスト読み取りに着目し、LayoutLLMのデータ
セットを活用したが、今後はより広いデータセット
を用いて検証を進めることで、文書画像理解タスク
における汎化性能の向上を目指す。
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A 評価タスクの画像サンプル

図 2 DocVQA : What is the name of the company? -> itc
limited

図 3 FUNSD : What is the content in the "DATE:" field? -> 12
/10 /98

図 4 ChartQA : Who portrayed Jon Snow? -> Kit Harington
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