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概要
大規模言語モデル（LLM）は,質疑応答等の定性
的な推論や数学等の定量的な推論が可能である. 一
方で,定性的な推論と定量的な推論を組み合わせる
ことが必要な CSVデータのような数値データを,統
計知識に基づいて自然言語で説明できるかは明らか
でない. 本研究では,数値データの統計知識に基づい
た説明において,説明能力を向上させる効果が高く
コストの低い手法を,次の 3種類の LLMへの指示で
検証した. すなわち, 1)例も補足もない指示, 2)基本
的な統計量等の例示, 3) LLMの役割や分析の目的等
の補足,である. その結果,例示よりも補足の方が説
明能力を向上させる効果は同等でもコストは低く,
数値データを統計知識に基づいて説明できた.

1 はじめに
人間と人工知能との協働的なデータ分析におい

て, CSV データのような数値データを, 統計知識に
基づいて自然言語で説明することは重要である. 人
間との自然な応答を可能とする大規模言語モデル
（LLM）は,自然言語での定性的な推論 [1]において
飛躍的に発展してきた. さらには, 近年, 初等数学
[2, 3]のみならず,時系列予測 [4, 5]のような定量的
な推論も, LLMの訓練によって可能であることが報
告されている. 数値データを自然言語で説明するに
は,定量的な推論と定性的な推論の双方が必要だと
考えられるが,これらの推論を組み合わせることで,
数値データを統計知識に基づいて説明できるかは明
らかでない.

LLMが数値データを自然言語で説明するには,ま
ずデータからテキストを生成できること,次に意味
のある洞察を得られることが必要だと考えられる.
データからテキストを生成する課題においては,主
に加工済みのデータからのテキスト生成やデータへ
のコメント生成を中心に研究されてきた. 例えば,
チャート [6]や数値を含むテキスト [7]を説明させ

図 1 本研究の概要図

る研究では,数値データを分析した加工済みの情報
をテキストに変換できることが報告されている. ま
た,市場データを対象とした研究 [8]では,市場を解
説するような付加的なコメントを生成できることが
報告されている. つまり,データからテキストを生成
することは可能であると言える. また, データから
意味のある洞察を得る課題では, LLMが自律的に分
析や考察を行うことを目的とした研究がされてき
た. 例えば, LLMが外部ツールを用いて,データ分析
[9, 10]から科学的な発見 [11, 12, 13]まで,自律的に
データから洞察を得ることが部分的に可能であるこ
とが報告されている. したがって, CSVデータのよ
うな数値データについても, LLMに数値データを説
明する訓練をすることで,データの特徴を人間が理
解できるように統計知識に基づいて説明できる可能
性がある.
本研究では, LLMによる定性的な推論と定量的な
推論を組み合わせ,統計知識に基づいた数値データ
の説明において,説明能力を向上させる手法を明ら
かにすることを目的とした. このとき, LLMの実務
での活用を想定し, 1) LLMの訓練コスト（計算コス
ト等）, 2) LLMの推論コスト（API利用コスト等）,
3) LLM利用者の学習コスト（指示に専門知識が必
要等）にも着目した. LLMへの指示と評価の流れに
ついては,図 1の通りである. まず, LLMの訓練手法
は, 訓練コストの必要ない LLM の入力（プロンプ
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ト）のみでの学習, すなわち, 文脈内学習 [14] とし
た. 次に,データ分析に関する統計知識が LLM利用
者にとって必要かという観点でプロンプトを条件分
けして,説明能力の検証を行った. 最後に, API利用
コストに関連する LLMへの入力文字数に着目して,
プロンプトのコストを比較した.

2 実験方法
2.1 実験条件

LLMによる数値データの説明において,統計知識
に基づいて数値データを説明する能力が,どのよう
な指示によって向上するかを検証するため,次に説
明する 3つの LLMへの指示を実験条件とした.

Baseline 条件 数値データの説明だけを求めた
LLMへの指示によって,説明能力を検証した. デー
タ分析では,対象のデータにおける平均や分散等の
基本的な統計量を確認することが標準的な手続きで
ある. しかし,データ分析の非専門家にとってはそう
ではない. 一般的な知識を学習している LLMにとっ
て,統計知識に基いてデータの基本的な統計量を説
明することは標準的な手続きではない可能性があ
る. これを確認するため, 数値データについての網
羅的な説明,または重要な点の説明だけを指示する
Baseline条件を設けた.

Example条件 数値データの説明において,基本
的な統計量等の例を LLMに与えることで,統計知識
に基づいた説明能力を引き出すことができるか検
証した. LLM はいくつかの例を指示に加える少数
ショット学習によって能力が向上し [14],事前に訓
練していない数学等の課題についても解くことがで
きるようになる [15]. この少数ショット学習を用い,
説明すべき基本的な統計量等の例を与えて説明能力
の向上を図る Example条件を設けた.

Supplement条件 Example条件とは異なり,基本
的な統計量等の例を含まない指示方法で,説明能力
を向上させることができるか検証した. その背景と
して, 基本的な統計量等の例を作成するには, LLM
利用者の統計の専門知識が必要となるため,学習コ
ストが高いという問題がある. LLM に「優秀な助
手」や「先生」等の役割を示すと,能力が向上するこ
と [16, 17, 18]や,データの関連情報を与えると,時系
列予測の精度が上がることが知られている [19, 20].
これらの知見を踏まえ,数値データの説明において
も, LLM の役割や分析の目的等を補足することで,

例示と同等の効果を得られる可能性がある. このよ
うに,指示に補足することで基本的な統計量を説明
できるかを検証する Supplement条件を設けた.
以上の指示条件と数値データをプロンプトに組み
込み, 複数の LLM のモデルにデータについて説明
させた. 実験は次に示すように,プロンプト 9種類,
データセット 40種類,モデル 15種類の合計 5,400試
行を行った.

2.2 プロンプト
実験条件で示した 3つの指示について,指示に続
くカンマで区切られた 100個の数値データを説明す
るようにプロンプトを作成した. プロンプトの日本
語での簡略例を表 1に示した.

表 1 プロンプト条件と日本語での簡略例
条件名 プロンプトの日本語での簡略例
Baseline 次のデータを網羅的に説明してください.

10.254,12.804,10.63,8.283,9.468,8.702,...
Example 次のデータの平均と分散を説明してください.

8.283,12.804,10.63,9.468,8.702,10.254,...
Supplement あなたはデータ分析の専門家です.

次のデータを説明してください.
9.468,10.254,12.804,10.63,8.283,8.702,...

これらの 3条件に対して 3種類ずつ, 9種類のプロ
ンプトを用意した. なお,言語は英語を用いた. プロ
ンプトの具体例については,付録 A.1に示した.

2.3 データセット
1–2 桁の小数点第 3 位までの数値データ（e.g.,

3.141）100個を Python NumPyライブラリ [21]を用
いて生成した. これらは,一峰性の正規分布,二峰性
の正規分布,一様分布,冪乗分布に従うランダムな数
値として,異なる 10個の乱数のシードを元に生成し
た. つまり,合計 40種類の数値データを用意した.

2.4 モデル
モデルには, OpenAI社製 3種類, Google社製 5種
類, Anthropic社製 2種類, Meta社製 3種類, Misral AI
社製 2種類の異なる性能をもつ合計 15種類の LLM
を用いた. LLMの利用は全て APIを通して行った.
モデルの詳細の一覧と利用した APIについては,付
録 A.2に示した.

3 評価
実験で得られた LLMの回答が,基本的な統計量等
の説明となっているか, 1)統計量に関する単語の出
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現率, 2)説明された統計量の精度, 3)例示と補足の効
果とコストの点で評価した.

3.1 統計量に関する単語の出現率
LLMの回答が基本的な統計量等の説明となって

いるか,基本的な統計量の単語を参照単語 (Reference
word)として定義し,参照単語が LLMの回答にどの
程度含まれるかを評価した. 具体的には, 統計分析
の基本である平均, 標準偏差, 最小値, 中央値, 最大
値,四分位に対応する英単語とその類義語を数え上
げ,数式 (1)に示した Reference word emerge rateを求
めた.

回答に含まれた参照単語の数
定義した参照単語の数 (1)

なお,参照単語は見出し語に変換し,完全一致で数え
上げた. 具体的な参照単語と類義語については,付録
A.3に示した.

3.2 説明された統計量の精度
LLMの回答で示された統計量の数値が,一定の誤

差範囲内であることを検証するため,データセット
から求めた統計量 (Ground truth)と LLMの回答の統
計量との差を評価した. 具体的には,参照単語に対応
する統計量の数値を LLM の回答から抽出し, 数式
(2)に示した Ground truth residual rateを求めた.

Ground truthと LLMの回答の差の絶対値
Ground truthの値 (2)

なお, LLM の回答から統計量を抽出する処理は,
Google社製の Gemini 1.5 flashを用いた.

3.3 例示と補足の効果とコスト
プロンプト条件ごと,特に Example条件と Supple-

ment条件の説明能力を向上させる効果をモデルご
とに比較するため,次の方法で同等性の可視化と統
計検定を行い,コストについても評価した.
同等性の可視化 Example 条件と Supplement 条

件の Reference word emerge rate を比較することで,
Example条件あたりの Supplement条件の説明能力を
向上させる効果をモデルごとに比較した.
同等性の検定 Example 条件と Baseline 条件及

び Example条件と Supplement条件の Reference word
emerge rateの平均値の差を,信頼区間法を用いた同
等性検定 [22, 23] によって評価した. 信頼区間は
90%,同等性マージンは参照単語として用いた 6種
類の単語のうち 1単語分にあたる ±1/6とした.

コストの比較 Example条件と Supplement条件の
コストについて, 各条件のプロンプトの入力文字
数,正確には API利用コスト計算に用いられる Input
token数をコストと定義して評価した. Input token数
の集計には, OpenAI 社の Tokenizer（入力文字から
Tokenを出力するプログラム）を用いた. Token数が
より少なければ API利用コストも低くなり,より説
明におけるコストが低いと言える.

4 結果
4.1 統計量に関する単語の出現率
図 2 に条件/モデルごとの Reference word emerge

rateを示す. 例示や補足のない Baseline条件よりも,
基本的な統計量の例示を行ったExample条件やLLM
の役割や分析の目的等の補足を行った Supplement条
件の方が, Reference word emerge rateが高かった. ま
た, Supplement条件と Example条件の Reference word
emerge rateは, Baseline条件と比較して近かった.

図 2 条件/モデルごとの Reference word emerge rate

4.2 説明された統計量の精度
Ground truth residual rateは,全てのモデル,条件を
合わせて,平均 0.10,標準偏差 1.44となった.

4.3 例示と補足の効果とコスト
同等性の可視化 図 3に Supplement/Example条件
間における Reference word emerge rateを示す. 𝑥 軸と
𝑦 軸が, Example 条件と Supplement 条件の Reference
word emerge rateである. 散布図において,両条件の結
果が同等な場合は 45度線に近くなり,異なる場合は
その線から離れる. Supplement条件と Example条件
の Reference word emerge rateは一部のモデルを除き,
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45度線に誤差範囲内で重なり,比例関係にあった.

図 3 Supplement/Example 条件間の Reference word emerge
rate

同等性の検定 Example条件と Supplement条件の
Reference word emerge rate の平均値の差に関する同
等性検定の結果,両条件は全 15モデル中 9モデルに
おいて同等であった. 同等なモデルについては表 2
に示す. 一方で, Example条件と Baseline条件で同等
なモデルは無かった.

表 2 例示と補足での説明能力が同等と言えるモデル
モデル名 平均の差 信頼区間下限 上限
gemini-1.5-flash 0.004 -0.04 0.048
gemini-1.5-pro 0.006 -0.046 0.058
claude-3-5-sonnet 0.011 -0.015 0.037
mistral-small 0.014 -0.019 0.047
gpt-4o-mini 0.017 -0.013 0.047
gemini-2.0-thinking -0.020 -0.039 -0.001
gemini-1.5-flash-8b -0.045 -0.109 0.019
claude-3-5-haiku 0.05 -0.001 0.101
gpt-4o 0.069 0.033 0.105

コストの比較 Input token 数は, Example 条件で
平均 153.08, 標準偏差 87.21, Supplement 条件で平均
35.33,標準偏差 8.22となった. いずれの条件でもサ
ンプル数は 120 であった. これらの結果に対して,
Welchの 𝑡 検定を行ったところ, Supplement条件の方
が, Example 条件より有意に Input token 数が少ない
ことが示された (𝑡238=14.66, 𝑝 < 0.001).

5 考察
本研究の目的は, LLM による定性的な推論と定

量的な推論を組み合わせた数値データの説明にお
いて, 統計知識に基づいた説明能力を向上させる
ことが可能な手法を明らかにすることであった.
そのため, 3 つの指示条件 (i.e., 例示も補足もない

Baseline条件,基本的な統計量等を例示した Example
条件, LLMの役割や分析の目的等について補足した
Supplement 条件) の説明能力を比較した. Reference
word emerge rateで評価した説明能力は, Baseline条件
よりも, Example条件と Supplement条件の方が高く,
例示を行う場合と同等の説明能力を, LLMの役割や
分析の目的等の補足をすることで実現できることが
分かった. さらに,モデルごとに説明能力を比較する
と, 例示で説明能力が高くなるモデルは, 補足をす
ることでも説明能力が高くなることが分かった. ま
た,数値データの説明能力が高いのは,必ずしもパラ
メータ数の多い（一般的に性能の高い）上位モデル
ではなく,中位モデルとなった. Ground truth residual
rateで評価した定量的な統計量の説明能力について
は, 10%程度の誤差で説明されており,数値データの
説明を定量的にも行うことができた. さらに, Input
token数で評価したコストについては,例示を行う場
合よりも, LLMの役割や分析の目的等の補足をする
場合の方が, コストが低いことが確かめられた. 実
験的には Input token数,すなわち API利用コストに
よってコストを評価したが,データの説明について
の例示を行うには, LLM利用者のデータ分析や統計
に関する専門知識の学習コストが必要となる. すな
わち,例示を行うよりも LLMの役割や分析の目的等
の補足をする方が, LLM利用者の学習コストという
点でもコストが低いと考えられる.
本研究では,数値データの統計知識に基づいた説
明において, LLMの役割や分析の目的等の補足をす
るという費用対効果の高い方法と,数値データの説
明能力の高いモデルを明らかにした. これらの成果
は,実務でも活用できると考えられる. 一方で,一変
量の 100データポイントの数値データの基本的な統
計量での説明課題を用いたが,データセットや統計
量が複雑になった場合,補足と比べて例示の能力が
高くなる可能性も否定できない. 今後はデータセッ
トや統計量の種類を増やし,研究を発展させたい.

6 結論
本研究により, 基本的な統計量等の例示よりも,

LLMの役割や分析の目的等の補足の方が,説明能力
を向上させる効果は同等でも,コストは低くできる
ことが分かった. これにより, LLMの訓練コストの
ない文脈内学習において,定性的な推論と定量的な
推論の双方が必要な,数値データの統計知識に基づ
いた説明能力を向上させる手法を明らかにした.
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A 付録
A.1 プロンプトの指示部の一覧
条件名 プロンプト名 プロンプト例
Baseline Comprehensive Please describe comprehensively what you can read from the following data in

CSV format with specific values.

Brief Please describe important points briefly ( about 50 words ) what you can read
from the following data in CSV format with specific values.

Important Please describe important points briefly what you can read from the following
data in CSV format with specific values.

Example One shot Please describe comprehensively what you can read from the following data in
CSV format with specific values.
Especially describe and calculate the following points.
## Example
### Input
10.254,12.804,10.63,8.283,9.468,8.702,13.133,5.817,12.913,11.891,...
### Outout
- count of the dataset: 20
- mean of the dataset: 10.238
- standard deviation of the dataset: 1.983

Instructional Please describe comprehensively what you can read from the following data in
CSV format with specific values.
Especially describe and calculate the following points.
- count of the dataset
- mean of the dataset

Chain of thought Please describe comprehensively what you can read from the following data in
CSV format with specific values.
- First, understand data representation formats.
- Second, analyze data patterns based on the representation formats.
- Third, identify or calculate key values or statistics from the data.
- Finally, summarize and describe the important aspects of the data.

Supplement Description This is comma separated values of univariate data.
Please describe comprehensively what you can read from the following data with
specific values.

Persona You are a professional data analyst, responsible for interpreting data with
expertise and reporting it clearly and concisely in a way that anyone can
easily understand.
Please describe comprehensively what you can read from the following data with
specific values.

Goal The goal of analysis is to understand patterns or identify important numbers
and statistics in the dataset.
Please describe comprehensively what you can read from the following data with
specific values.

A.2 LLMモデルの一覧
モデルには以下の APIから接続を行った.

開発元 モデル名 API
OpenAI gpt-4o, gpt-4o-mini, gpt-3.5-turbo OpenAI API (Batch)
Google gemini-2.0-flash-thinking-exp, gemini-2.0-flash-exp Google Gemini API

gemini-1.5-pro, gemini-1.5-flash, gemini-1.5-flash-8b
Anthropic claude-3-5-sonnet-20241022, claude-3-5-haiku-20241022 Anthropic API (Batch)
Meta llama-3.2-90b, llama-3.2-11b, llama-3.2-3b Amazon Bedrock API
Mistral AI mistral-large, mistral-small Amazon Bedrock API

A.3 統計量の参照単語と Ground truthの計算方法
参照単語は類義語も同単語として判定した. Ground truthの計算は Pythonの NumPyを利用した.

参照単語 類義語 Ground truthの計算方法
mean average np.mean()で平均値を計算
deviation - np.std()で標準偏差を計算
median - np.percentile()で 50%パーセンタイルを計算
percentile quantile np.percentile()で 25%と 75%パーセンタイルを計算
minimum min np.percentile()で 0%パーセンタイルを計算
maximum max np.percentile()で 100%パーセンタイルを計算

― 880 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).


