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概要
GPT-3.5/4 や LLaMA などの大規模言語モデル

（Large Language Models, LLM）は、自然言語処理に
おける様々なタスクの性能を大きく発展させた．し
かし，生成テキストに誤情報を含む「幻覚」をはじ
めとした品質の低い出力が依然として存在するた
め，特に医療や金融といった確実性が重要な領域で
の活用には課題が残されている．本研究では，生成
テキストの品質向上を目指す復号手法が，質問応答
と要約タスクにおいて大規模言語モデルの不確実性
推定性能に与える影響を調査した．実験により，貪
欲探索やビーム探索のようなシンプルな復号手法
が，不確実性推定性能の観点で優れていることが判
明した．

1 はじめに
近年、自然言語処理の様々なタスクは大規模

言語モデル (Large Language Models, LLM) の登場に
より大きな発展を遂げている．特に GPT-4 [1] や
LLaMA [2]に代表される LLMは，様々なダウンス
トリームタスクにおいて優れた性能を発揮してい
る．さらに，AI エージェントとしてより複雑なタ
スクに LLMが組み込まれるなど，これまでにない
高度な応用を可能にしている [3]．しかし，LLMは
出力内容に誤情報が含まれる「幻覚」問題をはじめ
とし，品質の低い文章を依然として生成することが
ある．そのため，医療や金融，法律などの確実性が
非常に重要な領域での積極的な活用を困難にして
いる．
このような幻覚などの問題を解決する手段の一つ

として，テキスト復号手法が着目されている．復号
手法は，LLMの出現以前よりテキスト生成モデル
が様々なタスクを解くようになるための重要な役割
を果たしている．また，近年復号手法が LLMの性

能に大きな影響を与える可能性があることが示され
ており [4]，復号手法の選択は LLMの性能を引き出
すためにも重要である．
一方で，LLMを確実性の高い領域で実応用する
ためには，生成品質だけでなく出力がどの程度不確
実かを推定することも必要である．具体的には，ど
の程度出力が不確実かを数値化する不確実性スコア
等で品質が低いと思われる出力を検知し，検知され
た場合は人手やより性能の高い LLMで修正したう
えで出力を提供したい．多くの場合，復号手法によ
り出力されるテキストやそれを構成するトークンの
スコアが変わるため，復号手法は不確実性スコアの
品質に影響を与える可能性が高い．このような不確
実性推定性能の観点で復号手法が与える影響を明ら
かにすることは，LLMの出力をより信頼性が高い
ものにするためにも重要な問いである．
本研究では復号手法が不確実性推定性能がどの
ような影響を与えるかについて，不確実性推定手法
と組み合わせて網羅的に調査する．実験では，質問
応答タスクのデータセットである TriviaQA [5]と要
約タスクのデータセットである XSum [6]を用いて，
復号手法と不確実性推定手法を組み合わせた場合の
選択的生成性能 [7]を評価した．その結果，貪欲探
索やビーム探索のようなシンプルな復号手法が比較
的優れた不確実性推定性能を示すことが判明した．

2 手法
本節では，実験で使用する復号手法と不確実性推
定手法について説明する．

2.1 復号手法
貪欲探索 (Greedy Search, Greedy) は，各ステッ
プで最も確率の高いトークンを選択する．
ビーム探索 (Beam Search, BS) は，各ステップ
で最も確率の高い 𝑘 個の系列を保持しながらトーク
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ンを選択する [8]．ここで 𝑘 はビーム幅と呼ばれる
ハイパーパラメータである．本研究では 𝑘 = 3とし
た．また，不確実性スコアの計算に用いるトークン
の確信度には，各出力トークンで選択されたビーム
における確信度を使用した．

Contrastive Search (CS) は，意味の一貫性を損
なうトークンにペナルティを課しながらトークンを
選択する [9]．本実験では，ペナルティの係数を 0.6
に設定した．

Inference-Time Intervention (ITI) は，Trust-
fulQA [10] データセットで訓練した線形分類器
により，事実性の高い注意ヘッドと，事実性を表現
するベクトルを持つ層を取得し，復号時に介入を行
うことで事実性の高い出力を得る [11]．本研究で
は，訓練済み線形分類器が付与されたモデルを使用
した．1）

DoLa は，事実性の高い出力トークンのスコア
が層の後半に伴い高くなるという分析に基づき，最
終層とそれ以前の層のロジット差を対比することで
より事実性が高められた出力トークン分布を取得す
る [12]．本実験では，Shiらの論文 [4]に従って対比
対象に [0, 16)および [16, 32)からの偶数番号の層を
選択し，それぞれ DoLa-low, DoLa-high として実験
する．

2.2 不確実性推定手法
本実験では、大規模言語モデルにおける不確

実性推定のためのフレームワークである LM-
Polygraph [13]に実装されている手法を用いる．具体
的には，各トークンの確率分布を用いて不確実性ス
コアを出力する情報ベースの手法では，Maximum
Sequence Probability および Mean Token Entropy [14]
を，複数回の推論に基づくサンプリングベースの手
法として Sentence Shifting Attention to Relevance [15]
を用いた．また，訓練データの分布を近似した上で
入力の尤度から不確実性スコアを求める密度ベース
の手法では，Mahalanobis Distance [16]および Robust
Density Estimation [17]を用いた．

Maximum Sequence Probability (MSP) では，
1 − 𝑃(𝒚 |𝒙, 𝜽) を不確実性スコアとして出力する．こ
こで，𝒙は入力系列，𝒚は出力系列，𝜽 はモデルパラ
メータである．

1） https://huggingface.co/likenneth/honest llama2 chat

7B

Mean Token Entropy (MTE) は，生成時におけ
る各トークンの確率分布のエントロピーを平均して
不確実性スコアとする [14]．

Sentence Shifting Attention to Relevance
(SentSAR) は，候補文を複数サンプリングし
た上で，他のサンプルに類似している文はより代表
的であることを用いた重み付けで不確実性スコアを
計算する [15]．1 つの入力に対して 10 件出力をサ
ンプリングし，サンプル文間の類似度行列の計算に
は STS データセットで訓練済みの RoBERTa2）を用
いた．

Mahalanobis Distance (MD) では，訓練データ
の表現集合に多変量ガウス分布を仮定したうえで、
入力表現とのマハラノビス距離を不確実性スコアと
する [16]．本研究では，文の表現として，decoderに
おける最終層の隠れ表現を非 paddingトークンに限
定して平均したものを用いた．

Robust Density Estimation (RDE) では，カーネ
ル PCAおよび最小共分散行列式 [18]を用いて，よ
り外れ値に頑健になるように密度推定を行う [17]．
訓練および推論ステップで使用する文の表現には
MDと同様のものを用いた．

3 実験設定
言語モデル 我々はすべての実験において

LLaMA 2 [19] 7B Chatモデルを用いた．3）
データセット 質問応答タスク向けに，文脈
のない複雑な質問を含むデータセットである
TriviaQA [5]，要約タスク向けに，抽象型要約のため
の大規模データセットである XSum [6] を用いた．
各データセットの統計情報を付録 Aの表 4に示す．
また，プロンプトにはすべて 0ショットプロンプト
を用いた．質問応答と要約に用いたプロンプトは付
録 Bに示す．
評価指標 本研究では，不確実性スコアに基づ
いて生成品質が低いテキストを拒否することが
可能な場合の，適合率と再現率に関連する選択的
生成性能を評価する．ここで，拒否されたモデル
出力は，人手やより高度な LLM で処理すること
が可能であることを想定する．テキスト生成にお
ける不確実性推定に関する以前の研究 [13] に基
づき，Prediction-Rejection Ratio (PRR)を評価指標と

2） https://huggingface.co/cross-encoder/

stsb-roberta-large

3） https://huggingface.co/meta-llama/

Llama-2-7b-chat-hf
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(a) 𝑃𝑅𝐶orc (b) 𝑃𝑅𝐶uns

図 1 Prediction-Rejection曲線の例 [20]．分類タスクの例では，𝑃𝑅𝐶orc は拒否された例の割合が誤分類の数に等しい部分
でエラー率が 0%になるまで下がる．本研究においては生成品質を縦軸にとった上で PRRを計算する．

して用いる．評価のために，テストデータセット
D = (𝒙𝑖 , 𝒚𝑖) を考え，LLMの出力を 𝑓 (𝒙𝑖), LLMの出
力から得られた不確実性スコアを U(𝒙𝑖) とする．
Prediction-Rejection曲線は，不確実性 U(𝒙𝑖) < 𝑎であ
る出力の生成品質 Q( 𝑓 (𝒙𝑖), 𝒚𝑖) の平均が，拒否する
かどうかを定める閾値 𝑎にどのように依存するかを
示す．

PRRはオラクル (テキスト生成品質)とランダム
スコアの Prediction-Rejection 曲線下の面積 𝑃𝑅𝐶orc

と，得られた不確実性スコアとランダムスコアの
Prediction Rejection曲線下の面積 𝑃𝑅𝐶uns の比率から
計算できる (図 1を参照):

𝑃𝑅𝑅 =
𝑃𝑅𝐶uns

𝑃𝑅𝐶orc
(1)

PRRの値が高いほど，選択的生成のための不確実性
スコアの品質が優れていることを意味する．4）ここ
で，Qは問題やタスクごとに定義することができ，
本研究では質問応答タスク向けに RougeL [21]，5）
要約タスク向けに RougeL, BARTScore [22] および
FactKB [23]を用いる（生成品質に関連する評価指標
の詳細は付録Cを参照）．以降，RougeL，BARTScore，
および FactKBを用いて計算された PRRはそれぞれ
PRR-RougeL，PRR-BARTScore,および PRR-FactKBと
表記する．また，生成品質を示すそれぞれの指標，
および不確実性推定のための指標である PRRは，便
宜上 100倍して提示する．

4） 誤分類よりも正確に予測されたデータの方が不確実性スコ
アが高いようなケースでは，負の値をとる．

5） TriviaQAデータセットでは正解データに複数の回答が含
まれているため，それぞれの回答との RougeLを算出し，最
も大きい値を利用する．

4 結果
本節では，質問応答タスクおよび要約タスクにお
ける，不確実性推定手法に復号手法を組み合わせた
場合の不確実性推定性能の結果を提示する．

4.1 質問応答
表 1に，TriviaQAデータセットを用いた質問応答

タスクでそれぞれの復号手法と 2.2節で提示した不
確実性推定手法を組み合わせて出力の不確実性スコ
アを得た場合の PRR-RougeLを示す．また，あわせ
て各復号手法を用いたときの RougeLも示す．
生成品質および不確実性推定性能の双方で，ビー
ム探索が優れた性能を示している．また，生成品質
の点では他手法に劣後するものの貪欲探索も優れた
不確実性推定性能を示し，これらの手法はシンプル
であるにも関わらず強力なベースラインであること
がわかる．一方で，Contrastive Searchや DoLa-lowは
生成品質では貪欲探索を上回っているものの，不確
実性推定性能については劣後しており，生成品質の
高さが必ずしも不確実性推定性能に直結するとは限
らないことも確認された．
不確実性推定手法間で性能を比較すると，密度
ベースの手法は他手法と比較し性能が劣後している
ことがわかる．これは，LLM におけるトークンの
スコアが，事前学習やファインチューニングなどの
事後学習に用いたデータの情報を十分に反映してい
るのに対し，密度ベースの手法では利用している情
報が訓練データにおける密度のみを用いており，事
前学習や事後学習に用いたデータの密度情報を十分
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表 1 質問応答タスクにおける各復号手法の RougeLと、不確実性推定手法を組み合わせた場合の PRR-RougeL．
太字は復号手法間でスコアが最も高いことを示し，下線はスコアが 2番目に高いことを示す．

復号手法 RougeL PRR-RougeL
MSP MTE SentSAR MD RDE

Greedy 11.36 62.97 49.13 64.12 46.56 44.04
BS 12.16 63.82 51.58 63.52 32.10 29.69
CS 12.02 55.41 45.25 57.35 21.65 20.46
ITI 9.68 22.75 24.38 22.88 -9.02 0.50
DoLa-low 11.60 60.75 48.90 60.24 34.61 32.47
DoLa-high 11.16 61.15 49.23 60.86 34.65 34.51

表 2 要約タスクにおいて各復号手法に不確実性推定手法を組み合わせた場合の PRR．
復号手法 PRR-RougeL PRR-BARTScore PRR-FactKB

MSP MTE SentSAR RDE MSP MTE SentSAR RDE MSP MTE SentSAR RDE
Greedy 7.05 8.02 6.01 2.44 14.60 16.51 14.53 16.60 24.15 27.64 26.52 -24.40
BS 6.55 7.49 6.55 2.00 12.70 13.39 12.78 19.65 31.99 35.77 31.68 -30.50
CS 3.73 6.33 4.49 0.73 11.49 16.35 15.19 13.70 19.12 21.91 18.76 -16.89
ITI 19.87 20.96 19.00 -7.36 18.73 19.61 14.09 10.31 9.35 9.94 14.60 -27.27
DoLa-low 6.42 7.40 4.75 1.38 13.77 14.91 11.79 18.96 29.51 32.35 32.78 -27.06
DoLa-high 7.47 8.09 5.74 -0.82 14.76 15.46 12.14 17.22 29.30 31.29 33.32 -30.04

表 3 要約タスクにおいて各復号手法を用いた場合の
生成品質．

復号手法 RougeL BARTScore FactKB
Greedy 15.08 -277.69 52.66
BS 15.24 -277.74 63.51
CS 14.97 -279.13 44.01
ITI 13.00 -292.20 31.51
DoLa-low 15.21 -277.60 57.96
DoLa-high 15.22 -277.35 60.70

に反映できていないためだと考えられる．

4.2 要約
表 2に，XSumデータセットを用いた質問応答タ

スクでそれぞれの復号手法と 2.2節で提示した不確
実性推定手法を組み合わせて出力の不確実性スコア
を得た場合の PRRを示す．また，あわせて各復号
手法を用いたときの生成品質を表 3に示す．
生成品質の観点ではビーム探索や DoLaが優れて

おり，不確実性推定性能においても同様にビーム探
索や DoLaが優れている傾向にあることがわかる．
また，質問応答タスクと同様に，貪欲探索が依然と
して優れたベースラインであることも確認された．
一方で，ITI は PRR-RougeL および PRR-BARTScore
で最も優れているものの，総合的な生成品質および
PRR-FactKBで著しく劣後していることから，特に

事実性の観点で適切でない確信度を出力していると
考えられる．
事実性を高める復号手法である DoLaは総合的な
生成品質だけでなく，複数の PRRに渡って優れた
不確実性推定性能を示しており，原論文 [12]で実験
されていない要約タスクにおいても有効性が確認で
きた．

5 おわりに
本研究では，大規模言語モデルにおける復号手法
が，不確実性推定性能に与える影響を質問応答タス
クおよび要約タスクで評価した．その結果，質問応
答タスクおよび要約タスクの双方でビーム探索や貪
欲探索などのシンプルな復号手法や，ロジット差の
対比を用いる DoLaが優れた不確実性推定性能を示
すことが判明した．また，シンプルなベースライン
である貪欲探索を用いた場合，生成品質は他手法と
比較して高くないものの不確実性推定性能は高い
ことから，必ずしも生成品質の高さが不確実性推定
性能の高さを保証するとは限らないことも確認さ
れた．
今後の課題として，各復号手法を用いた場合にお
ける出力トークンのスコア分布のより詳細な分析
や，より複数のタスクやデータセット，復号手法で
実験を行い網羅性を向上することが挙げられる．
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A データセットの統計情報
表 4 データセットの統計情報．訓練データとして
Fadeevaら [13]の実験設定に従い 1,000件サンプリングさ
れ，MDおよび RDEのみで使用する．
タスク データセット名 訓練 テスト
質問応答 TriviaQA 1,000 17,944
要約 XSum 1,000 11,334

B プロンプトのテンプレート
TriviaQAデータセットにおける質問応答タスクお

よび XSumデータセットにおける要約タスクのプロ
ンプトをそれぞれ図 2および図 3に示す．

# Question:
{question}

# Answer:
{answer}

図 2 質問応答タスクに用いたプロンプト．

# Instruction:
Please summarize the following document in one sentence.

# Document:
{text}

# Summary:
{summarization}

図 3 要約タスクに用いたプロンプト．

C 生成品質に関連する評価指標の
詳細
RougeL は，生成テキストと参照テキスト間の

類似性を評価する指標であり，最長共通部分列
（Longest Common Subsequence; LCS）に基づいて計
算される [21]．

BARTScore は，事前学習済み BART [24]6）を用
いて生成文の品質を測定する指標であり，生成文が
参照文に対してどの程度自然で意味的に近いかを評
価する [22]．具体的には、生成文を参照文として再
構成する際の確率を用いてスコアを計算する．

FactKB では，知識ベースを用いて Factualy
Trainingを行ったモデル 7）を用いて，要約が事実か
どうかを [0, 1]でスコアリングする [23]．

6） https://huggingface.co/facebook/bart-large-cnn

7） https://huggingface.co/bunsenfeng/FactKB
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