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概要
生物医学分野における大規模言語モデルを用いた

固有表現抽出を対象に，抽出モデルに合わせた用語
情報の取得を行うために，一度，抽出した候補につ
いて用語情報を取得し，その用語情報を利用して再
度抽出を行う 2段階の抽出手法を提案する．また，
取得した用語情報の種類及びその組み合わせが抽出
性能に与える影響を調査する．統合医学用語システ
ム UMLS を用語辞典として，BC5CDR データセッ
トを対象に評価を行った結果，用語情報を利用する
ことで，提案手法による抽出性能の向上を確認でき
た．特に用語の定義とカテゴリを，用語の定義がな
い場合に親概念の定義を利用しながら，組み合わせ
る方法が有効であることがわかった．

1 はじめに
大規模言語モデル (Large Language Models; LLM)
は様々な自然言語処理タスクで高い性能を誇って
いる．しかし，生物医学分野の文書から事前に定義
された用語を抽出する固有表現抽出 (Named Entity
Recognition; NER)においては，ファインチューニン
グを行う手法においても，未だ従来手法の性能に追
いついていない [1]．
生物医学分野における LLM を用いた固有表現
抽出の性能向上のために，統合医学用語システム
(Unified Medical Language System; UMLS) [2]から用語
の定義やカテゴリといった用語情報を取得し，LLM
の入力に付与する研究が注目を集めている [1, 3, 4]．
しかし，これらの既存手法では，抽出モデルの判断
に必要な情報か否かを情報取得時に考慮できていな
い．さらに，用語の定義やカテゴリの情報を個別に
利用しているため，有効な情報の種類やその組み合
わせは明らかになっていない．
これらの課題を解決するために，本研究では，抽

UMLS

予測タグ 固有表現候補 予測確率 (%)
なし なし 62

[Chemical-1] Mesna 38
なし なし 71

[Chemical-1] IFO 29
[Disease-2] IFO's genotoxicity 67
[Disease-1] genotoxicity 33

Mes
naの
後

①固有表現候補抽出

LLM

⼊⼒: Mesna significantly reduces IFO's genotoxicity.
IFOの後

genotoxicityの後

各候補を検索・情報取得

⼊⼒: Mesna significantly reduces IFO's genotoxicity. 
以下，UMLSからの取得情報
・Mesna の定義や分類などの情報
・IFO の定義や分類などの情報
・IFO‘s genotoxicity はUMLSに情報なし
・ genotoxicity の定義や分類など

抽出結果: 
[Chemical]Mesna[/Chemical] significantly reduces
[Chemical]IFO[/Chemical] ' s [Disease]genotoxicity[/Disease] .

②⽤語情報込みの固有表現抽出

LLM

図 1 提案手法の概要図

出モデルの予測に合わせた用語情報の利用の有効性
の検証と有効な用語情報の組み合わせの発見を目的
とする．抽出モデルの判断に必要な情報を取得する
ために，1段階目で LLMを用いた固有表現抽出で
予測した固有表現候補について用語情報の取得を行
い，取得した用語情報を用いて，再度，固有表現抽
出を行う 2段階の抽出手法（図 1）を提案する．ま
た，用語辞典から取得する情報の種類及びその組み
合わせが抽出性能に与える影響を調査する．
本研究の貢献は以下のとおりである．
• 固有表現抽出で抽出した抽出候補について取得
した用語情報を用いて，再度，抽出を行う 2段
階の LLMを用いた固有表現抽出手法を提案．

• LLMを用いた固有表現抽出において固有表現
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Input: Recurrent reversible acute renal failure 
            from amphotericin.
Output: Recurrent reversible acute renal failure[Disease-3]
            from amphotericin[Chemical-1] .

図 2 訓練データの例

候補を抽出するための新たな出力形式を提案．
• LLMを用いた固有表現抽出における用語情報
として，用語の定義とカテゴリを，用語の定義
がない場合に親概念の定義を利用しながら組み
合わせる方法が特に有効であることを示した．

2 関連研究
言語モデルを用いた固有表現抽出は，言語モデル

が学習時に取り込んだ静的な知識に依存しているた
め，生物医学分野など専門分野の専門用語を適切に
抽出できない課題がある．この課題に対して，外部
知識源から用語の情報を取得し，言語モデルの知識
を補強する手法が提案されている [1, 3, 4, 5]

Kimら [1]は，従来の言語モデルであるConNER [6]
を用いた固有表現抽出結果について用語の定義を
取得し，用語情報と ChatGPT を用いて結果を修正
することで NER 性能を向上させるフレームワー
クを提案している．Biana ら [3] は入力文の用語を
AutoPhrase [7]で取得し，用語のカテゴリと同義語を
訓練データに加えて LLMを学習する手法を提案し
ている．Munnangiら [4]は入力文を ScispaCy [8]の
エンティティリンキングモデルを使用して，文中の
固有表現を抽出し，取得した固有表現について定義
を取得して元に用語の定義を取得し，LLMの入力に
付与する NER 手法を提案している．Amalvy ら [5]
は，入力文の元となった論文の文脈情報を扱うた
めに，元論文から入力文と文脈の近い文を取得し，
LLMを用いた固有表現抽出で利用する手法を提案
している．これらの研究は，抽出モデルの判断への
情報の必要性を考慮した情報取得ができておらず，
また，用語情報の組み合わせも考慮できていない．

3 提案手法
本研究では，LLMを用いた固有表現抽出の予測

確率を用いて選んだ固有表現候補について用語情報
を取得し，取得した用語情報を入力に付与して最終
的な固有表現を抽出する 2段階の固有表現抽出手法
を提案する．ここでは 2段階抽出モデルの予測，学
習，また，用語情報の比較について説明する．

表 1 図 2の訓練データに対する候補抽出結果の例
failure
後の予測結果 固有表現候補 予測確率 (%)

[Disease-2] renal failure 53
[Disease-3] acute renal failure 26
[Disease-1] failure 21

Amphotericin
後の予測結果 固有表現候補 予測確率 (%)

タグなし なし 57
[Chemical-1] amphotericin 43

3.1 予測
予測においては，1 段階目の固有表現抽出では，
用語情報を用いない抽出モデルを利用して，入力文
中の固有表現候補とその予測確率を抽出する．LLM
を用いた固有表現抽出では，入力文中の固有表現を
“[type]”，“[/type]”のような固有表現の種類を表すタ
グで囲む出力形式を用いた抽出が高い性能を示すこ
とが報告されている [9]が，このような抽出では固
有表現全体の予測確率を計算できない．この問題に
対処するため，図 2に示すような固有表現の後に固
有表現のタイプと範囲を表すタグを生成する新たな
固有表現抽出の出力形式を提案する．このタグの予
測確率を用いることで，表 1のように，範囲のオー
バーラップや抽出できていない偽陰性の例も含め
て，固有表現候補を複数抽出し，情報取得を行う．

2段階目の固有表現抽出では，1段階目で抽出さ
れた固有表現候補について統合医学用語システムか
ら用語情報を取得し，取得した用語情報を入力文に
付与して，入力文中の固有表現を “[type]”，“[/type]”
で囲む出力形式で最終的な固有表現を抽出する．

3.2 学習
学習においては，それぞれの抽出モデルを LoRA

(Low-Rank Adaptation) [10]を用いて，学習データ上
で個別にファインチューニングする．この際，2段
階目の用語情報を用いた固有表現抽出の学習のため
に，1段階目の固有表現候補の抽出を学習データ上
で行う必要がある．しかし，学習データ全体で学習
したモデルを用いると，学習データと候補を抽出す
る対象のデータが同じになり，学習データ上での固
有表現候補の確率分布が，予測データ上での確率分
布と異なったものになる．この問題を緩和するため
に，学習データ上で 10分割交差検証を行い，交差
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検証の予測におけるタグの予測確率を固有表現候補
の抽出に利用する．

3.3 利用する用語情報
統合医学用語システムに含まれる用語情報には，

定義，カテゴリ，同義語・類義語，さらに用語間の
階層関係が含まれている．本研究では，定義，カテ
ゴリ，同義語・類義語を利用し，さらに，用語の定
義がない場合に親概念の定義を利用する場合につい
ても考慮しながら，用語情報の種類及び組み合わせ
について，抽出性能を比較する．

4 実験
4.1 実験設定

LLM としては現在の最新モデルの一つである
Llama-3.2-1B-Instruct [11] を使用した．また，実験
及び評価では生物医学分野のタイトルと要旨に
疾患と化学物質の固有表現がラベル付けされた
BC5CDR [12]データセットを使用した．データセッ
トの統計を付録 Aの表 7と 8に示す．
実験では，候補抽出手法としてタグの種類と文脈

情報として文外の元の文章の有無による比較，予測
確率の閾値設定，用語情報の種類及び組み合わせに
ついて段階的に開発データでの評価を行い，最良の
条件でテストデータを用いて，最先端のモデルと比
較した．1段階目の候補抽出では固有表現の範囲に
ついて，2段階目の固有表現抽出では固有表現の範
囲とラベルタイプについて，適合率，再現率，F値
を指標として，評価した．まず，候補抽出手法を決
定するために，2種類のタグと文脈情報の有無にお
ける，学習データでの 10分割交差検証における候
補抽出性能を比較した (4.2節)．次に，予測確率の
閾値を決定するために，閾値を変えながら候補抽出
モデルと 2 段階目の固有表現抽出モデルにおける
抽出性能を比較した (4.3節)．さらに，3.3節で述べ
た用語情報について，その利用と組み合わせについ
て評価をした (4.4節)．最後に，最良の条件を用い
て SOTAモデルである VerifiNER [1]との性能比較を
行った (4.5節)．
4.2 タグ形式の違いと文脈情報の有無に
おける候補抽出性能の比較
候補抽出手法を決定するために，タグ形式の違い

及び文脈情報の有無における候補抽出性能を比較し
た．ここで，予測確率 0.01 以上のものを候補とし

表 2 タグ形式の違いと文脈情報の有無における学習デー
タでの候補抽出の評価 (%)
条件 適合率 再現率 F値
[n] (文脈情報なし) 63.78 84.54 72.68
[type-n] (文脈情報なし) 68.75 89.41 77.73
[type-n] (文脈情報あり) 76.78 91.75 83.60

表 3 閾値の違いによる開発データでの候補抽出の評価
(%)

閾値 適合率 再現率 F値
0.1以上 79.82 84.81 82.24

0.01以上 68.60 85.02 75.93
0.001以上 51.54 85.50 64.31

0.0001以上 33.26 86.20 48.00
0.00001以上 5.00 91.42 9.48

て，10分割交差検証で学習データから抽出した候補
の範囲について評価を行った．結果として表 2に示
すように “[type-n]”形式で，データに文脈情報を加
える手法が候補抽出において優れていることがわ
かった．このため，このタグ形式を用いた候補につ
いて用語情報の取得を行うこととした．
固有表現候補の抽出において，トークン数のみを

表すタグ “[n]”より，ラベルタイプとトークン数を
表すタグ “[type-n]” の方が優れていた理由として，
タグに用語の種類の情報が含まれているためだと考
えられる．さらに，文脈情報をデータに加えること
で，LLMの文脈理解を助け，固有表現候補の抽出性
能に寄与した考えられる．
4.3 候補抽出時の閾値による候補抽出性
能及び固有表現抽出への影響
提案手法における予測確率の適切な閾値を決定す
るために，開発データを用いて，各閾値における候
補抽出性能及び固有表現抽出性能を比較した．結果
として，表 3に示すように，閾値を 0.00001として
も抽出できない用語が約 9%存在した．
閾値を小さくすることで，固有表現の網羅性は向
上するが，過剰な用語情報がノイズ・計算時間の両
面において，2段階目の抽出における妨げとなる懸
念があるため，各閾値により抽出した候補を用いて
2段階目の抽出性能を評価し，適切な閾値を決定し
た．2段階目の抽出性能評価では，1段階目の抽出
候補について，用語情報として統合医学用語システ
ムから用語の定義とカテゴリを，用語の定義がない
場合に親概念の定義を取得し，利用した．表 4 よ
り，予測確率の閾値を 0.001以上としたとき，抽出
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表 4 閾値の違いによる開発データでの固有表現抽出性
能評価 (%)

閾値 適合率 再現率 F値
0.1以上 89.43 86.94 88.16

0.01以上 89.62 86.83 88.20
0.001以上 90.42 87.20 88.78

0.0001以上 90.50 87.41 88.93
0.00001以上 90.57 87.22 88.86

プロンプト
Your task is to identify diseases and chemicals in the input. 
Please refer to the provided knowledge.
Knowledge: {information_from_UMLS}

⼊⼒⽂
  Input:  {input_sentence}
Answer: {model_output}

図 3 使用したプロンプト

性能が最も高く，過剰な用語情報を含まずに正しい
固有表現を候補として抽出できる設定として適当で
あることを確認した．

4.4 用語情報追加による抽出性能評価
提案手法における各用語情報と組み合わせの評

価のために，用語情報の種類及び組み合わせを変更
し，開発データにおける抽出性能を比較した．計算
時間の削減のため，文脈情報は付与せずに比較を
行った．表 6の通り，個別の情報としてはカテゴリ
が有効であり，組み合わせでは用語の定義とカテゴ
リ，用語の定義がない場合に親概念の定義を合わせ
て使用する方法が有効であった．結果として，一部
の組み合わせを除き，抽出性能の向上が確認でき，
提案手法における用語情報取得と利用の有効性を示
した．

4.5 提案手法における抽出性能評価
4.4節の結果より，定義とカテゴリ，定義がない

場合に親概念の定義を組み合わせてたデータを用い
てファインチューニングしたモデルで，テストデー
タでの抽出性能を評価した．
テストデータにおいても，用語情報を用いるこ

とでの性能向上が確認できた．一方で，最先端の
BERTベースのモデル VerifiNER [1]には性能では及
ばなかった．このため，今後は候補の抽出方法やよ
り良い用語情報の活用など，さらなる手法の改善が
必要だと考える．

表 5 用語情報を用いた開発データでの固有表現抽出性
能評価 (%)
情報の種類 適合率 再現率 F値
なし 87.95 86.92 87.44
定義 88.77 87.12 87.93
カテゴリ 90.02 87.12 88.54
同義語 89.79 86.73 88.23
定義，カテゴリ 88.22 86.24 87.22
定義，同義語 89.03 85.56 87.26
定義，親概念 89.28 86.92 88.08
カテゴリ，同義語 88.91 85.70 87.28
定義，カテゴリ，同
義語

91.39 83.90 87.49

定義，カテゴリ，親
概念

90.50 87.41 88.93

定義，同義語，親概
念

90.81 85.56 88.11

定義，カテゴリ，同
義語，親概念

91.39 84.90 88.02

表 6 テストデータでの固有表現抽出性能評価 (%)
手法 適合率 再現率 F値
用語情報なし 84.08 85.71 84.88
用語情報あり 86.10 85.88 85.99
VerifiNER [1] 94.77 91.61 93.16

5 おわりに
本研究では，LLMを用いた固有表現抽出におい
て，予測に合わせた情報取得の有効性の検証，及
び，有効な情報の種類やその組み合わせの発見を目
的に，LLMの予測確率を用いて選んだ固有表現候
補について用語情報を取得し，取得した用語情報を
入力に付与して最終的な固有表現を抽出する 2段階
の抽出手法を提案した．また，各用語情報とその組
み合わせについて固有表現抽出における有効性を評
価した．実験では，提案した 2段階の抽出手法によ
り最終的な抽出性能が向上することを示し，特に，
用語の定義とカテゴリを，用語の定義が見つからな
い場合に親概念の定義を利用しながら，組み合わせ
て使用したとき抽出性能に寄与することを示した．
今後の課題として，1段階目の候補抽出において
約 13%の固有表現が抽出できていないため，候補抽
出における網羅性を高める工夫や，過剰な候補用語
とその情報が含まれる懸念を解消するための選別の
工夫，さらなる用語情報の活用が挙げられる．
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A データセットの統計
本研究で使用したデータセット BC5CDRにおけ

る学習，開発，テストのそれぞれのデータ数を表 7
に示す．また，固有表現ラベルごとの事例数を表 8
に示す．

表 7 BC5CDRのデータ数の統計
訓練 開発 テスト
5330 5330 5870

表 8 BC5CDRの固有表現ラベルごとの事例数
ラベル 訓練 開発 テスト
Disease 4,182 4,244 4,424
Chemical 5,203 5,347 5,385
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