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概要
新聞社では，分析の目的や対象文書のドメインに
応じた固有表現抽出（NER）が求められる．従来ど
おり，特定のドメインごとに NERモデルをファイ
ンチューニングするには，教師データの作成など
に高いコストがかかる．一方，大規模言語モデル
（LLM）を用いた Few-shot推論なども検討できるが，
精度は十分とはいえない．そこで本研究では，LLM
に対する NERプロンプトのフォーマットと，NER
タスクそのものの形式を学習させるファインチュー
ニング手法を提案する．このモデルで Few-shot推論
を行い，少量のデータのみで特定のドメイン・ラベ
ルへ適用させた NERを行う．

1 はじめに
MUC-6 [1]で定義されるような，人名や地名など

一般的なカテゴリを対象とした従来の NERタスク
に対しては，すでに高い精度を達成するモデルが存
在する．しかし，一般のドメインだけでなく，特定
のドメインやラベルを対象とする NERのニーズも
多い [2]．例えば新聞社では，「首相動静 1）」のよう
な特定のコンテンツにおいて，政治家名のみを抽出
するといったニーズがある．こうした要求を満たす
ためには，従来のように大量の教師データを用いた
学習が必要となるが，データの作成コストが大きい
という課題がある．
近年，GPT-4 [3]をはじめとする LLMの有用性が
自然言語処理のさまざまなタスクで示されている
が，データが豊富にある領域の NERにおいては従
来モデルに精度で劣る場合がある [4]．大規模な訓
練データを用意できない環境で特定のドメインやラ
ベル設定が必要な状況では，LLM による Few-shot
推論は有用となり得るが，Few-shot推論のみでは十
分な精度が得られないケースも存在する．

1） https://www.asahi.com/rensai/list.html?id=256
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図 1 提案法の概要．既存の NERデータセットをもとに
インストラクションデータを作成して LLM をファイン
チューニングし，タスク形式を学習させる．その後，少
量のデータを Few-shotで与えることで，特定のドメイン・
ラベルへの適用を図る．

そこで本研究では，特定のドメインやラベルその
ものを事前に学習するのではなく，LLM に「NER
タスクの形式」を学習させることを目的とする．具
体的には，既存の複数の NERデータセットを組み
合わせてインストラクションデータを作成し，それ
を用いて LLMをファインチューニングする．この
ようにして NERタスク全般を解く知識・形式を事
前に学習したモデルを用いると，新たなドメインや
ラベルに対し Few-shotのみで推論ができる．図 1に
提案法の概要を示す．
実験では，既存の複数の NERデータセットを組
み合わせてインストラクションデータを作成し，
LLM をファインチューニングした．その後，イン
ストラクションデータには含まれていない 2種類の
データセットに対して Few-shot推論を行い，NERタ
スクの形式の学習による効果を検証した．

2 関連研究
近年，GPT-4 [3]をはじめとする LLMが様々なタ
スクで高い性能を示しており，特に Few-shotによる
推論など，大規模な教師データを利用できない領域
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において注目されている [5]．一方，NERにおいて
は，BERT [6]などを用いたエンコーダーモデルによ
る推論の優位性は依然として高い一方で，特定のド
メインやラベル向けのモデル学習には大量のデータ
作成にかかるコストが課題となる．少量のデータの
みで特定のドメイン・ラベルに対応するため，LLM
による NER の研究が行われており，GPT-NER [4]
や，PromptNER [7]などが提案されている．一方で，
これらは，系列ラベリングをベースにした NERと
は異なり，エンティティの抽出のみを行うため，ス
パンを取得できない．スパンを取得してテキスト内
の複数の同名のエンティティを識別できれば，正確
な関係抽出，エンティティリンキングのために有用
となる．

LLMを用いた教師データの生成 [8]が検討されて
いる．アノテーション対象のラベルを指定せずオー
プンに生成させることで，多様なエンティティを持
つデータを作成する手法 [9, 10]も提案されている．
ただ，ドメイン知識を必要とする場合など，LLMの
みで十分な精度の教師データを作成することは難し
い [11]．そこで LLMを用いた事前アノテーション
によるコスト削減 [12]も検討されている．

NER タスクに関連するデータセットとしては，
CoNLL-2003 [13]，拡張固有表現 [14, 15]に基づいた
『現代日本語書き言葉均衡コーパス』（BCCWJ [16]）
に対する拡張固有表現タグ付きコーパス [17]など，
多くのデータセットが存在する．これらのデータを
NERのためのインストラクションデータ [18]に利
用することで，LLMに NERの知識や形式を与えた
モデルを学習できる．本研究では，ファインチュー
ニングしたモデルと Few-shot推論を組み合わせるこ
とで，データが少ない条件下で特定のドメイン・ラ
ベルに対して適用させた NERを行う．

3 提案法
LLM を用いた NER のためのプロンプトフォー

マットと，インストラクションデータを用いた NER
タスクの形式の学習，Few-shot推論による特定のド
メイン・ラベルへの適用を提案する．
3.1 NER のためのプロンプトフォー
マット
プロンプトは，学習時，推論時に同様のフォー

マットを用いる．ただし，Few-shot事例は推論時の
プロンプトのみに含め，インストラクションデータ
のプロンプトには含めない．以下に，プロンプトの

構成を示す．
instructionで入力にエンティティのタグをつける
よう指示をする．また，ここで推論の対象となるエ
ンティティのラベルを定義する．出力形式には，エ
ンティティの対象文字列とラベルだけでなく，スパ
ンを正しく抽出できるように，入力のテキストに
XML形式のタグを用いてエンティティの情報を与
える方法を採用する．出力を outputのタグで囲むこ
と，入力テキストに対する書き換え，削除，挿入な
どは行わず，入力に対するタグの挿入のみを行うこ
となど，出力形式に関する注意もここに記載する．

define the following tags に対象となるエンティ
ティの定義を記載する．

example（推論時のみ使用）に，入力文と，出力
の例として入力文にエンティティの予測結果
をタグで示したものをそれぞれ<input></input>,
<output></output>で囲み，複数個示す．

resultには入力文を<input></input>のタグで囲ん
で示し，モデルに<output></output>で囲んだタグ付
きのテキストを出力させる．
以下に実際のプロンプトフォーマットを示す．
プロンプトフォーマット� �
# instruction
Tag the entities contained in the input. Entities are
[エンティティ名], · · · . The output is enclosed in
an output tag. No rewriting, deletion, or insertion is
performed, only the insertion of tags for the input. If
the input does not contain any entities, output as is.
# define the following tags
[エンティティ名]: [エンティティの定義]
# example
<input>[入力例]</input>
<output>[出力例]</output>
# result
<input>[入力テキスト]</input>� �

3.2 インストラクションデータを用いた
NERタスクの形式の学習

3.1 のプロンプトフォーマットを既存の複数の
NERデータセットに適用し，LLMに対してファイ
ンチューニングをすることで，NER タスクの知識
や形式を学習させる．既存の NERデータセットは，
BIOタグを用いた系列ラベリングを前提としている
ため，エンティティを XML形式のタグで囲うよう
に整形する．NER タスク全般の知識や形式の学習
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表 1 インストラクションデータに用いるデータセット
データ数 ドメイン ラベル数

BCCWJ 1585 一般 23
AnEM 1819 解剖学 11
SEC-filings 659 金融 4
re3d 508 防衛 10

表 2 評価に用いるデータセット
データ数 ドメイン ラベル数

Stockmark 535 一般 8
MedTxt-CR 140 医療 13

と，未知のドメイン・ラベルへの適用が目的である
ため，推論時に使用するデータセットは学習にはあ
えて含めない．
3.3 Few-shot 推論による特定のドメイ
ン・ラベルへの適用
ファインチューニングによって得られた NERの

形式を学習したモデルを用いて，ターゲットのドメ
インやラベルに適用するための Few-shot 推論を行
う．あらためて推論時のプロンプトに，対象となる
エンティティを定義とともに記載することで，イン
ストラクションデータに含まれないエンティティに
対する NERができる．
タグ付きの出力から XMLをパースし，定義した

ラベルと一致しないタグを削除するなどの処理をし
て対象のラベルとスパンを抽出する．元のテキスト
の書き換えが起こった場合は，入力文と，タグを除
いた出力文の編集距離を計算し，入力文と同じにな
るよう出力文を修正する．

4 実験
NERの形式を学習したモデルの性能を測定する

ため，LLMのファインチューニング前後における
NERの精度を比較する．

4.1 ファインチューニング
学習に用いるモデルは，OpenAI2）の GPT-4o mini

（gpt-4o-mini-2024-07-18），Llama 3.1 Swallow 8B [19,
20]とする．
インストラクションデータには，国立国語研究

所『現代日本語書き言葉均衡コーパス』（BCCWJ）
に対する拡張固有表現タグ付きコーパス [16,
17]，Relationship and Entity Extraction Evaluation Dataset
(re3d) [21]，Anatomical Entity Mention (AnEM) [22]，

2） https://platform.openai.com/

表 3 GPT-4o miniのファインチューニングにおけるパラ
メータと学習ステップ数

Epochs Batch size LR multiplier Step
1 4 0.1 1143

表 4 Swallow 8Bのファインチューニングにおけるパラ
メータと学習ステップ数

Epochs Batch size Learning rate Step
3 1 1e-6 1716

Security and Exchange Commission (SEC) filings [23]の
4種類のデータセットを用いる．インストラクショ
ンデータに含まれるデータ数とドメイン・ラベル数
を表 1に示す．

4.2 Few-shot推論の評価結果
評価用データとして，Stockmark社のWikipediaを
用いた日本語の固有表現抽出データセット [24]，
MedTxt-CR:症例報告 (Case Reports)コーパス [25]の
2種類を用いる．評価用データセットのデータ数と
ドメイン・ラベル数を表 2に示す．本実験の設定で
は，NERの形式の学習時には，後に適用させるドメ
インとラベルが決まっていないことを想定するた
め，評価に用いるデータセットはインストラクショ
ンデータには含まれないことに注意する．
表 3，表 4 に，ファインチューニング時のパラ
メータと，学習ステップ数を示す．
表 5 に，Stockmark データに対して 8-shot の条件
で推論した結果を示す．GPT-4o mini においては，
ファインチューニングにより 8ポイントの精度向上
が見られた．また，ファインチューニング前のスコ
アが低かった Swallowにおいては，24ポイントの精
度向上が見られた．
表 6に，MedTxt-CRに対して 2-shotの条件で推論

した結果を示す．MedTxt-CR においては，GPT-4o
miniで 5ポイント，Swallowで 2ポイントの精度向
上が見られた．
以上の結果から，ファインチューニングで NER
タスクの形式を学習したことによる精度の向上が確
認できた．

5 議論
Few-shotの事例の数による性能の変化と，推論時
のデータセットのドメイン・ラベルによる精度の違
いに関して議論する．
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表 5 Stockmarkデータセットにおける 8-shotの性能比較
（FTはファインチューニングしたモデルを表す）．

Model Precision Recall F1-Score
GPT-4o mini 0.66 0.63 0.63
GPT-4o mini FT 0.72 0.72 0.71
Swallow 0.46 0.50 0.45
Swallow FT 0.73 0.71 0.69

表 6 MedTxt-CR データセットにおける 2-shot の性能
比較．

Model Precision Recall F1-Score
GPT-4o mini 0.51 0.37 0.42
GPT-4o mini FT 0.57 0.40 0.47
Swallow 0.34 0.20 0.22
Swallow FT 0.52 0.17 0.24

5.1 Stockmarkデータに対する結果
図 2に，Stockmarkデータに対して Few-shotの事

例数を変えながら各モデルで推論をした結果を示
す．全てのモデルにおいて，Few-shotの事例数に応
じた精度の向上が見られた．0-shotにおける精度の
向上は，ファインチューニングによって，エンティ
ティにあたる単語の特徴や，出力の形式を正しく学
習できていることなどが要因として考えられる．

5.2 MedTxt-CRデータに対する結果
図 3に，MedTxt-CRデータに対する結果を示す．

MedTxt-CR データは，入力文字数が多く，事例を
増やした際に正しく出力ができない例があったた
め，2-shot までの条件で実験した．GPT-4o mini で
は，ファインチューニングの有無に関わらず，事例
数を増やすことで精度が向上する傾向が見られた．
一方，Swallowにおいては，1-shotに比べて 2-shotの
条件で精度が落ちる結果となった．

5.3 データセットによる性能向上の差
Stockmarkデータは対象のドメインが近く，一部

のエンティティがインストラクションデータに
含まれるものと重なるため，ファインチューニン
グによる精度向上が比較的大きかった．一方で，
MedTxt-CRデータはインストラクションデータには
含まれない医療ドメインかつ，時間表現を除いたラ
ベルが新規であるため，ファインチューニングによ
る精度向上の幅が比較的小さい．しかし，0-shotで
は 7ポイント以上の上昇が見られ，提案法の効果が
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図 2 Stockmarkデータに対する推論の f1-score．
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図 3 MedTxt-CRデータに対する推論の f1-score．

確認できた．

6 おわりに
様々なドメインの NER を解くために，LLM に

NER タスクの形式を学習させる手法を提案した．
既存の複数の NER データセットを用いて作成し
たインストラクションデータで LLM のファイン
チューニングを行い，NERタスクを解くための知識
と形式を学習させることで，少量のデータを用いた
Few-shot 推論により特定のドメインに対する NER
を行うことができる．実験では，インストラクショ
ンデータに含まれない特定のドメイン・ラベルに対
する NERを検証し，NERのタスク形式を学習させ
たことによる精度の向上を確認した．
今後の展望として，NERのコンテキストを活用し
てマルチステップに対話をすることで，単一のモデ
ルで行う属性抽出やエンティティリンキングの実現
を検討している．
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