
異種属性の内容的特徴をハイパーグラフにより
統合するエンティティ表現学習

西出隆盛　三輪誠
豊田工業大学

{sd21066,makoto-miwa}@toyota-ti.ac.jp

概要
エンティティの内容を表す名前や説明などのテキ

ストで表される様々な異なる種類の属性情報に含ま
れるエンティティの内容的な特徴を反映したエン
ティティ表現を獲得する新たなハイパーグラフ表
現学習手法を提案する．具体的には，属性情報をエ
ンティティとは異なるノードとして統合したハイ
パーグラフを定義し，その上で新たに提案するアテ
ンション機構を利用した異種ハイパーグラフエン
コーダと属性情報からエンティティを予測するエン
ティティ予測損失を導入し，属性情報に含まれるエ
ンティティの内容的な特徴をエンティティ表現に統
合する．PubMedデータセットを対象としたノード
分類において，提案手法が既存手法と比較して高い
分類性能を示すことを確認した．

1 はじめに
エンティティ表現の獲得は，情報検索，推薦シス

テム，分類など多くのタスクにおいて重要である．
例えば，論文エンティティには，図 1上部のように
タイトルやアブストラクトといったテキストで表
される様々な異なる種類の属性情報1）が付随してい
る．これを反映できれば，属性情報に含まれるエン
ティティの内容的な特徴をより詳細に捉えた表現の
獲得が期待できる．
エンティティやその属性情報のまとまりは，複数

のノードをハイパーエッジと呼ばれる集合で接続で
きるハイパーグラフにより表現できる．近年，この
ようなハイパーグラフを対象としたハイパーグラフ
表現学習 [1]が注目を集めている．ハイパーグラフ
表現学習は，主にノード分類やリンク予測といった
特定のタスクに特化した教師あり学習の枠組みで研
究が行われてきた [2, 3]．さらに，事前タスクとし

1） 本論文ではエンティティに付随する様々な情報を広く属
性と呼ぶ

図 1 属性情報を統合したハイパーグラフの構築

てタスク非依存な汎用的表現を獲得できる自己教師
あり学習が行われており，ハイパーグラフ拡張に基
づく対照学習やハイパーエッジ補完などが提案され
ている [4, 5]．しかし，既存のハイパーグラフ表現
学習手法では，エンティティと属性情報で表される
異なるノードやそれらの間のハイパーエッジを区別
して扱うことができていない．
図 1下部のように，属性情報を統合したハイパー
グラフでは，エンティティノードに加えて属性情報
を表すノードが存在し，エンティティ間の関係だけ
でなくエンティティと属性ノード間の関係もハイ
パーエッジとして定義する．このようなハイパーグ
ラフを扱うためには，異なる種類のノードとハイ
パーエッジを区別して扱い，エンティティと属性情
報間の関係からエンティティの特徴を捉え，それを
エンティティ表現に反映する必要がある．
そこで本研究では，こうした属性情報を統合した

― 4188 ―

言語処理学会 第31回年次大会 発表論文集（2025年3月）

This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



図 2 提案手法の概要

ハイパーグラフにおける異なる種類のノードとハイ
パーエッジを考慮し，属性情報が表すエンティティ
の内容的特徴を反映したエンティティ表現を獲得
するための新たなハイパーグラフ表現学習手法を
提案する．このようなハイパーグラフに特化したエ
ンコードのために，異なる種類のノードとハイパー
エッジに対応した注意機構に基づく異種ハイパーグ
ラフエンコーダとエンティティと属性情報間の関係
性を学習するエンティティ予測損失を新たに導入
する．これにより属性情報を統合したハイパーグラ
フにおけるエンティティの表現学習を実現し，ハイ
パーグラフによる構造的情報とテキストによる内容
的な情報の両方を考慮したエンティティ表現の獲得
を目指す．
本手法の有効性の検証として，PubMed 共引用

ネットワーク [6, 7]における論文の分類タスクにお
ける性能評価を行う．具体的には論文をノードと
し，共引用関係をハイパーエッジとする基本構造
に，タイトルやアブストラクトなどのテキスト属性
をノードとして統合し，既存のハイパーグラフ表現
学習手法と比較する．
本研究における貢献は以下である．
• エンティティとは異なるノードとして属性情報
を統合したハイパーグラフを対象に，異種の
ノードとハイパーエッジを区別して処理する
新たな異種ハイパーグラフエンコーダを提案
した．

• 属性情報に含まれるエンティティの内容的特徴
をエンティティ表現に反映させるために，エン
ティティ予測損失を導入した．

• PubMedデータセットを用いたノード分類にお
いて，提案手法が既存のハイパーグラフ表現学

習手法と比較して高い分類性能を示すことを確
認し，属性情報を統合する提案手法の有効性を
示した．

2 関連研究
ハイパーグラフ表現学習は，ハイパーグラフ
から，その構造的・関係的特性を保持した潜在表
現を学習することを目的としており，近年では，
Hypergraph Neural Networks (HGNNs) [1] に基づく手
法が多く提案されている．HGNNsは，ノードの特
徴とハイパーグラフ構造を入力とし，ノードからハ
イパーエッジ，ハイパーエッジからノードへのメッ
セージ伝播を通じてハイパーグラフを表現空間にエ
ンコードする．HNHN [8]はハイパーエッジ専用の
エンコーダを導入し，UniGNN [3] はグラフとハイ
パーグラフの両方に対応する一般化されたメッセー
ジ伝播関数を提案した．
このようなハイパーグラフ表現学習は当初，ノー

ド分類やリンク予測といった特定のタスクに特化
した教師あり学習の枠組みで研究が行われてきた
が，最近では，タスク非依存な汎用的表現を獲得可
能な自己教師あり学習のフレームワークが提案さ
れている．事前タスクとして，TriCL [4]はハイパー
グラフ拡張によってマルチビュー対照学習を行い，
HypeBoy [5]はハイパーエッジ補完タスクと呼ばれ
る生成的自己教師あり学習により，汎用的表現を獲
得した．

3 提案手法
異種のノードとハイパーエッジを区別して処理す
るアテンション機構を利用した異種ハイパーグラフ
エンコーダと，属性情報からエンティティを予測す
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るエンティティ予測損失から構成される，エンティ
ティと属性情報を表す異なるノードやそれらの間の
ハイパーエッジを区別して扱う新たなハイパーグラ
フ表現学習手法を提案する (図 2)．以下，3.1節でエ
ンコーダ，3.2節で対照損失について述べる．
3.1 アテンション機構を利用した異種ハ
イパーグラフエンコーダ
異種ハイパーグラフエンコーダでは，エンティ

ティノードと属性ノードの異なる特性を考慮し，
メッセージ伝播を繰り返すことで階層的な特徴抽出
を行う．具体的には，ノードとエッジの埋め込みを
用いた初期表現の獲得，ノードとハイパーエッジの
双方向のメッセージ伝播，出力変換の 3つの処理を
行い，ノード表現を得る．

3.1.1 ノードとエッジの埋め込みを用いた初期表
現の獲得エンティティノードと属性ノードの異なる特性，

およびそれらの関係性を捉えるため，以下の 3種類
の埋め込み表現を導入する．

ノードタイプ埋め込み e𝑡：タイトルやアブスト
ラクトなど，各ノードタイプの意味的特徴を
表現
エンティティ属性埋め込み e𝑘：エンティティ
ノードと属性ノードの異なる役割を表現
エッジタイプ埋め込み e𝑟：エンティティ間およ
び，エンティティ-属性間の関係性を表現
入力特徴量 X𝑡 に対し，非線形変換と埋め込みの

加算により初期表現を獲得する．
H(0)

𝑡 = ELU(LN(W𝑡X𝑡 + b𝑡 )) + e𝑡 + e𝑘 (1)

3.1.2 ノードとハイパーエッジの双方向メッセー
ジ伝播エッジタイプ 𝑟 ∈ 𝑅 ごとに以下の双方向のメッ

セージ伝播を行う．ここで，𝐻𝑒 と 𝐻𝑛 はアテンショ
ンヘッド数を表す．

1)ノード→ハイパーエッジのメッセージ伝播：
エッジタイプ埋め込み e𝑟 を加算した後，マルチヘッ
ドアテンションにより特徴を集約する．
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2)ハイパーエッジ→ノードのメッセージ伝播：
生成されたハイパーエッジ表現からノードへ逆伝播
を行う．
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3.1.3 出力変換
各ノードタイプごとに異なる MLPを適用し，最
終的なノード表現を得る．

Z𝑡 = MLP𝑡 (H(𝐿)
𝑡 ) (4)

3.2 エンティティ予測損失
属性情報に含まれるエンティティの内容的特徴を
効果的に反映させるため，エンティティと属性の関
係，属性の重要度、種類を考慮したエンティティ予
測損失を導入する．

3.2.1 エンティティに特化した負例サンプリング
各ハイパーエッジ 𝑒 ∈ 𝐸 に対し，含まれる正例エ
ンティティ 𝑣𝑒𝑛 ∈ 𝑉𝑒

𝑒𝑛 以外のエンティティノードを
負例として用いる．これにより，エンティティと属
性情報との関係性を明示的に学習する．

3.2.2 重要度を考慮した属性情報の集約
ハイパーエッジに含まれる属性ノード集合 𝑁𝑒 の
表現を集約する際、アテンション機構により各属性
の重要度を考慮する．

m𝑒 =
∑
𝑣∈𝑁𝑒

𝛼𝑣h𝑣 , 𝛼𝑣 = softmax(w⊤h𝑣) (5)

ここで，𝛼𝑣 は属性ノード 𝑣の重要度を表す．この重
要度の学習により，エンティティの内容を特徴付け
る重要な属性情報を選択的に集約する．

3.2.3 属性の種類を考慮した対照損失
タイトルやアブストラクトなど，異なる種類の属
性情報の特性を考慮するため，属性タイプに応じて
適応的に調整される温度パラメータを用いた対照損
失を導入する．

𝐿ours = − 1
|𝐸 |

∑
𝑒∈𝐸

∑
𝑣𝑒𝑛∈𝑉𝑒

𝑒𝑛

(
sim(h𝑒𝑛,m𝑒)

𝜏𝑟𝜏𝑡

− log
∑

𝑣′∈𝑉𝑒𝑛

exp( sim(h𝑣′ ,m𝑒)
𝜏𝑟𝜏𝑡

)
) (6)

ここで，𝜏𝑟 と 𝜏𝑡 はそれぞれ関係タイプと属性タイ
プに応じた温度パラメータを表す．この損失関数に
より，属性情報に含まれるエンティティの内容的特
徴を表現に反映する．
最終的に，モデルの学習には以下の損失関数を用

いる．
𝐿 = 𝐿𝑡𝑟𝑖𝑐𝑙 + 𝛼𝐿𝑜𝑢𝑟𝑠 (7)
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ここで，𝐿𝑡𝑟𝑖𝑐𝑙 は TriCL [4] の対照損失（詳細は付
録 B.1），𝛼は重みパラメータを表す．

4 実験
4.1 実験設定
実験には，PubMed データセット [7] を用いた．

このデータセットは 3,840 件の論文ノードと 7,963
件の共引用関係から構成され，NCBI の Entrez API
を通じて 3 種類の属性情報（タイトル，要旨，論
文中の化合物名）を取得した．データの詳細な統
計は付録 A.1 に示す．各属性情報の特徴抽出には
PubMedBERT [9]（出力: 768次元）を用いた．
ベースラインとなる手法では UniGCNII [3]をエン

コーダとして用い，各手法で提案されている損失関
数により学習を行った．ハイパーパラメータは付
録 B.3に示す．
評価は線形評価プロトコル [10] により行い，エ

ンコーダの学習で得られた表現を固定して線形分
類器を学習した．比較手法として使用したベースラ
イン手法は付録 B.2に示す．また，評価指標は別の
シード値で 5回実行した平均正解率と標準偏差を用
いた．

4.2 ノード分類による評価
まず，エンティティ予測損失を用いない基本設定

において，属性情報の有効性の検証と有効な組み合
わせの調査のため，異なる属性情報の組み合わせに
よる比較実験を行った．表 1に，ノード分類タスク
における性能の比較をまとめた．単一属性ではタイ
トルが最も高い性能を示し，タイトルに要旨を加え
た 2属性の組み合わせがより高い性能を示した．こ
れは，タイトルによる主要トピックの表現と要旨に
よる詳細情報が補完的に働いたためと考えられる．
さらに，全ての属性情報を統合することで最高性能
となり，各属性が異なる側面から学習に寄与するこ
とを確認した．
この結果を踏まえ，全属性を利用した上での提案

手法の異なる設定とベースライン手法との比較を表
2に示す．実験結果から，既存手法に対して，提案
手法が高い分類性能を示すことが確認できる．エン
ティティのみの結果でもベースライン手法を上回っ
ていることから，提案した異種ハイパーグラフエン
コーダがエンティティのみの基本的なハイパーグラ
フ構造に対しても有効であることを示している．ま

表 1 属性情報ごとのノード分類性能（%）
単一属性
タイトル 85.01± 0.79
要旨 84.62± 0.73
化合物名 83.72± 0.62
属性の組み合わせ
タイトル +要旨 85.07± 0.65
タイトル +化合物名 84.94± 0.71
要旨 +化合物名 84.28± 0.76
全属性 85.10± 0.85

表 2 手法ごとのノード分類性能（%）
ベースライン
TriCL 82.26± 0.47
HyperGCL 82.87± 0.68
HypeBoy 83.11± 0.63
提案手法
エンティティのみ 84.29± 0.71

+エンティティ予測損失 84.35± 0.81
エンティティ +全属性 85.10± 0.85

+エンティティ予測損失 85.27± 0.75

た，エンティティのみを用いた基本設定に対し，エ
ンティティ予測損失の追加で若干の改善が見られ
た．さらに，全属性情報の統合で性能が向上し，エ
ンティティ予測損失と組み合わせて 85.27%を達成
した．これは，エンティティと属性情報を統合的に
扱う本手法の有効性を示している．

5 おわりに
本研究では，エンティティに付随する異種属性情
報の内容的特徴を反映したエンティティ表現の獲
得を目的として，属性情報を統合したハイパーグ
ラフを対象とする新たな表現学習手法を提案した．
PubMedデータセットのノード分類タスクにおいて，
異なる属性情報の効果を分析した結果，利用した全
属性の統合で最も高い性能向上が確認され，各属性
が異なる側面から学習に寄与することが示された．
また，既存手法との比較において，提案手法が高い
分類性能を示すことを確認し，属性情報の統合の有
効性を実証した．今後は提案手法の実用性と汎用性
を向上させるため，より大規模なデータセットへの
適用と異なる学術ドメインへの一般化に取り組む．
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A データセットの統計
A.1 PubMedデータセット
表 3にデータセットの基本統計を示す．

表 3 PubMedデータセットの統計
ノード数
Paper 3,840
Title 3,840
Abstract 3,840
PubChem Name 605
ハイパーエッジ数
共引用関係 7,963
エンティティ-属性関係 3,840

線形分類器の学習実験においてはデータセットの
分割比率を訓練：10%，検証：10%，テスト：80%と
した．

B 学習設定詳細
B.1 TriCLの対照損失
エンコーダの学習で用いた TriCLの損失関数は，

以下の 3 つの対照損失の重み付き和として定義さ
れる．

• ノードレベル損失：同一ハイパーエッジ内の
ノード間の類似性を最大化

• エッジレベル損失：共通ノードを持つハイパー
エッジ間の類似性を最大化

• メンバーシップ損失：ノードとその所属ハイ
パーエッジ間の類似性を最大化

𝐿𝑡𝑟𝑖𝑐𝑙 = 𝛼𝐿𝑛𝑜𝑑𝑒 + 𝛽𝐿𝑒𝑑𝑔𝑒 + 𝛾𝐿𝑚𝑒𝑚 (8)

ここで，𝛼, 𝛽, 𝛾 は各損失項の重みを表すハイパーパ
ラメータである．

B.2 ベースライン手法
比較実験に使用した既存のハイパーグラフ表現学

習手法は以下のようである．
HyperGCL [11]：ハイパーグラフ構造の摂動に基
づく対照学習

TriCL [4]：3方向の対照学習を用いたハイパーグ
ラフ表現学習

HypeBoy [5]：生成的自己教師あり学習によるハ

イパーエッジ補完

B.3 ハイパーパラメータ

B.3.1 異種ハイパーグラフエンコーダの設定
モデルの主要なハイパーパラメータを表 4 に
示す．
表 4 異種ハイパーグラフエンコーダのパラメータ設定

パラメータ 値
埋め込み次元 512
中間層の次元 512
畳み込み層数 3
エッジアテンションヘッド数 8
ノードアテンションヘッド数 8
特徴変換層数 2
Dropout率 0.2

B.3.2 ハイパーパラメータの探索
エンコーダの学習のハイパーパラメータについて
は，以下のパラメータの組み合わせを探索し，検証
データにおける性能が最も高いものを採用した．

• エポック数: {200, 400, 600, 700, 800, 900, 1000}
• 学習率: {5e-4, 1e-3, 5e-3}
• ハイパーグラフ畳み込み層数: {1, 2, 3}
• 最適化手法: {AdamW [12], RAdam [13], AdamW

(Schedule Free [14]), RAdam (Schedule Free)}

全ての属性情報とエンティティ予測損失を用いた
最終実験では，以下の設定を使用した：
表 5 最終実験におけるハイパーパラメータ設定
パラメータ 値
エポック数 900
学習率 1e-3
畳み込み層数 3
最適化手法 RAdam (Schedule Free)
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