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概要
大規模言語モデル (LLM)の発展に伴い，旅行計画

や経路探索などの実世界の応用タスクを自律的に解
決する LLMエージェントの実現が期待されている．
しかし，単一の LLMエージェントが複数の制約を
同時に満たすプランニングを行うことは依然として
困難である．この課題に対し，タスクを細分化して
負荷を分散させるマルチエージェントシステムの
協調アプローチが有効であると考えられる．本研究
では，実世界旅行計画ベンチマーク『TravelPlanner』
を対象とし，複数制約充足プランニングにおけるマ
ルチエージェントシステムの有効性を検証した．実
験の結果，制約充足率の向上が確認された一方で，
エージェント間の情報伝達の欠落など，マルチエー
ジェントシステム特有の課題も確認された．

1 はじめに
大規模言語モデル (LLM)の発展により，従来の技
術では困難であった自然言語処理タスクにおいて，
人間に匹敵する精度が達成されている [1, 2]．近年，
LLMを活用し，旅行計画 [3]や経路探索 [4]，ロボッ
トの動作制御 [5]など，実世界の広範な応用タスク
に対し，解法を自律的に導きそれを実行する LLM
エージェント 1）の実現が期待されている．
特に注目されているのは，プランニングタスクへ

の応用である．プランニングタスクとは，与えられ
た目標を達成するための一連の計画を策定するもの
である [7]．先行研究では，CoT（Chain-of-Thought）
[8]や ReAct（Reasoning and Acting）[9]といった手法
を組み込み，LLMエージェントのプランニング能
力を強化する試みが行われている．しかし，単一
の LLM エージェントが複数の制約を同時に満た
すプランニングを行うことは依然として難しいと

1） 本稿では Zhiheng [6]らに倣い，エージェントを「環境内で
自律的に意思決定し，行動する人工的な存在」と定義する．

されている．例えば，複数制約充足プランニング
タスクの一つである実世界旅行計画ベンチマーク
『TravelPlanner』では，全ての制約を満たすプラン
生成の成功率が GPT-4で 4.4%，OpenAI o1で 15.6%
と，人間レベルには大きく劣る結果が報告されてい
る [3, 10]．主な原因の一つには，単一の LLMエー
ジェントが相互に依存する制約を同時に最適化する
ことの難しさが挙げられる．
この課題に対し，複数のエージェントが相互に連
携しタスクを遂行する協調的なマルチエージェント
システム [11]が有効だと考えられる．分割された各
サブタスクを異なるエージェントが担当することで
負荷を分散し，互いに協働することで相互に依存す
る複数の制約を満たすプランニングが期待される．
本研究では，『TravelPlanner』[3]を対象に，マルチ
エージェントシステムが複数制約充足プランニング
タスクにおいて有効であるかを検証した．実際に構
築したシステムの概要を図 1に示す.『TravelPlanner』
では，予算や観光地などに関する複数の制約を同時
に満たす旅程の作成が求められる．そこで，エー
ジェントごとに独立した制約を割り当て部分的にプ
ランニングを行い，制約を満たす候補がなくなった
段階でバックトラッキングすることで，最終的に全
ての制約を厳密に満たすプランの生成を試みた．
実験の結果，シングルエージェントによるプラン
ニング戦略と比較して，制約の充足率が向上してお
り，有効性が確認された．一方で，エージェント間
で受け渡す情報の一部が欠落するなど，マルチエー
ジェントシステムに起因する課題も確認された．

2 関連研究
2.1 プランニングタスク
プランニングタスクとは，特定の目標を達成する
ための一連の計画を策定するタスクであり，エー
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図 1 提案手法の概要図．本研究では『TravelPlanner』を対象として構築したシステムを示す．

ジェントがこれを達成することは人間と同等の知
能を獲得する上で極めて重要であると考えられて
いる [7]．このような背景から，プランニングはロ
ボット工学 [12]や輸送スケジューリング [13]など，
幅広い分野で研究の対象となっている．
近年，LLMを活用したエージェントの登場に伴

い，これらのエージェントのプランニング能力につ
いて議論が進展している [7]．先行研究では，CoT
(Chain-of-Thought)に基づく中間推論段階の生成 [14]
や，環境からのフィードバックを活用したプランニ
ング戦略 [15, 9] が，BlocksWorld [16] のように静的
環境における単一目的の最適化が求められる古典的
プランニングタスクに適用できることが示されてい
る．しかし，実世界のような複雑な環境下において
存在する様々な制約を同時に満たすプランニング
は，依然として困難だとされている [3, 10]．
本研究では，このような複数制約充足プランニン

グとして『TravelPlanner』 [3]を対象とし，有効なプ
ランニング戦略を検討する．
実世界旅行計画ベンチマーク『TravelPlanner』

『TravelPlanner』は，ユーザのクエリと実世界の参
照情報をもとに旅行計画を立案するタスクであ
る．エージェントは，制約を考慮しながら，訪問都
市，移動手段，観光地，食事 (朝食・昼食・夕食)，
および宿泊施設を日程ごとに決定する．この際，
これらの項目がクエリに含まれない常識的な制約
(Commonsense)と，クエリ内で指定された制約 (Hard
Constraint)を違反してはならない．それぞれの制約
の詳細を A 節に示す．各事例はクエリ内で指定さ
れている制約の個数に基づき，easy, medium, hardに
分類される．エージェントは，それぞれの制約を

充足した事例の割合 (Commonsense Pass Rate, Hard
Constraint Pass Rate)，そして全ての制約を充足した
事例の割合 (Final Pass Rate)で評価される．

2.2 マルチエージェントシステム
マルチエージェントシステムとは，複数のエー
ジェントが相互に作用し合いながらタスクを遂行す
る仕組み [11]である．先行研究では，シングルエー
ジェントシステムと比較して質問応答タスクの回
答品質や評価の精度が向上する [17, 18]ことが報告
されており，また，社会における集団行動のシミュ
レーションなどにも活用されている [19]．
マルチエージェントシステムにおけるエージェン

ト間の関係性は，協力的なものから敵対的なものま
で多岐に渡り，またその構造も様々である [11, 20]．
本研究では，全てのエージェントが協力し一つのプ
ランを生成する協調型のシステムを構築する．

3 提案手法
本研究では，マルチエージェントシステムの協働
アプローチにバックトラッキングを組み合わせ，相
互依存する制約を厳密に満たしつつ段階的なプラン
ニングを行うシステムの構築手法を提案する．
バックトラッキングとは，制約充足問題における
解探索手法の一種である [21]．この手法では，部分
解を順に割り当てる過程で制約を満たさない場合
に，前のステップに戻り，別の解を再帰的に割り当
てる．これにより，全ての制約を満たす解を効率的
に全探索することが可能となる．代表的な適用例と
して，Nクイーン問題や迷路探索が挙げられる．
提案手法の概要図を図 1に示す．なお，本研究で
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表 1 実験結果．
Direct CoT ReAct 提案手法

Commonsense
Pass Rate

Micro 92.1 92.9 77.3 95.2
Macro 45.0 50.0 31.7 68.3

Hard Constraint
Pass Rate

Micro 52.1 47.1 52.9 63.6
Macro 28.3 26.7 48.3 41.7

Final Pass Rate 13.3 16.7 25.0 36.7

表 2 各制約別の充足率．
Direct 提案手法

easy medium hard easy medium hard
Commonsense Constraint

Within Sandbox 95.0 95.0 90.0 85.0 85.0 90.0
Complete Information 100.0 100.0 100.0 90.0 95.0 100.0
Within Current City 100.0 95.0 100.0 95.0 100.0 95.0
Reasonable City Route100.0 100.0 95.0 95.0 100.0 100.0
Diverse Restaurants 100.0 100.0 95.0 90.0 95.0 100.0
Diverse Attractions 100.0 100.0 100.0100.0 100.0 100.0
Non-conf. Transport. 95.0 100.0 95.0 100.0 100.0 100.0
Minimum Nights Stay 65.0 60.0 45.0 100.0 85.0 85.0

Hard Constraint
Budget 60.0 25.0 15.0 55.0 45.0 50.0
Room Rule - 60.0 36.8 - 60.0 73.7
Cuisine - 83.3 36.4 - 83.3 36.4
Room Type - 77.8 84.6 - 77.8 84.6
Transportation - - 94.1 - - 88.2

Final Pass Rate
35.0 5.0 0.0 40.0 35.0 25.0

は，対象とするタスクの制約依存性に基づきエー
ジェント構造を人手で設計している2）．
本手法は以下の三つのステップで構成される．ま

ず， 1 前処理として，ユーザが提供したクエリや参
照情報から必要な制約や関連情報を抽出し，プラン
ナーエージェントに渡す．次に， 2 複数のプラン
ナーエージェントがそれぞれ受け渡された制約や情
報に基づいて割り当てられたサブタスクを実行し，
その結果を後続のエージェントに引き継ぐ．ここ
で， 3 プランニングエージェントが制約を満たす
ことが難しいと判断した場合，バックトラッキング
により問題が発生した段階から一つ前のエージェン
トに戻り，プランを修正する．この時，どの制約が
満たせなかったか，どのような調整が必要かといっ
たフィードバックが提供される．このフィードバッ
クをもとに，エージェントは制約を満たす別の候補
を選択し直し，満たす候補が存在しない場合はさら
にバックトラックを行う． 2 ， 3 のステップを繰
り返し，全てのエージェントにより制約を満たした

2） 本研究ではエージェント構造の自動設計も試みたが，その
詳細は 5.2節にて述べる．

と判断された場合に，最終的な結果を出力する．
このような再帰的なアルゴリズムにより，解が存
在し，かつエージェントが理想的に動くことを仮定
すれば，全ての制約を同時に満たす解を確実に生成
できることが保証される．

4 実験
4.1 実験設定
本研究では，『TravelPlanner』の検証データのうち，

“3 days”の計 60件 (うち easy, medium, hardそれぞれ
20件)を対象として実験を行った 3）．ベースライン
システムとして，シングルエージェントによるプラ
ンニング戦略の Direct 4）, CoT (Chain of Thought) [8],
ReAct (Reasoning and Acting) [9] の 3 つの手法を採
用した．各エージェントの基盤となる LLM には，
GPT-4-1109-preview 5）を使用した．

4.2 実験結果
実験結果を表 1 に示す．提案手法は，最終評
価値である Final Pass Rate において全てのベース
ラインシステムを上回る精度を示した．特に，
Commonsenseと Hard Constraintの両方で Pass Rateが
顕著に向上していることが確認できた．
各制約別の充足率を表 2に示す．提案手法は，特
にMediumや Hard設定において， Final Pass Rateが
上昇する傾向が見られ，提案手法が制約数の多い
タスクにおいて特に有効であることが確認できた．
また，宿泊施設に関連する Room Rule や Minimum
Nights Stayなど，各項目に依存する制約の充足率が
向上しており，タスク細分化による負荷の分散が効

3） このベンチマークには，事前に提供された参照情報を用い
て計画を立案する Sole-Planningモードと，ツール介して必
要な情報を収集することも求められる Two-Stageモードがあ
る．本研究では，エージェントの純粋なプランニング能力を
評価するため，前者を対象とした．

4） Directは，エージェントにクエリと参照情報を与え，プラ
ンのみを直接出力させる手法である．

5） https://openai.com/index/gpt-4/
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表 3 実際に観察された事例．
ステップ数 プランナー 生成文 伝達先

budget_for_transportation: $311 移動手段
budget_for_meals: $270 食事1 予算
budget_for_accommodation: $146 宿泊施設

2 宿泊施設 The budget is $146, but the current options cost at least $184,
leaving us $38 short. 予算
budget_for_transportation: $126 移動手段
budget_for_meals: $315 食事3 予算
budget_for_accommodation: $184 宿泊施設

4 宿泊施設 The budget is $184, but the current options cost at least $184,
leaving us with $0 to spare. 予算

果的であることが示された．さらに，Budgetなどの
相互依存する横断的な制約においても充足率が向上
しており，バックトラッキングに基づくエージェン
ト間の協働が有効である可能性が示唆された．しか
し，向上したとはいえ，充足率は 55%と十分である
とは言えず，これが Final Pass Rateのさらなる向上
を妨げている．また，参照情報内の候補から選択で
きているかを評価するWithin Sandboxにおいて充足
率が低下しており，Hallucinationの増加も見られた．

5 考察
5.1 定性分析
提案システムの生成例を表 3 に示す．この例で

は，宿泊施設エージェントが予算エージェントに割
り当てられた費用では不足していると判断したた
め，その不足額についてフィードバックを返してい
る．このフィードバックを受け，予算エージェント
は配分を再調整することで，予算の制約を満たすプ
ランニングを実現している．このように，制約を満
たせなかった場合にフィードバックに基づいて適切
な再調整が行われており，バックトラッキングが効
果的に機能していることが確認された．
一方で，制約を満たさない場合に，参照情報には

存在しない「都合の良い」データを生成し，あたか
も制約を満たしているかのように扱ってしまう事
例が確認された．このような現象はベースラインシ
ステムでも指摘されているが，提案手法ではタスク
を細分化することで推論回数が増え，その影響がよ
り顕著に現れたと考えられる．また，エージェント
間で情報を受け渡す際に一部が欠落し，後続のエー
ジェントが正確な推論を行えなくなる事例も確認さ
れた．これらの課題への対策として，現在は一つの
エージェントが担当している項目を複数のエージェ

ントが重複して担当することで相互に整合性を確認
することや，各エージェントの生成結果だけでなく
推論過程も後続のエージェントに与えることなどが
挙げられる．これにより，エージェントの誤りを早
期に検出でき，その伝播を防ぐことが期待される．

5.2 提案手法の限界
本研究では，タスクを解く順序をあらかじめ与え
ており，人手による設計の介入が生じている．一
方，エージェントが完全に自律的にプランニングタ
スクを解くためには，マルチエージェント構造を自
動で設計することが求められる．
先行研究では，メタエージェントを設けエージェ
ントの自動設計を行う試み [22]や，タスクの依存関
係を部分的に生成する試み [23]が行われている．本
研究においても，エージェント構造の自動設計を試
みた．その結果，タスクの大まかな細分化やサブタ
スク間の依存関係の生成は可能であったものの，各
サブタスクの具体的な入出力やエージェント間で受
け渡す情報を制御させることは困難であり，完全な
自動化には依然として課題が残ることがわかった．

6 おわりに
複数制約充足プランニングタスクに対し，バック
トラッキングを活用したマルチエージェントシス
テムを構築し，その有効性を検証した．実験結果よ
り，シングルエージェントによるベースラインと比
較して，制約充足率の向上が確認された一方，マル
チエージェント化に伴う課題も明らかになった．
今後の方針として，エージェント間の連携を工夫
し，システムの信頼性と自律性の強化を図る．ま
た，最終的にはエージェント構造の完全な自動設計
手法を組み込み，異なるタスク領域へ応用すること
で本手法の汎用性を検証することを目指す．
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A 『TravelPlanner』制約一覧
表 4 『TravelPlanner』制約一覧．

制約名 内容
Commonsense Constraint

Within Sandbox 参照情報内から選択しているか
Complete Information 計画に必要な情報が欠けていないか
Within Current City 食事や観光地などが滞在都市内から選ばれているか
Reasonable City Route 都市間の移動ルートが合理的であるか
Diverse Restaurants 同一プラン内でレストランが重複していないか
Diverse Attractions 同一プラン内で観光地が重複していないか
Non-conf. Transportation 選択した移動手段が矛盾していないか
Minimum Nights Stay 宿泊施設ごとの最低滞在日数を満たしているか

Hard Constraint

Budget 予算を超過していないか
Room Rule 選択した宿泊施設が指定された部屋のルールを満たしているか
Cuisine 選択した宿泊施設が指定された部屋のタイプを満たしているか
Room Type 選択したレストランが指定された料理を提供しているか
Transportation 選択した移動手段が指定された移動手段の制限を満たしているか

B 各エージェントに与えられたプロンプト例
ベースラインシステムにおいては，『TravelPlanner』で提供されているプロンプトを使用した．
提案手法で使用した各エージェントのプロンプトを以下に示す．これらのプロンプトは，基本的にベース

ラインシステムのプロンプトの一部を切り出したものであり，必要以上の情報を与えないよう留意した．
前処理エージェント用プロンプト．� �
# Task Description
You are a Travel Planner Manager Agent. You have several subordinate planner agents who manage city routes, budgets,
transportation, meals, attractions, and places to stay. For a given query, extract the information to be passed to all subordinate
agents and the information to be passed to each subordinate agent. You must adhere to the format given in the example.� �
各プランナーエージェント用プロンプト．ここでは移動手段のプランナーエージェントを紹介する．� �
# Task Description
You are a transportation planner agent. Select the transportation from the information that meets the requirements. You must
adhere to the format given in the example. First output the inference process, then output the results in JSON format. Output the
result under the string“— JSON OUTPUT —”.� �
後処理エージェント用プロンプト．� �
# Task Description
You are the plan aggregator. The following information will be provided: - Current plan - Plans for transportation, meals,
attractions, and accommodations Please update the current plan by reflecting each of these elements into it. Fill in “-” if there
is an empty value. You must adhere to the format given in the example. Specifically, output “Current City”, “Transportation”,
“Breakfast”, “Attraction”, “Lunch”, “Dinner”, and “Accommodation” for each day. For meals, attractions, and accommodations,
please output the name of the city as well as the name of the restaurant as the example shows. Output in a plain text as below (not
a JSON format).� �
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