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概要
研究者への情報推薦は論文調査や関連研究者の探
索に有用である．個々の研究者の業績一覧が入手可
能な場合，そのコンテンツ情報を各人の専門興味の
モデル化に用いることができる．一方，共著者情報
が適切に整備されている場合，研究者や論文をノー
ドとしたグラフ構造に基づくモデル化手法を採用
できる．近年はこのようなグラフベース手法が注目
を集めているが，コンテンツ情報のみでのモデル化
手法と同一条件下で比較した例は未だ報告されて
いない．本論文では，学術情報推薦をグラフ内のリ
ンク予測問題とみなし，これら二種類の手法を比較
する．実験方法を情報推薦の観点から再設計した結
果，コンテンツベース手法がグラフベース手法より
高い性能を示した．また，リンク予測の観点での推
薦性能と推薦結果の意外性はトレードオフの関係に
あることが示唆された．

1 はじめに
インターネット上では膨大な量の学術情報が蓄積

されており，個々の研究興味に基づいて論文や関連
研究者を容易に取得可能なシステムが必要とされて
いる．初期の研究では，ユーザがキーワードを入力
し，所望の情報を自身で検索することを前提として
いた [1, 2]．近年は，論文テキストなどのコンテン
ツ情報から特徴量を抽出し，論文間の推薦 [3]や論
文に対する査読者の割り当て [4]などに活用した例
がある．また学術ドメインに限らず，ユーザとアイ
テムの関連性をモデリングし推薦に活用する研究は
これまで盛んに行われている [5, 6]．以降，このよ
うな手法をコンテンツベース手法と呼ぶ．
各論文の著者，所属機関，発表場所などの情報が

整備された学術データベースを利用できる場合，そ
れぞれの実体をノード，それらの関係をエッジで表
した異種混合グラフが構築できる．グラフニューラ
ルネットワーク（GNN）[7, 8]を用いると，コンテン

ツ情報をノードの初期特徴量とみなしたうえで，実
体間の関係を考慮して各ノードをモデリングできる
と考えられる．こうしたグラフベース手法を情報推
薦に導入する動きが近年活発化しており，一般には
異なるノード間のエッジの有無を予測する問題（以
降，リンク予測）として定式化される [9]．しかし，
従来研究は主にグラフベース手法に限定してリン
ク予測性能を検証しており，コンテンツベース手法
と比較した例は報告されていない．加えて，評価用
データはグラフ要素全体からのランダムサンプリン
グに基づいて作成されるため，性能評価指標に対す
る各ノードの寄与率がばらつく可能性がある．手法
の実応用を考えると，情報検索・推薦の文脈でよく
用いられてきた指標である，個々のノードのリンク
予測性能の平均を算出する方が望ましい．
そこで本研究では，(1)研究者ノード・論文ノー
ド間のエッジ有無と，(2)研究者ノード間のエッジ
有無という二種類のリンク予測を対象に，学術情報
推薦への応用に即した条件下でグラフベース手法と
コンテンツベース手法の性能を比較する．なお，(1)
の予測は論文推薦，査読者推薦，著者同定などに有
用であり，(2)の予測は共同研究者候補の探索など
が応用先に挙げられる．実験では，リンク予測性能
に加え，推薦結果の意外性・多様性を定量評価する．

2 データセット
リンク予測のためのデータセットとして，

SemOpenAlex-SemanticWeb（SOA-SW）[10]を用いる．
SOA-SWは大規模な学術知識グラフである SemOpe-
nAlex [11]のサブセットであり，次の二種類のノー
ドとその関係データが含まれる：(i)セマンティック
ウェブ分野の論文を少なくとも 1件持ち，合計 3～
200件の論文を持つ著者．(ii)これらの著者が持つ論
文のうち，アブストラクトがあり，発表年が 2005
年以降で，被引用数が 10件以上の論文．表 1，2に
ノード，エッジについての統計量をそれぞれ示す．

Workノードにはテキスト特徴量として，論文の
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表 1 SOA-SWのノードについての統計量
ノードタイプ ノード数
Work 95,575
Author 19,970
Concept 38,050
Source 10,739
Institution 5,846
Publisher 786

表 2 SOA-SWのエッジについての統計量
エッジタイプ エッジ数
Work-Concept 1, 320, 949
Work-Source 247,667
Work-Work 115,271
Author-Work 112,565
Author-Author 38,632
Author-Institution 19,281
Source-Publisher 1,781

タイトルとアブストラクトを連結したテキストの
SciBERT [12] による埋め込み1）が与えられている．
それ以外のノードには日付などの数値や著者の貢献
度などのカテゴリ値が付与されている．エッジに関
しては，特定のエッジタイプのみ数値やカテゴリ値
が付与されている．本研究では，特徴量の利用可否
が各手法の性能に影響を与えることを避けるため
に，全ての手法でWorkノードのテキスト特徴量の
みを用いることとする．

3 手法
3.1 グラフベース手法
グラフのノード表現を獲得するために，本研究で

は Heterogeneous Graph Attention Network（HAN）[7]
およびHeterogeneous Graph Transformer（HGT）[8]を
採用する．いずれも，Attentionに基づく GNNであ
る Graph Attention Network [13] の，異種混合グラフ
向けの拡張である．HANはノードタイプ間の経路
（メタパス [14]）をユーザが事前に定義する必要が
あり，HGTはその必要がない．メタパスの詳細は付
録 Aで述べる．
研究者・論文間の推薦，および研究者間の推

薦を，それぞれ SOA-SW 上の Author-Work エッジ，
1）平均プーリングが使用されている．また，最初の 128次元

のみが提供されている．

Author-Authorエッジに対するリンク予測タスクとし
て定義する．実験では，Workノードはデータセッ
ト内のテキスト特徴量を用いることとし，それ以外
のノードについては，ノード IDに基づく one-hotベ
クトルで初期化する．ノード対 (𝑢, 𝑣) のエッジに関
するスコア関数 score(𝑢, 𝑣) として，パラメータ不要
で計算が容易な内積を採用する．

score(𝑢, 𝑣) = ℎ𝑇𝑢 ℎ𝑣 (1)

ここで，ℎ𝑢，ℎ𝑣はそれぞれ，GNNエンコーダから得
られたノード表現である．学習時には，グラフ上に
存在するエッジを正例，存在しないエッジを負例と
みなし，損失関数として二値交差エントロピー損失
を用いる．具体的には，正例と負例をまとめたエッ
ジ集合とそのスコア score(𝑢, 𝑣) に対しシグモイド関
数を適用し，エッジへの予測確率を得る．そして予
測確率と正解ラベルから損失関数を最適化する．

3.2 コンテンツベース手法
コンテンツ情報のみに基づく研究者・論文の特徴
表現手法として，BERT4Rec [6]（以降，単に BERT
と呼ぶ）と，その BERT部分を LSTMに変更したモ
デルの二種類を比較する．これらは本来ノード（情
報推薦の文脈ではアイテム）の IDを入力として受
け取るが，各ノードに何らかの特徴量を用意できる
場合，IDから特徴量への変換層を省略する形でそれ
らを初期特徴量として用いることが可能である．
本研究では，Authorノードの表現を，その 1-hop
近傍にあたるWorkノード集合から算出することを
考える2）．具体的には，Work ノード集合をノード
ID順に並べ，系列としてモデルに入力する．BERT
については，出力された各Workノードの表現を平
均プーリングによって一つの Author表現へと集約
する．LSTM については，系列に対する次ノード
予測の結果として一つの Author表現を得る．Work
ノードに関しては，対応する特徴量を，Authorノー
ドの表現と同じ次元となるよう線形変換する．それ
以外のノードについては存在しないものとみなす．
以上はグラフベース手法と同様，リンク予測タスク
として定式化し，スコア関数には内積を用いる．

2）ここでは便宜上グラフ構造の部分的な使用として説明して
いるが，実際には各研究者の論文リストを入手すればよいだけで
あり，グラフ構造が十分整備されていない学術データベースにお
いても適用しうる手法である．
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3.3 ベースライン手法
単純な方法として，Authorノードの表現を，その

1-hop近傍にあたるWorkノードの特徴量を平均し一
つの表現に集約することを考える．Workノードの
表現は，データセットの特徴量をそのまま用いる．
グラフベース手法と同様，リンク予測タスクとして
定式化し，スコア関数には内積を用いる．

4 実験
4.1 評価における負例サンプリング戦略
一般にリンク予測の評価では，実験対象とする

エッジタイプ（Author-WorkまたはAuthor-Author）に
ついて，データセット内に存在する全てのエッジを
正例とみなす．負例については，エッジの存在しな
いノード対 (𝑢, 𝑣) をそのまま用いると数が多すぎる
ことから，ランダムサンプリングすることがほと
んどである．しかし，この単純な方法では，各ノー
ドが関係する負例の数にばらつきが生じてしまい，
ノードによっては負例が一つも存在しないことも
ありえる．この状況で評価すると，各ノードが評価
指標に与える影響が一様とならず，特定のノードで
の性能が支配的になる可能性がある．そこで本実験
では，個々のノードからみた負例エッジの数が全て
のテストノードで同一となるように強制したうえ
で，テストノードをクエリとみなしてそれに関する
リンク予測性能を評価し，最後に全てのテストノー
ドで平均を算出する．これはMean Average Precision
（MAP）に相当し，従来の方法に比べて実際の推薦
に即した評価となる．以降，4.2節では従来研究と
同様の評価方法を，4.3節では上で述べたような情
報推薦的な評価方法をそれぞれ採用する．

4.2 従来の評価方法でのリンク予測性能
表 2の Author-Workエッジ，Author-Authorエッジ

をそれぞれ 8 : 1 : 1の割合で訓練用，検証用，テス
ト用へと分割した．そして，従来の評価実験と同
様，訓練用，検証用のそれぞれで正例と負例の割合
が 1 : 1となるよう負例をサンプリングした．その
他の実験設定は付録 Bを参照されたい．評価指標と
して ROC-AUCを算出した．

Author-Work，Author-Authorエッジそれぞれに対す
るリンク予測性能を表 3に示す．ここで，上位二位
となる数値を太字で示す．コンテンツベース手法と

表 3 Author-Workエッジおよび Author-Authorエッジに対
する従来の評価方法でのリンク予測性能

Author-Work Author-Author

Model ROC-AUC ROC-AUC

Baseline 0.901 0.847
LSTM 0.976 0.972
BERT 0.991 0.967
HGT 0.934 0.912
HAN 0.700 0.938

グラフベース手法を比較すると，予測対象とする
エッジタイプによらず一貫してコンテンツベース手
法の方が性能が高い．続いて，ベースライン手法と
グラフベース手法を比較すると，両エッジタイプと
もに HGTがベースライン手法を凌駕する．しかし，
HANについては，Author-Authorエッジではベース
ライン手法および HGTを上回る一方，Author-Work
エッジにおいてはベースライン手法よりも著しく性
能が低下した．HANのような手法は利用するメタ
パスが性能に影響するため，ドメイン知識に基づき
慎重にメタパスを設計する必要があるといえる．

4.3 情報推薦としてのリンク予測性能
4.1 節で述べた負例サンプリング戦略を導入し，
クエリノードごとに正例と負例の割合が 1：100とな
るよう負例をサンプリングした．情報推薦的な評価
尺度として Hit Rate@1，Hit Rate@10，MAP@10 を
それぞれ算出した．その他の設定は前節の実験と同
様である．Author-Work エッジ，Author-Author エッ
ジに対する推薦の性能をそれぞれ表 4，表 5 に示
す．表中の HRは Hit Rateを指す．コンテンツベー
ス手法とグラフベース手法を比較すると，前節の実
験と同様，どちらのエッジタイプにおいてもコンテ
ンツベース手法の方が高い性能を示した．一方，前
節の実験とは異なり，グラフベース手法はベースラ
イン手法に劣る結果となった．つまり，情報推薦に
関する評価指標ではグラフ構造の有用性が示せて
おらず，これは従来研究の評価実験と実応用の間の
ギャップを示唆している．

4.4 推薦結果の意外性・多様性の評価
最後に，推薦結果の意外性・多様性という観点に
基づいて各手法の性能を評価した．意外性の指標と
して，新たに 1-Hop RatioおよびMean Hopを定義す
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表 4 情報推薦の観点による Author-Workエッジのリンク
予測性能

Model HR@1 HR@10 MAP10

Baseline 0.481 0.848 0.581
LSTM 0.552 0.926 0.659
BERT 0.647 0.966 0.739
HGT 0.236 0.807 0.397
HAN 0.145 0.448 0.241

表 5 情報推薦の観点による Author-Authorエッジのリン
ク予測性能

Model HR@1 HR@10 MAP10

Baseline 0.186 0.642 0.306
LSTM 0.461 0.903 0.588
BERT 0.544 0.919 0.651
HGT 0.067 0.388 0.141
HAN 0.074 0.518 0.181

る．1-Hop Ratioは，クエリノードとのスコアが高い
ものとして推薦されたノードのうち，そのクエリ
ノードからグラフ上で 1-hop（距離 1）であるノード
の割合を表す．この値が高いほど，グラフ上で隣接
したノードばかりが推薦されることを意味し，結果
の意外性が低いと考えられる．反対に，1-Hop Ratio
が低いほど意外性が高いことを表す．Mean Hopは，
推薦されたノードとクエリノードの間の平均距離で
ある．Mean Hopの値が大きいほど，クエリの隣接
ノードよりも遠くのノードを推薦できていることを
表し，結果の意外性が高いといえる．また，推薦結
果の多様性の指標として，推薦されたノード間の平
均距離である Intra-List Distance（ILD）[15]を採用す
る．ILDが高い値であるほど推薦されたノード同士
がグラフ上で局所に集中しないということを意味
し，推薦内容の多様性が高いといえる．

Author-Workおよび Author-Authorエッジに対する
推薦の意外性・多様性の評価結果をそれぞれ表 6，
表 7 に示す．表中の 1-HR，MH はそれぞれ 1-Hop
Ratio，Mean Hopを表す．まず，いずれのエッジタ
イプにおいてもグラフベース手法はコンテンツベー
ス手法より高い意外性を示した．ベースライン手法
と比較すると，推薦結果上位 1件ではグラフベース
手法の方が意外性が高い．Author-Authorエッジの推
薦結果上位 10位の MHではベースライン手法が最
高スコアを示したが，それ以外の意外性の指標はグ
ラフベース手法の方が良い性能を示した．ただし，

表 6 Author-Workエッジに対する推薦の意外性・多様性
Model 1-HR MH ILD

@1 @10 @1 @10 @10

Baseline 0.483 0.105 2.035 2.826 2.298
LSTM 0.554 0.119 1.894 2.794 2.302
BERT 0.651 0.128 1.696 2.784 2.349
HGT 0.236 0.098 2.579 2.885 2.373
HAN 0.146 0.060 2.822 3.003 2.418

表 7 Author-Authorエッジに対する推薦の意外性・多様性
Model 1-HR MH ILD

@1 @10 @1 @10 @10

Baseline 0.191 0.080 3.383 3.722 3.993
LSTM 0.477 0.133 2.459 3.506 3.832
BERT 0.559 0.136 2.250 3.515 3.873
HGT 0.078 0.071 3.641 3.712 3.768
HAN 0.077 0.076 3.655 3.690 3.839

上位 10位での意外性に関する値の差は，上位 1位
の指標での差と比べて小さい．
まとめると，リンク予測に基づく推薦性能（4.3
節）ではコンテンツベース手法，ベースライン手
法，グラフベース手法という順に性能が高かったの
に対し，推薦の意外性においてはその順序が逆転し
ていた．このことから，推薦性能と推薦結果の意外
性はトレードオフの関係にあることが示唆される．
一方，推薦結果の多様性に着目すると，Author-

Workエッジについてはグラフベース手法が最も高
いが，Author-Authorエッジについてはベースライン
が最も高く，次いで BERTとなった．エッジタイプ
の性質によって指標の挙動が異なる可能性を確認で
きたことから，従来のリンク予測評価実験の枠組み
に多角的な評価を導入することが必要といえる．

5 おわりに
学術情報推薦をリンク予測問題と考え，コンテン
ツベース手法とグラフベース手法の性能を比較し
た．情報推薦としての評価方法を採用した結果，コ
ンテンツベース手法の方が高い性能を示した．従来
の実験方法ではグラフベース手法の有用性主張に不
十分であった可能性と，推薦評価指標と結果の意外
性がトレードオフの関係にあることが示唆された．
今後は各手法の性質について，グラフ構造の複雑さ
や，ノード特徴量の点から検証する予定である．
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表 8 ハイパーパラメータ
バッチサイズ 2048
最大エポック数 300
オプティマイザ Adam
学習率 1e-3
エンコーダレイヤ数 2
Attentionヘッド数 8
隠れ層の次元 64
最終的なノード表現の次元 64

A メタパスの説明
例えば，Author を著者ノード，Work を論文ノー

ドと定義し，AuthorとWorkの間に，「論文を書く」
（あるいは「論文が書かれる」）という関係を定義す
る．このとき，AWAというメタパスは，同じ論文を
書いた，つまり共著者であるという関係を表す．こ
のように，ドメイン知識に基づいてメタパスを定義
することによって，特定のノード間でメッセージの
伝達を行うことができ，タスクにとって有用な処理
が可能となる．

B 実験設定
B.1 ハイパーパラメータ
実験に使用したハイパーパラメータを表 8 に示

す．訓練時の最大エポック数は 300とし，30エポッ
クの間損失に改善が見られない場合訓練を中断す
る．また，検証データでの評価値が最も高かった
エポックのモデルパラメータを使用してテストを
行う．

B.2 HANのメタパス
表 9に，HANにおいてメッセージ伝達の際の近傍

を制御するために用いるメタパスを示す．ここで，
Aは Author，WはWork，Cは Concept，Sは Source，
Pは Publisher，Iは Institutionをそれぞれ表す．

表 9 HANのメタパス
タスク メタパス

Author2Work

AWAW
AWCW
AWSW

AWSPSW
AIAW

Author2Author

AWA
AWCWA
AWSWA

AWSPSWA
AIA

― 3327 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).


