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概要
本研究では、新商品などの教師データに該当商品

がなくて予測が困難になるコールドスタート推薦
に取り組む。この問題に取り組むために、従来は商
品名やカテゴリーといった補助情報を用いる推薦
システムが提案されていたが、十分な量の訓練デー
タが必要であった。近年では、大規模言語モデル
（LLM）を用いることで教師データなしにコールド
スタート問題を解けるようになったが、運用時のコ
スト面に課題があった。本論文では、LLM をデー
タ拡張機として活用し、教師データ収集とコスト効
率の両課題を解消する RevAugを提案する。RevAug
のアイディアは、ユーザがその商品を好きかどうか
を予測させる従来の推薦プロンプトを、ユーザが好
きそうな商品を生成させるプロンプトに変換し、そ
れにより得られる出力を擬似サンプルとして学習
データに活用したことである。4つの実データを用
いた数値実験では、RevAugは少ない教師データで
高い推薦精度を達成し、LLMの処理時間と利用料
金を大幅に削減した。

1 序論
推薦システムは ECサイトや広告配信などで広く

利用されており、そこで扱う問題はユーザがアイテ
ムをどのくらい好むかを予測することである。古
典的には行列分解に代表される協調フィルタリン
グ [1, 2, 3]が、教師データに含まれるユーザ、アイテ
ム、反応の 3つ組からその対応関係を学習し、ユー
ザがまだ見ていないアイテムへの反応を予測させて
いる。新商品などの教師データにないアイテムを推
薦する際、古典的な行列分解では対応するアイテム
表現を求められないため予測ができず、これはコー
ルドスタート問題として知られている難問である。
この問題を解決するため、アイテムに付随する商

品名やカテゴリといった補助情報を利用した推薦シ
ステム [4, 5, 6, 7, 8]が提案されている。これらの手

法は、教師データ内のユーザやアイテムの協調埋め
込みに加え、補助情報から得られるテキスト表現も
学習に活用することで、コールドスタート問題に取
り組んでいる。しかし、高精度な推薦を行うために
は十分な量と質のデータが必要という課題がある。
近年、大規模言語モデル（Large Language Model,

LLM）の技術進歩が著しく、教師データがなくて
も高精度な推薦が可能であることが知られており、
それゆえコールドスタート推薦にも応用されてい
る [9, 10, 11, 12, 13, 14, 15, 16]。しかし、これらの方
法は推論時のコストが大きいという課題がある。例
えば、1000人のユーザと 100個のアイテムの反応を
予測する場合、LLMによる推論処理が 10万回必要
となり、膨大な処理時間と利用料金がかかる。

図 1 提案手法である RevAugの概要。従来のコールドス
タート推薦手法はウォームスタートデータのみで訓練さ
れるが、RevAugはこのウォームスタートデータからプロ
ンプトを作成し、LLMを用いて擬似サンプルを生成し、
それらを用いて推薦システムを強化する。

本論文では、コールドスタート問題において、推
薦精度と推論コストを両立する手法である RevAug
を提案する。RevAugのアーキテクチャは、補助情
報を利用したコスト効率の高いコールドスタート
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推薦手法である Heater [5]と CLCRec [6]を一般化し
たものである。教師データが限られていることによ
る推薦性能の低下問題に対しては、LLMを用いた
データ拡張を活用することで対処する。
従来の LLMベースの推薦システム [12, 14, 15, 17]

は、LLMに “{user}は {item}を好むか？”といった
質問（プロンプト）を投げかけるアプローチをとっ
ている。これらの研究は、LLMが推薦を高精度に解
けるほどまで必要な十分な知識を持っていることを
示唆している。本研究では、この知識を引き出すた
めに従来のプロンプトを逆転させ、“{user}はどの
ようなアイテムを好むか？”という形式に変更した。
この逆プロンプトにより、LLMはユーザが好む可
能性のあるアイテムに関する補助情報を生成し、そ
れを推薦モデルの訓練に使用する。この出力は擬似
サンプルであるため、Heaterや CLCRecの基本アー
キテクチャに特定の正則化項を加えることで、推薦
性能の向上を図った。

RevAugの有効性を評価するために、実データで
あるAmazon Review Datasetを用いた数値実験を行っ
た。その結果、教師データが少ない状況において、
RevAugは他の比較手法よりも高い推薦精度を達成
した。さらに、RevAugを用いた推論は、LLMベー
スの推薦システムと比較して最大で 99.9％の処理
時間を削減した。これらの結果は、提案手法の優位
性を実証するものである。
本研究の内容は、国際学会 ACM Recommender

Systems (RecSys) 2024に採択された [18]に基づく。

2 コールドスタート推薦
ユーザ集合を𝑈、アイテム集合を 𝐼、ユーザがアイ

テムに反応した際のログをR ⊂ 𝑈 × 𝐼 とする。ユー
ザ 𝑢がアイテム 𝑖に対して与えた反応は、𝑟𝑢,𝑖 ∈ ℝと
表すことにする。この反応は、5段階評価のような
明示的なもの、もしくは、アイテムが購入されたか
否かの 2値 {0, 1}の暗黙的なものを含む。

Heaterと CLCRecの詳細を説明する前に、いくつ
かの記法を準備する。アイテムの補助情報は、タ
イトルやカテゴリなどのテキストとして表現され、
SimCSE [19]のような文埋め込み手法で、x𝑖 ∈ ℝℓ と
してベクトル化されるとする。z𝑢, z𝑖 ∈ ℝ𝑘 を、後
ほど学習されるユーザ 𝑢 とアイテム 𝑖 の協調埋め
込みとする。また、アイテムの補助情報の文埋め
込み x𝑖 が Wx𝑖 ≈ z𝑖 のように近づけるパラメータ
W ∈ ℝ𝑘×ℓ を用意する。他のパラメータ行列とし

て V,V′ ∈ ℝ𝑑×𝑘 を導入し、潜在表現を f𝑖 := VWx𝑖 ,
f𝑢 := V′z𝑢 と定義する。ユーザ 𝑢 が見ていないア
イテムをランダムに 𝑁 個サンプリングしたもの
を 𝑖1, . . . , 𝑖𝑁 とする。また、アイテム 𝑖 ∈ 𝐼 に対し、
𝑖′1, . . . , 𝑖

′
𝑁 を 𝑖 とは異なるアイテムとしてランダム

にサンプリングする。この時、a, b, b1, . . . , b𝑁 ∈ ℝ𝑑 ,
𝜏 > 0に対して、次のように関数 ℎを定義する。

ℎ(a, b, {b𝑛}𝑁𝑛=1) := − log

(
𝑝(a, b)

𝑝(a, b) + ∑𝑁
𝑛=1 𝑝(a, b𝑛)

)
(1)

ここで、𝑝(a, b) := exp(𝜏−1⟨a, b⟩/∥a∥∥b∥) とする。関
数 ℎ は対照学習（contrastive learning） [20, 21] に由
来し、aと bが類似している場合や aがどの b𝑛にも
類似していない場合に ℎは小さくなる。

表 1 誤差関数
Heater [5] (Explicit) CLCRec [6] (Implicit)

ℓ𝐼 (𝑢, 𝑖) |𝑟𝑢,𝑖 − f𝑇𝑢 f𝑖 |2 ℎ(f𝑢, f𝑖 , {f𝑖𝑘 }𝑁𝑛=1)
ℓ𝐴(𝑖) ∥Wx𝑖 − z𝑖 ∥2 ℎ(Vz𝑖 , f𝑖 , {f𝑖′𝑛 }𝑁𝑛=1)

これらの記号と表 1を用いて、Heaterと CLCRec
の損失関数は、協調埋め込みの誤差 ℓ𝐼 と、補助情報
に関する誤差 ℓ𝐴の和として表現される1）。
L𝐵𝑎𝑠𝑒 := 𝔼(𝑢,𝑖) ∈R[ℓ𝐼 (𝑢, 𝑖)] + 𝛼𝔼𝑖∈𝐼 [ℓ𝐴(𝑖)] + 𝜆∥Θ∥2

𝐹

(2)

ここで、𝛼 > 0, 𝜆 > 0, Θ = (W,V,V′, {z𝑢}𝑢∈𝑈 , {z𝑖}𝑖∈𝐼 )
とする。式 (2)の最適化には学習効率を向上させる
randomized training [5]として知られる手法を適用し、
確率 𝑝 ∈ [0, 1] で f𝑖 = VWx𝑖 を Vz𝑖 に置き換える。

3 RevAug
この章では、提案手法である RevAugを紹介する。

3.1 逆プロンプト
序論で述べたように、RevAugでは LLMを用いて
擬似データを生成する。ここでは、ユーザの行動履
歴を few-shotサンプルとしてプロンプトに含める。
プロンプトは図 1や Appendixの図 2を参照。LLM
が生成した全ユーザの擬似データをR𝐴𝑢𝑔 とする。

3.2 訓練
擬似サンプル (𝑢, 𝑖′) ∈ R𝐴𝑢𝑔 に対して、LLM に
よって生成されたアイテムテキスト 𝑖′ は文埋め込み

1） Heaterでは Vを用いた変換が言及されていたが、CLCRec
では導入されていない。ただし、Vを単位行列と設定するこ
とで CLCRecを再現することができる。ここでは CLCRecに
対しても一般化された設定として Vを適用する。
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x𝑖′ に変換できる。これにより潜在表現 f𝑖′ = VWx𝑖′
が求まり、協調埋め込みの誤差 ℓ𝐼 (𝑢, 𝑖′) を計算でき
る。これらが擬似サンプルであることを考慮し、重
みパラメータ 𝛽 > 0を導入し、RevAugの損失関数を
次のように定義する。

L𝑅𝑒𝑣𝐴𝑢𝑔 := L𝐵𝑎𝑠𝑒 + 𝛽𝔼(𝑢,𝑖′ ) ∈R𝐴𝑢𝑔
[ℓ𝐼 (𝑢, 𝑖′)] . (3)

ここで、ハイパーパラメータ 𝛽の設定方法について
説明する。まず、ウォームスタートデータRを訓練
集合R𝑡𝑟 と検証集合R𝑣𝑎𝑙に分割する。次に、R𝑡𝑟 上
で式 (3)を最小化することでパラメータ Θ𝛽 を得る。
訓練後、R𝑣𝑎𝑙上で推薦スコア score(R𝑣𝑎𝑙;Θ𝛽)を計算
する。このスコアは、明示的フィードバックの場合
にはMean Absolute Error（MAE）を、暗黙的フィード
バックの場合には normalized Documented Cumulative
Gain（nDCG）を用いる2）。最後に、選択されたハイ
パーパラメータとして 𝛽 = argmin𝛽 score(R𝑣𝑎𝑙;Θ𝛽)
を採用する。

4 数値実験
RevAugの有効性を検証する数値実験を行った。

4.1 実験設定

4.1.1 データセット
Amazon Review Dataset [22] から、Movie, Music,

Book, Groceryの 4つを使用した。このデータセット
にはユーザの評価（1から 5まで）が含まれており、
これを明示的フィードバックとして利用した。暗黙
的フィードバックの場合、ユーザの評価が付いてい
るアイテムはすべて正例（𝑟𝑢,𝑖 = 1）として扱った。
アイテムの補助情報としてタイトルとカテゴリがあ
り、アイテムテキストを “An item entitled with {title}
has {categories} tags.”と設定した。
各データにおいて 100個のアイテムを選択し、こ

れらをアイテム集合 𝐼 として扱った。これらのアイ
テムに反応したユーザ全員を 𝑈 として固定した。
Movieデータに関してはユーザ数が多いため、3000
人に制限し、この人数に達するまでランダムに選択
した。𝑈 内のユーザは 𝐼 以外のアイテムにも反応し
ており、これらから 100個のアイテムをランダムに
抽出し、コールドスタートアイテムとした3）。

2） MAEは score(R) := 𝔼(𝑢,𝑖) ∈R [ |𝑟𝑢,𝑖 − f𝑇𝑢 f𝑖 | ] によって定義さ
れる。nDCG@𝐾 は、全アイテム 𝐼 のうち、ユーザの好み度
合い �̂� (f𝑢 , f𝑖 ) が上位 𝐾 に含まれるアイテムから計算される。

3） 各データセットにおける統計量は Appendixの表 5に示す。

4.1.2 比較手法
RevAugは以下の手法と比較した。

Baseline: コールドスタート推薦では予測がそもそも
困難ということから、明示的フィードバックの場合
は教師データ内の評価値の平均を出力することが、
暗黙的フィードバックの場合はランダムにアイテ
ムを並び替えたものを出力させることが、最低限の
ベースラインとして機能する。
Base model: 明示的フィードバックには Heater を、
暗黙的フィードバックには CLCRecを使用する。こ
れらはデータ拡張なしの RevAugであり、式 (3)にお
ける 𝛽 ≡ 0に相当する。
Ablation: LLMによって生成されたデータの有効性
を評価するため、意図的に不正確な拡張データR𝐴𝑏

𝐴𝑢𝑔

を作成し、それを学習に使用する。明示的フィード
バックの場合、R𝐴𝑏

𝐴𝑢𝑔 := {(𝑢, 𝑖′, 5−𝑟) | (𝑢, 𝑖′, 𝑟) ∈ R𝐴𝑢𝑔}
とし、暗黙的フィードバックの場合は LLMが好ま
れないとして出力したアイテムを好まれるアイテム
として使用する（Appendixの図 3）。
ChatGPT:明示的フィードバックの予測には [15]で
説明されているプロンプト（Appendixの図 4）で推
論する。コストの都合で、暗黙的フィードバックの
予測は行わなかった。

RevAug のパラメータは以下のように設定し
た: 𝑘 = 100, 𝑑 = 100, 𝑁 = 5, 𝜏 = 0.1, 𝛼 = 10−3,
𝜆 = 10−3, 𝑝 = 0.5, 𝑚 = 5。補助情報の文埋め込み
表現には SimCSE-RoBERTa-large [19] を使用した。
RevAug は PyTorch [23] を用いて RAdam [24] によ
り最適化し実装した。これらのパラメータは、
RevAug のベースモデルである Heater と CLCRec
にも適用した。ハイパーパラメータ調整では、
R を |R𝑡𝑟 | : |R𝑣𝑎𝑙 | = 0.8 : 0.2 の比率で分割し、𝛽

を {10−𝑘 | 𝑘 = 0, 1, 2, 3, 4} から探索した。LLM は
gpt-3.5-turbo-0125 を使用した。LLM を用いた
データ拡張では、few-shot 学習の品質を保つため、
購買ログが 3 個以上あるユーザのみをウォームス
タートデータとした。

4.2 性能評価

4.2.1 明示的フィードバック
各手法の性能をMAEと Baseline（平均評価）に対
する改善率で評価した。表 2に示すように、RevAug
は Music を除くすべてのデータセットで ChatGPT,
Heater, Ablation を上回った。Music に注目すると、
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表 2 MAE（左）と Baselineと比較した改善率（右、%表
示）。各列で最も優れた数値は太字で示す。

Movie Music Book Grocery

Baseline 0.857 0.735 0.759 0.670
ChatGPT 0.800 (6.7) 0.719 (2.2) 0.718 (5.3) 0.705 (-5.3)
Heater 0.806 (5.9) 0.711 (3.2) 0.775 (-2.2) 0.655 (2.2)

Ablation 0.820 (4.3) 0.703 (4.4) 0.723 (4.7) 0.628 (6.1)
RevAug 0.785 (8.3) 0.714 (2.9) 0.708 (6.6) 0.626 (6.5)

表 3 nDCG@10（左）と Baselineと比較した改善率（右、
%表示）。各列で最も優れた数値は太字で示す。

Movie Music Book Grocery

Baseline 0.067 0.067 0.059 0.058
CLCRec 0.057 (-15.3) 0.085 (26.0) 0.062 (5.4) 0.019 (-67.0)
Ablation 0.093 (39.5) 0.080 (18.8) 0.078 (33.2) 0.054 (-7.4)
RevAug 0.123 (83.8) 0.087 (29.8) 0.080 (36.0) 0.085 (46.9)

RevAugは他の手法を上回らなかったものの、その
差はわずかであった。これらの結果は、逆プロン
プトによるデータ生成を通じて、RevAugが明示的
フィードバックのコールドスタート推薦を高精度に
解けることを示している。

4.2.2 暗黙的フィードバック
各手法の性能を nDCG@10と Baseline（ランダム

ソート）に対する改善率で評価した。表 3 に示す
ように、RevAugはすべてのデータセットで最良の
結果を達成した。Movieと Groceryでは、CLCRecの
改善率がマイナスとなり学習に失敗した一方で、
RevAugは大幅に向上させた。これは、生成データ
により教師データの不足を補えることを示唆してい
る。また、Grocery における Ablation の改善率の低
下は、データ拡張の品質が重要であることを確認さ
せる結果となった。これらの結果から、RevAugは
暗黙的フィードバックにおいてもコールドスタート
推薦に効果があることが示された。

4.3 コスト分析
最後に、LLMに関連する推論コストを報告する。

ユーザの特徴量 f𝑢 は訓練段階で計算されるため、
RevAugの推論コストはコールドスタートアイテム
の特徴 f𝑖 の計算と、行列演算による評価または好み
スコアの予測のみを含む。一方、ChatGPTは学習時
のコストを必要としないが、推論段階で全ユーザと
アイテムのペアを予測するにはコストが嵩む。
表 4では、RevAugと ChatGPTで明示的フィード

バックの推論段階にかかる処理時間と RevAug の
データ拡張段階の処理時間を集計した。これによ

表 4 処理時間（秒）
Movie Music Book Grocery

RevAug
(データ拡張) 1596 413 337 111

推論 0.302 0.077 0.071 0.041
ChatGPT 1570 366 377 191

ると、RevAug の推論時間は ChatGPT と比較して
1000倍以上高速であった。学習段階では、RevAug
は LLMをデータ拡張のみに使用するため、LLMに
関連するコストは推論対象の数に関わらず一定であ
る。それに対して、ChatGPTは推論対象が増えると
コストも増加する。特に、全ユーザとアイテムの組
を予測する必要がある暗黙的フィードバックの場
合、組み合わせ的にコストが大きくなる。例えば、
Movieでは明示的フィードバックのために 3069回
の推論が必要だったが（表 5）、暗黙的フィードバッ
クの場合は 3000 × 100のユーザとアイテムの全ペア
に対する推論が必要となる。

Movie での明示的フィードバック予測の場合、
RevAugの学習段階での gpt-3.5-turbo-0125による
API の利用料金は 0.19 USD、ChatGPT は 0.24 USD
であった。暗黙的フィードバック予測の場合、
ChatGPT は単一の小規模データセットに対しても
24 USD 以上と 1.5 × 106 秒（約 2.7 時間）のコスト
が必要になった。コールドスタートアイテムの数
が 10倍に増えた場合、ChatGPTの推論時間とコス
トも 10倍（240 USDユーザと 27時間）となる。一
方、RevAugは追加の API料金が 0.19 USDを超える
ことなく、約 600秒で高速推論が可能である。まと
めると、RevAugは低コストで高精度な推論が可能
である。

5 Conclusion
本論文では、ウォームスタートの訓練データが限
られている状況で、コスト効率の高いコールドス
タート推薦システムを強化するための新しい手法
である RevAugを提案した。RevAugは LLMを用い
て擬似サンプルを生成し、それらを用いて推薦シス
テムを訓練する。数値実験により、RevAugが少な
いウォームスタートデータで高精度にコールドス
タート問題を解けることが検証された。また、LLM
ベースの予測と比較して大幅なコスト削減が可能で
あった。
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表 5 データセット統計
Movie Music Book Grocery

ユーザ 3000 573 1591 570
レコード数（訓練） 6212 1250 2829 1024
レコード数（テスト） 3096 823 841 426

図 2では明示的フィードバック用の擬似サンプル
生成に使用するプロンプト、図 3では暗黙的フィー
ドバック用のプロンプト、図 4では ChatGPTを用い
てユーザの評価を予測する明示的フィードバック用
のプロンプトを示す。
図 2では、調整可能な単語を黄色でハイライトし

ている。Movieの例として、最初の行で “Here is user
rating history for {movie}” と表示しているが、他の
データセットでは “movie”を適切な用語に置き換え
る。また、アイテムテキストを低評価で生成する場
合、最後から 2行目の “like”を “dislike”に変更する。
図 3 では、ユーザが評価したアイテムを seen ア

イテムとして扱い、元の評価を 5に変更している。
ユーザが評価していないアイテムはランダムに
unseenアイテムとして設定した。

図 2 RevAug の明示的フィードバックに対するプロン
プト

図 3 RevAug の暗黙的フィードバックに対するプロン
プト

図 4 ChatGPTによる明示的フィードバックに対するプ
ロンプト
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