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概要
情報欲求に起因して自然発生する質問（自然な質

問）のマイニングには様々な応用がある．しかし，
素朴なマイニング源として考えられる検索クエリロ
グは一般利用可能でない場合が多い．本研究では，
検索クエリログの代わりにテキスト生成モデルを用
いた自然な質問のマイニング手法を提案する．具体
的にはまず，情報欲求の対象を指定し，これに関す
る質問の観点をテキスト生成モデルに予測させる．
次に，大規模言語モデルを用いて情報欲求の対象と
予測された質問の観点を表す 2つのキーワードから
自然言語の質問文を生成する．実験の結果，検索ク
エリログを用いない自然な質問のマイニングができ
る可能性を示唆した．

1 はじめに
「引っ越しに伴う必要な手続きを教えてください」
といった，情報欲求に起因して自然発生する質問を
Natural Questions（自然な質問） [1, 2]と呼ぶ．自然
な質問のマイニングには様々な応用がある．例え
ば，大規模言語モデル向けの指示学習（質問応答）
データセットの人手構築に対して，質問の作成コス
ト軽減や多様化が期待できる．また，商品・サービ
スに対する自然な質問が収集できれば，需要分析に
有用である．このように，自然な質問のマイニング
には一定の需要がある．
ウェブが普及した現代では，多くのユーザが情

報を欲し，質問をする際に Google検索といった検
索エンジンを用いる．検索エンジンには通常，1語
目に情報欲求の対象を，2語目以降に AND検索の
形で質問の観点を入力する（図 1）．ここで，既存
研究 [3]の言葉を借りて，1語目をクエリフォーカ
ス，2語目以降を情報要求観点またはサジェストと
呼ぶ．本研究では，自然な質問をクエリフォーカス
と情報要求観点を表すキーワード列で相当程度表現
できるとみなす．

図 1 検索エンジンのクエリ例と用語の対応．

自然な質問をマイニングする素朴なアプローチ
として，検索エンジンのクエリログを利用するこ
と [1, 2]が挙げられる．しかし，検索クエリログは
一般利用可能でなく1），自前の検索エンジンを持た
ない個人・企業が自然な質問をマイニングする手法
は自明でない．また，コーパスから疑問表現を手が
かりに質問文を抽出する [5]というアプローチも考
えられるが，ノイズに対処し，内容を分析するため
に抽出された質問文から情報欲求の対象や質問の観
点を解析する必要がある．
その他の取り組みに目を向けると，自然な質問の
マイニングの関連タスクとして，与えられたテキス
ト・画像の内容に対する質問文を生成する Question
Generation（質問生成タスク）[6, 7]がある．しかし，
質問生成タスクで盛んに取り組まれているのは答え
が短文となる質問文の生成であり [8]，多様な質問
文の収集は主目的でない．
本研究では，検索クエリログが利用可能でない状
況を考え，テキスト生成モデルを用いた自然な質問
のマイニング手法を提案する．具体的にはまず，ク
エリフォーカスを指定し，その情報要求観点がマス
クされたテンプレート文を生成する．次に，テキス
ト生成モデル T5 [9] を用いてマスクされたスパン
を予測させることで，情報要求観点の候補を獲得す
る．最後に，大規模言語モデル (LLM)を用いて指定
したクエリフォーカスと予測された情報要求観点か
ら自然言語の質問文を生成する．

1） Google Suggest/Autocomplete APIは Google検索のサジェス
トを取得できる一般アクセス可能な APIであり，これを用い
て構築されたデータセットもある [4]が，利用規約が不明瞭
であるため，本研究では利用可能でないものとして扱う．
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提案手法は，大規模な生コーパスにも自然な質問
を表す文が相当程度含まれており，事前学習を通し
てモデルがよくある疑問を記憶していることを仮定
している．また，クエリフォーカスと情報要求観点
を表すキーワード列から質問文を生成するため，質
問内容を制御しやすい利点があると考えられる．
本稿では，一般および金融ドメインのキーワード

をクエリフォーカスとして 25個ずつ指定し，Google
検索のサジェストを正解とした T5による情報要求
観点の予測性能を定量的に評価する．また，クエリ
フォーカスと情報要求観点からの質問文生成につい
て，生成結果を定性的に分析する．

2 提案手法
本節では，テキスト生成モデルを用いて自然な質

問をマイニングする手法について説明する．提案手
法は大まかに以下の 3ステップから構成される (図
2)．

1. クエリフォーカスを指定し，その情報要求観点
を予測させるテンプレート文を生成する．

2. 生成したテンプレート文を T5に入力し，情報
要求観点を予測する．

3. LLMを用いて指定したクエリフォーカスと予
測された情報要求観点から自然言語の質問文に
変換する．

以降，各ステップの詳細について述べる．

2.1 クエリフォーカスの指定
まず，生成する自然な質問の情報欲求の対象を指

定し，その情報要求観点を予測させるためのテンプ
レート文を生成する．具体的には，クエリフォーカ
スを人手で 1つ定め，

(1) 「Q.｛｛クエリフォーカス｝｝の ⟨X⟩2）について
教えてください。」

というテンプレートを用いて文を生成する．例え
ば，クエリフォーカスに「引っ越し」を指定すると
「Q.引っ越しの ⟨X⟩について教えてください。」とい
うテンプレート文が生成される．本稿では単一のテ
ンプレートを用いるが，複数のテンプレートを用い
ることで予測をより多様化することも可能である．

2） T5はセンチネルトークンと呼ばれるマスクを用いてスパ
ンを予測する事前学習を行っており，センチネルトークンを
含むテキストが入力されると，そのマスクされたスパンの予
測結果が出力される．⟨X⟩はセンチネルトークンを表す．

図 2 提案手法の概要図．

2.2 情報要求観点の予測
次に，生成したテンプレート文を T5 に入力し，
指定したクエリフォーカスの情報要求観点を予測す
る．BERT [10]をはじめとするシングルトークンの
補完が可能なマスク言語モデルを用いることもでき
るが，情報要求観点は「安い時期」といったマルチ
トークンにもなりうるため，本研究ではマルチトー
クンの補完が可能な T5を採用する．デコーディン
グの際は，多様な k個の情報要求観点の候補を得る
ために，以下の手順でトークン列を生成する．

1. 先頭のトークンの生成確率を計算し，生成確率
が上位 k件のトークンを取得する．

2. 取得された各トークンの続きを終端記号が出力
されるまで生成する．

これは異なる先頭トークンから情報要求観点の候補
を生成する制約を課している．

2.3 質問文への変換
最後に，指定したクエリフォーカスと予測した情
報要求観点のキーワードをベースに質問文を生成す
る．LLMに与えるプロンプトのテンプレートを図 3
に示す．例えば「引っ越し」および「手続き」とい
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� �
###指示:
与えられた入力をもとに、それらに関する質問文を
1つ作成してください。

###入力:
-｛｛クエリフォーカス｝｝
-｛｛情報要求観点｝｝� �

図 3 キーワードから質問文に変換する際に LLMに与え
るプロンプトのテンプレート．

表 1 指定したクエリフォーカスの一例．
ドメイン クエリフォーカス

一般
引っ越し，海外旅行，選挙，
入学，卒業，就活，結婚式，
料理，掃除，洗濯，スマホ，…

金融
デリバティブ，先物取引，
株価収益率，国際通貨基金，
決算短信，有価証券報告書，…

うキーワードが与えられた場合，「引っ越しに伴う
必要な手続きは？」といった質問文を生成させる．
なお，柔軟に質問文を生成させるため，キーワード
を生成文に必ず含めるような条件は課していない．

3 実験
提案手法に従って指定したクエリフォーカスに対

する情報要求観点を予測し，Google 検索のサジェ
ストを正解として予測性能を定量評価する．また，
LLMを用いてクエリフォーカスと情報要求観点か
ら質問文を生成・分析する．

3.1 情報要求観点の予測性能の定量評価

3.1.1 実験設定
クエリフォーカスの指定 ドメインによる予測性

能の差を検証するために，一般および金融ドメイン
のクエリフォーカスを 25個ずつ用意した．表 1に
本実験で指定したクエリフォーカスの一例を示す．
一般ドメインのクエリフォーカスは，多くの人間に
とって情報欲求の対象となりやすい日常生活やライ
フイベントに関わるキーワードを選定した．金融ド
メインのクエリフォーカスは，経済用語の解説サイ
ト「日経ナレッジバンク」3）を参考に選定した．
評価データ 各クエリフォーカスに対する Google

検索のサジェストは Google Suggest/Autocomplete
API4）から取得した．取得の際は末尾に半角スペー

3） https://www.nikkei4946.com/knowledgebank/

4） http://www.google.com/complete/search?gl=jp&hl=ja

表 2 情報要求観点の予測性能．表中の数値は Recall@k
を百分率で示している．LLMを用いた情報要求観点の予
測性能も予備調査しており，付録 Aを参照されたい．

モデル 一般 金融
@1 @10 @100 @1 @10 @100

T5base 2.5 7.5 19.2 0.0 2.9 12.8
T5large 2.4 8.8 17.4 1.3 4.6 14.9
T5xl 2.1 9.4 24.1 0.9 4.1 14.0

スを追加したクエリフォーカスを APIに渡し，得ら
れたサジェストの中で複数のキーワードから成るも
のは最初のキーワードを抽出した．この結果，一般
ドメインのクエリフォーカスに対する平均サジェス
ト数は 9.56個，金融ドメインは 9.68個であった．
モデル 情報要求観点の予測に用いる T5は，日

本語 Wikipedia および多言語ウェブコーパス mC4
[11]の日本語サブセットで事前学習されたモデルを
用いた．モデルサイズによる影響を検証するため，
base5）・large6）・xl7）の 3モデルの性能を評価した．
評価指標 サジェストがどの程度予測結果に含ま
れているかを見るために，評価指標は Recall@kを
用いた．Recall@kは以下の式で計算される．

Recall@k =
1
𝑁

𝑁∑
𝑖=1

上位 k個の予測に含まれる正解数
正解のサジェスト数

𝑁 は評価データの事例数 (=25)である．kの値は平
均サジェスト数を考慮して {1, 10, 100}の 3設定で
評価した．

3.1.2 実験結果
情報要求観点の予測性能の定量評価結果を表 2に
示す．一般ドメインのクエリフォーカスに対する予
測性能は，モデルサイズが大きいほど高くなる傾向
が見られた．また，下位の予測に正解のサジェスト
が潜んでおり，予測をフィルタリング・集約するこ
とで性能改善が期待できる．一方で，金融ドメイン
は一般ドメインと比較して予測が難しく，予測性能
もモデルサイズと比例する傾向は見られなかった．
ウェブコーパスに含まれる金融ドメインの質問文に
限りがあるためだと考えられる．
具体的な情報要求観点の予測と正解を表 3 に示
す．予測と正解を比較すると，部分的に正解である
例や意味的に同じだが表現が異なるために不正解で
ある例が散見された．また，「引っ越し」に対する

5） https://huggingface.co/retrieva-jp/t5-base-long

6） https://huggingface.co/retrieva-jp/t5-large-long

7） https://huggingface.co/retrieva-jp/t5-xl
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表 4 クエリフォーカスと情報要求観点からの質問文の生成例．
ドメイン クエリフォーカス 情報要求観点 生成された質問文
一般 引っ越し 手続き 引っ越しの際に必要な手続きは何ですか？
金融 デリバティブ 取引 デリバティブの取引において、最も一般的な形態は何ですか？

表 3 T5xl による情報要求観点の予測例．
クエリフォーカス 予測 正解

引っ越し

時期
挨拶
日
手続き
費用
料金
手順
方法
タイミング
コツ …

見積もり
やること
やることリスト
安い時期
挨拶
単身パック
初期費用
手続き
役所
不用品処分

デリバティブ

価格
取引
規制
リスク
取り扱い
売買
分類
仕組み
説明 …

意味
英語
会計処理
時価評価
わかりやすく
現物
種類
本
オプション

「業者」や「荷造り」など，正解にはない妥当な情報
要求観点が予測に含まれることもあり，評価指標の
改善や人手評価は今後の課題である．他にも，予測
結果に「費用」と「料金」といった同義語が多数含
まれており，予測の集約が必要だと考えられる．

3.2 質問文の生成・分析
表 1の各クエリフォーカスから情報要求観点を 10

件ずつ予測し，これらのキーワードから 2.3節のプ
ロンプトを用いて質問文を生成・分析した．質問文
生成に用いる LLMは指示学習済みの 13Bパラメー
タモデル（llm-jp-3-13b-instruct）8）[12]を用いた．
表 4および付録 Bに生成例をいくつか示す．無作

為に抽出した 50件の生成例を著者が人手評価した
結果，44件はキーワード列から想定される妥当な質
問文であった．一方で，単なる平叙文を生成すると
いった指示違反やそもそも予測された情報要求観
点が妥当でないために不自然な質問文も散見され
た．キーワードの意図を予測させてから質問文を生
成する多段階のプロンプティングや，より大規模な
LLMの利用が改善案として挙げられる．

8） https://huggingface.co/llm-jp/llm-jp-3-13b-instruct

4 関連研究
質問生成タスク 質問生成タスクでは文章レベ
ルのテキストや画像を入力し，その内容に対する
質問文を生成する．また，解答を同時に入力し，こ
れが正解となるように質問文を生成する設定もあ
る [13]．質問生成タスクの主な対象は答えが短文と
なる質問文の生成であり [8]，深層学習モデルの訓
練・評価データの自動生成や教育応用などを目的と
するものが多い．提案手法は，自然な質問の収集を
目的とした，キーワードレベルのテキストを入力と
する質問文生成手法 [14, 15]と位置付けられる．ま
た，既存研究と比較して，入力キーワードをテキス
ト生成モデルから収集する点が特徴である．
質問の分類 より多様で汎用的な質問生成シ
ステムの実現に向けて，質問のパターンを分類
定義する取り組みがいくつか存在する [16, 17]．
例えば，Bolotova らは非ファクトイド型の質問
を INSTRUCTION・REASON・EVIDENCE-BASED・
COMPARISON・EXPERIENCE・DEBATEの 6カテゴ
リに分類定義した．提案手法は単一のテンプレート
を用いて情報要求観点を予測するが，これらの質問
の分類を参考にテンプレートを多様化することで，
広く質問文の収集が可能になると考えられる．

5 おわりに
本研究では，検索クエリログを用いない自然な質
問のマイニング手法を提案した．提案手法は，テキ
スト生成モデルを用いてユーザが指定したクエリ
フォーカスの情報要求観点を予測し，LLMを用い
て指定したクエリフォーカスと予測した情報要求観
点から自然言語の質問文を生成するというものであ
る．T5の情報要求観点の予測性能を定量的に評価
し，テキスト生成モデルから自然な質問がマイニン
グできる可能性を示唆した．
今後の課題として，評価の大規模化や情報要求観

点の予測の多様化・フィルタリング手法の検討など
が挙げられる．また，提案手法に従って自然な質問
を広く収集し，これをもとに指示学習（質問応答）
データセットを構築する枠組みも検討する．
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表 5 クエリフォーカスと情報要求観点から生成された質問文の追加の例．
ドメイン クエリフォーカス 情報要求観点 生成された質問文

選挙 日 次の衆議院議員選挙はいつ行われる予定ですか？
結婚式 ご祝儀 結婚式のご祝儀の相場はいくらですか？
洗濯 乾燥 洗濯と乾燥のどちらが好きですか？
介護 看護 介護と看護の違いは何ですか？

先物取引 届出 先物取引の届出はどのように行えばよいですか？
株価収益率 計算方法 株価収益率（PER）の計算方法について教えてください。

有価証券報告書 記載事項 有価証券報告書にはどのようなことが記載されているのですか？
エンゲル係数 変動 エンゲル係数が上昇する場合、一般的に何が原因と考えられま

すか？

一般

金融

� �
検索エンジンの入力の内、質問の観点を表す 2語目
以降のことをサジェストと呼びます。与えられた入
力に対するサジェストを箇条書きで k個列挙してく
ださい。なお、回答にはサジェスト部分の箇条書き
のみを含めてください。
入力: ｛｛クエリフォーカス｝｝� �

図 4 GPT-4oに対してサジェストを予測させるプロンプ
トテンプレート．

付録
A GPT-4o を用いた情報要求観点
の予測
予備調査として，一般ドメインのクエリフォーカ

ス（表 1）に対する GPT-4o (2024-05-13)9）の情報要求
観点の予測性能を定量評価した．使用したプロン
プトテンプレートを図 4 に示す．実験の結果，一
般ドメインのクエリフォーカスに対する GPT-4oの
情報要求観点の Recall@1は 3.4，Recall@10は 18.2，
Recall@100は 21.0であった．予測の Precisionが高
いものの，予測数を増やすことによる Recall の
増加は限定的であると考えられる．また，T5xl の
Recall@100は 24.1であることから（表 2），本研究
ではよりサジェストを収集できる可能性のある T5
に焦点を当てる．

B 質問文の生成例
クエリフォーカスと情報要求観点から生成された

質問文の追加の例を表 5に示す．「日」という情報
要求観点から「いつ」に関する質問文を生成すると
いった柔軟な応答が見られた一方で，「洗濯と乾燥
のどちらが好きですか？」といった妥当性の低い質

9） https://openai.com/index/chatgpt/

問文も見られた．
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