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概要
固有表現抽出における過抽出やラベルの認識誤り

は，典型的な性能低下の要因であり，大規模言語モ
デルにおいても頻出する課題である．本稿では，固
有表現抽出を学習する過程で，抽出エラーを自己修
正 (Self-Correction)するための指示学習を提案する．
本研究における自己修正の学習は，固有表現抽出の
教師データのみ参照し，抽出エラーの検証や修正に
関する追加アノテーションを必要としない．化学分
野の特許を対象とした固有表現抽出において，自己
修正に基づく指示学習を導入することで，固有表現
の抽出エラーを大幅に抑制できることを示した．

1 はじめに
固有表現抽出 (Named Entity Recognition; NER)は，
文章中から人名や組織名などの固有表現の抽出およ
び分類を行う自然言語処理の基礎的な下流タスク
である．従来は抽出モデル [1]による分類問題とし
て扱うことが多かったが，近年の大規模言語モデル
(Large Language Model; LLM)の発展に伴い，いくつ
かの研究 [2, 3, 4]では生成モデルによるアプローチ
が抽出モデルより高性能であると報告されている．
しかしながら，LLM によるアプローチも万能
ではなく，少量データ [5] や特定のデータセット
[2, 4] においては抽出モデルの方が高性能であり，
依然として抽出エラーが発生する．NER におけ
る抽出エラーを抑制するため，VerifiNER[6] では
Self-Consistency[7]に基づく事後修正を可能とした．
しかしながら，大量のエンティティが登録された知
識ベースの利用を前提としており，こうした大規模
知識ベースを常に用意することは現実的ではない．
一方，LLMの高度な推論能力を活かした自己修
正 (Self-Correction; SC)に基づくアプローチが近年注
目を集めている [8, 9, 10]．LLMが自律的に修正する
ことから，必ずしも外部知識の類を必要としない利
点はあるものの，その効果は算術推論 [11]，常識推

図 1 固有表現抽出と自己修正の指示学習 (LLMNER+SC)．

論 [12]，コード生成 [13]のようなタスクに集中して
おり，情報抽出で効果を示した例はない．
本研究では，LLM が自らの誤りを検証 (Self-

Verification; SV)し，検証結果に基づき自らの誤りを
修正することで回答を洗練 (Self-Refinement; SR) す
る方法を提案する．具体的には，NERを指示学習す
る過程で SCを同時指示学習することで，自らの誤
りを検証・修正するための知識を導入する (図 1)．
本研究における SC の学習データは，NER の教師
データと学習済みの NERモデルのみ参照し自動構
築するため，誤りパターンの生成や抽出エラーの検
証・修正に関する人手の追加アノテーションを必要
としない．本研究の貢献は以下の 3点である．

• NERにおける抽出エラーを定義し，修正可能な
抽出エラーを事前分析により明らかにする．

• NERと SCを同時指示学習することで，NERの
性能が向上することを示す．

• 推論時に SCを実行することで，固有表現の抽
出エラーを大幅に抑制できることを示す．

2 予備分析
NERにおける抽出エラーの定義: NERの抽出エ
ラーは，抽出すべきではない固有表現を抽出した場
合 (False Positive; FP)と抽出すべき固有表現を抽出し
なかった場合 (False Negative; FN)に分類できる [6]．
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図 2 NERにおける抽出エラーの定義 (上図)および予備
実験における固有表現の抽出エラーの統計量 (下図)．

特に，本稿では FPの抑制に焦点を当てて 5種類の
抽出エラーのパターンを定義した (図 2)．具体的に
は，過抽出および抽出不足はエンティティのスパン
の部分不一致に起因するエラー，ラベルはエンティ
ティのラベル不一致に起因するエラーとして定義さ
れる．さらに，エンティティおよびラベルの不一致
に起因するエラーとしてスパン+ラベルを定義した．
一方で，抽出したエンティティが正解のエンティ
ティと部分一致しないものを修正不可として定義し
た．このエラーに該当する場合，スパンやラベルの
一部を修正しても正解の固有表現とは一致しない．
予備実験: 化学分野の特許をもとに構築した NER

のデータセット1）を用いて，公開 LLM2）の指示学習
を行い評価した．図 2に示す予備実験の結果から，
指示学習した LLMにおいても FPによる抽出エラー
は依然として頻発することがわかった．観測された
抽出エラーのうち，修正不可を除く 4種類のエラー
は全体の 4割程度を占めており，これらはエンティ
ティまたはラベルの一部を修正することで正解の固
有表現と一致する．したがって，自己検証 (SV)の
結果に基づき自己洗練 (SR)することで抽出エラー
を抑制することが期待される．一方で，修正不可の
エラーは SRによる修正はできないものの，SVで検
出して最終的な抽出結果から除外することで抽出エ
ラーを抑制することが可能である．

1） データセットの詳細は付録 Aを参照されたい．
2） https://huggingface.co/google/gemma-2-2b-it

3 自己修正可能な固有表現抽出
本研究では，固有表現抽出 (NER)と自己修正 (SC)
を同時指示学習するモデルを提案する．同時指示学
習モデルのアーキテクチャとして，InstructUIE[2]を
採用する．図 1に提案モデルの概要を示す．以降で
は，固有表現抽出モデル LLMNERの指示学習 (3.1節)
と自己修正モデル LLMSCの指示学習 (3.2節)を個別
に説明するが，これらを同時指示学習することで提
案モデル LLMNER+SCを構築する点に注意されたい．

3.1 固有表現抽出の指示学習
本節では，入力文 𝑇 に含まれるラベル 𝑙𝑖 のエン
ティティ 𝑒𝑖 からなる固有表現 𝑠𝑖 = (𝑒𝑖 , 𝑙𝑖) のリス
ト 𝑆 = {𝑠1, ..., 𝑠𝑁 } を生成するため，固有表現抽出
(NER)，スパン抽出 (Span Extraction; SE)，エンティ
ティ型推定 (Entity Typing; ET)を同時指示学習する．

NER: 入力 𝑋NER = [𝐼NER;𝑇] から固有表現の系列
𝑆 = {𝑠1, ..., 𝑠𝑁 } を得るための指示学習を行う．な
お，𝐼NER = [𝑃NER; 𝐿;𝐷] であり，NERタスクの命令
文 𝑃NER，ラベル候補 𝐿 = {𝑙1, ..., 𝑙𝑀 }，各ラベルの定
義文の集合 𝐷 = {𝑑1, ..., 𝑑 |𝐿 | }から構成される．

SE:指定したラベル 𝑙 𝑗 ∈ 𝐿 のエンティティの系列
𝐸 = {𝑒1, ..., 𝑒𝑁 ′ } を生成する指示学習により，入力
𝑋SE = [𝐼SE;𝑇] から出力系列 𝑌SE = {𝑒1, ..., 𝑒𝑛} を得る
ことができる．ここで，𝐼SE = [𝑃SE; 𝐿;𝐷; 𝑙𝑖] である．

ET:エンティティ 𝑒𝑖 のラベル 𝑙𝑖 を生成する指示学
習により，入力 𝑋ET = [𝐼ET;𝑇] から出力 𝑙𝑖 を得るこ
とができる．ここで，𝐼ET = [𝑃ET; 𝐿;𝐷; 𝑒𝑖] である．

3.2 自己修正の指示学習
本節では，入力文 𝑇 から抽出した固有表現 𝑠𝑖 が正

しいか自ら検証し，検証結果に基づき自ら修正する
ために必要な知識を自己検証 (SV)と自己洗練 (SR)
を同時指示学習することで獲得する．

SV: 固有表現 𝑠𝑖 = (𝑒𝑖 , 𝑙𝑖) の正誤判定 𝑣𝑖
3）およ

びエラー分類 𝑐𝑖
4）を生成する．すなわち，入力

𝑋SV = [𝐼SV;𝑇] から出力 𝑌SV = (𝑣̃𝑖 , 𝑐𝑖)を得るための指
示学習を行う．ここで，𝐼SV = [𝑃SV; 𝐿;𝐷; 𝑠𝑖]である．

SR:固有表現 𝑠𝑖 = (𝑒𝑖 , 𝑙𝑖) と自己検証 𝑌SV = (𝑣̄𝑖 , 𝑐𝑖)
に基づき，修正後の固有表現 𝑠𝑖 を生成する．すなわ
ち，入力 𝑋SR = [𝐼SR;𝑇] から出力 𝑠𝑖 を得るための指
示学習を行う．𝐼SR = [𝑃SR; 𝐿;𝐷; 𝑠𝑖;𝑌SV] である．

3） 正解 (correct)または不正解 (incorrect)の二値分類とした．
4） 2節の予備分析より，5クラスのエラー分類を定義した．
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3.3 固有表現抽出の自己修正
推論時は，(1) NER，(2) SV，(3) SRの順に処理す

ることで，固有表現抽出の自己修正を実現する．
NERの推論では，テキスト 𝑇 を含む入力 𝑋NER を

学習済みモデル LLMNER+SC に与え，得られた結果
を Parserにより固有表現のリストに変換する．した
がって，𝑆 = Parser(LLMNER+SC (𝑌NER |𝑋NER)) により，
固有表現の候補リスト 𝑆 = {𝑠1, ..., 𝑠𝑛}を生成する．

SVの推論では，NERの推論で得られた固有表現
𝑠𝑖 に対して，LLMNER+SC (𝑌𝑆𝑉 |𝑋𝑆𝑉 ) により正誤判定
𝑣̃𝑖とエラー分類 𝑐𝑖を生成する．ここで，正誤判定 𝑣̃𝑖

が正解 (correct)である固有表現 𝑠𝑖 は，SRを実行せ
ず最終回答 𝐴 に追加する．また，正誤判定 𝑣̃𝑖 が不
正解 (incorrect)かつエラー分類が修正不可 (spurious)
である場合は，SRを実行せず対象の固有表現 𝑠𝑖 を
棄却する．その他の場合，固有表現 𝑠𝑖 に対して SR
を実行することで，自らの誤りを修正する．

SRの推論では，固有表現 𝑠𝑖 および自己検証 𝑌𝑆𝑉

に基づき，モデル LLMNER+SC により修正する．具
体的には，LLMNER+SC (𝑠𝑖 |𝑋𝑆𝑅) により，修正後の固
有表現 𝑠𝑖 を生成し，回答候補 𝐴̃に追加する．なお，
回答候補 𝐴̃に追加された固有表現 𝑠𝑖 を対象に SVと
SRを再実行することで修正精度を高める．この処
理は，𝑠𝑖 が (a)最終回答 𝐴に追加される，(b) SVの
結果に基づき棄却される，(c)あらかじめ指定した
回数に到達する，まで繰り返し実行される．

3.4 自己修正データセットの自動構築
本研究では，NER の学習データ DNER および固

有表現抽出モデル LLMNER のみ参照し，SCの学習
データ DSCを自動構築する．
具体的には，𝐾分割したNERの学習データDNER =

{𝑑1, ..., 𝑑𝐾 }より，𝑑𝑖 を用いてモデル LLM𝑖
NERを学習

する．その後，𝑑 𝑗 (𝑖 ≠ 𝑗)からサンプリングした任意
のデータ𝑢に対して，̃𝑆 = Parser(LLM𝑖

NER (𝑌NER |𝑋NER))
により，固有表現の候補リスト 𝑆 = {𝑠1, ..., 𝑠𝑛} を生
成する．なお，多様な誤りパターンを生成するた
め，本過程は Top-Kサンプリング [14]によるデコー
ディング5）を行う．最終的に，ここで得られた固有
表現 𝑠𝑘 について 𝑢の正解データ 𝑆 = {𝑠1, ..., 𝑠𝑁 }を参
照しながら，正誤判定 𝑣𝑘，エラー分類 𝑐𝑘，修正後
の固有表現 𝑠𝑘 自動付与し，自己修正の教師データ
𝑧 = (𝑢, 𝑠𝑘 , 𝑣𝑘 , 𝑐𝑘 , 𝑠𝑘) を DSCに追加する．

5） top-𝑘 = 40に設定し 16個の系列を生成した．

4 評価実験
本稿では，“固有表現抽出における抽出エラーを

LLMが自ら検証し修正できるか？”という観点で評
価を実施する．先行研究 [15]に倣い，評価方法が公
平 (最も良い初期応答に対する修正可能性の評価)か
つ現実的 (正解データを参照しない自己修正の評価)
であることに留意して評価した．

4.1 実験設定
データセット: 化学分野の特許を対象に人手でア
ノテーションした固有表現抽出 (NER)のデータセッ
トを用いて評価する．本データセットは，4つのド
メイン (NCR，FIB，CR1，CR2) から構成されてお
り，In-domainおよび Out-of-domainの設定で評価す
る．データセットの詳細は付録 Aを参照されたい．
ベースライン: 抽出モデルのベースラインとし

て，BERT[1]と LUKE[16]に CRF層 [17]を追加した
BERTbase+CRF と LUKElarge+CRF を用意した．生成
モデルのベースラインとして，OpenAIの GPT-4o6）

を採用した．なお，GPT-4o はゼロショット設定お
よび文脈内学習 (In-Context Learning; ICL) を利用し
た設定の 2種類を比較した．提案モデルの LLMは
gemma-27）を採用し，QLoRA[18]による量子化を行
い指示学習した．詳細は付録 Bを参照されたい．
評価指標: 抽出した固有表現 𝑠𝑖 = (𝑒𝑖 , 𝑙𝑖) が正解の

固有表現リスト 𝑆 = {𝑠1, ..., 𝑠𝑁 }に含まれる場合を正
解とみなし，Micro-F1で性能評価した．

4.2 評価結果
In-domain の評価: 表 1 より，自己修正 (SC) に
基づく NER の同時指示学習を行った提案モデル
LLMNER+SC がベースラインと比較して大きく性能
向上していることがわかる．この結果から，NER
の学習過程で自らの誤りの検証や修正を学習す
ることは，NER の性能向上に大きく寄与すると
いえる．さらに，推論時に SC を実行したモデル
LLMNER+SC + Self-Correctionは，平均性能をさらに向
上させることを示した．この結果から，推論時に
自己検証 (SV)し，検証結果に基づき自己洗練 (SR)
することは，NERの抽出精度の向上に貢献すると
いえる．一方，SVの性能が 100%であると仮定した
場合の NERの性能 (Self-Correction w/ Oracle SV)は，

6） https://platform.openai.com/docs/models/gpt-4o

7） https://huggingface.co/google/gemma-2-2b-it
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表 1 In-domainおよび Out-of-domainにおける NERの評価結果．
In-domain Out-of-domain

Model NCR FIB CR1 CR2 mean NCR FIB CR1 CR2 mean
GPT-4o (zero-shot) 0.423 0.381 0.323 0.463 0.397 0.423 0.381 0.323 0.463 0.397
GPT-4o (ICL, 5-shot) 0.700 0.540 0.534 0.704 0.619 0.622 0.486 0.476 0.686 0.567
BERTbase+CRF 0.692 0.435 0.399 0.621 0.537 0.400 0.341 0.413 0.477 0.408
LUKElarge+CRF 0.761 0.519 0.516 0.740 0.634 0.606 0.477 0.569 0.680 0.583
LLMNER 0.769 0.569 0.558 0.726 0.655 0.622 0.509 0.544 0.680 0.589
LLMNER+SC 0.772 0.576 0.625 0.747 0.680 0.642 0.507 0.551 0.705 0.601
LLMNER+SC + Self-Correction 0.787 0.552 0.660 0.739 0.684 0.661 0.486 0.604 0.697 0.612

Self-Correction w/ Oracle SV 0.888 0.838 0.799 0.916 0.860 0.814 0.801 0.752 0.909 0.819

図 3 SVの性能と最終的なNERの性能の相関 (𝑟 = 0.951)．
In-domainおよび Out-of-domainの設定で評価した．

さらに高い値を示した．すなわち，SRにより回答
を修正する効果は大きく，SCが性能向上に寄与す
るかどうかは，SVに大きく依存すると推察される．

Out-of-domainの評価: 表 1より，自己修正に基づ
く指示学習の効果は，Out-of-domainにおいても健在
であることがわかる．さらに，推論時に SCを適用
すると平均性能が向上することから，Out-of-domain
においても SCによる修正は効果的であるといえる．

4.3 分析
SVの性能と SCの性能の関係性: 4.2節より，SC

の効果は SR よりむしろ SV に大きく依存する可
能性が示された．図 3に SVの性能と SC適用後の
NER性能の関係性を示す．SVと最終的な NERの性
能には，非常に強い正の相関 (𝑟 = 0.951)を確認でき
ることから，SCの効果は SVに大きく依存すること
がわかった．SCの効果がフィードバック生成 (本研
究における SVに対応する処理)の性能に大きく依
存することは，先行研究 [19, 10, 20]でも同様に指摘
されていることから明らかである．
自己修正により抽出エラーを抑制できたか？図 4

に抽出エラーの発生頻度を示す．LLMNER+SC より，

図 4 ドメイン NCR における抽出エラーの発生数．
NERは LLMNER，NER+SCは LLMNER+SC，Self-Correction
は LLMNER+SC + Self-Correctionに対応する．

NERと SCを同時指示学習することでラベル誤りを
伴う抽出エラーが抑制されていることがわかる．さ
らに，推論時に SCを適用することで，修正不可と
した抽出エラーを大幅に抑制するとともに，スパン
誤りやラベル誤りを伴う修正可能なエラーの発生頻
度も減少することが示された．したがって，本稿で
提案した NERと SCの同時指示学習および推論時に
SCを実行することは，NERをより精緻化すること
に貢献する．また，実際のエラー修正の事例につい
ては付録 Cを参照されたい．

5 おわりに
本研究では，固有表現抽出における抽出エラーを
抑制するため，固有表現抽出と自己修正を同時指示
学習するモデルを提案した．自己修正に基づく指示
学習は，固有表現抽出の性能を向上させるととも
に，推論時に自己修正を適用することでさらに抽出
エラーを抑制可能であることを示した．
今後の課題として，4.3節で示したように自己検
証 (SV)の性能を改善することが挙げられる．また，
関係抽出などの他の情報抽出タスクにおいても同様
に効果が得られるか検証する予定である．
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表 2 NCRおよび FIBの統計量．†はサンプルあたりの平
均値を示す．

NCR FIB
train dev. test train dev. test

サンプル数 831 193 194 676 161 126
単語数 † 67.5 63.6 64.7 51.1 52.3 57.5
固有表現数 † 5.0 4.7 5.0 4.5 5.0 5.0
usage 845 168 189 541 120 114
material 2,750 619 662 2,181 605 445
property 579 118 112 304 72 77

表 3 CR1および CR2の統計量．†はサンプルあたりの
平均値を示す．

CR1 CR2
train dev. test train dev. test

サンプル数 191 64 77 628 116 137
単語数 † 49.1 56.8 58.9 64.0 68.4 52.3
固有表現数 † 3.0 3.7 3.1 4.8 5.6 4.3
usage 142 49 71 539 120 109
material 411 178 161 2,251 474 435
property 24 7 8 238 52 51

A データセットの詳細
本稿では，化学分野の特許を対象として人手によ

るラベル付けを行い構築した固有表現抽出 (NER)の
データセットを用いて検証した．検証に使用する特
許は，非結晶性樹脂 (NCR)，繊維 (FIB)，結晶性樹脂
(CR1，CR2)のドメインを対象に収集した．表 2と
表 3 に検証に使用したデータセットの統計量を示
す．なお，指示学習および文脈内学習 (ICL)の事例
は train，モデルの分析 (2節，4.3節)は dev.，モデル
の性能評価 (4.2節)は testを用いて実験した．
本データセットでは，用途 (usage)，材料 (material)，

特性 (property)の 3種類の固有表現ラベルが用意さ
れている．各ラベルの定義と事例を以下に示す．
用途 (usage) 材料の用途あるいは機能を示す名詞

(複合名詞を含む)に付与するラベルである (例:
organic photocuring，medical tube，silicon rubber)

材料 (material) 用途を実現するための構成要素を
表す固有表現であり，形容詞を含む名詞に付
与する (例: separator，silicone oil，polyimide wet
gel)

特性 (property) 材料が持つ物理的な特性または用
途に関係する性質を表す (例: bending property，
super-hydrophobicity，melt strength)

図 5 ベースラインによる抽出結果および提案モデルに
よる抽出結果の修正例．

B モデルの設定
LLM の指示学習では，QLoRA[18] による量子化
を適用した．なお，𝛼 = 128，𝑟 = 64に設定した．ま
た，バッチサイズは 1，gradient accumulation stepsは
8，学習率は 2e-5に設定し学習を進めた．推論時は，
貪欲法によるデコーディングを実施した．なお，出
力のサブワード数の上限は，固有表現抽出 (NER)は
128，自己検証 (SV)は 12，自己洗練 (SR)は 16に設
定した．推論時の自己修正 (SC)における SVおよび
SRの繰り返し処理 (3.3節)は 8回を上限とした．

C 固有表現抽出の修正例
図 5 にベースラインの固有表現抽出結果と提案
手法における固有表現の修正例を示す．ベースラ
イン LLMNER は，正解の固有表現 (“dispersibility”,
“property”)を正しく抽出できているものの，“sanding
slurry”のラベルを “usage”と誤認識するほか，正解
の固有表現に部分一致しない無関係なエンティティ
“titanium dioxide”を誤抽出している．一方，提案手
法 LLMNER+SC + Self-Correctionはベースラインが誤
認識したラベルを修正することで (“sanding slurry”,
“material”)を導出できた．さらに，自己検証 (SV)に
より不要な固有表現8）を棄却することで，修正不可
な予測結果 (“titanium dioxide”, “material”)の誤抽出を
避けることができた．

8） 3.3節より，SVの予測結果が (𝑣̃𝑖 , 𝑐̃𝑖 ) = (incorrect, spurious)
となる固有表現 𝑠𝑖 を棄却する．
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