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概要
近年,顧客とのエンゲージメントを生む施策とし
てコミュニティの重要性や価値が増しており, コ
ミューン株式会社が提供する “Commune”のように
クライアントごとに個別のコミュニティを提供す
るサービスが注目されている. このようなコミュニ
ティ提供は顧客体験の向上に寄与する一方で,例と
してハッシュタグ推薦タスクにおいては,各コミュ
ニティが異なるハッシュタグ空間を持つため新たな
課題をもたらす. 本研究では,単一のモデルで複数の
コミュニティに対するハッシュタグ推薦を可能にす
るべくマルチラベル分類モデルを用いた二段階推薦
を提案する. 提案手法は実験の結果, NDCG@10 で
0.52を達成し、推論速度の観点からも実運用に適し
た有効性を確認した.

1 はじめに
様々な SNSサービスが存在する昨今において,顧

客との密接な関係性を構築することなどを目的とし
てクライアントごとのコミュニティを提供するサー
ビスが登場している. 例としてコミューン株式会社
が提供する “Commune”が挙げられる. 個別のコミュ
ニティを提供することは顧客体験の充実に繋がる可
能性がある一方で,機械学習を用いた施策を適用す
る上では問題点も生じる.
本研究ではその対象としてハッシュタグを推薦

するタスクを考える. ユーザ全員が利用できるハッ
シュタグが共通ならば一般的な推薦アルゴリズムに
よって解決できる. 一方でそれぞれのハッシュタグ
が別々のコミュニティ空間に閉じている場合,ある
コミュニティに対して別のコミュニティのハッシュ
タグを推薦することはできない. サービス成長に伴
うコミュニティ数の増加を考慮した場合,各コミュ
ニティごとにハッシュタグ推薦モデルを構築する場

合は増え続けるモデルリソースを管理する必要があ
り,最適なアプローチではない.
そこで本研究では,単一の推薦モデルを構築しつ
つ別々のコミュニティに対するハッシュタグ推薦を
行う方法を提案する. 投稿テキストを入力としたモ
デルが候補生成時にコミュニティごとの推薦候補を
出力した後にリランキングを行う二段階推薦の枠組
みを取った手法である. 本研究ではコミューン株式
会社が保有するデータを用いた実験を行い,提案手
法の有効性を確認する.

2 関連研究
二段階推薦のアプローチは Youtubeの動画推薦問
題に対して提案した Paulら [1]が先行事例として存
在する.近年では候補生成を別のモデルで行い LLM
によるリランキングを行う手法 [2] も提案されて
いる.

SNSサービスを想定してハッシュタグを推薦する
研究はこれまで盛んに行われてきている. Godinら
[3]は Twitterにおけるハッシュタグについて LDAを
用いたトピックモデリングによって推薦を行う手法
を提案している. Gongら [4]は Attentionと CNNを
組み合わせた手法を提案した.
ハッシュタグ推薦問題に対して sigmoidを用いる
マルチラベル分類でアプローチしている研究として
は Bansalら [5]の研究が挙げられる.
ハッシュタグ推薦の先行事例の多くが全ユーザが
共通のハッシュタグを利用できる状況を想定して
いる. 本研究の重要な点として対象とするコミュニ
ティごとに利用できるハッシュタグが異なる状況に
対するアプローチを提案している点にある.

3 手法: 二段階推薦
本研究ではハッシュタグ推薦の手法として二段
階推薦の枠組みを取る. それぞれのコミュニティに
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図 1 本研究で提案するハッシュタグ推薦モデル

図 2 候補生成器として用いるマルチラベル分類モデル

よって用いることができるハッシュタグが異なると
いう問題に対して,コミュニティごとの特徴を考慮
した単一のマルチラベル分類器を候補生成時に用
いることを提案する. そして得られた候補に対して
LightGBMによるスコアリングを行い最終的な推薦
結果を獲得する. 図 1に概要を示す.

3.1 候補生成: マルチラベル分類
本研究ではマルチラベル分類モデルを候補生成器

として扱う. 図 2にその概要を示す. モデル内での計
算は次の順序で行われる.

1. 投稿テキストに対して形態素解析を行い単語ご
とに分割する

2. Embedding Layerでベクトルに変換する
3. Bidirectional LSTM, Self-Attention 層を通して変
換する

4. 各投稿に紐づくコミュニティ IDを Community
Embedding Layerでベクトルに変換する

5. Community Embeddingと投稿テキストベクトル
を Concatする

6. コミュニティごとの出力層を用意しておき,投
稿ごとに対応する出力層からハッシュタグ推薦
候補を取得する

3.1.1 推薦候補の出力と損失計算
損失計算を行う際, モデルが出力する logitsはコ
ミュニティに対応したハッシュタグ数に対応して
いるが,正解ラベル側はバッチ内で固定長の長さに
なっている必要がある. そのため,正解ラベルにおけ
る当該コミュニティとは関連しないハッシュタグ候
補は PAD tokenとする. これらを無視して正解ラベ
ルとの Binary Cross Entropy損失を計算するため,マ
スキング付きの BCE損失関数を用いる.

3.2 ランキング: LightGBM

前述した候補生成モデルにより推薦候補を出力し
た後,リランキングのためのスコア付与を行う. ここ
では LightGBM [6]を用いる. LightGBMには投稿テ
キストとハッシュタグテキスト及び特徴量を入力
し,その投稿に対してハッシュタグが付与されるス
コアの予測を行う. 学習時には予めその投稿に紐付
くハッシュタグではないタグをランダムサンプリン
グによって同数抽出し,ネガティブとして与える. こ
の過程を通じて当該投稿に対してポジティブ,ネガ
ティブなハッシュタグのデータを用意し,二値分類
問題として LightGBMの学習を行う.

4 結果と考察
コミューン株式会社が運営するプラットフォーム
上での 2024年 9月から 12月のデータを対象に実験
を行った. なお当該期間における投稿件数が 10件以
下のコミュニティは除外した.

4.1 事前設定
データは予め 80 ％を学習データ, 残りをテスト
データとして学習データを用いて候補生成モデ
ル・ランキングモデルを学習させた後,テストデー
タに対してモデルは 10 件のハッシュタグを推薦
する. Precision, Recall, MAP, MRR, NDCG による比
較を行った. 各モデルで用いる埋め込みモデルに
は fastTextに対して Bloom Embeddingなどの拡張を
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表 1 各モデルにおける評価結果
モデル Precision@10 Recall@10 MAP@10 MRR@10 NDCG@10

Simple Candidate Generator 0.0187 0.0704 0.0283 0.0572 0.0468
MultiLabel Classifier 0.1590 0.5805 0.3838 0.5417 0.4773
LightGBM 0.1624 0.6028 0.3528 0.4988 0.4601
LightGBM + Simple Candidate Generator 0.1699 0.6274 0.3905 0.5411 0.4941
LightGBM + MultiLabel Classifier 0.1812 0.6716 0.4229 0.5706 0.5292

行った埋め込みモデルである floret [7]を用いた. 予
め dim=300, skip-gramの設定でコミューンが保持す
る投稿テキストデータに対する事前学習を行った.
投稿内のテキスト及びハッシュタグを単語分割した
後, floretを用いてベクトル化し連結させたものを特
徴量とした.

4.2 ベースライン手法
本研究で対象とした手法である LightGBM とマ

ルチラベル分類器による二段階推薦に加えて,それ
ぞれのモデルを単一で用いて推薦を行う手法,また
Simple Candidate Generatorを用いて推薦を行う場合
との比較を行った.

Simple Candidate Generator 投稿テキスト内の
単語との編集距離・コミュニティにおける出現頻
度・投稿テキストとハッシュタグを同じモデルで
文書ベクトルに変換し,投稿テキストベクトルに対
しての近傍, という 3 種類の方策で得られたハッ
シュタグを候補として出力する. 近傍探索数は 30と
した.

4.3 実験結果
表 1に実験結果を示す. まず結果から述べられる

こととして,二段階推薦の優位性が確認できたこと
が挙げられる. LightGBM及びマルチラベル分類器
のみを使って推薦する場合よりも候補生成器と組み
合わせた場合のほうが良い結果となった.
またマルチラベル分類器を候補生成器として用い

ることで Simple Candidate Generatorを使う場合より
もすべての指標で良好な結果が得られている. 実際
に投稿テキストに対して付与されたハッシュタグの
データを用いて学習を行ったことで効果的な候補生
成が可能になることがわかった.

4.4 エラー分析
ここでは候補生成器として Simple Candidate

Generatorとマルチラベル分類モデルによる候補生

表 2 投稿データおよび各候補生成結果の比較例
投稿内容 コミュマネ CS のみなさん こんにち

は。新機能を解説するイベントをやっ
てほしいのお声から新機能リリース
説明会 (オンライン Zoomウェビナー)
の開催が決定！ぜひご参加しません
か？？

候補生成モデル 生成結果 (上位 10件)

マルチラベル お知らせ,コミュニティ運営,イ
ベント, 悩んでます, コミュニ
ティ知見,はじめての方へ,オン
ラインイベント,新機能, DM,関
西

シンプル チャレンジ,コミュニティ運営,
悩んでます, ウェビナー, 解説,
リリース,仲間,オンラインイベ
ント,イベント,コミュニティ

実際のタグ 新機能, 解説, はじめての方へ,
リリース, お知らせ, コミュニ
ティ運営,イベント

成結果の違いについて述べる. 表 2に出力結果の一
例として上位 10件の候補生成結果を示す. 実際のタ
グとマルチラベル分類モデルによる生成結果を比較
するとこちらは 4件のタグが予測が成功している.
一方で Simple Candidate Generatorでは 2件に留まっ
ている. この中でも “新機能”というタグについて着
目すると,投稿内容の中にこの単語が含まれている
が後者の結果には含まれていない. これは分かち書
きの問題によるものである. “新機能”は UniDic辞書
もしくは IPADic辞書を用いたMeCabによる処理で
は “新・機能”と分かち書きされる. Simple Candidate
Generatorでは編集距離によるスコアリングも行わ
れているものの他のタグがより高いスコアを記録し
たため上位 10件には “新機能”タグが出現しなかっ
たと考えられる. こうした事象の積み重ねによって
候補生成の質に差が生じ,推薦評価結果に現れたと
いえる.
また図 3で示されているように, NDCG@10が高
く推薦が機能しているコミュニティは平均投稿数が
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図 3 コミュニティの平均投稿数に応じた NDCG@10の
比較

そうでない場合と比べて多いことが確認された. こ
の結果は,投稿数の違いが推薦精度に影響を与える
可能性を示唆している. 特に比較的データ量が少な
いコミュニティに対する推薦精度の向上が今後の課
題であると考えられる.

4.5 埋め込みモデルについての比較
今回用いた floretとは別に LightGBMとマルチラ

ベル分類モデルを組み合わせた二段階推薦につい
て,埋め込みモデルに関する手法の比較を行った.

4.5.1 TF-IDF
投稿内のテキスト及びハッシュタグを単語分割し

た後,それぞれを TF-IDFによるベクトル化を行って
連結させる. 更にそれを TruncatedSVDを用いて 300
次元に圧縮したものを LightGBMの特徴量とする.

4.5.2 Ruri
日本語性能を高めた埋め込みモデルである Ruri[8]

(cl-nagoya/ruri-small)を比較対象とした. Ruriを用い
る上では二つの方式を試した. まず一つが TF-IDF,
floretと同様に投稿テキストとハッシュタグをそれ
ぞれベクトル化した後に連結させる方策 (Separate)
である. Ruriの学習時の設定に倣い,ハッシュタグに
は “クエリ: ”,投稿テキストには “文章: ”を prefixと
して設定した. もう一つが SEPトークンで投稿テキ
ストとハッシュタグを結合させて一つの文章とし,
それをベクトル化する方策 (Unified)である. こちら
は結合した文章に対して “文章: ”を prefixとして設
定した.

表 3 LightGBMで用いる Vectorizerについての比較結果
Vectorizer NDCG@10 変換速度
TF-IDF with SVD 0.4550 0.0253s/it
floret 0.5292 0.0001s/it
cl-nagoya/ruri-small 0.0788s/it
with unified 0.1995 -
with separate 0.4785 -

4.5.3 結果
得られた結果のうち NDCG@10を表 3に示す. 今
回の手法の中で最も高い精度だったのは floretを用
いる場合となった. 次点で Ruri を Separate で用い
る方策であった. Separateが優れていた理由として,
ハッシュタグ推薦の問題において文脈情報がそれほ
ど重要でなかった可能性が考えられる. 文字情報だ
けでは紐付きが見出だせないハッシュタグがつく
ケースも多いが,それ以上に表層的な文字情報を直
接活かして推論に役立てることが求められていたと
思われる.
また各モデルについて, 400文字程度のテキスト
に対するベクトルへの変換速度を測定した. Ruriを
用いる場合の変換速度は平均約 0.07秒 (CPUにて)
であった. 実運用を見据えた推論速度を考えても
floretを用いる場合が最も適切なモデルであったと
言える.

5 おわりに
本研究ではハッシュタグの空間が異なる別々のコ
ミュニティに対して,候補生成器にマルチラベル分
類モデルを用いた二段階推薦によってハッシュタグ
推薦を行う手法を提案した. 実験の結果, NDCG@10
で 0.52及び推論速度という実運用を見据えた観点
から見ても提案手法が有効であることが確認され
た. 特に, 単一のマルチラベル分類モデルであっ
ても複数の出力層を持たせて学習させることでコ
ミュニティごとに有効な候補を生成できることがわ
かった.
一方で, 学習データが相対的に少ないコミュニ
ティに対しては推薦が上手く機能していない可能性
が示唆された. 推薦が容易でないコミュニティの推
薦に対して損失関数を動的に調整するなどの改善が
必要だと考えられる.
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