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概要
本研究では、大規模音声認識モデルであるWhisper

に基づく音声感情認識手法を提案する。近年盛んに
研究が行われている、事前学習済み音声エンコーダ
に基づく音声感情認識手法では、言語的な情報を十
分に考慮することができなかった。そこで多量の
データ・複数の音声言語処理タスクで事前学習され
たWhisperのデコーダを用いることで、言語情報も
考慮した感情認識手法の実現を目指した。また、音
声認識や性別認識といったサブタスクのトークンを
含めた単一系列をデコーダで生成するマルチタスク
学習手法を提案した。

1 はじめに
音声感情認識（Speech Emotion Recognition; SER）
は、音声から人間の感情を識別する技術であり、メ
ンタルヘルスケアやカスタマーサービス等において
重要な役割を果たすため近年盛んに研究が行われて
いる [1, 2, 3]。SERタスクは、カテゴリカルな分類
とディメンショナルな分類に大別される [4]。カテ
ゴリカルな感情分類は、発話を「喜び」「悲しみ」等
の感情カテゴリに分類する、多クラス分類タスクで
ある。一方、ディメンショナルな感情分類は、感情
状態を感情価（Valence）、覚醒度（Arousal）、支配性
（Dominance）といった複数の次元で表し、それぞれ
の数値を推定する回帰タスクである。本研究ではカ
テゴリカルな感情分類に焦点を当てる。
近年、多くの音声処理タスクにおいて、Transformer
エンコーダ [5]に基づく事前学習済みの音声処理モ
デル（音声エンコーダ）の活用が検討されている。
SERにおいても、wav2vec 2.0 [6]や HuBERT [7]など
の自己教師あり学習（Self-supervised Learning; SSL）
モデルに、感情認識結果を得るための小規模なデ
コーダを連結した手法が、従来手法を上回る精度を

達成している [8, 9, 10]。wav2vec 2.0などの SSLモデ
ルは、大量のデータを用いた事前学習によって声の
高さや音色などの韻律に関する豊富な知識を獲得し
ており、その知識が SER等の下流タスクに役立て
られていると考えられる。一方で、SSLモデルの持
つ言語に関する知識は限定的であり、単語の意味や
単語同士の関連（文脈）などの言語情報を十分考慮
できない。そのため、SSLモデルに基づく SERは、
韻律情報だけでは解くことが難しいケースの認識精
度が低いことが知られている [10]。
音声エンコーダとして、大規模な音声認識（Au-

tomatic Speech Recognition; ASR）モデルWhisper [11]
のエンコーダを用いた SER手法も提案されており、
SSLモデルに基づく手法と同等以上の精度を達成す
ることが示されている [12, 13, 14, 15]。多言語 ASR
や音声翻訳といった複数の音声言語処理タスクで教
師あり学習されたWhisperは、SSLモデルと比べて
豊富な言語知識を持つと考えられる。またエンコー
ダ・デコーダ型の TransformerモデルであるWhisper
のデコーダは、単語の意味や文脈等を考慮してテキ
ストを生成する、一種の言語モデルとしての機能を
有する [16, 17]。そのため、Whisperデコーダを SER
に利用することでより多くの言語情報を考慮した感
情認識を行える可能性がある。しかし、Whisperに
基づく既存手法 [12, 13, 14, 15] はいずれも Whisper
エンコーダと小規模なデコーダで構成されており、
Whisperデコーダの利用は検討されていない。
他のアプローチとして、韻律と言語情報の両方を
考慮するため、音声とテキストを入力として用いる
マルチモーダル SER1）が存在する [18, 19, 20, 21]。し
かしこれらのモデルは、モダリティごとのエンコー
ダや外部の ASRモデルなど多くのモデルを結合す
るため構成が複雑であり、SERタスクで全体を最適

1） 音声とテキストに基づく感情認識手法はマルチモーダル
SERと呼ばれ、画像や生体信号等を含めた複数のモダリティ
を扱うマルチモーダル感情認識と区別される。
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図 1 Whisper に基づく SER。埋め込み層（Embedding
layer）、位置埋め込み（Positional encoding）、出力の投射層
（Projection layer）は省略されている。

化することが困難であるという課題があった。
本研究では、Whisperアーキテクチャ全体を活用

した SER手法であるWhisper-ERを提案する。事前
学習されたWhisperデコーダの言語知識を利用する
ことで、小規模なデコーダを用いた従来手法より多
くの言語情報を考慮した感情認識が行えると考え
た。提案手法は、Whisperの語彙を拡張し、感情クラ
スを表す追加トークン（例：“<|happy|>”）を導入す
る。その後、感情トークンを出力するようモデル全
体を追加学習する。加えて、単一の系列で複数のタ
スクを学習するマルチタスク学習手法（SerialMTL）
を提案する。ASR や性別認識（Gender Recognition;
GR）などのサブタスクを学習させるマルチタスク学
習（Multi-Task Learning; MTL）により、SERの性能
が向上することが知られている [22, 23, 24, 23, 25]。
SerialMTLでは複数タスクのトークンを連結した単
一の系列（例：“Really good . <|happy|>”）を推定す
る。従来の MTLを用いた手法と比べ、サブタスク
ごとにデコーダを追加する必要がなく、モデル構造
がシンプルで拡張しやすい利点がある。また、従来
のマルチモーダル SERと比べても、外部の ASRモ
デルやモダリティごとのエンコーダが不要であり、
SER精度に対して全体を最適化できる利点がある。

IEMOCAP [4]データセットを用いた実験で提案手
法の有効性を検証した。Whisper-ERは従来手法の認
識精度を相対的に 4.6%改善し、SerialMTLによって
更に 6.3%の改善を得た。また、提案手法により、言
語情報に強く依存する感情（“Happy”と “Angry”）の
識別性能が大きく改善することを確認した。分析で
は、提案手法におけるWhisperデコーダが持つ事前
学習済みの言語知識の重要性を検証した。

2 従来手法
本節では、Whisperエンコーダに基づく従来手法
の概要を説明する（詳細は付録 Aに示す）。従来手
法のエンコーダは自己注意機構（Self-Attention）を
備えた 𝑁 層のニューラルネットワークで構成され
るWhisperエンコーダであり、デコーダは平均プー
リング層（Average pooling）と全結合層（FC layer）に
よって構成される（図 1(a)）。ここで、モデルの入力
である音声特徴量を 𝑿、対応する正解感情クラスを
𝑐 ∈ {1, · · · , 𝐶} とする。𝐶 は感情クラスの総数であ
る。従来手法のモデルは、エンコーダとデコーダを
通して 𝑿から感情クラスの事後確率分布 𝒑 ∈ (0, 1)𝐶

を出力する。モデルは 𝒑と 𝑐間の交差エントロピー
誤差で学習され、推論時には 𝒑から最も確率の高い
クラスを選択することで推定感情 𝑐を得る。

3 提案手法
本節では、提案手法 Whisper-ER の概要を説明す
る（詳細は付録 B に示す）。Whisper-ER は Whisper
アーキテクチャ全体を利用した SERモデルである。
エンコーダには従来手法と同様にWhisperエンコー
ダを、デコーダには 𝑁 層のデコーダ層で構成される
Whisperデコーダを使用する（図 1(b)）。各デコーダ
層はエンコーダの出力をデコーダに取り込む相互
注意機構（Cross-Attention）を備える。提案手法では
Whisperの語彙を拡張して感情やサブタスクのクラ
スを表すトークンを追加する。例えば “<|happy|>”
というトークンは感情クラス “Happy”を意味する。
本研究では 2種類の学習方式、STLと SerialMTL

を検討する。STLは、Whisperを単一のタスクで追
加学習する学習手法であり、SERタスクの場合、モ
デルは感情ラベルに対応するトークンを出力するよ
う学習される。表 1の 2行目に STLで学習するトー
クン系列の一例を示す。SerialMTLはメインタスク
とサブタスクの認識結果を含む単一のトークン系
列を自己回帰的に生成するマルチタスク学習手法
である。表 1の 3行目に SerialMTLで学習するトー
クン系列の一例を示す。例において、トークン系
列には ASR (“Really good .”)、GR (“<|male|>”)、SER
(“<|happy|>”)のトークン系列が含まれる。以降、こ
のタスク設定を “ASR+GR+SER”と記述する。この
設定では SERの出力が ASRや GRの出力に条件づ
けられるため、SerialMTLは言語情報（と性別情報）
を考慮した一種のマルチモーダル SERとみなせる。
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表 1 提案手法Whisper-ERにおける正解トークン系列の例
タスク Token Sequencea

STL SER <|sot|> <|en|> <|transcribe|> <|notimestamps|> <|happy|> <|eot|>
SerialMTL ASR+GR+SER <|sot|> <|en|> <|transcribe|> <|notimestamps|> Really good . <|male|> <|happy|> <|eot|>
a トークン系列中の青字のテキストは目的タスクのトークン、黒いテキストは特殊トークンを示す。最初の 4トークンは
プレフィックスとして与えられる。<|sot|>と <|eot|>は <|startoftranscript|>と <|endoftext|>の省略形。

4 実験
4.1 実験設定
実験では、SER の研究で広く用いられている

IEMOCAPデータセットを使用した [4, 8, 9, 23, 26]。
IEMOCAP には 10 名のアメリカ英語話者による約
12時間分の 1対 1会話の演技音声が含まれ、書き起
こしおよび 3 名のアノテータによる感情ラベルが
付与されている。先行研究 [27, 9]に従い、4クラス
のカテゴリカル感情分類（Neutral、Happy+Excited、
Sad、Angry）を実施した。実験に使用した発話数は
合計 5531（Neutral: 1708、Happy: 1636、Sad: 1084、
Angry: 1103）である。学習データと評価データで話
者が重複しない話者オープンの設定で実験を行い、
1 組の話者ペアの会話を評価データ、1 組を検証
データ、残り 3組を学習データとして leave-one-out
交差検証を行った。

SERの手法として、従来手法（§2）とWhisper-ERの
手法（STL、SerialMTL）（§3）を比較した。SerialMTL
では、サブタスクが SER の結果に及ぼす影響を
調べるため、ASR+SER、GR+SER、ASR+GR+SERの
3 通りを比較した。また、各手法において 2 つの
サイズのWhisper（base2）と large-v33））を使用した。
Whisperのエンコーダ及びデコーダ層の数は、 base
が 6 層、 large-v3 が 32 層である。学習可能なパラ
メータ数を付録 C に示す。学習は最大 24,000 ス
テップ行い、実効バッチサイズは 16 とした。480
ステップごとに精度検証を行い、モデルを保存し
た。早期終了は性能が 20 回連続で改善しない場
合に適用した。最適化手法には AdamW（𝛽 = 0.9、
𝛽2 = 0.999）を用い、学習率を 1𝑒 － 5 に設定の上、
ReduceLROnPlateauスケジューラを利用した。MTL
では SERの認識精度を精度検証に用い、STLではそ
れぞれのタスクの認識精度を精度検証に用いた。学
習終了後、検証に基づき上位 10モデルを選び、そ
れらのパラメータを混合して最終モデルを作成し

2） https://huggingface.co/openai/whisper-base

3） https://huggingface.co/openai/whisper-large-v3

表 2 Whisper baseと large-v3における SERの結果
Whisper タスク WA↑ UA↑

base 従来手法 SER 67.7 68.5

Whisper-ER STL SER 71.9 72.7

SerialMTL A+S 72.4 72.9
G+S 73.2 74.0
A+G+S 74.1 74.8

large-v3 従来手法 SER 74.2 74.7

Whisper-ER STL SER 77.3 78.1

SerialMTL A+S 78.2 78.9
G+S 77.9 78.9
A+G+S 78.7 79.4

た。Whisper-ERの推論時には、ビーム幅 4でビーム
探索を行った。SERの評価指標として、発話ごとの
精度の平均であるWeighted Accuracy（WA）、および
クラスごとの精度の平均である Unweighted Accuracy
（UA）を使用した。GRは Accuracy（Acc）、ASRで
はWord Error Rate（WER）で評価した。

4.2 実験結果
表 2 に各手法の SER の結果を示す。Whisper-ER

STLはWhisper base、large-v3の両条件で従来手法を
上回った。特に、Whisper large-v3の条件で、STLは
UA 78.1%であり、従来手法を 4.6%相対的に改善し
た。また、Whisper-ER SerialMTLは両条件で STLを
上回った。Whisper large-v3の条件で、SerialMTLは
UA 79.4%であり、従来手法および STLに対してそ
れぞれ 6.3%と 1.7%の相対的な改善を得た。そのた
め、ASRと GRがそれぞれ SERの改善に寄与し、こ
れらを組み合わせることでより大きな改善が得られ
たと考えられる。これらの結果は、先行研究とも整
合している [22, 23]。以降はWhisper large-v3を用い
た実験結果についてのみ述べる。
表 4にWhisper-ERの STL（SER、GR、またはASR）

と SerialMTLの比較を示す。上述の通り、SerialMTL
による SERタスクの改善が見られた。SerialMTLの
ASR結果（WER 17.3%および 17.8%）は、追加学習
を行う前のWhisper（3行目、22.2%）と比べ改善し
ているものの、STL（16.7%）を下回った。GRに関
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表 3 提案手法により SER結果の改善が見られた例。
Audio (書き起こし) 正解 従来手法 Whisper-ER

(i) “We might be able to bring up a splendid little debate about this intemperate tots.” Angry Happy Angry
(ii) “And it’s so close so you can come visit me all the time.” Happy Angry Happy

表 4 SERとサブタスクの結果
SER GR ASR

タスク WA↑ UA↑ Acc↑ WER↓

Whisper-ER ASR - - - 22.2

SER 77.3 78.1 - -
STL GR - - 99.6 -

ASR - - - 16.7

A+S 78.2 78.9 - 17.3
SerialMTL G+S 77.9 78.9 99.4 -

A+G+S 78.7 79.4 99.4 17.8
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64 72 18 938

(b) Whisper-ER (SerialMTL)

図 2 従来手法と提案手法における SERの混同行列

しては、STLと SerialMTLの間に有意な差は見られ
なかった。SerialMTLは単一モデルで複数の属性を
推定でき、STLと近い精度を達成できる手法である
と言える。そのため、感情や話者属性などの多くの
情報を含んだ書き起こしを生成する簡便な手法とし
て、今後の発展が期待される。

4.3 議論：言語情報を考慮できたか？
ディメンショナルな感情分類において、言語情

報を考慮することで Valence の推定精度が向上す
ることが知られている [10]。また感情を Valenceと
Arousalの二次元で表した感情の円環モデル [28]に
よれば、HappyとAngryはValenceの大小で区別する
ことができる。従って、カテゴリカル感情分類にお
いても、言語情報を考慮することで Happyと Angry
の誤分類が減少すると予想される。図 2は、従来手
法と提案手法における混同行列を示したもので、提
案手法は Happyと Angryの誤分類を従来手法に比べ
て 37.1%削減しており、全体の誤分類減少率 15.4%
の中で大きい割合を占める。この結果は、提案手法
が従来手法より多くの言語情報を考慮しており、そ
れが精度改善に繋がったことを示唆している。

表 5 Whisperデコーダの事前学習の有無による精度変化
の検証

タスク デコーダ WA↑ UA↑

Whisper-ER SER 事前学習あり 77.3 78.1
事前学習なし 74.5 75.3

従来手法 SER 事前学習なし 74.2 74.7

表 3は SERの認識結果の実例である。例 (i)の発
話は “splendid”というポジティブな単語が含まれて
いるが、文全体として皮肉や軽蔑を示しており、正
解感情は Angryである。従来手法が誤って Happyを
認識したことに対し、提案手法は正しい感情 Angry
を認識した。また Happyと Angryの発話は韻律的特
徴が似ており、区別するために言語情報が必要な場
合が多い。(ii)は従来手法が Happyを Angryと誤っ
て認識した例であり、この場合も提案手法は正しく
認識できた。これらの結果から、提案手法はより多
くの複雑な言語情報を考慮し、それが全体的な精度
改善に繋がったと考えられる。
提案手法において Whisper デコーダの事前知

識の有無が認識精度に与える影響を調査した。
Whisper-ER STL において Whisper デコーダのパラ
メータをランダム初期化した場合、UAは 78.1%か
ら 75.3%と従来手法と同等程度まで低下した（表
5）。そのため、Whisperデコーダの持つ言語等に関
する事前知識が SERの推定に寄与したと考えられ
る。また、デコーダのサイズやアーキテクチャの違
いが、従来手法と提案手法の性能差の主な要因では
ないことも示している。

4.4 おわりに
本研究では音声認識モデルWhisperを用いた音声
感情認識（SER）手法を提案した。提案手法は様々
な音声言語処理タスクで学習された Whisper のデ
コーダを SERに利用することで、韻律情報と言語情
報を考慮した感情認識を行う。加えて、SERと同時
に音声認識や性別認識といったサブタスクを推定す
るマルチタスク学習手法を提案した。今後の展望と
して、サブタスクの性能低下を防ぐ手法の検討や、
話者識別やディメンショナルな感情分類など様々な
サブタスクを追加することなどが挙げられる。
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A 従来手法の詳細
従来モデル（§2）は、下式のように入力音声 𝑿 か

ら感情クラスの事後確率分布 𝒑を推定する。

𝑯 = ENC (𝑿; 𝜽𝑒) , (1)

𝒑 = softmax
(
FC

(
Pool(𝑯); 𝜽 𝑓

) )
, (2)

𝑯 ∈ ℝ𝐿×𝐷 はエンコーダによる長さ 𝐿 の音声ベクト
ルであり、𝐷 はそのベクトル次元である。ENC(·)、
Pool(·)、FC(·) はそれぞれエンコーダ、平均プーリ
ング、全結合層を表す。𝜽𝑒 と 𝜽 𝑓 はエンコーダとデ
コーダのパラメータ集合を表す。得られた事後確率
𝒑 = (𝑝1, 𝑝2, ..., 𝑝𝐶 ) から最も確率の高いクラスを選
択することで認識結果 𝑐が得られる：𝑐 = argmax

𝑖
( 𝒑)。

モデルは、𝒑と 𝑐間の交差エントロピー誤差Lの最
小化を学習する。

L = − log 𝑃 (𝑐 | 𝑿) , (3)

𝑃(𝑐 |𝑿) = 𝒑𝑐 は 𝒑 のうち正解クラス 𝑐 に割り当てら
れた出力確率を示す。𝜽𝑒 の初期パラメータは事前
学習済みのWhisperエンコーダから継承し、𝜽 𝑓 はラ
ンダムな値を用いる。

B 提案手法の詳細
提案手法では、式 (1)のようにエンコーダで音声

ベクトル 𝑯を抽出した後、出力トークン系列を自己
回帰的に生成する。具体的には、𝑖 番目の出力トー
クンに対する確率 𝒑𝑖 ∈ (0, 1)𝑉+𝑊 は次式で計算さ
れる。

𝒑𝑖 = softmax(DEC(𝑯, 𝒚̂1:𝑖−1; 𝜽𝑑)), (4)

𝑉 は Whisper の元の語彙数、𝑊 は追加トークンの
数である。𝒚̂1:𝑖−1 は過去に生成されたトークン列、
DEC(·) はデコーダ、𝜽𝑑 はデコーダのパラメータ集
合を表す。𝜽𝑑 の初期パラメータは事前学習済みの
Whisperデコーダから継承する。本研究では 2種類
の学習方式、STLと SerialMTLを提案する。

B.1 シングルタスク学習 (STL)

STLは、Whisperを単一の目的タスクで追加学習
する学習手法である。SERタスクの場合、モデルは
感情ラベルに対応するトークンを含む系列を出力す
るよう学習される（例：表 1の 2行目）。このトー
クン列には、言語タグやタイムスタンプタグなど、
Whisper特有の特殊トークンが含まれている。STL

における損失関数 LSTL は、ASRで用いられる交差
エントロピー損失と同一である。正解のトークン列
を 𝑦 = (𝑦1, 𝑦2, . . . , 𝑦𝐼 ), LSTLとすると、LSTLは以下で
定義される。

LSTL = −
𝐼∑

𝑖=1
log 𝑃(𝑦𝑖 | 𝑿), (5)

𝑃(𝑦𝑖 |𝑿) = 𝒑𝑖,𝑦𝑖 は、𝒑𝑖 のうち正解トークン 𝑦𝑖 に割り
当てられた出力確率を示す。なお、上式において特
殊トークンは <|endoftext|> を除き 𝑦 に含めないた
め、SERタスクの場合 𝐼 = 2となる。

B.2 マルチタスク系列学習 (SerialMTL)

SerialMTL ではメインタスクとサブタスクの
認識結果を含む単一のトークン系列を自己回帰
的に生成する。学習時の正解トークン系列は、
𝑦 = 𝑦 (1) ⊕ 𝑦 (2) ⊕ · · · ⊕ 𝑦 (𝑇 ) のように定義される。
𝑦 (𝑡 ) = (𝑦 (𝑡 )1 , . . . , 𝑦 (𝑡 )

𝐼 (𝑡 )
) (𝑡 ∈ {1, 2, . . . , 𝑇}) は、𝑡 番目の

タスクに対応する長さ 𝐼 (𝑡 ) のトークン列である。⊕
は左右の系列を連結する操作を表す。SerialMTLの
損失関数LSerialMTL は下式で定義される。

LSerialMTL =
𝑇∑
𝑡=1

©­«− 1
𝐼 (𝑡 )

𝐼 (:𝑡 )∑
𝑖=𝐼 (:𝑡−1)+1

log 𝑃(𝑦𝑖 | 𝑿)ª®¬ (6)

𝐼 (:𝑡 ) =
∑𝑡

𝑘=1 𝐼
(𝑘 ) は 𝑦 に含まれる 𝑦 (𝑡 ) の終端のイン

デックスであり、𝐼 (:0) = 0 とする。式 (5) との違い
は、各タスクの損失を、そのタスクの系列長 𝐼 (𝑡 ) で
正規化してから合計する点である。これにより、
ASRなどの長い系列を持つタスクが支配的になるこ
とを防ぎ、タスクごとの系列長が異なっても、バラ
ンスの取れた学習が行える。

C 実験設定
表 6 各モデルの学習可能なパラメータ数

Whisper パラメータ数
base 従来手法 20M

Whisper-ER 72M

large-v3 従来手法 635M
Whisper-ER 1.54B
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