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概要
本研究では、講義を受けた学生が質問に回答す

る形式で講義内容について記述したテキストで
ある「振り返りテキスト」を用いた学生の成績推
定に取り組む。具体的には、2 人の学生の初回講
義の振り返りテキストから、最終的にどちらが
より高い成績を収めるかを予測する成績上下予
測を、Meta-Llama-3.1-8B、Llama3.1-Swallow-8B-v0.2、
Llama-3-ELYZA-JP-8B、Ruri-largeの 4つの言語モデ
ルを利用して行う。九州大学の 3つの講義における
振り返りテキスト及び成績データを使用した実験の
結果、複数のモデルの出力を多数決によって集約す
ることで、およそ 60%の精度で成績の上下を判別す
ることができた。

1 はじめに
大学教育において、学習意欲の低下や成績不振に

よる学生のドロップアウトを防止するために、早期
に学習状況を把握し、適切なサポートを提供するこ
とは重要である。そのため、累積 GPA[1, 2]や出席
[3]、課題の成績 [4]など、試験以外の様々な要素を
用いて学生の成績を予測する取り組みが行われて
いる。しかし、出席データは十分な量が蓄積される
までは有効な予測材料にはなりにくく、また課題の
採点には多大な労力が必要であり、受講者および採
点者の負担が大きい。そこで、本研究では成績予測
の根拠として「振り返りテキスト」に注目する。振
り返りテキストとは、学生が講義について表 1に示
す 5つの質問に答える形式で記述したテキストであ
る。毎回の講義で学生自身が理解した内容や理解で
きなかった点が記述されており、これらは成績を予
測する上で重要な手がかりとなるとともに、その内
容を基にしたフィードバックの提供が可能であると
考えられる。しかし、振り返りテキストは成績に直
接結びつく記述ではないため、人間が内容を一目で

表 1 振り返りテキストにおける 5つの質問
番号 質問内容

1 今日の内容を自分なりの言葉で説明してみてく
ださい

2 今日の内容で、分かったこと・できたことを書
いてください

3 今日の内容で、分からなかったこと・できな
かったことを書いてください

4 質問があれば書いてください
5 今日の授業の感想や反省を書いてください

見て成績を予測することは困難である。また、振り
返りテキストのような自由記述文が成績予測にとっ
て有用な情報を含むかどうかは、現時点では十分な
分析はされていない。
近年、GPT-4 [5]や Llama-3 [6]などの大規模言語
モデル (LLM)はテキスト生成タスクにおいて高い
性能を示し、これらのモデルの言語理解能力が注
目を集めている。また、成績推定タスクにおいて
も言語モデルを利用する試みが行われており、例
えば Quら [7]は BERT [8]を特徴抽出器として利用
し、講義に対するコメントを成績推定のための特徴
量の 1つとして活用している。Llama-3などの LLM
は BERTよりも高次元の埋め込みを利用しているた
め、より多くの情報を抽出できると考えられる。ま
た、LoRA（Low-Rank Adaptation）[9]などの効率的
なファインチューニング手法により、計算コストを
抑えつつタスクに特化したモデルを構築することが
可能となっている。
そこで、本研究では、振り返りテキストに含まれ
る情報を LLMを利用して抽出し、成績推定を試み
る。具体的には、2人の学生の初回講義の振り返り
テキストを LLMに入力することによって、2人のう
ちどちらの最終的な成績が上になるか予測する、成
績上下推定に取り組み、振り返りテキストが成績予
測にとって有用な情報を含んでいるか検証する。
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表 2 講義ごとの成績分布
成績 講義 1 講義 2 講義 3

A 36 41 151
B 38 177 16
C 12 102 12
D 2 20 7
F 3 31 39
合計 91 371 225

2 振り返りテキストからの成績推定
2.1 データセット
本研究では、九州大学の 3つの講義における振り

返りテキストと成績データを使用する。本稿では、
各講義をそれぞれ講義 1、講義 2、講義 3と呼ぶ。
講義 1 はサイバーセキュリティに関する講義であ
り、パスワード設定から情報倫理や暗号まで、サイ
バーセキュリティに関する内容を扱っている。講義
2は情報科学に関する講義であり、情報通信技術か
らデータサイエンスや人工知能まで、情報に関わる
幅広い技術の基礎理論を学ぶ講義である。講義 3は
信号処理に関する講義であり、デジタル信号の変
換、伝達に用いられる技術について演習を交えなが
ら進めていく講義である。
各講義における成績の分布を表 2に示す。各講義

では全 15週分の振り返りテキストが収集されてい
るが、本研究では早期検出を目的とし、第 1回講義
のテキストのみを利用する。表 4に講義 1において
成績の良かった学生 X、良くなかった学生 Yの振り
返りテキストの例をそれぞれ示す。学生 X は質問
1、「今日の内容を自分なりの言葉で説明してみてく
ださい」に対して講義内容に沿った説明をしている
が、学生 Yは講義内容の説明というよりは講義に対
する感想を述べている。また、質問 3、「今日の内容
で、分からなかったこと・できなかったことを書い
てください」に対しても、学生 Xは回答で講義内容
に触れているが、学生 Yは講義内容には触れず自身
の反省を述べている。
本研究における実験では、講義ごとに、学生を単

位とする 5分割交差検証を実施する。具体的には、
講義ごとに学生を学習用、開発用、テスト用に 3:1:1
の割合で分割し、各分割内で、各学生とその学生と
は異なる成績であった学生をランダムな 10人選び、
それらの学生のデータを組み合わせ、各組み合わせ
の成績の上下を予測する。この際には、第一回の振
り返りテキストに何も記入していない生徒は除外

表 3 講義ごとのデータ数の平均値 (括弧内は分割された
学生の人数を表す)

分割 講義 1 講義 2 講義 3
訓練 449 (54) 2087 (218) 1193 (133)
開発 94 (18) 634 (73) 309 (44)
テスト 94 (18) 634 (73) 309 (44)

図 1 分類モデルの概観

した。また、学生の分割後にある学生と異なる成績
を持つ学生が 10人存在しない場合は、存在する全
員と組み合わせた。表 3に講義ごとの学習用、開発
用、テスト用データ数の平均値と分割された学生の
数を示す。

2.2 モデル
成績上下予測モデルの概要を図 1に示す。比較す
る二人の学生の初回講義の振り返りテキストを、そ
れぞれファインチューニングした言語モデルに入力
し、それぞれの埋め込みを組み合わせた後、全結合
層に入力して判別を行う。本研究では、言語モデル
部分に以下の 4つのモデルを利用した。

• Meta-Llama-3.1-8B [6]
• Llama-3.1-Swallow-8B-v0.2 [10, 11]
• Llama-3-ELYZA-JP-8B1）

• Ruri-large [12]

ELYZA-llama3-8Bと Swallow-13Bは Llamaをベー
スに日本語に特化した継続事前学習を行ったモデル
である。Llamaなどの単方向言語モデルの文末トー
クンは文全体の情報を考慮できる2）ことから、本研
究では振り返りテキストの末尾トークンの最終層
における表現をその埋め込みと解釈する。Ruri-large
は BERT [8]を基盤にに日本語での大規模事前対照
学習を施した日本語汎用埋め込みモデルであり、分
類タスクにおいて高い性能を示す。Ruri-large の埋
め込みは 1024次元、それ以外のモデルの埋め込み
は 4096次元である。

1） https://huggingface.co/elyza/Llama-3-ELYZA-JP-8B
2） https://github.com/hppRC/llm-lora-classification
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表 4 成績の良あった学生 Xの振り返りテキスト (左)と成績の良くなかった学生 Yの振り返りテキスト (右)の例
質問番号 学生 Xの回答 学生 Yの回答

1 サイバーインシデントとその対策としてのパス
ワードやセキュリティバイデザインについて。

オンライン授業での初回ということもあり不安
な点はあったが、今後の進め方についても理解
でき授業への意欲が高まった。

2

様々なサイバーインシデントとそれに対する企
業や政府の取り組みを学んだ。そしてパスワー
ドを変える重要性とセキュリティバイデザイン
のメリットとデメリットを知った。

ipaという組織がセキュリティに関する情報を
発信していることや、パスワードを変えること
の重要性を学んだ。

3 政府の取り組みの具体例がよく分からなかった。
事前の学習で線を引くなどの予習ができていな
かったので次回からは授業前にしっかり資料を
確認したい。

4 [無回答] 特に無いです。

5
事前に資料をもっと詳しく見ておくとより理解
出来ただろうと感じたので、次回からは詳しく
見ていきたい。

オンライン授業ではあるが、集中力など切れな
いように今後も学習していきたいと思う。

3 実験
3.1 実験設定
プロンプト プロンプトとして振り返りテキスト

のうち回答部分のみを入力した。また、本タスクで
は振り返りテキストの文字数情報が大きな手掛かり
となることから、末尾に「文字数は n文字です。」と
いう形式で、振り返りテキストの文字数情報を付け
加えた設定でも実験を行った。
全結合層への入力 全結合層には、2つの振り返

りテキスト埋め込み (𝑣1, 𝑣2)と差分 (|𝑣1 − 𝑣2 |)を連結
して入力した。
ファインチューニング Ruri-large 以外の言語モ
デルの訓練には LoRA[9]を用い、Ruri-largeについ
てはフルファインチューニングを実施した。各モデ
ルの訓練可能な全層を、講義ごとに 10エポックず
つファインチューニングし、開発データにおける正
解率が最も高かったエポックでのモデルをテスト
に用いた。バッチサイズは Ruri-large以外のモデル
では 16、Ruri-largeでは 32とし、学習率は Ruri-large
以外のモデルでは 5 × 10−4、Ruri-largeでは 5 × 10−5

とした。また、最適化手法として Adam [13]を採用
した。
評価方法 モデルの性能は正解率で評価した。

データ分割による性能の揺れを抑えるため、分割方
法を変えて 5分割交差検証を 3回行い、得られた正
解率のマイクロ平均を評価に用いた。
ベースライン ベースラインとして、文字数の多

い振り返りテキストを書いた学生の方が成績が高い
とする文字数ベースラインを採用した。たとえば、

前述の学生 Xの振り返りテキストは 192文字、学生
Yは 203文字であるため、学生 Yの方が成績が良い
と判定する。この場合は、実際には学生 Xの方が成
績が良いことから、文字数ベースラインの判定は誤
りとなる。
統合モデル 深層学習に基づくモデルでは、複数
のモデルを統合することで、より高い性能が得られ
る場合があることが知られている。そこで、文字数
ベースラインと 4つの言語モデルに基づくモデルの
合わせて 5 つのモデルの出力の多数決により最終
的な判定を行う、多数決モデルを用いた評価も実施
した。
有意差検定 多数決モデルを除くモデルの判別結
果が文字数ベースラインより統計的に有意に優れて
いるかを検証するため、試行回数 10万回の並び替
え検定を行った。有意水準は 5%とし、多重比較の
補正にはボンフェローニ法 [14]を用いた。具体的に
は、文字数情報を使う場合と使わない場合、それぞ
れ 4つの言語モデルを用いた実験を行うことから、
有意水準を 8で割った 0.625%に補正して判定した。

3.2 実験結果
表 5 にプロンプトに振り返りテキストの回答部
分のみを利用した場合と、文字数情報を付加した場
合、それぞれの場合の正解率を示す。下線を付した
正解率は、文字数ベースラインとの差を検定した結
果、p値が補正後の有意水準である 0.625%未満とな
り、文字数ベースラインより有意に高い正解率であ
ると判定されたことを示す。

Ruri-large はどの設定でも文字数ベースラインを
超え、単なる文字数情報では捉えきれない成績判定
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表 5 成績上下推定の正解率 (±の後の数字は標準偏差を表す)
モデル 講義 1 講義 2 講義 3 平均 p値
文字数 0.549±0.002 0.611±0.011 0.517±0.006 0.559±0.048

文字数情報なし
Meta-Llama-3.1-8B 0.573±0.050 0.556±0.040 0.518±0.024 0.549±0.028 1.000
Llama3.1-Swallow-8B-v0.2 0.635±0.003 0.545±0.014 0.502±0.042 0.561±0.068 0.418
Llama-3-ELYZA-JP-8B 0.601±0.029 0.538±0.002 0.481±0.013 0.540±0.060 1.000
Ruri-large 0.640±0.020 0.583±0.014 0.506±0.033 0.576±0.067 0.004
多数決 0.648±0.009 0.589±0.015 0.501±0.028 0.577±0.061

文字数情報あり
Meta-Llama-3.1-8B 0.583±0.044 0.531±0.030 0.557±0.02 0.557±0.026 1.000
Llama3.1-Swallow-8B-v0.2 0.640±0.008 0.540±0.015 0.548±0.015 0.576±0.056 0.008
Llama-3-ELYZA-JP-8B 0.621±0.006 0.515±0.028 0.546±0.026 0.561±0.055 0.416
Ruri-large 0.648±0.026 0.581±0.022 0.507±0.038 0.579±0.071 0.002
多数決 0.662±0.007 0.568±0.016 0.554±0.020 0.594±0.048

に有用な情報を抽出できていると考えられる。LLM
ベースのモデルも一部は設定次第で文字数ベースラ
インを上回り、講義によっては Ruri-largeを上回る
精度を示す場合もあったが、平均では Ruri-largeが
最も高い精度であった。統合モデルは文字数情報あ
りの設定で精度が大きく向上し、平均で 0.6近い精
度となった。
講義別の精度に着目すると、講義 2は文字数ベー

スラインが強いにもかかわらず、文字数情報の追加
による性能向上は見られなかった。一方、講義 3は
文字数ベースラインは弱いものの、文字数情報を取
り入れることで性能が向上した。この差には付録
A.1の表 7に示す文字数と成績の関係が影響してい
ると考えられる。講義 1および 2では文字数と成績
に弱い正の相関があるが、講義 2では成績 Bの平均
文字数が Aを上回るなど例外的なパターンが散見
されるため、文字数単独の予測はある程度可能であ
るが、モデルの判別には十分寄与しなかったと推察
される。一方、講義 3では、Dや Fの平均文字数が
相対的に多く、文字数が増えるほど成績が下がる傾
向がわずかに見られるため、モデルがその特徴を学
習し、文字数情報の追加で性能が向上したと考えら
れる。

3.3 各質問項目の重要性
振り返りテキスト中の質問 1～5のうちどの質問

が最も精度に影響を及ぼすかを調査するために、3.2
節で最も判別精度が高かった設定である Ruri-large
に文字数情報を付与した設定に対し、質問を 1つず
つ除外して実験するアブレーション分析を行った。
結果を表 6に示す。
全体的に質問 1または 2を削除した場合に正解率

表 6 アブレーション分析の結果
質問 講義 1 講義 2 講義 3 平均

1 0.522±0.036 0.585±0.008 0.507±0.040 0.538±0.041
2 0.607±0.044 0.558±0.012 0.494±0.018 0.553±0.057
3 0.640±0.039 0.604±0.017 0.521±0.032 0.588±0.061
4 0.643±0.043 0.572±0.023 0.510±0.017 0.575±0.067
5 0.663±0.027 0.564±0.028 0.504±0.026 0.577±0.080
なし 0.648±0.026 0.581±0.022 0.507±0.038 0.579±0.071

が低下したことから、これらの質問が成績予測に重
要である可能性が高いと考えられる。講義別の傾向
としては、講義 1では質問 1「今日の内容を自分な
りの言葉で説明してみてください」を削除すること
による影響、講義 2、3では、質問 2「今日の内容で、
分かったこと・できたことを書いてください」を削
除することによる影響がもっとも大きかった。

4 おわりに
本研究では、大規模言語モデルを用いて、大学講
義の初回振り返りテキストを用いて、2名の学生の
最終的な成績の上下を推定した。実験の結果、単一
のモデルでは Ruri-largeモデルに振り返りテキスト
およびその文字数を入力する設定が最も高い予測
精度を示した。また、文字数を入力し、かつ複数の
モデルを組み合わせた統合モデルを利用すること
によっておよそ 60%の精度を達成した。本研究の成
果は、振り返りテキストという成績に直結しない情
報源からでも、成績予測において埋め込みモデルの
有効性を示すものである。今後の研究としては、ま
ず、より最近実施された講義を含むデータセットを
作成することで、さらに正確かつ汎用性の高い分析
を行えると考えられる。次に、より大規模かつ高性
能な埋め込みモデルを用いて学習を行うことで、さ
らなる性能向上が期待される。
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A Appendix

A.1 文字数と成績の関係
ここでは、本研究で特徴量として利用した文字数
と成績の関係について示す。まず、表 7に、成績 A、
B、C、D、Fそれぞれの平均文字数、さらに成績を
それぞれ数値 4、3、2、1、0に割り当てたときの文
字数と成績の相関係数を示す。また、ここでは第一
回講義の振り返りテキストに何も記述していない生
徒は除外して計数している。
表 7 各講義における成績ごとの平均文字数と、文字数と
成績の相関係数 (括弧内は人数を表す)

成績 講義 1 講義 2 講義 3
A 290 (36) 258 (41) 121 (149)
B 240 (38) 267 (176) 84 (16)
C 211 (12) 188 (100) 98 (12)
D 155 (2) 157 (20) 139 (6)
F 248 (2) 217 (26) 138 (38)

相関係数 0.150 0.187 -0.074
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