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概要
E コマースにおいて商品の特性を表す属性情報
は，ユーザーの購買判断における重要な情報であ
り，これらのデータの整備はユーザー体験向上のた
めの重要な課題である．しかし未整備の属性情報に
は，実際には同一とみなせる表現が異なる表記で扱
われていることが多く，これらを統一するためには
高い精度での表現の正規化が必要となる．そこで本
研究では，蓄積された人手による目視検証と修正を
加えた整備済みの属性情報から，動的に Few-shotの
事例選択した大規模言語モデルによる属性値正規化
システムを提案し，実際の Eコマースの商品情報か
ら抽出した属性値を用いて評価と分析を行う．

1 はじめに
Eコマースにおいて，商品の特徴を示す属性情報
は商品購入の意思決定に重要な役割を担っている．
特に専門的な商品購入には，特定の産業基準や用途
への属性値の適合が求められる．たとえば建設業に
おける「ねじ」の購入では，太さや長さなどの基本
的な条件に加え，特定の環境条件に耐える材質，高
い耐久性を示す強度等級などが参照される．
整備された属性情報は，ユーザーの商品選定や，

商品検索・推薦への応用に有効で，Eコマースでの
ユーザー体験の向上につながる [1]．しかし，実際
の Eコマースでは扱う商品点数が膨大なため，それ
らの商品の属性情報の整備には多くの人手の作業が
必要である．たとえば，ねじカテゴリの商品がもつ
「材質」の 1つに「ステンレス鋼」が存在するが，属
性値の表現のバリエーションとして「ステンレス」
や「ステンレス製」などの省略や表記揺れの他に，
「SUS304」などの専門用語を元にした短縮系が存在
する．さらに，「SUS304」と「SUS430」は成分の含
有量に違いがあるため厳密には異なる材質である
が，一定の基準を満たす耐食性の高い金属という観
点における使用用途としてはより上位の概念でまと

めることが許容される場合がある．このような異な
る表記の同一とみなせる属性を，統一された表記に
変換することを属性値の正規化と呼ぶ．属性値の正
規化が不十分な場合，同一とみなされる属性情報が
異なる表現として扱われていることとなり，商品の
比較や選定の妨げが起き，商品購入の機会損失につ
ながる．そのため，Eコマース上でのユーザー体験
の向上のためには，高い精度での属性値の正規化が
必要といえる．
本研究では，大規模言語モデル（Large Language

Model: LLM）を活用し，Few-shot事例を人手で作成
したデータから動的に選択することで，効率的かつ
効果的な属性値の正規化手法を提案する．はじめ
に，正規化対象の入力表現と類似した事例を動的に
選択し，それらを Few-shotの一部としてプロンプト
に組み込むことで LLM による正規化を実現する．
また，LLMが出力した正規化結果に対して人手に
よるチェックと修正を加え，修正結果を Few-shot事
例の候補として利用する．評価では，提案手法にお
ける Few-shot事例選択時の整備済み正規化データの
使用方法を 2通り設定し，ベースラインである静的
な Few-shotと比較して，定量・定性的に分析する．

2 関連研究
属性値の正規化のように，大量のデータを分析や
エンドユーザーに使いやすい形に整備・構造化す
ることを総称して，Data wranglingと呼ぶ [2]．近年
の LLMの発達に伴い，Data wranglingへの LLMの
活用が行われている [3, 4]．たとえば，Brinkmannら
[5, 6]は，LLMを活用して商品名と説明文から属性
値の抽出と正規化を行う手法を提案している．[5]
では，属性値抽出において抽出対象の属性値と意味
的に類似する事例を動的に変更することで，高い精
度での属性値抽出を実現した．[6]では，事例を用
いて文脈内学習を行う Few-shotプロンプティング
[7, 8]を用いて，WDC LSPM[9]データセット内の 5
つのカテゴリにおける属性値の正規化で，LLM自
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図 1 提案手法の概要

体を Fine-tuningしたものと同等の性能を達成して
いる．しかし，オープンソースのデータを用いた
評価にとどまっており，E コマースなどの実デー
タを用いた効果検証はなされていない．また，Data
wranglingのアプローチの一つに人間がデータ修正
プロセスに加わる Human-in-the-loopの研究もなされ
ている [10, 11]．人手のチェックを入れて半自動化
することで，完全自動では難しいデータ整備を効率
的に実行できることが示唆されている [11]．

3 提案手法
提案手法の概要を図 1に示す．まず，前提となる

商品と属性情報について説明する．一般に商品は複
数の属性情報を持ち，属性情報は属性名と属性値表
現の組で定義される．属性名はその属性情報が指し
示す商品の特徴の項目名を表すもので，属性値表現
は各属性名に対してその商品が実際に持つ特徴を
表す．たとえば，ステンレスで作られたねじであれ
ば，属性名の 1つとして「材質」があり，「材質」の
属性値表現に「ステンレス鋼」や「SUS304」などが
ある．このような属性名と属性値表現の組を，正規
表現によるルールや LLMを用いて，事前に商品情
報から取得しておく．
次に，本研究で提案する LLM を用いた属性値

表現の正規化手法について述べる．表 1 に示すテ
ンプレートプロンプトを用いて，LLMに入力され
た属性値表現の正規化された表現 formal と，人手
での判断の手がかりとなる追加の情報である同義
表現 synonym，上位概念 taxonomyの三組を LLMに
出力させる．表 1内の attr name，few shot examples，
input は，入力によって値が変わる変数である．
attr name には入力属性値表現に対応する属性名，
few shot examples には表 2 に示す例のような Few-
shot用の複数の事例，inputには入力となる正規化対
象の属性値表現，その属性値表現の抽出元の商品名
をランダムに 1 つ選択したものと商品のカテゴリ
名が与えられる．このようなプロンプトと Few-shot

表 1 属性値正規化のテンプレートプロンプト
あなたは，Eコマースドメインでの商品の属性値の専門家で
す．
属性名: attr name
‌{"category":"", "product":"", "attr_value":""} ‌ のフォー
マットで入力されます．
入力と例を多角的に分析して，主体となる ‌`attr_value` ‌の以
下の内容を出力してください．
主体となる属性値とは，“耐熱塩ビ”は “塩ビ”が主体で，“耐
熱”は特性です．

##出力の内容
- formal:正規化名称
- synonym : 同義語・別名・略称など (多様に 3つまで)
- taxonomy: 属性値に対して適切な一貫性のある階層的分類
(1 ∼ 4階層)を提供してください．出力形式: ‌"‌ attr name ‌>‌分類
1 ‌>‌分類 2 ‌>‌属性値 ‌"‌

taxonomyの注意
- attr nameの特性や用途を考慮した分類階層を提供してくだ
さい．
-左から右へ一般的な分類から具体的な分類へとなるような分
類階層「‌>‌」で区切り，全体的に一貫性のある重複のない分類
名で階層を表現してください．
- Eコマースのユーザにわかりやすいシンプルな分類名にして
ください．

##出力のフォーマット
- JSON形式 ‌{"formal":"","taxonomy": "" ,"synonym": [] } ‌

##例
few shot examples

##入力
input

##出力

表 2 Few-shotプロンプトの例
‌属性名: 材質 ‌

‌input: {"attr_value": "PF樹脂" } ‌

‌output:‌ {
‌"formal": "フェノール樹脂",‌

‌"taxonomy": "材質>樹脂>熱硬化性樹脂>耐熱性 PF",‌

‌"synonym": ["フェノール", "ベークライト"]‌ }

事例を用いることで，LLM から formal, synonym,
taxonomyの三組が出力されることが期待される．得
られた出力のうち formalが正規化済みの属性値表現
として適切かを人手で確認した後，出力の三組を保
持しておく．

LLMを用いた正規化では， Few-shotの事例を適
切に選択することで，高精度化が期待できる [5]．
本研究では静的な事例に加え，人手によるチェッ
クが済んだ正規化事例の中から，入力の属性値表現
と意味的に類似する事例を動的に選択して採用す
る．類似度は，正規化対象の属性情報に対応する，
属性名，属性値表現と商品のカテゴリ名を連結した
文字列と，正解事例として保存している出力の三組
(formal, taxonomy, synonym)を連結した文字列を，そ
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れぞれMultilingual-E5-large [12]でベクトル化し，そ
れらの間のコサイン類似度で計算する．事例選択
は，類似度が高い事例から順に貪欲に選択する．

4 評価実験
4.1 評価データ
まず，本研究で提案した正規化手法の評価のため

の入力となる属性値表現を準備する．評価データの
抽出元として，実際の Eコマースサービスであるモ
ノタロウ1）から，専門用語が多く人手による正規化
のコストが高いと想定される「科学研究・開発用品/
クリーンルーム用品」のカテゴリに含まれる商品を
採用した．ただし，モノタロウの商品情報に含まれ
る生の属性値テキストには，１つの属性名に対して
複数の属性値表現が混在している場合がある．たと
えば ‌{属性名: “材質”, 属性値テキスト: “本体/

硼珪酸ガラス，キャップ/メラミン (オートクレー
ブ可)”}‌のような事例が存在する．そこで，属性値
表現の正規化を行いやすくするために，セミコロ
ン，読点，括弧のなどのテキストの構造に着目した
ルールと，Few-shotプロンプティングを活用した大
規模言語モデル [5]を組み合わせることで， ‌{属性
名: “材質", 属性値表現: "硼珪酸ガラス"} ‌のよう
に属性値テキストから属性名と属性値表現が一対一
の対応が取れるように整理した．

4, 056件の生の属性値テキストに対して抽出を試
みたところ，合計で 6, 486件の属性名と属性値表現
の組を取得できた．評価のためにランダムに選択し
た 100件の生の属性値テキストから，合計で 162件
の属性値表現が得られた．以降の属性値正規化で
は，この 162件の属性名と属性値表現の組を評価対
象として使用した．

4.2 実験設定
本研究の評価では，動的な Few-shotの候補選択に

制約をかけた 2つの実験設定を設けた．設定 1は，
動的な Few-shotの事例を検索する際に，入力の属性
値表現と一致するエントリを除外した上で類似事例
を問い合わせる設定であり，明らかな正解データが
Few-shotの事例に含まれないようにした．設定 2で
は，入力の属性値表現の正規化先と一致するすべて
のエントリを除外したうえで類似事例を問い合わ
せる設定である．この設定は，人手でのチェックで

1） https://www.monotaro.com/

図 2 属性値正規化の評価結果

扱ったことのない正規化先を持つ事例に対して，意
図した正規化が行えるかを評価するためであり，難
しい問題設定であると言える．設定 2で効果が確認
できれば，人手のチェックを通して作成したデータ
が，今回採用したカテゴリ以外に対する応用が期待
できる．
さらにそれぞれの設定で，動的な Few-shotの作成
時の問い合わせ先である人手でのチェック済みの事
例数のデータ量を変化させることで，人手の介入が
どの程度必要かを確認した．なお，設定によって候
補事例の除外の仕方が異なるため，データ変化量を
一致させていない点に注意されたい．
また LLMが出力した正規化された属性値表現の
チェックは，2人の作業者で実施した．LLMから出
力された正規化先の表現である formalに対して，そ
れぞれの作業者がチェックを行い，LLMの出力が正
規化先として不適切と判断した場合，LLMの formal
を適切な表現に変更した上で動的な Few-shotの選択
候補となる正規化済みの事例として保存した．

LLMとして Gemini 1.5 Pro [13]を，温度パラメー
タ 𝑡 = 0.0，その他のパラメータは既定値として使用
した．表 1の few shot examplesとして，動的に選択
した事例 3件，全ての評価対象で共通する静的な事
例を 2 件の合計 5 件を Few-shotの事例として用い
た．なおベースラインとして，Few-shotの事例を動
的に選択せず，5件ともすべて静的に作成したもの
をそれぞれの設定で用意した2）．

4.3 評価結果
属性値正規化の実験結果を図 2に示す．図 2の設

定 1の結果より，入力の属性値表現の正規化先が動
2） 図 2の動的な Few-shot事例の候補数 = 0がベースラインを
示す
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表 3 正規化結果の出力と動的な Few-shot事例の例
実験設定 入力 正解の正規化 LLMの出力 動的な Few-shotの例

例 A ベースライン
(設定 1) 安全装置 温度過昇防止 温度ヒューズ -

例 B 提案手法
(設定 1) 安全装置 温度過昇防止 温度過昇防止

属性名: 安全装置
input: {"attr_value":"内部温度ヒューズ"}
output: {
"formal":"温度過昇防止",
"taxonomy":"安全装置 > 温度制御 >

過昇温防止>ヒューズ > 内部温度ヒューズ",
"synonyms":["内部温度ヒューズ"] }

例 C 提案手法
(設定 2) 滅菌 未滅菌 滅菌無し

属性名: シール方式
input: { "attr_value":"シールなし" }
output: {
"formal": "なし",
"taxonomy": "シール方式 > シールなし",
"synonyms": ["シールなし"] }

例 D 提案手法
(設定 2) 黄色 イエロー イエロー

属性名: 色
input: {"attr_value":"青"}
output: {
"formal": "ブルー",
"taxonomy": "色 (本体)",
"synonyms": [] }

的な Few-shot の選択先に存在していれば，静的な
Few-shotのみを用いる場合と比較して高い正解率が
得られているとわかる．たとえば表 3の例 Aと例 B
の事例では，共に「安全装置」という属性値表現を
入力として与えているが，例 Aのベースラインで誤
り，例 Bの提案手法（設定 1）で正解を得られてい
ることが確認できる．与えられた動的な Few-shotの
事例を見ると，似たような事例を選択されており，
この類似事例を参照して目的の正規化表現が得られ
ていると考えられる．
ただし，動的な Few-shotの選択先を多数用意して

も，提案手法の設定 1では約 500件ほどで約 75%の
正解率に飽和した．この要因の一つとして類似事例
の獲得に問題が挙げられる．たとえば表 3の例 Cで
は，入力である「滅菌無」のデータに対して，そもそ
も類似する事例が存在せず，有用な動的な Few-shot
の事例を獲得することができなかったため，目的の
正規化表現が得られなかったと考えられる．
また図 2の設定 2では，動的な Few-shotのための

類似事例の候補を増やしても，正解率は改善しな
かった．この結果より，LLMを活用する場合であっ
ても，開発者側がどのように正規化したいかについ
て，明示的に LLMに正解の事例を与える必要性が
高いと考えられる．たとえば図 2の例 Dは，設定 2
で意図した正規化結果を得られた事例である．「青」
から「ブルー」という正規化表現を類似事例として
選択したことで，英語カタカナ表記が正規化後の表
現であるというパターンを LLMが認識できたので
はないかと考えられる．よって，入出力のテキスト
の意味的な近さだけでなく，正規化の変換のパター
ンが似た事例を Few-shotとして選択したり，規則的

な正規化先の表現を設定したりすることが必要であ
ると考えられる．

5 おわりに
本研究では，LLMの Few-shotプロンプティング
において，入力と類似する事例を動的に選択する属
性値の正規化手法を提案し，実際の E コマースの
データで提案手法の評価と分析を実施した．評価と
分析の結果，動的な Few-shotとして入力した属性値
表現の正規化先となる事例を取得して LLMのプロ
ンプトに活用することで，指定した正規化表現を高
い精度で獲得していることが確認できた．また，具
体的な正規化先となる事例が動的な選択の候補にな
い場合は，意図した正規化表現を獲得できず，静的
に Few-shot事例を選択したベースラインからの正
解率の改善はみられなかった．一方で人手の分析か
ら，属性値表現から正規化表現への変換として類似
するパターンを持つものを Few-shotの事例として活
用することで，意図した正規化が実現できる可能性
があるとわかった．
今後の課題として，具体的な正規化先となる事例
を事前に与えない状態での正規化の正解率の改善
と，得られた正規化表現を実際の Eコマースのサー
ビスで活用を実現していきたい．
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Ramı́rez-Quintana. Can language models automate data
wrangling? Machine Learning, Vol. 112, No. 6, pp.
2053–2082, 2023.
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