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概要
Attention は，文章生成時のメモリ消費量が入力
トークン数に比例して増加するため，長文の処理や
高速な文章生成を困難にする．この課題を解決する
ため，推論時のメモリサイズが入力長によらず一定
である状態空間モデル (SSM)に基づいた言語モデル
が提案されている．本研究は，SSMに基づく言語モ
デルがどのようにして入力文中の情報を記憶してい
るのかを分析する．分析では，記憶と想起を必要と
する質問応答タスクにおいて，正答に必要不可欠な
SSMをもつ層を特定して，その SSMが本文中のど
の文脈を参照しているかを観察する．記憶と想起の
メカニズムの実現のために SSMのパラメータが満
たすべき条件を示すことは今後の課題とする．

1 はじめに
現在，自然言語処理分野では Transformerベース
の言語モデルが広く活用されているが，Transformer
と同程度の性能を達成しつつより効率的に計算
できるアーキテクチャの開発や分析も盛んに行
われている．Transformer の主要モジュールである
Attention [1]は，文章生成時に過去に入力されたトー
クンに対応する中間表現を保持する必要があるた
め，生成時のメモリ消費量が入力トークン数に比例
して増加する．この性質は長文の処理や高速な文章
生成を困難にする．この課題を解決するため，推論
時のメモリ消費量が入力トークン数に依存しない
Linear Attentionや状態空間モデル (State Space Model;
SSM)などが提案され，改善が続けられている [2, 3]．
推論時のメモリサイズが入力長によらず一定で

あるMamba [4]などの言語モデルは，どのようにし
て入力文中の情報を記憶しているのか？ Mambaは
SSMベースのモデルであり，本研究の主な分析対象
である．SSMは，RNNと同様に，文章を 1トーク
ンずつ受け取り，記憶に対応する隠れ状態を再帰的
に更新することで文脈を捉える．本研究で使用した

Mambaがもつ SSMの隠れ状態の要素数は，SSMへ
の入力の 16倍である．つまり，SSMは文章内の情
報を 16トークン分に対応する表現に圧縮しなけれ
ばならない．そのため，SSMが単語間の長距離依存
を捉えるためには，重要なトークンを厳選するなど
のメモリ効率のよい推論を行う必要がある．
本研究では，質問応答タスクを題材として，SSM
が回答に必要な本文中の情報を記憶するメカニズ
ムを分析する．本文の内容に関する質問が本文に続
けて与えられる場合，SSMはまず本文の要点を記
憶し，その後，質問に対応する文脈を想起すること
が求められる．現時点では，この記憶と想起のメカ
ニズムを実現するために SSMのパラメータが満た
すべき条件の解明には至っていない．この原因は，
多層モデルであるMambaには SSMモジュールが複
数存在し，それぞれが多様な推論を行うことで分析
対象の成分が複雑化するためである．そこで，ま
ず，記憶と想起を必要とする質問応答タスクにおい
て，正答に必要不可欠な SSMをもつ層の特定を行
う (§5.1)．その後，特定された層にある SSMが本文
中のどの文脈を参照しているかを観察する (§5.2)．
特定された一部の SSMのパラメータの共通性に基
づいて，記憶と想起を可能とするメカニズムを具体
的に示すことは今後の課題とする．

2 関連研究
我々はこれまでに，帰納ヘッドタスク（induction

heads task）[5]のもとで，SSMが過去の文脈に基づ
いて推論を行うメカニズムを分析してきた [6]．帰
納ヘッドタスクとは，入力文の末尾と似ている文脈
を過去の入力から参照する状況を抽象化した合成タ
スクである．具体的には，abcde. . . cというトー
クン列が入力された場合は，末尾のトークン cが前
回出現した位置の次のトークンである dを出力す
るタスクである．我々は，帰納ヘッドタスクにおい
て，1層のMambaが過去の文脈を参照するメカニズ
ムを実現するためのパラメータの候補を示した [6]．
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しかし，帰納ヘッドタスクの入力はランダムなトー
クン列であるため，自然言語との乖離が大きい．そ
こで本研究では，問題設定を質疑応答タスクである
SQuAD [7]に拡張し，分析対象のモデルもより実用
的な 24層の事前学習済みのMambaに変更する．
モデル構成によって言語現象の認識力にどれだ

け差が生じるかを推測するため，特定の言語現象を
抽象化した合成タスクによる評価が行われている．
Olssonら [5]は，Transformerによる文脈内学習の大
半は帰納ヘッドタスクが実行可能な Attentionヘッ
ドにより実現されることを示唆した．また，Arora
ら [8]は，Attentionをもたないモデルの言語モデリ
ング性能が Attentionをもつモデルよりも低い原因
が，文脈中で既に言及された情報を想起する連想想
起能力が低いためであると説明した．このような背
景から，新しい言語モデルを設計する際は，過去の
文脈を想起する能力に焦点が当てられている．

Sharmaら [9]は，Mambaが事前学習時に記憶した
知識を想起する際，過去の文脈から連想される情
報がモデルの後半の層にある SSMを介して最後の
トークンに伝達されることを示した．これは，文脈
内の情報を記憶して想起する質問応答においてモデ
ルの後半に位置する SSMは必要不可欠だったとい
う本稿の §5.1の結果と類似している．

3 準備：状態空間モデル
本節では，言語モデルである Mamba の主要モ

ジュールである状態空間モデル（SSM）について説
明する．本稿では，入出力 𝒙, 𝒚 ∈ ℝ𝐷 に対する SSM
の処理を次のように表す：

𝐻𝑡 = 𝐴𝑡 ⊙ 𝐻𝑡−1 + 𝐵𝑡 ⊙ (𝟙𝑁 𝒙
T
𝑡 ) ∈ ℝ𝑁×𝐷 (1)

𝒚T
𝑡 = 𝒄T

𝑡 𝐻𝑡 + (𝒅 ⊙ 𝒙𝑡 )T. (2)

以降，𝐻𝑡 を隠れ状態と呼び，隠れ状態 𝐻𝑡 の行数 𝑁

を状態サイズと呼ぶ．また，隠れ状態の初期値 𝐻−1

はゼロ行列とする．隠れ状態 𝐻𝑡−1 と入力 𝒙𝑡 に対す
る係数 𝐴𝑡 , 𝐵𝑡 , 𝒄𝑡 は次のように定義される：
𝐴𝑡 = exp(−Δ𝑡 ⊙ 𝐴), 𝐵𝑡 = Δ𝑡 ⊙ (𝑊𝐵𝒙𝑡𝟙

T
𝐷), 𝒄𝑡 = 𝑊𝑐𝒙𝑡 ,

Δ𝑡 = 𝟙𝑁 (softplus(𝑊Δ𝒙𝑡 + 𝒃Δ))T

ただし，𝐴, 𝒅,𝑊□, 𝒃□ は学習パラメータである．
Mambaは，式 1-2で定義された SSMに加えて，畳

み込み層と活性化関数である SwiGLU [10]から構成
された Mamba層が複数積み重なった言語モデルで
ある．本稿では，SSMのみに注目するため，Mamba
全体の構成についての詳説は文献 [4]に委ねる．

Title: Super Bowl 50
Background: Six-time Grammy winner and Academy
Award nominee Lady Gaga performed the national an-
them, while Academy Award winner Marlee Matlin pro-
vided American Sign Language (ASL) translation.
Question: Who sang the national anthem?
Answer: Lady Gaga

図 1 SQuADのサンプルを文章化した例．SQuADは，タ
イトル，本文，質問，正答の 4つのフィールドからなる構
造化データであるため，各項目にプレフィックスを付け，
それらを結合することでテキスト化する．回答生成時は
「Answer:」までを入力する．

4 実験設定
本節では，分析対象である質問応答タスクの設定
と使用したモデルについて説明する．

4.1 タスク設定
本研究では，質問応答タスクである SQuAD [7] 1）

を題材として，モデルが文脈の記憶と想起を行う
メカニズムを分析する．SQuADは，Wikipediaの記
事の抜粋である本文と質問応答ペアから構成され
るデータセットである．モデルに本文と質問文を
入力して回答を出力させる手順は，LM Evaluation
Harness [11]と同一とした．すなわち，モデルへの
入力は図 1のフォーマットに基づいて作成し，回答
は自己回帰によるトークン生成によって行う．

4.2 モデルとファインチューニング
分析には Guら [4]が公開している事前学習済み
の Mamba (130M)を用いる．2）Mamba (130M)の層数
は 24 であり，SSM の状態サイズ 𝑁 は 16 である．
また，文脈の記憶と想起をすることで質問応答を実
行するメカニズムを分析するためには，モデルが質
問応答を行う能力を持っていることが前提となる
ため，SQuADの訓練データ（1エポック）を用いて
ファインチューニングを行う．ファインチューニン
グする際の損失は，回答として生成されたトークン
列と正答に対するクロスエントロピー損失とした．

Mambaを学習する前後での検証データにおける
SQuADのスコアを表 1に示す．学習によりスコア
が格段に向上していることが分かる．54.2%という
正解率（完全一致率）は，語彙サイズが約 5万の言
語モデルが次単語予測によって回答を生成してい
ることを考慮すれば，十分高いスコアである．した

1） https://huggingface.co/datasets/rajpurkar/squad

2） https://huggingface.co/state-spaces/mamba-130m-hf
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表 1 ファインチューニング前後での SQuADのスコア．
スコアの測定前にモデルの出力と正答の先頭と末尾から
ピリオド・カンマ・スペースを削除した．

正解率 (%) 適合率 (%) 再現率 (%) 出力長
(トークン)

FT前 3.28 26.0±31.9 8.31±20.9 101±108
FT後 54.2 66.4±43.1 66.4±43.0 4.39±4.01

がって，学習後のモデルは文脈の記憶と想起を行う
メカニズムを獲得していると考えられる．

5 分析：記憶と想起のメカニズム
本節では，文脈の記憶と想起を実現している SSM

の推論メカニズムを分析した結果を述べる．まず，
各層の SSMを無効化したときの生成結果の変化か
ら，文章読解や文脈記憶に大きく寄与している隠れ
状態を特定する (§5.1)．次に，隠れ状態の遷移を可
視化することで特定された隠れ状態が本文中のどの
文脈を捉えているかを観察する (§5.2)．最後に，隠
れ状態の分析をより客観的に行うために独立成分分
析の活用を検討する (§5.3)．

5.1 質問応答に不可欠な SSMの特定
SQuADの検証データにおいて，ファインチュー

ニング後のモデルでは正答したが，特定の層の SSM
を無効化すると不正解となる状況を考える．有効化
しないと質問応答に失敗するような SSMは，文章
中の正解のキーワードに関わる文脈の記憶や質問文
の理解などの重要な役割を担っている可能性が高
い．ここで SSMを無効化するとは，隠れ状態を更
新しないことで常に 𝐻𝑡 = 𝑂 とすることを意味する．
分析には SQuADの検証データにおいてファイン

チューニング後のMambaが正答した 1,768件を用い
た．SSMの機能の違いを調査するために，どのカテ
ゴリを回答すべき問題であるかに基づいて各サンプ
ルを分類した．カテゴリは，人名・人名以外の固有
名詞・数量・日付の 4種類であり，分類は質問文の
疑問詞を基準に機械的に行った．例えば，疑問詞が
Whenである問題には日付のカテゴリを付与した．
各層の SSMを無効化する前後で尤度がどれだけ

低下するかを計算して，質問応答の正答に必要不可
欠な SSMをもつ層を特定した．すなわち，無効化
前の完全なモデルの尤度 𝑃(𝐴|𝑋,𝑄) と第 ℓ層の SSM
を無効化したモデルの尤度 𝑃×

ℓ (𝐴|𝑋,𝑄)との差

𝑑×
ℓ = 𝑃(𝐴|𝑋,𝑄) − 𝑃×

ℓ (𝐴|𝑋,𝑄) (3)
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図 2 各層の SSMを無効化したときの尤度の変化．

を計算した．ただし，𝑋,𝑄, 𝐴 はそれぞれ各サン
プルの本文，質問文，正答である．尤度差 𝑑×ℓ
(ℓ = 1, . . . , 𝐿) を各サンプルについて計算した結果を
図 2に示す．全体的に尤度差はゼロ付近のものが多
い．すなわち，1つの層を無効化しても尤度は変化
しない場合が多い．しかし，第 0層3）を無効化する
と尤度が平均で約 0.61 低下する．これは，Mamba
が第 0層においてモデル全体の処理に必要不可欠な
表層的な処理を行っているためだと推測される．ま
た，第 17層と第 20層を無効化すると固有名詞を回
答すべき問題で尤度が低下する傾向がある．これよ
り，文章中のキーワードの記憶または想起には，第
17層と第 20層の SSMが行う状態遷移が必要不可欠
であると考えられる．

5.2 隠れ表現に保持された本文の記憶
前項では，文章読解や文脈記憶に寄与している

SSMをもつ層を特定したが，その SSMの推論メカ
ニズムは不明なままである．そこで本項では，回答
の直前のトークン Answer: が入力された直後の隠れ
状態に文章中のどの情報が記憶されているかを分析
する．具体的には，各トークンの隠れ状態 𝐻𝑡 と回
答直前の隠れ状態 𝐻𝑇 の各行の内積を計算する．
図 1の例文全体をモデルに入力したとき，SSMの
隠れ状態 𝐻 の各行には何の情報が記憶されるのか．
ファインチューニング後のモデルに例文を入力する
と正答である Lady Gagaが生成されるが，第 19層
の SSMを無効化すると正答に対する尤度が約 0.14
低下し，誤答であるMarlee Matlinが生成される．特
に，第 19層にある SSMの隠れ状態 𝐻𝑡 ∈ ℝ16×𝐷 を
行ごとに無効化したときに尤度の減少幅が大きい上
位 4行（0,9,11,15行目）のみを同時に無効化した場
合も Marlee Matlin と誤答する．このような質問応
答に正答するために不可欠な隠れ状態の成分が入力
中のどの文脈に依存しているのかを調べるため，第

3） 本稿では，層や隠れ状態の行数を 0を起点として数える．
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図 3 第 19層の SSMにおける，各トークンに対応する隠れ状態 𝐻𝑡 と末尾トークンに対応する隠れ状態 𝐻𝑇 の内積．こ
のときの入力は，図 1の例文である．可視化する際に，行ごとに min-max正規化を適用している．

表 2 ICA適用後の埋め込みについて，第 𝑑次元の成分が
上位 5位となるトークン．
次元 𝑑 解釈 上位 5位のトークン

50 時間 years, months, decades, weeks, year
58 800 台 893, 873, 892, 882, 872
170 欧州 france, spain, italy, germany, portugal
319 数量 amount, number, quantity, size, length

19層の SSMについて，各隠れ状態 𝐻𝑡 と最後の隠
れ状態 𝐻𝑇 の各行の内積を計算した．図 3に示した
内積の変化によると，0,2,9,11,14 行目は Lady Gaga
付近で類似度が急上昇していることが分かる．この
内，9行目は Marlee Matlin付近でより類似度が高く
なる．従って，これらの行は本文中の人名を記憶を
保持していることが示唆される．また，15行目は質
問文内の sangで類似度が最大となることから，2人
のうち歌手の方を回答することに寄与していること
が示唆される．

5.3 埋め込みと隠れ状態に対する ICA

本項では，SSMがどのカテゴリの情報を記憶して
いるのかを客観的に分析する手法を検討する．前項
で隠れ状態に本文中のどの情報が記憶されているか
を観察したが，この可視化に基づく手順は主観的で
あり，人手を要するため多様なサンプルに対して網
羅的に分析することが難しい．そこで，埋め込み空
間におけるカテゴリの軸を発見することができる独
立成分分析（ICA）の利用を検討する [12]．

Mambaのトークン埋め込み行列に対して ICAを
適用し，変換後の埋め込みの各次元の成分が大きい
トークンを列挙すると，同一のカテゴリに属する
トークンが得られた．一部の次元に対する結果を
表 2に示す．この結果から，Mambaによる国名，数
量，時間に関する推論は，ICAで射影された軸のう

ち，それぞれ第 170軸，第 319軸と第 58軸，第 50
軸の上で行われると考えられる．
しかし，現時点では，トークン埋め込みで学習さ
れた ICAモデルを用いて SSMの隠れ状態を解釈す
ることはできていない．この原因は，隠れ状態が
トークン単位ではなく第 0 層の受容野に対応する
N-gram単位の表現であることや，残差接続がある
層の内部表現は直前の層との差分であってトークン
自体を表現していないことなどが考えられる．

6 おわりに
本研究では，質問応答タスクを題材として，推論
時のメモリサイズが一定という制約がある SSMが
どのように過去の文脈を参照しているのかを分析し
た．まず，Mambaにおいて過去の文脈を参照してい
る SSMをもつ層を特定するために，各層の SSMを
無効化することでそれぞれの質問応答に対する寄与
を測った．その結果，質問応答に正答する際に必要
不可欠な SSMがあることが分かった．その後，隠
れ状態の可視化を通じて，これらの SSMが文章中
のどの文脈を参照しているかを観察した．
今後の課題は，文脈の記憶と想起を行っているこ

とが示唆される SSMを対象に，記憶と想起を実現
するために SSMが満たす必要があるパラメータの
条件などを具体的に示すことである．また，本稿の
限界として，今回用いたMambaは SQuADでファイ
ンチューニングされているため，ゼロショット推論
時に同じ挙動を示すとは言えないことが挙げられ
る．また Linear Attentionに基づくモデルは，式 1を
単純化したMamba2 [13]や同式に記憶の消去を導入
した DeltaNet [14, 15]など様々であり，記憶の更新
規則の違いがモデルの推論にどのように寄与するの
かも興味深い．
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