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概要
近年，大規模言語モデルの性能向上に伴い，対照

学習（contrastive learning）を活用した誤生成抑制の
手法が注目を集めている．本研究では，人間の「失
敗から学ぶ」学習プロセスを模倣し，対照学習にお
いて誤りをあえて一度強化してから修正を行う新
たな学習手法を提案する．具体的には，通常の正例
データと負例データに加え，負例データの誤りトー
クンをあえて「正例扱い」するデータを作り，一時
的に誤りを増幅させてから再度誤りを強く抑制する
学習ステップを導入する．これによりモデルが誤り
を深く認識し，修正効果の向上を狙う．OpenDialKG
を用いた対話生成タスクの実験では，提案手法が
従来の対照学習よりも高い性能を示すことを確認
した．

1 はじめに
深層学習技術の急速な発展と大規模データの活用

により，言語モデルは従来の手法では困難だった多
種多様な自然言語処理タスクにおいて顕著な成果を
上げている [1, 2]．一方で，モデル出力が完全に正
しいとは限らず，しばしば文脈不整合や知識エラー
などの誤生成を起こすことが問題視されている．誤
生成を低減するために，モデル構造の改良や大規模
事後学習といった手法が検討されてきたが，近年は
対照学習（contrastive learning）の枠組みが自然言語
処理の分野でも注目を集めつつある [3]．対照学習
では，正例と負例を対比させることで，正例の生成
確率を高めると同時に，負例の生成確率を抑制する
学習を行う．
しかし，人間の学習プロセスに着目すると，「誤

りを一度経験してから修正する」ほうが記憶の定着
や再発防止に有効である場合が多い．たとえば誤っ
た解法を実際に試してから，その誤りを理解するこ

とで，類似の誤りが繰り返しにくくなる．本研究で
は，このような「失敗をあえて経験し，その後で修
正する」という学習プロセスがモデルの精度向上に
も寄与すると考え，負例を一時的に増幅させてから
抑制する新しい対照学習手法を提案する．言い換え
れば，負例を「いったん高いところに持ち上げてか
ら落とす」ことで，誤りの修正効果をより強くする
ことを狙っている．
本論文の構成は以下のとおりである．まず関連研
究として，対照学習と失敗学習に関する先行研究を
概説する（§2）．次に，提案手法の詳細を示し，正
例データ・負例データ・誤りデータの三種類の損失
を組み合わせる学習方法を説明する（§3）．その後，
OpenDialKGデータセットを用いた対話生成タスク
での実験を行い，提案手法が既存の対照学習より優
れた性能を示すことを検証する（§4）．最後に，本
研究を総括し，今後の展望を述べる（§5）．

2 関連研究
2.1 対照学習

Contrastive Learning (CL) [4, 5]は，類似したサンプ
ル同士を表現空間で近づけ，異なるサンプル間は遠
ざけるという発想に基づく学習手法である．自然
言語処理の分野では，文埋め込み学習 [6]や情報検
索タスク [7]，文章生成における不適切出力の抑制
[8, 9]など，幅広い応用が報告されている．
特に文生成の分野では，応答の繰り返しやモラ
ル違反，退屈な応答，文脈不整合といった誤りを
抑制する目的で Unlikelihood Training [8]や Negative
Training [9]が提案されており，対照学習の考え方を
活用した研究も多い [10, 11]．また，要約生成にお
ける幻覚（hallucination）の抑制を目的とした対照学
習手法も近年報告されている [12]．
本研究は，負例を単に抑制するだけでなく，誤り

― 4127 ―

言語処理学会 第31回年次大会 発表論文集（2025年3月）

This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



出力を一度強化してから学習するという点が既存手
法と大きく異なる．こうしたアプローチにより，モ
デルが誤りをより深く認識し，最終的な精度向上に
つながる可能性を検証する点に新規性がある．

2.2 失敗を活かす学習
誤りや失敗を学習に活かす手法は，強化学習

における Experience Replay や Prioritized Experience
Replay [13]，学習カリキュラムで難度の高いサンプ
ルを意図的に提示する方法 [14]，および Hindsight
Experience Replay [15]など，多様な形で検討されて
いる．これらの研究では，単にエラーを排除するの
ではなく，エラーの分析や再利用によって学習効率
や汎化性能が向上すると報告されている．本研究で
は，言語モデルの対照学習において，誤りトークン
の生成確率をあえて高めるフェーズを設けること
で，誤りの修正効果を高める点が特徴的である．

3 提案手法
提案手法では，(1)正例データ（Posiデータ），(2)負

例データ（Negaデータ），(3)誤りデータ（“nega-as-
posi”データ）を同時に学習する．以下では，それ
ぞれに対応した損失関数と，総合的な最適化戦略を
述べる．

3.1 正例データ学習
まず，入力 𝑥 と正解応答 𝑦が与えられた場合，式

(1)の損失関数で学習を行う．これは一般的な言語
モデル学習と同様に，正解トークンを高確率で生成
できるようにパラメータを更新するものである．

LPosi = −
|𝑦 |∑
𝑡=1

log 𝑝𝜃 (𝑦𝑡 | 𝑦<𝑡 , 𝑥), (1)

ここで 𝑝𝜃 はモデルパラメータ 𝜃 に基づく条件付き
確率を示す．

3.2 負例データ学習
負例データ 𝑦− は，元の正例応答に対して文やエ

ンティティをランダムに置換することで誤りを導
入したものである（詳細は §4.2参照）．𝑦− 内には本
来の正例トークン（置換されなかった部分）と誤り
トークン（置換や挿入によって生じた部分）が混在
している．そこで，それぞれに対して異なる目的で
損失を定義する．

具体的には，負例トークン集合を
𝑇nega = { 𝑡 | 𝑦−𝑡 の内誤りトークン },

正例トークン集合を
𝑇posi = { 𝑡 | 𝑦−𝑡 の内元の正例トークン }

とし，式 (2)の損失関数を用いて学習を行う．すな
わち，誤りトークンの生成確率を抑える（1 − 𝑝𝜃 (·)
の項）一方で，元の正例トークンは引き続き正しく
生成できるようにする．

LNega = −
∑

𝑡∈𝑇nega

log
(
1 − 𝑝𝜃 (𝑦−𝑡 | 𝑦−<𝑡 , 𝑥)

)
−

∑
𝑡∈𝑇posi

log 𝑝𝜃 (𝑦−𝑡 | 𝑦−<𝑡 , 𝑥).
(2)

3.3 誤りデータ学習
上記の負例応答と同一の 𝑦− を，“nega-as-posi”と
して一時的に「誤りトークンを正しく生成する」よ
う扱うステップを導入する．ここでは誤りトークン
の集合を

𝑇err = { 𝑡 | 𝑦∗𝑡 が誤りトークン }

とし，それ以外のトークンは損失に含めない．式
(3)に示すように，誤りトークンのみを強化する学
習を行う．𝑦∗𝑡 は 𝑦−𝑡 と同じであるが，「全体を誤り
トークンとして正しく生成」するため，誤りデータ
を 𝑦∗𝑡 として表現している．

Lerror = −
∑
𝑡∈𝑇err

log 𝑝𝜃 (𝑦∗𝑡 | 𝑦∗<𝑡 , 𝑥). (3)

その後の再学習（§3.2での LNega）で，これら誤り
トークンを強く抑制することで，「高いところから
落とす」効果を狙う．これにより，モデルが誤り
を深く認識し，結果として最終的に誤生成を低減
する．

3.4 最適化
最終的な総合損失 J(𝜃) は，以下のように定義

する．

J(𝜃) = 𝛼1LPosi + 𝛼2LNega + 𝛼3Lerror. (4)

ここで 𝛼1, 𝛼2, 𝛼3 はそれぞれの損失の重みである．
本研究では，これらを適宜調整しつつ，ミニバッチ
内で正例，負例，誤りデータを同時に学習させる形
で最適化を行う．
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4 実験
本章では，OpenDialKGを用いた知識対話生成タ

スクに対して提案手法を適用し，その有効性を検証
する．実験設定やベースライン，評価指標を概説
し，実験結果の考察を行う．

4.1 データセット
OpenDialKG [16]は，知識グラフに基づくオープ

ンドメイン対話を収集したデータセットである．各
対話ターンに対応する推論経路がアノテーションと
して付与されており，構造化された知識を活用する
タスクに適している．本研究では，先行研究 [17]に
倣い，データを Test Seenと Test Unseenに分割
して使用した．

4.2 負例データの種類
本研究で扱う負例データ（𝑦−）は，元の正例応答

を改変して文脈不整合や誤知識を含む応答を作った
ものである．具体的には以下の三種類を用いた．な
お，ランダム Span置換およびランダム知識置換は，
[18]の手法を参考にしている．
ランダム置換文 正例応答の一部を，他の対話

データからランダムに抜き出した文片で置き換
える．

• 正例応答例: “Yes! Eugene also wrote and starred
in A Mighty Wind, have you heard of it?”

• ランダム文片例: “Thank you. Did Caroline
Goodall happen to be in the movie White Squall?”

• 負例応答例（上記を組み合わせ）: “Yes! Eugene
also wrote and starred in A Mighty Wind, Thank you.
Did Caroline Goodall happen to be in the movie White
Squall?”

ランダム知識置換 正例応答のエンティティ（人
名や作品名など）を，別のエンティティに置き換
える．

• 正例応答例: “Thank you. Did Caroline Goodall
happen to be in the movie White Squall?”

• 置 換 例: “Caroline Goodall” → “Tom Hanks”，
“White Squall” → “Jurassic Park”

• 負例応答例（置換後）: “Thank you. Did Tom
Hanks happen to be in the movie Jurassic Park?”

ランダム Span置換 正例応答中の任意の重要ス
パン（作品名・動詞句・形容詞句など）を，他の文

から抽出したフレーズに差し替える．
• 正例応答例: “Yes! Eugene also wrote and starred

in A Mighty Wind, have you heard of it?”
• 置換対象スパン例: “wrote and starred in A Mighty

Wind” → “was nominated for a Grammy”
• 負例応答例（置換後）: “Yes! Eugene also was

nominated for a Grammy, have you heard of it?”

4.3 ベースライン
ベースラインとして，事前学習済みの言語モデル

GPT2 [19]を用い，通常の対照学習（正例と負例の
み）でファインチューニングを行う．具体的には，
式 (4)からLerrorの項を除去した

Jbaseline (𝜃) = 𝛼1LPosi + 𝛼2LNega

を最小化する形で学習する． 𝛼1 = 1, 𝛼2 = 0.5と設定
した．対話履歴は最大 3 発話までに制限し，バッ
チサイズは 16，学習率は 3e-5，オプティマイザに
は AdamWを用いる．生成時は greedyサーチを使用
した．
一方，提案手法（ours）では，式 (4) において

𝛼1 = 1, 𝛼2 = 0.5, 𝛼3 = 0.8と設定し，正例・負例・誤
りデータを同時に学習させる．これにより，誤り
トークンをあえて強化してから抑制するステップを
導入する点がベースラインと異なる．

4.4 評価指標
生成応答の品質を評価するため，F1 [20]，ROUGE-

L [21]，BLEU [22]，NIST [23]，Meteor [24]（以下，MT
と略），Knowledge-F1（KF1） [25]，および Entity-F1
（EF1）を用いた．各指標の概要は以下のとおりで
ある．

• F1：生成された応答と参照となる正解文の単語
レベルにおける F1スコアを算出し，両者の語
彙的な重なりを評価する．

• ROUGE-L（RL）: 生成応答と参照文との最長
共通部分列に基づき，両者の構造的な類似度を
測定する．

• BLEU：BLEU-2および BLEU-4（B2, B4）を使
用．n-gram精度の幾何平均とペナルティ項に基
づいて評価する．

• MT (Meteor)：単語単位の精度と再現率の調和
平均に着目し，語形変化やシノニムなどもある
程度考慮する．

• Knowledge-F1 (KF1)：生成応答とデータセット
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表 1 各手法によって生成された応答文の評価結果．

Nega Data Method Test Seen Test Unseen

F1 RL B4 MT KF1 EF1 F1 RL B4 MT KF1 EF1

ランダム置換文 baseline 21.29 22.16 2.40 20.49 11.33 9.63 20.95 21.56 2.15 20.07 10.15 7.56
ours 21.65 22.46 2.55 20.02 11.98 10.79 21.17 21.94 2.20 19.59 10.60 8.12

ランダム知識置換 baseline 21.20 22.19 1.91 18.99 11.54 8.03 20.94 21.94 1.78 18.64 10.35 6.74
ours 22.59 22.48 2.34 19.66 11.98 9.25 20.93 21.84 2.12 18.88 11.14 6.42

ランダム Span置換 baseline 21.33 22.02 2.09 19.38 13.17 12.31 20.25 21.25 1.80 18.56 11.91 8.67
ours 21.62 22.49 2.47 20.25 13.84 10.94 20.92 21.87 2.06 19.63 12.43 7.44

表 2 ランダム置換文負例を含むデータセットにおけるア
ブレーション実験の結果．Base modelは提案手法を指す．

Method F1 RL B4 MT KF1 EF1

Test Seen

base model 21.65 22.46 2.55 20.02 11.98 10.79
-w/o Lerror 21.33 22.02 2.09 19.38 13.17 12.31
Lerror → LPosi 21.14 22.07 2.35 19.95 13.16 12.97
Lerror → LNega 20.79 21.73 2.20 19.12 13.27 11.71

Test Unseen

base model 21.17 21.94 2.20 19.59 10.60 8.12
-w/o Lerror 20.95 21.56 2.15 20.07 10.15 7.56
Lerror → LPosi 20.09 21.09 1.80 18.72 12.01 8.98
Lerror → LNega 19.94 20.91 1.75 18.27 12.34 10.08

において注釈済みの正解知識文との一致度を
F1スコアで測定し，応答の情報性や関連性を評
価する．

• Entity-F1 (EF1)：SpaCy1）を用いて抽出したエン
ティティのみを対象に F1スコアを算出し，知
識の正確性を評価する．

4.5 結果と考察
全体的な比較（表 1） 表 1は，OpenDialKGのテ

ストデータ（Seen/Unseen）に対する各手法の評価結
果を示したものである．まず，いずれの負例生成方
法（ランダム置換文，ランダム知識置換，ランダム
Span置換）においても，提案手法（ours）はベース
ラインを上回る数値を示す傾向が見られた．特に，
F1や BLEUなどの基本的な精度指標で向上が確認
されることに加え，KF1や EF1においても多くの場
合で数値が改善し，知識正確性の面でも有効性が示
唆される．
また，Unseen データでの性能向上が一部で小さ

くなるケースはあるものの，Seen/Unseenいずれで
も提案手法が一定の改善をもたらすことが分かる．

1） https://spacy.io/api/entityrecognizer/

これは，誤りを強化してから抑制する学習ステップ
が，モデルの汎化能力にも寄与していると考えら
れる．
アブレーションスタディ（表 2） 表 2は，ラン
ダム置換文データを用いたアブレーションスタディ
の結果である．ここで，-w/o LerrorはLerrorを除去し
た通常の対照学習の設定，Lerror → LPosi は本来誤
りデータ（Lerror）で学習する箇所を単純に正例学
習（LPosi）に置き換えた設定，Lerror → LNega は誤
りデータを負例学習（LNega）に置き換えた設定で
ある．
結果を見ると，提案手法（base model）がもっとも
高い指標を示し，Lerror を除去すると性能が低下す
ることが分かる．また，誤りデータを正例あるいは
負例として単に扱うだけでは，性能が十分に向上し
ないことも示唆される．これは，「誤りトークンを
あえて正例扱い」した後に再度抑制する工程が一連
の流れとして重要であり，その相互作用が精度向上
につながっていると考えられる．

5 まとめ
本研究では，大規模言語モデルにおける誤生成を
低減するため，負例応答を一度強化してから修正を
行う対照学習手法を提案した．従来の対照学習に．
あえて誤りトークンを「正例扱い」するステップ
（誤りデータ学習）を追加することで，人間が「失敗
を経験してから学ぶ」学習プロセスをモデルにも導
入するアイデアである．OpenDialKGを用いた知識
対話生成タスクの実験では，提案手法がベースライ
ンに比べて多くの指標で改善を示し，誤りトークン
を深く認識して抑制する有効性を確認した．将来的
な展望としては，本研究のアイデアを強化学習的な
枠組みや大規模事前学習へのフィードバックループ
に応用することで，対話システムのみならず，幅広
い自然言語生成タスクでの性能向上が期待される．
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