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概要
近年、大規模言語モデル（LLM）を活用し、脳活
動データから言語表現を直接復元する脳情報デコー
ディングの手法が注目されている。一方、言語学や
認知神経科学では、脳活動と言語表現の間に統語構
造などの中間表現が存在することが広く想定され
てきた。では、脳情報デコーディングにおいて、言
語表現を直接復元するのではなく、統語情報のよ
うな中間表現を明示的に利用することで、デコー
ディング精度が向上する可能性はあるのだろうか。
本研究では、脳波データを用いて言語生成を行う
BrainLLMを活用し、品詞情報を中間表現として取
り入れることで、デコーディング精度が向上するの
か検証した。その結果、統語情報の考慮がデコー
ダーの性能向上に寄与する可能性が示唆された。

1 はじめに
人間は言語を使って思考したり他者とコミュニ

ケーションをするが、こうした言語活動は、すべて
脳内の神経活動に基づいている。こうした神経活動
の仕組みを解明することは、言語や人間の仕組みの
科学的理解に寄与するだけでなく、失語症の治療や
リハビリテーションなどといった医療分野への応
用も期待される。脳情報デコーディングは、脳波や
血行動態などの脳活動データから言語表現を復元
する技術であり、言語の神経基盤の解明や医療への
応用に向けた重要な一歩となる [1]。近年、大規模
言語モデル（LLM）を活用し、脳活動データをもと
に言語生成を行う BrainLLM [2]が提案されるなど、
LLMを利用した脳情報デコーディングが注目され
ている。
一方、言語学や認知神経科学では、脳活動と実際

の言語表現の間に統語構造などの中間的な言語表現
が存在することが想定されてきた。たとえば、言語
学者である Jackendoffは、音韻、統語、意味の 3つ
の構造が相互に関連しながら言語表現が構築され

る理論を提唱している [3]。言語表現を音韻、統語、
意味の 3つの部門で分離して考え、それぞれ、音韻
構造は統語構造に渡され、そして最終的に意味（概
念）構造に至ることで構築されているという。ま
た、統語と意味の神経基盤が分離していることも神
経言語学の研究から示唆されている [4]。
では、脳情報デコーディングにおいて、脳活動
データから直接言語表現を復元するのではなく、統
語情報のような中間表現を利用することで、デコー
ディング精度を向上させることが可能なのだろう
か。言い換えると、脳活動データと言語表現の乖離
を、中間表現で埋めることにより、デコーディング
の質が向上する可能性はあるのだろうか。
本研究では、脳波データを用いた BrainLLMを活
用し、品詞情報を統語的な中間表現として取り入れ
ることがデコーディングに与える効果を検証した。
その結果、統語情報を明示的に考慮することで、デ
コーダーの性能が一定程度向上する傾向が示唆さ
れた。

2 モデルの提案
BrainLLM 脳活動データから意図されている言
語表現を再構築する試みは、事前に生成された言語
候補を、脳からデコードされた意味表現とどれだけ
一致するかに基づいて選択する　・分・類　の枠組み内で検
証されてきた [5, 6, 7]。ここで、脳情報から最も可
能性の高い意味の候補が選択されるのであって、脳
情報が言語生成プロセスに直接使用されることはな
かった。そこで、Yeらによって提案されたのが、脳
記録からデコードされた意味表現を言語生成段階に
直接組み込む BrainLLMである [2]。BrainLLMは脳
記録を言語生成段階へ直接使用する可能性を提示
し、以前のアプローチよりも BrainLLMのアプロー
チの方が優れていることを示した。

BrainLLM_with_POS 本研究では統語情報がデ
コーダに有効かを調べるために BrainLLM に POS
を明示的に与える BrainLLM_with_POSを提案する。
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図 1 BrainLLM_with_POSによる言語生成過程の概要

基盤モデルとして、Huggingface で公開されている
GPT-2 [8]1）を使用した。

BrainLLM_with_POSは BrainLLMを参考に 4つ主
要なステップで構成されている（図 1）。

1. 脳活動データを収集し特徴を抽出することと並
行して生成ターゲットである知覚データ付き
の後続部 (perceived continuatuion)に POSタグを
付加。

2. 脳デコーダが脳活動データから埋め込みを学習
し、POSデコーダーが（事前に POSタグから埋
め込みに変換した）POS埋め込みを学習。

3. 脳と品詞情報（POS）とテキストの 3つからプ
ロンプトを構築。

4. プロンプトを LLMに入力して、自動回帰的に
言語を生成。

3 実験方法
3.1 タスク定式化
まず、Pereiraデータセット [7]の各文章を 3等分

し、最初の 1/3 をテキストプロンプト、2/3 を知覚
データ付きの後続部 (perceived continuation) 𝑀 とす
るデータサンプル、または、最初の 2/3をテキスト
プロンプト、最後の 1/3を知覚データ付きの後続部
𝑀 とするデータサンプルを作る。次に、実験参加者

1） https://huggingface.co/gpt2

が 𝑀 を刺激として知覚したときの脳活動記録を 𝐵

とする。さらに、𝑀 を POS埋め込みにしたものを
𝑃 とする。このとき、モデルに、𝑊 から 𝐵 と 𝑃 を
利用して文字列の後半部である 𝑀 = {𝑚1, 𝑚2,…, 𝑚𝑘}
を予測させることがこの実験におけるタスクであ
る。言い換えれば、言語生成タスクとして、脳活動
データ 𝐵と POS埋め込み 𝑃 とテキストプロンプト
𝑊 を入力として、知覚データ付きの後続部 𝑀 を 1
トークンずつ生成する自己回帰関数 𝐹 を学習させる
ことであるともいえる。このプロセスは以下のよう
に定式化される：

𝑚̂𝑖 = 𝐹 ({𝑤1, . . . , 𝑤𝑛, 𝑚̂1, . . . , 𝑚̂𝑖−1}, 𝐵, 𝑃;Θ) (1)

ここで、𝑤1, . . . , 𝑤𝑛 はテキストプロンプト𝑊 におけ
るトークン列、𝑚̂𝑖 はモデルが生成する i番目のトー
クン、Θはモデルのパラメータを指す。

3.2 プロンプト準備
最初に、テキストプロンプトを直接 LLM の埋
め込み層 𝑓𝑤 に入力し、トークンを潜在ベクトル
𝑉𝑊 = {𝑣1

𝑊 , . . . , 𝑣𝑛𝑊 } ∈ ℝ𝑛×𝑑 に変換する。ここで、𝑛

はトークンの数、𝑑は埋め込みサイズを表す。次に、
脳活動データを同じ潜在空間に埋め込むための脳デ
コーダ 𝑓𝑏 を設計する。このデコーダは、各 𝑏𝑖 ∈ 𝐵

を空間 ℝ𝑑 に埋め込むもので、次のように定式化さ
れる：

𝑣𝑖𝐵 = 𝑓𝑏 (𝑏𝑖) (2)
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さらに、POSタグを同じ潜在空間に埋め込むための
POSタグデコーダ 𝑓pos を設計する。このデコーダも
各 pos𝑖 ∈ POSを空間 ℝ𝑑 に埋め込むもので、次のよ
うに定式化される：

𝑣𝑖POS = 𝑓pos (pos𝑖) (3)

最後に、脳埋め込み 𝑉𝐵 と POS埋め込み 𝑉POS をテ
キスト埋め込み 𝑉𝑊 と連結し、LLMがテキストに加
えて、脳活動データと POSという 3つの情報を統一
された表現で認識できるようにする。これら 3つの
情報を効果的に区別するために、脳埋め込みには特
殊トークン 〈brain〉と 〈/brain〉を導入し、POS埋め込
みには特殊トークン 〈POS〉と 〈/POS〉を用いて、そ
れぞれの埋め込みの開始と終了を示す。これらの特
殊トークンは、それぞれ 1次元のランダム初期化さ
れたベクトル 𝑣<brain> と 𝑣</brain>、𝑣<POS> と 𝑣</POS>

として定義される。これらのベクトルは、LLM の
トークン埋め込みと同じ次元 𝑑 を持っている。その
結果、入力列 𝐼 は以下のように定式化される：

𝐼 = {𝑣 ⟨brain⟩ , 𝑣
1
𝐵, . . . , 𝑣

𝑡
𝐵, 𝑣 ⟨/brain⟩ ,

𝑣 ⟨POS⟩ , 𝑣
1
POS, . . . , 𝑣

𝑘
POS, 𝑣 ⟨/POS⟩ ,

𝑣1
𝑊 , . . . , 𝑣𝑛𝑊 }. (4)

3.3 脳デコーダと POSデコーダ
脳デコーダ 𝑓𝑏 は深層ニューラルネットワークで

あり、脳活動データ 𝐵{𝑏1,…, 𝑏𝑡 } ∈ ℝ𝑡×𝑐 を入力とし
て受け取り、脳埋め込み 𝑉𝐵 = {𝑣1

𝐵, . . . , 𝑣
𝑡
𝐵} ∈ ℝ𝑡×𝑑

を出力する。𝑑 は LLM の埋め込みサイズである。
BOLD信号の 𝑖-番目の時系列データ 𝑏𝑖 に対応する埋
め込みベクトルは、以下のように脳デコーダ 𝑓 𝑏 に
よって計算される。このとき、pは BOLD信号の収
集時の時間順序を表す位置埋め込みを指す：

𝑣𝑖𝐵 = 𝑓𝑏 (𝑏𝑖) = 𝑓𝑚 (𝑝𝑖 + 𝑏𝑖) (5)

出力埋め込みベクトル 𝑣𝑖𝐵 は LLM の埋め込みサイ
ズに合わせた次元を持つ。POS タグ 𝑃𝑂𝑆{POS1,…
, POS𝑘} は PyTorch の ‘torch.nn.Embedding‘によって
1000 次元の POS 埋め込み 𝑉POS = {𝑣POS

1, . . . , 𝑣𝑘POS} ∈
ℝ𝑘×1000に変換され、POSデコーダに渡される。POS
デコーダ 𝑓pos は深層ニューラルネットワークであ
り、1000次元のPOS埋め込み𝑉POS = {𝑣POS

1, . . . , 𝑣𝑘POS} ∈
ℝ𝑘×1000 を入力として受け取り、POS 埋め込み
𝑉POS = {𝑣POS

1, . . . , 𝑣𝑘POS} ∈ ℝ𝑘×𝑑 を出力する。POSタグ
の 𝑖-番目の時系列データ pos𝑖 に対応する埋め込みベ

クトルは、以下のように POSデコーダ 𝑓posによって
計算される：

𝑣𝑖POS = 𝑓POS (pos𝑖) (6)

出力埋め込みベクトル 𝑣𝑖POS は LLMの埋め込みサイ
ズに合わせた次元を持ち、テキストと脳情報と組み
合わせて入力を構成するために使用される。

3.4 トレーニング
このモデルのトレーニングは、[9]で提案された
プロンプトチューニング技術に着想を得て、次の 2
つのステップで構成されている：

1. ウォームアップステップでは埋め込みの分布を
テキストトークン埋め込みの分布に整列させる
ことを目的にトレーニングを行う。ウォーム
アップステップのトレーニングには、平均二乗
誤差（MSE）損失を採用した。

2. メイントレーニングステップではウォームアッ
プが完了した後、脳埋め込みと POS 埋め込み
がテキストの埋め込みと適切に統合されるよ
うにモデル全体をトレーニングすることを目
的にトレーニングする。オプティマイザーは
Adam [10]を使用し、学習率を 1× 10－ 4、バッ
チサイズを 8 に設定した。ウォームアップス
テップのトレーニングは 10 エポックで停止
した。

学習の目標は知覚データ付きの後続部の生成確率を
最大化することである。メイントレーニングステッ
プでは、LLMの固有の知識を保持しつつ、「プロン
プトチューニング」技術 [11] を用いて少数のデー
タサンプルから有用な情報を学習する。この技術で
は、LLM のパラメータを変更せずに、代わりに入
力表現（Θ 𝑓 𝑏, Θfpos,Θ𝑠𝑝 (𝑏𝑟𝑎𝑖𝑛) ,Θ𝑠𝑝 (𝑝𝑜𝑠)）のみを微調整
する。脳デコーダは人間の脳活動データを解読し、
POSデコーダは POS情報を解読することで、LLM
が知覚データ付きの後続部に近い出力を生成するよ
うに導く。

3.5 評価指数
本研究では、[2]に倣い、言語類似性指標として、

BLEU [12]、ROUGE [13]、およびWER [12]を採用し
た。BLEUは、生成された出力と知覚データ付きの
後続部の 𝑛-gramを比較し、一致数をカウントする
ROUGEは、𝑛-gramのオーバーラップを計算する一
連の指標である。本研究では、ともに 𝑛 = 1で評価
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データセット LLM Backbone モデル BLUE-1(↑) ROUGE-1(↑) WER(↓)

Pereira’s GPT-2 (117M)

LLM 0.105937 0.109504 0.951497
LLM_with_perPOS 0.180369 0.171204 0.887677
LLM_with_POS 0.180695 0.170119 0.886119
perBrainLLM 0.150302 0.141861 0.916319
perBrainLLM_with_perPOS 0.161956 0.156028 0.906577
perBrainLLM_with_POS 0.165693 0.157083 0.901276
BrainLLM 0.156483 0.148162 0.907579
BrainLLM_with_perPOS 0.162293 0.158180 0.907576
BrainLLM_with_POS 0.164124 0.158029 0.905006

表 1 モデルごとの言語生成能力の結果

する。WERは、生成された出力と知覚データ付き
の後続部の間のエラー（置換、削除、挿入）の総数
の比率を計算する。一般に、BLEU および ROUGE
のスコアは高いほど言語類似性が高いことを意味す
る一方、WERのスコアは低いほど、言語類似性が
高いことを意味する。

3.6 データセットと前処理
BrainLLM_with_POSは公開 fMRIデータセットの

Pereiraデータセット [7]でテストする。Pereiraデー
タセットは、Wikipedia 形式である 627 の文章を読
んでいる間の 5人の被験者の BOLD信号を収集した
ものである。被験者には各文章が重複なく提示され
た。本研究では Yeらによって前処理された脳活動
データ（BOLD特徴に対して次元削減を適用し、全
てのデータセットで次元数が 𝑐 = 1000 に圧縮）を
用いる。データサンプルは約 3:1:1の比率で、訓練
セット、検証セット、テストセットに分割した。分
割された訓練セット、テストセット、検証セットに
おいて知覚データ付きの後続部や脳活動データは
重複しない。また、各データへの POSは、Berkeley

Neural Parser2）[14]を用いて付与した。

4 結果・考察
BrainLLM_with_POS の生成性能を 8 つのコント

ロールモデルと比較した。LLMは脳活動データを
使用しない標準的な LLMであり、テキストプロン
プトのみを使用して言語を生成する。PerBrainLLM
は BrainLLMと同じ手法を使用するが、脳データが
ランダムに並び替えられている。この並び替えに
より、脳活動データと知覚データ付きの継続部と
の対応が乱され BrainLLMに対するコントロールモ

2） https://github.com/nikitakit/self-attentive-parser

デルとして機能する。同様に、PerPOSは POSと同
じ手法を使用するが、POS 情報がランダムに並び
替えられている。この並び替えにより、POS 情報
と知覚データ付きの後続部との対応が乱され POS
に対するコントロールとして機能する。実験の結
果を表 1にまとめる。結果として、BrainLLMより
も BrainLLM_with_POS の方が 3 つの言語類似性指
標すべてにおいて性能が良いことがわかった。し
かし、3つのモデルにわたって perPOSと POSの間
でほとんど性能が変わらなかった。また、LLM に
脳活動データを与えるよりも POS を与えた方が
性能が大きく向上した。性能が最も良かったのは
LLM_perPOSもしくは LLM_POSであった。

5 おわりに
実験の結果、統語情報を明示的に取り入れること
で脳情報デコーディング性能が高くなる傾向が観察
された。この結果から統語情報はデコーダの性能改
善に効果的であることが示唆される。しかし、一方
で perPOSと POSの間ではほとんど性能に差がない
ことも示されており、この点については今後十分な
検討が必要である。また、統語情報は BrainLLMよ
りも LLMに与えた方が効果的であることも示され
た。今後は、今回の研究結果を踏まえ、POS以外の
中間表現についても、デコーダの生成能力の改善に
寄与するか調べていきたい。
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