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概要
本研究では，大規模ニューラル言語モデルの中間

層から得られる次単語予測確率が人間の読み活動・
脳波データをうまく説明できることを報告する．こ
れは，大きな言語モデルの計算する確率ほど人間の
振る舞いから逸脱してしまうという既存の報告を覆
すものであり，大規模言語モデルの認知的妥当性が
過小評価されていたことを示唆する．さらに，人間
の比較的速い反応（最初の視線停留など）は浅い層
で，遅い反応（脳波 N400など）は深い層で再現さ
れる傾向が見られ，言語モデル内部でのレイヤ方向
の漸進的処理と，人間の異なるタイムスケールの反
応との対応をとる新たな方向性を提示する．

1 はじめに
1.1 背景
人間は，逐次的に文章を読んでいる間，様々な行

動・生理的反応を見せる．例えば，しばらくある単
語を見た後，前後の単語に視線を移したり，特徴的
な脳活動を示したりする．このようなデータの説明
は，人間の言語処理で何が計算されているかという
問いに答える手がかりとなる．一つの仮説として，
人間も（大雑把に言えば言語モデルと同じように）
言語を処理している最中に，次の単語・情報を予測
しており，予測しづらい箇所で認知的負荷が高くな
る（視線が停留したり，特定の生理的反応が生じ
る），さらにその関係は文脈内での単語の対数確率
− log 𝑝(単語 |前方文脈 )に線形であるという，サプ
ライザル仮説があげられる [1, 2, 3, 4]．本研究はこ
の仮説を掘り下げるものである．
サプライザル仮説そのものは，計算のゴール・目

的（将来の予測）についてのみ言及しており，それ
がどのような表現・アルゴリズムで計算されるかと
いったレベルには踏み込んでいない．当該領域で
は，このアルゴリズムの理解（例えば，本当に人間
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図 1 言語モデル内の異なる中間層が，人間の異なる読み
活動・脳波データを説明する．中間層を含めた認知モデ
リングでは，大きな言語モデルも人間をうまく模倣する．

は木のような統語構造を扱って次単語予測をしてい
るとみなせるのかなど）が次の関心となっている．
幸い，自然言語処理分野は次単語確率・サプライザ
ルを計算できる様々なアルゴリズム（逐次的パーザ
や言語モデルなど）を開発してきた．これらを仮説
の実装として利用・改造し，どのモデルの計算する
サプライザルが，人間に近い振る舞いを示すかが検
証されている．そのモデル候補として，近年であれ
ば，人間らしい流暢な言語を生成できる大規模言語
モデルも含められてきた．
ここ数年の発見として，大きな言語モデルほど，
得られる単語確率（サプライザル）は人間の読み
活動から乖離してしまうという報告があげられて
きた [5, 6, 7]．すなわち，大規模言語モデルが「驚
く」箇所で，人間も驚いているわけではなく，むし
ろ GPT2-small程度の小さなモデルの驚き方が最も
人間らしいという帰結が得られている．多くの研究
者は，これを踏まえ，なぜ大きな言語モデルほど人
間から乖離していくのかという分析を始めている
が [8, 9, 10, 11]，相補的な取り組みとして，我々は，
本当に大規模言語モデルから人間らしい予測・驚き
が得られないのか？という点について再訪する．
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図 2 言語モデルの前半層が人間の読み活動データをうま
く説明できる例．モデルシリーズごとの結果．横軸が言
語モデルの層の位置，縦軸が人間データとの適合の良さ．

1.2 提案：言語モデルの中間予測
本研究ではとりわけ，ニューラル言語モデルを活

用したサプライザル仮説の検証 [12, 13, 14, 15, 5]に
おいて暗黙に仮定される，モデルの最終出力として
得られる確率で認知モデリングをするという設定に
ついて再検討する．そして実験では，人間を測定す
る指標に応じて，むしろ前半層や中間層から得られ
る，洗練される前の言語モデルの中間予測が人間の
データと適合することを示す．つまり，仮に人間を
大規模言語モデルと見立てた場合，人間から即時的
に観察される反応は，中間層の情報のようなものに
対応すると考えれば1），ある程度説明がつく（図 2）．
このような検証に至る動機として，そもそも計測

されている人間の反応が，言語モデルの最終層のよ
うな，その語に対する処理が完了するまでの全て
の処理・予測・判断を踏まえたものではない可能
性をあげたい．人間に対する異なる測定指標はし
ばしば異なるタイムスケールに対応しており，例
えば，N400事象関連電位がおよそ 400ms後に出現
する前に，視線（first pass gaze duration; FPGD）はす
でに次の単語に移っていることが多い [16, 17]．こ
の観点では，FPGDは次の単語を迎え入れるまでの
必要最小限の処理しか反映していないかもしれな
い．更に少々荒い議論でよければ，例えば，眼は情
報が入るセンサーであり，そのような眼球・視線の
（ある程度反射的な）振る舞いは言語モデルの入力
層のようでもおかしくないのかもしれない．一般的
には，速い指標は語彙などの浅い処理に，遅い指
標は意味などの深い処理に紐づくという見方がさ

1） 後半層の処理にあたるものは，認知モデリングの文脈で計
測される，視線移動のような即時的な行動には反映されな
い，熟慮のようなものだと一旦思うことにする．

れ [18, 19, 20]，このような同じ単語を処理している
最中の異なる時間スケール・粒度の反応は，言語モ
デル側で考えれば，層方向の違いが候補にあがるだ
ろう．さらに，人間の速い反応は先に計算される前
半層で再現され，遅い反応はその後計算される後半
層で再現されると説明できるのであれば．直観的
である．本研究では，少なくとも FPGD, self-paced
reading time (SPR), N400, MAZEなどのよく用いられ
る人間の指標については，このような対応が概ね当
てはまることを示す．また，大規模言語モデル内の
多くの中間層では，これまで良いとされた小さい言
語モデルと同等かそれ以上に人間の振る舞い・脳波
を再現でき，これは大きい言語モデルほど人間から
逸脱していくという既存の知見 [14, 5, 6, 7]を覆す．

2 実験設定
2.1 認知モデリング
ある文章 [𝑤0, 𝑤1, · · · , 𝑤𝑛] を逐次的に読んでいる
最中に，人間が各単語 𝑤𝑡 に対して示す処理負荷
を 𝑐(𝑤𝑡 |𝒘<𝑡 ) とする．この処理負荷は例えば，視
線停留時間の長さであったり，特定の脳波のピー
クの大きさであったりする．同様の研究に従い，
各単語のサプザイザル − log 𝑝(𝑤𝑡 |𝒘<𝑡 ) でこの処理
負荷を説明できると期待し，言語モデルを用い
て近似する．ここでどのような言語モデル（本研
究では層）を用いればよいかが関心である．単に
𝑐(𝑤𝑡 |𝒘<𝑡 ) と − log 𝑝(𝑤𝑡 |𝒘<𝑡 ) の相関で評価してもよ
いが，より洗練された方法として，既存研究に基づ
き線形回帰モデルを用い，単語頻度や単語の長さ
といった素朴な要因を配慮したうえで，サプライ
ザルが処理負荷の説明にどれだけ寄与するかを調
べる [12, 14, 21, 15, 5]．具体的には，サプライザル
を含めた回帰モデルと含めない回帰モデルで処理
負荷を説明したときの対数尤度の差（psychometric
predictive power; PPP）を報告し，PPPが大きいほど，
用いたサプライザルが人間の処理負荷をうまく説明
している．具体的な回帰式は付録 Aに載せる．

2.2 言語モデルの中間予測
本研究では，言語モデルの中間層 𝒉𝑙 ∈ ℝ𝑑 から，
単語サプライザル − log 𝑝(𝑤𝑡 |𝑤<𝑡 ; 𝒉𝑙) を計算する．
簡単な手法として，言語モデリングヘッドを中間層
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表 1 全結果．各層の PPPは特定の層範囲（相対的）で，全モデルから得られた値を平均して報告している．例えば 0-20
は全モデルの最初の 20%のレイヤから得られた PPPを平均したものである．各値は 1000倍されている．

Logit-lens (PPP) Tuned-lens (PPP)

テキスト 指標 0-0.2 0.2-0.4 0.4-0.6 0.6-0.8 0.8-1.0 0-0.2 0.2-0.4 0.4-0.6 0.6-0.8 0.8-1.0

DC FPGD [22] 16.69 17.90 17.55 15.24 10.38 17.10 16.32 15.39 13.53 10.49

NS SPR [23] 23.81 23.92 21.26 13.36 6.88 16.88 14.53 11.36 8.14 6.32
MAZE [24] 1.66 4.32 8.36 18.50 32.40 9.70 17.56 24.15 32.86 39.63

UCL
SPR [25] 24.81 23.42 18.88 7.58 1.49 15.78 8.92 4.87 2.53 1.27
FPGD [25] 22.95 26.54 25.25 15.61 4.87 16.28 14.48 11.87 9.47 5.57
N400 [26] 57.59 33.05 13.68 12.63 33.08 11.31 6.12 16.19 29.49 37.11

Fillers in [27]
SPR [27] 7.45 12.08 15.46 15.95 16.05 8.60 10.47 11.36 11.86 13.33
FPGD [27] 8.98 8.05 8.45 9.04 12.00 8.94 10.91 12.91 13.81 14.00
MAZE [28] 4.76 3.03 7.65 36.48 84.83 9.96 28.27 52.00 73.38 88.64

Michaelov+, 2024 N400 [29] 1.09 1.82 2.41 2.12 1.13 0.95 1.51 1.70 1.38 0.99

Federmeier+, 2007 N400 [30] 0.69 2.30 6.63 15.80 18.84 0.93 3.08 8.00 15.81 18.89
W&F, 2012 N400 [31] 0.36 0.18 0.10 0.36 0.58 0.41 0.20 0.14 0.25 0.51
Hubbard+, 2019 N400 [32] 0.20 0.21 0.27 0.32 0.24 0.13 0.14 0.25 0.38 0.34
S&F, 2022 N400 [33] 0.14 0.23 0.34 0.50 0.47 0.32 0.36 0.55 0.62 0.46
Szewczyk+, 2022 N400 [34] 1.09 2.45 4.26 6.05 5.84 2.00 3.41 4.92 6.50 6.56

に対して適用する Logit lens [35]を用いる：
𝑝(𝑤 |𝒘<𝑡 ; 𝒉𝑙,𝑡 ) = LogitLens(𝒉𝑙,𝑡 ) [id(𝑤)]
= softmax(LayerNorm(𝒉𝑙,𝑡 )𝑾𝑈) [id(𝑤)] , (1)

ここで 𝑾𝑈 ∈ ℝ𝑑×|𝑉 | は埋め込み行列，LayerNorm(·)
は最終層のレイヤー正規化，softmax(·) [id(𝑤)] は，
語 𝑤 に付与された確率を取得していると読んでい
ただきたい．また Logit lensの発展手法として Tuned
lens [36]も提案されてきた：
𝑝(𝑤 |𝒘<𝑡 , 𝒉𝑙,𝑡 ) = LogitLens((𝑾𝑙 + 1)𝒉𝑙,𝑡 + 𝒃𝑙) [id(𝑤)] .

(2)

これは，logit-lensに追加して最終層の予測を近似で
きるようにアフィン変換𝑾𝑙 , 𝒃𝑙 を各層で学習したも
のであり，レイヤ間の空間のずれにある程度対処す
る．実験節では，両手法で得られた結果を載せる．

2.3 読み活動・脳波データ
本研究では，Table 1の各行に対応する 15種の人間

の読み活動・脳波データを用いる．このような認知
モデリングで典型的に用いられる，自己ペース読み
時間（SPR），視線停留時間（FPGD），脳波（N400），
MAZEデータを含めており，いずれにおいても，各
単語 𝑤𝑡 に読み負荷 Cost(𝑤𝑡 ) が付与されている．前
処理は既存研究に従っている [7, 20, 28, 37]．また結
果の解釈時に，人間の測定指標の違いとテキストの
違いとの交絡を防ぐため，極力同じテキスト上で測
られた異なる測定指標に基づくデータを含めた．

2.4 言語モデル
Logit-lens の実験では 21 モデル（付録 B）を，

tuned-lensの実験では，そのうち学習済み tuned-lens
パラメータ2）が公開されている 14モデルを用いる．

3 実験結果
3.1 最終層が認知的に妥当とは限らない
図 1に，例として DC，NSデータ上で評価した層
ごとの PPPを載せる．言語モデルの前半層で計算さ
れるサプライザルの方が読み時間をうまく説明する
ことがわかり，むしろ最終層を用いた場合は，認知
的妥当性が過小評価されることが懸念される．表 1
に，より網羅的な結果を載せる．モデル内の相対的
な層の位置ごとに，モデル横断的に平均した PPPを
載せており（例えば 0-0.2は，各モデルの前半 20%
の層に対応），特に FPGDや SPRといった比較的速
く，浅い処理を反映していると考えられる行動デー
タは，前半層で高い PPPが得られている．3）

3.2 言語モデルのスケーリング
表 3に，各データについて，モデルの大きさ（x
軸）と PPP（y軸）の関係を 2種類示している．黒縁
のマーカと灰色の回帰直線は，各モデルの最終層か

2） https://huggingface.co/spaces/AlignmentResearch/

tuned-lens/tree/main

3） 検定は付録 Dで行う．
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図 3 言語モデルの大きさと PPPの関係性．黒縁のマーカおよび灰色の回帰直線が最終層の PPPによるもの．赤縁の
マーカおよび赤色の回帰直線が最も良い中間層の PPPによるもの．

ら得られた PPPに基づく結果であり，大きなモデル
ほど PPPは悪化する傾向にある既存の報告 [5, 6, 7]
を再現している．赤縁のマーカと赤色の回帰直線
は，各モデルの中間層から得られた最も良い PPPに
基づく結果であり，最適なレイヤの選択のもとで
は，より大きなモデルの方がより良い PPPを達成で
きることがわかる．すなわち，大きなモデルの中間
層から得られる予測が人間らしい．

3.3 良い中間層は簡単に見つかる
ランダムに中間層を選んだ場合，どれぐらいの

層が，最終層で達成されていたかつての PPP ベス
ト値を上回るだろうか．同モデルシリーズ（GPT-2,
Llama2, Pythia）内で，最終層に基づいて得られてい
た最も良い PPP（しばしば小さなモデルから得られ
る）に対して，各中間層の PPPが勝るかを集計し，
その勝率を報告する．勝率は各データ・モデルでお
おむね 8割を超え（詳細は付録中，表 2），たまたま
外れ値的に良いレイヤがあるために，本研究におい
て，大きい言語モデルが過大評価されているという
わけではない．

3.4 いつ中間層が有効か？
中間層を活用することで，どのような単語におい
て，読み活動予測誤差が減少しただろうか？最終層
から、最も良い中間層のサプライザルに変更するこ
とで，残余誤差の減少が大きくなる単語を観察する
と，長くて頻度の低い，いわゆる難易度の高い単語
であった．この知見は，大規模言語モデルが，低頻
度語で人間よりも驚かない（予測が正確すぎる）た
めに人間から逸脱して見えるという既存の知見と一
致し [9]，中間層を活用することで、この問題が経験
的に解消されていた．

4 おわりに
本研究では，言語モデルの中間層における次単語
の予測で，人間の読み振る舞い・脳波がうまく説明
できることを示した．言語モデルの各層がどのよう
な言語情報を有するかといった，解釈性方面の知見
と統合することで，人間と言語モデルの文処理につ
いて洞察が得られることを期待する．
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表 2 同モデルシリーズの最終層で得られていた PPPベスト値に対する，中間層の PPPの勝率．勝率が 1に近い場合，
どの中間層を適当に選んでも，かつてのベスト PPP値に勝っていることを意味する．“PT”は “Pythia”である．本表では，
層数が多い 1B以上のモデルと，最終層と中間層で比較的結果が大きく変わった読み活動データに着目している．

Logit-lens (win rate) Tuned-lens (win rate)
GPT2 OPT OPT OPT OPT OPT OPT PT PT PT PT PT GPT2 OPT OPT PT PT PT PT

Data XL 1.3B 2.7B 6.7B 13B 30B 66B 1B 1.4B 2.8B 6.9B 12B XL 1.3B 6.7B 1.4B 2.8B 6.9B 12B
DC FPGD [22] 0.80 0.80 0.82 0.76 0.73 0.76 0.78 0.00 0.32 0.36 0.73 0.73 0.73 0.80 0.67 0.64 0.58 0.55 0.54
NS SPR [23] 0.82 0.80 0.85 0.76 0.73 0.76 0.85 0.47 0.52 0.45 0.21 0.41 0.55 0.76 0.70 0.56 0.39 0.36 0.41
UCL SPR [25] 0.78 0.80 0.79 0.76 0.76 0.78 0.80 0.71 0.52 0.64 0.70 0.70 0.73 0.80 0.61 0.52 0.36 0.42 0.35
UCL FPGD [25] 0.94 0.88 0.82 0.79 0.83 0.88 0.83 0.59 0.56 0.58 0.70 0.73 0.90 0.92 0.91 0.96 0.48 0.73 0.73

表 3 UCLにおける，人間の他の計測指標に対する結果．
Logit-lens (PPP) Tuned-lens (PPP)

テキスト 指標 0-0.2 0.2-0.4 0.4-0.6 0.6-0.8 0.8-1 0-0.2 0.2-0.4 0.4-0.6 0.6-0.8 0.8-1

UCL

SPR [25] 24.51 23.35 18.84 7.80 1.81 15.78 8.92 4.87 2.53 1.27
FPGD [25] 22.62 26.24 25.12 15.55 5.02 16.28 14.48 11.87 9.47 5.57
SPGD [25] 241.76 191.77 124.82 30.13 3.97 68.43 20.05 5.28 1.71 3.87
ELAN (125–175ms) [26] 0.79 0.38 0.18 0.30 0.49 0.22 0.38 0.77 0.67 0.50
LAN (300–400ms) [26] 70.32 48.69 25.78 5.05 6.14 19.94 2.74 1.72 5.02 8.76
N400 (300–500ms) [26] 57.45 33.30 14.01 12.89 32.26 11.31 6.12 16.19 29.49 37.11
EPNP (400–600ms) [26] 78.22 58.65 35.25 7.76 3.09 29.31 6.67 1.29 1.56 4.45
P600 (500–700ms) [26] 69.52 50.43 29.25 6.37 7.39 17.70 3.30 1.80 5.83 11.36
PNP (600–700ms) [26] 60.47 46.76 29.58 7.32 1.56 25.38 8.09 2.30 0.73 1.61

A 回帰モデル
以下の回帰モデルを用いて，読み活動データのモデリングを行った：

Cost(𝑤𝑡 ) ∼ surprisal(𝑤𝑡 ) + surprisal(𝑤𝑡−1 ) + surprisal(𝑤𝑡−2 ) +単語長 (𝑤𝑡 ) +頻度 (𝑤𝑡 )
+単語長 (𝑤𝑡−1 ) +頻度 (𝑤𝑡−1 ) 単語長 (𝑤𝑡−2 ) +頻度 (𝑤𝑡−2 ) .

なお，直近の単語の処理負荷が影響を与えるスピルオーバー効果 [38]に対処するため，surprisal(𝑤𝑡−1 ) と surprisal(𝑤𝑡−2 ) をベースライ
ン素性に常に含めている．単語長は文字数で数え，頻度は word freqパッケージで求め [39]，サプライザルに倣い対数へ変換している．
また N400データについて，Michaelov+24 [29]のデータのみ，各電極の情報が分けて記録されており，ランダム効果として電極位置（番
号）も回帰モデルに含んでいる．
B 言語モデル

21モデルの内訳は以下の通りである：GPT-2 (124M, 355M, 774M, and 1.5B parameters) [40], OPT (125M, 1.3B, 2.7B, 6.7B, 13B, 30B, and
66B parameters) [41], and Pythia (14M, 31M, 70M, 160M, 410M, 1B, 1.4B, 2.8B, 6.9B, and 12B parameters) [42]. Tuned-lens実験については，次
の 14モデルを用いている：GPT-2 124M, 774M, and 1.5B; OPT 125M, 1.3B, and 6.7B; and Pythia 70M, 160M, 410M, 1B, 1.4B, 2.8B, 6.9B, and
12B．
C 人間の読み活動・脳波データ

FPGDは視線計測により得られる指標であり，ある単語に最初に視線が停留してから初めて別の単語に視線が出るまでの時間を表す．
SPRは固定スライディング窓を移動させながら（典型的には単語ごと）文章を読んだときに，各単語を見た時間を指す．視線計測に対
する安価な代替手段として用いられることが多い．N400はある単語が見せられてから，およそ 400ms後に生じる事象関連電位であり，
前処理は既存研究に従っている [37]．MAZEでは，単語レベルの SPRと同様に，1単語ずつ提示して被験者に文を読ませる．ただし，
各単語は，これまでの文脈の続きとして不適切な単語とともに表示され，どちらが続きとして自然な候補かという 2択問題を解きなが
ら文を読む．このときの問題の回答速度を読み時間として付与している [43, 24]．
D 有効な層と計測指標間の関係
各実験設定で得られた PPPを収集し，これら PPPを実験設定から予測する回帰モデルを考える．

PPP(𝑠) ∼ stimuli(𝑠) + model(𝑠) + layer depth(𝑠) + measure(𝑠) + lens(𝑠) + layer depth(𝑠) : measure(𝑠) ,

stimuliはデータセットで用いられているテキスト（表 1中「テキスト」列）を，modelは用いた言語モデル，layer depthは言語モデルの
レイヤ位置，measureは人間の測定指標（表 1中「指標」列），lens(𝑠) は用いた手法（logit-lens/tuned-lens）をエンコードしている．我々
の関心は相互作用項 layer depth(𝑠) : measure(𝑠) にあり，measureに応じて PPPの高さを説明する layer depthが変わるかが知りたい．な
お，measureはカテゴリカルな変数であり，FPGDをダミークラスとしている．回帰モデルのフィット後，相互作用項の係数を確認す
ると，layer depth : SPRの係数は有意に 0より小さく，layer depth : N400と layer depth : MAZEは有意に 0より大きかった（1サンプル
t-test）．したがって，測定指標に応じて，高い PPPに紐づく層は異なる傾向にあると確認され，特に遅い反応である N400とMAZEは後
半層に紐づくことが分かった．
なお，UCL上ではより多くの計測指標についても実験を行っており，比較的速く，浅い処理を反映していると想定される反応（FPGD,

SPR）は前半層，比較的遅い反応（N400, MAZE）は後半層という対応について，FPRD，SPR，N400，MAZE以外の指標では必ずしも成
り立っていなかった．したがって，あくまでこういった傾向は今回分析した 4つの指標について言えることである．これら 4つの指標
は，予測に基づく文処理で典型的に扱われる指標であり，逆に言えば，その他の SPGD (second pass gaze duration)や，ELAN，P600と
いった他の指標が，そもそもサプライザルで説明されるべき処理を反映しているのかといった疑問もある．
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