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概要
大規模言語モデル (LLM)の応用の一つに,検索エ
ンジン最適化 (SEO) の目的に沿った高品質な Web
コンテンツ生成が挙げられる. 本研究では,コンテン
ツの品質指標であるユーザ評価をターゲットとし
た LLMの調整 (アラインメント)を行い, 高品質か
つ長文のコンテンツの生成を目指す. Google検索に
より取得したWebコンテンツと,コンテンツに対し
ユーザ評価ラベルを付与したデータセットを利用し
て,指示チューニングと Direct Preference Optimization
(DPO)によるアラインメントを行なった. 評価の結
果,生成コンテンツの質と長さの両面で改善が確認
できた.

1 はじめに
近年,大規模言語モデル（LLM）は多様なタスク
で高い性能を発揮しており, Webコンテンツ制作に
おいてもその活用が進んでいる. 先行研究 [1]にお
いて,検索エンジン最適化 (SEO)においてしばしば
行われる,ユーザによるコンテンツの主観評価 (ユー
ザ評価)のスキームにならい, LLMが生成する Web
コンテンツを評価し,その品質が一定程度高いこと
を示した. 一方で, 汎用的な LLM は長いコンテン
ツを生成することが難しいという課題も明らかに
なった. そこで,本研究では Google検索からクエリ,
HTML テキスト, 検索ランキングを取得して, 日本
語Webコンテンツのデータセットを作成する. 作成
したデータセットの一部に対し,被験者によるユー
ザ評価を行うことで,ユーザ評価データセットを作
成する. 作成したデータセットを用いて, LLMに対
して指示チューニング [2] による教師あり学習と
Direct Preference Optimization (DPO) [3]によるアライ
ンメントを行うことにより,コンテンツ生成に特化
した LLMの作成を試みる.

2 関連研究
LLMの出力を調整するアラインメント手法に関
する研究が進展している. Christianoら [4]は人間の
嗜好データを用いて報酬モデルを作成し, 強化学
習で LLMを最適化する Reinforcement Learning from
Human Feedback (RLHF)により,人間の嗜好を反映し
た LLMを作成した. Rafailovら [3]は RLHFのよう
に強化学習を行わず,同等の最適化を単一ステージ
で行う DPOを用いることで,学習の安定化と実装の
簡略化が可能であることを示した. 特定のタスクを
想定して最適化された“特化型 LLM”についても多
くの研究が報告されている [5, 6]. Yang [7]らは事前
学習モデルを金融データでファインチューニングす
ることにより,金融分野に特化した LLM (FinGPT)を
作成した.

LLMで長文の生成を行なう手法も研究されてい
る. Xiongら [8]は,事前学習に利用するデータセッ
トではなく,事前学習モデルに対する継続学習に利
用するデータセットに長いテキストを含むことで,
効率的に学習を行えることを示した. LongWriter [9]
では,長文生成をプランの生成とプランに沿って生
成を行うタスクに分割することで, LLM で出力長
が 2,000 語から 32,000 語のテキストの生成を行い,
LongWriter-6k データセットを作成した. 作成した
データセットを用いて教師あり学習 (SFT)を行うこ
とで,出力品質を維持しつつ 2,000語を超える出力が
できることを示した. また,作成した SFTモデルか
ら複数のテキストを生成し,品質と長さに関連する
スコアを付与することで選好データセットを作成,
DPOによる最適化を行い, LLMの出力品質と長文生
成を行う指示に従う能力が向上することを示した.
本研究ではこれらの研究を参考にして,長文で整
合性の取れた日本語 Webコンテンツを自動生成す
る手法を確立することを目指す. これにより, Webコ
ンテンツ制作業務の効率化,検索エンジンでの上位
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(a)テキストの文字数 (b)クエリの文字数 (c)ユーザ評価の平均の分布
図 1: Webコンテンツデータとユーザ評価データの各種統計: (a) Webコンテンツデータとユーザ評価データ
のテキストの文字数 (平均:約 4,224文字). (b) Webコンテンツデータとユーザ評価データで利用したクエリの
文字数 (平均:約 8文字). (c)各テキストの 5人のユーザ評価の平均の分布 (平均:約 7.1).

表示による流入数の増加を図ることができる.

3 データの概要
疑問などを解決するために情報を求める際に用

いられるクエリ (インフォメーショナルクエリ) に
対し,上位 50件ずつの HTMLテキストを検索エン
ジン (Google)から取得する. HTMLテキストに対し,
Trafilatura [10] を用いてマークダウン形式としてテ
キストコンテンツの抽出を行うことで, クエリ, コ
ンテンツ, 検索順位を含んだ日本語 Web コンテン
ツデータセットを作成する. クエリは質問形式の文
ではなく１つか複数の単語とする. 作成したデータ
セットの一部に対し,ページの内容や品質の良し悪
しを「検索需要にあっているか？」,「ページ・サ
イトの品質は高く信頼できるか？」,「使いやすい
か？」の 3点に基づいて 0～10の 11段階で評価す
ることで,ユーザ評価データセットを作成する. 各コ
ンテンツに対して 5人ずつの評価を行い,その平均
をコンテンツの評価とする. ユーザ評価の採点方法
は Google検索品質評価ガイドライン [11]を参考に
した. 日本語 Webコンテンツデータセット,ユーザ
評価データセットのクエリ,コンテンツの数を表 1
に示す. テキスト,クエリの文字数,ユーザ評価の分
布を図 1に示す.

表 1: 各データセットのデータ数
Webコンテンツ ユーザ評価
訓練 検証 評価 訓練 検証

クエリ 800 100 100 270 30
コンテンツ 40,000 5,000 5,000 13,500 1,500

4 Web コンテンツによるアライン
メント

4.1 教師あり学習
ELYZA 社 が Hugging Face 上 で 公 開 し て い

る elyza/Llama-3-ELYZA-JP-8B [12] (以下, Llama3-8B-
ELYZA)を利用し,図 2のプロンプトに対する応答と
して,コンテンツを生成する教師あり学習 (SFT)を
行ない, Llama3-8B-SFTモデルを作成する. Webコン
テンツデータセットのクエリを q,コンテンツから
TF-IDFで抽出したキーワードを keywordとする. プ
ロンプトの応答は, Google検索の上位 10位までのコ
ンテンツを利用する. コンテキストサイズ (8,192)を
超える長さのテキストは, 8,192トークンの位置で打
ち切る. 学習を効率化するためにトークン数の 2乗
オーダーの計算量がかかる Attention の計算を効率
化する FlashAttention [13, 14]と QLoRA [15]を用い,
LoRA [16]の行列のランクを 16とし,全てのフィー
ドフォワード層と注意層を適応化する.

4.2 選好データセットの作成
同一のクエリに対する 2つのコンテンツのいずれ
が選好される/されないかを推論する 2値分類問題
として選好データセットを作成する. 11段階のユー
ザ評価は多分に主観的であり,評価者によるばらつ
きも大きいため,マージンを設定することでより適

USER:以下の検索クエリ、キーワードに対する記事を作
成してください。
クエリ:q
キーワード:keyword1, keyword2, · · · , keyword10
ASSISTANT:
図 2: 教師あり学習, DPOに利用したプロンプト

― 3558 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



切な選好データが作成できると期待される. そこで,
ユーザ評価の差が 2以上のペアを作成し,いずれが
選好されるかがある程度容易に推論可能な選好デー
タ (DPO データ, ベースライン) を作成する. 次に,
マージンをできる限り広くとるために,ユーザ評価
の上位 10件を選好される,下位 10件を選好されな
いとする選好データ (DPO-TopBot10データ)を作成
する. これにより,マージンの広さによる影響を調べ
る. さらに,ユーザ評価が 8より大きいかつ, 2,000文
字以上を選好される,評価 7以下を選好されないと
する選好データ (DPO-Longデータ)を作成する. こ
れにより,高評価ではあるが,短文であるコンテンツ
を省くことにより,より高品質なWebコンテンツを
指向したアラインメントを目指す.

4.3 DPOによる最適化
選好データセットを利用して, Llama3-8B-SFT に

対し DPO による最適化を行う. コンテキスト長,
FlashAttention, QLoRAは教師あり学習と同様の設定
とする.各選好データセットから 10,000ペアをラン
ダムに取得し, 学習に利用する. 各データセットで
作成したモデルを Llama3-8B-DPO, Llama3-8B-DPO-
TopBot10, Llama3-8B-DPO-Longとする.

5 実験の概要
Llama3-8B-ELYZA, Llama3-8B-SFT, Llama3-8B-

DPO (ベースライン, TopBot10, Long), GPT-4-Turbo
でコンテンツを生成し, 評価を行う. 生成時のパ
ラメータは最大長を 8,192トークン,サンプリング
法を用い, それ以外のパラメータは Transformers の
generate関数の初期設定とした. Webコンテンツデー
タセットのテストデータ 100クエリに対し, 1コンテ
ンツずつ,合計で 100コンテンツを学習時と同様の
プロンプト (図 2)で生成する. 生成コンテンツの例
を付表で示す.
生成コンテンツに対し, 文字数と Perplexity によ

る比較, LLM-as-a-judge に基づいた LLM による比
較の評価を行う [17]. LLM による比較評価では
サイバーエージェント社が Hugging Face 上で公開
している cyberagent/Llama-3.1-70B-Japanese-Instruct-
2407 [18] (以下, Llama3-70B) と GPT-4o-mini を利用
する. 評価に利用したプロンプトを付図で示す. 検
索クエリと比較したい 2つの Webコンテンツを順
不同で与え,どちらが検索需要に合っているか評価
する.

表 2: LLMの評価と人間の評価の一致率 (A<B, A>B,
A=Bの分類の一致率)

評価者平均 Llama3-70B GPT-4o-mini
評価者 1 53% 46% 46%
評価者 2 70% 52% 53%
評価者 3 62% 50% 48%
評価者 4 52% 43% 45%
評価者 5 70% 52% 53%
評価者平均 100% 64% 64%
Llama3-70B 64% 100% 77%
GPT-4o-mini 64% 77% 100%

5.1 ユーザ評価と LLMの評価の関係
LLMによる比較評価の妥当性を検証するために,

LLMと人間の評価の一致率を調査した. ユーザ評価
データから 100クエリを抽出し,各クエリからコン
テンツをランダムに 10ペアずつを抽出して, 1,000
件のペアデータセットを作成した. 作成したペア
データセットに対し, LLMでの比較評価を行い,選
好ラベルを付与する. ペアデータに対する人間の評
価と比較することで, 評価の一致率を算出する. 結
果を表 2 に示す. 人間の評価の平均との一致率で
は,各評価者, Llama3-70Bと GPT-4o-miniでは大きな
差がないことが確認できる. また,各評価者と LLM
の評価の一致率, LLM 同士の一致率を確認すると,
LLMは人間の評価の平均に近い評価を行い, LLM同
士の一致率も高いことがわかる. 次に LLMが選択
した選好ラベルの割合を表 3で示す. 同評価は選び
にくいこと, Llama3-70B は Web コンテンツ A を選
びやすいことが確認できた. また, Llama3-70Bでは
1 割を超える出力エラー (フォーマットのずれ, 関
係ない内容)が存在したが, GPT-4o-miniではほとん
ど存在しなかった. これらの結果を踏まえ, 本研究
では GPT-4o-miniを用いて生成コンテンツの評価を
行った.

6 実験結果
6.1 文字数による比較
各モデルで生成されたコンテンツの文字数と

Perplexityの分布を図 3で示す. Llama3-8B-ELYZAや
GPT-4-Turboは長文生成が難しい一方で, Llama3-8B-

表 3: LLMが選択した選好ラベルの割合
A B 同評価

Llama3-70B 57.7% 41.3% 1.0%
GPT-4o-mini 48.0% 51.5% 0.5%
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(a)文字数 (b) Perplexity

図 3: LLM生成コンテンツの比較 (第 3四分位点+四分位範囲の 1.5倍を超える値,第 1四分位点－四分位範囲
の 1.5倍を下回る値を外れ値とする): (a)文字数の比較. (b) Perplexityの比較.

表 4: GPT-4o-miniを用いた比較評価によるWin-Rate (Llama3-8B-SFT, Llama3-DPO, GPT-4-Turbo VS)

Llama3-8B-
ELYZA

Llama3-8B-
DPO

Llama3-8B-
DPO-TopBot10

Llama3-8B-
DPO-Long

Llama3-8B-SFT 65% 31% 35% 28%
Llama3-8B-DPO - - 28% 44%
GPT-4-Turbo - 74% 79% 65%

SFTや DPOモデルでは長文生成が可能であること
が確認された. ただし, Llama3-8B-SFT モデルでは
出力が崩壊し,同じ文章を繰り返すことで最大コン
テキスト長まで生成が行われたため, 長文生成が
可能であるものの内容が単調で予測可能性が高い
（Perplexityが低い）傾向が見られた. また, DPOモデ
ルは SFTモデルに比べて Perplexityが改善され,より
多様性のあるコンテンツが生成されているが,一部
の出力では依然として Perplexityが低い例が観察さ
れ,多様性や複雑性の課題が残る.

6.2 LLMによる比較評価
GPT-4o-mini を用いた比較評価結果を表 4 で示

す. Llama3-8B-SFT は, 事前学習モデル Llama3-8B-
ELYZA より Win-Rate が高く, Llama3-8B-DPO やそ
の派生モデル (TopBot10, Long)よりWin-Rateが低い
ことが確認できた. このことから, 教師あり学習と
DPOによるアラインメントがモデルの生成品質の
向上に寄与していることがわかる. DPOモデル間の
比較では, DPO-TopBot10 が最も Win-Rate が高い一

方, GPT-4-Turboとの比較では GPT-4-Turboに届かな
いものの, DPO-Longが最も Win-Rateが高いことが
確認できた. このことから,選好データの作成の際に
大きなマージンを取ること,長いテキストを選好さ
れるデータとして利用することで, DPOによるアラ
インメントを向上できることが確認できた.

7 おわりに
本研究では, Google検索から取得したWebコンテ
ンツデータセットとユーザ評価データセットを用
いて, 指示チューニングによる教師あり学習 (SFT)
と DPO によるアラインメントを行った. 作成した
LLM に対し, 生成コンテンツの文字数の比較評価
を行うことで,長文のコンテンツが生成可能である
ことを示した. また, LLM を利用した比較評価で
SFT とアラインメントがモデルの品質の改善に寄
与していることが確認できた. 一方で, 生成コンテ
ンツの Perplexityの値が極端に低い場合があること,
GPT-4-Turboに対するWin-Rateが 30%前後であるこ
とから,更なる改善が必要であり,今後の課題である.
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USER:次のWebコンテンツのうち、どちらの方が検索クエリに対するコンテンツとして、検索需要にあって
いるでしょうか?
検索クエリ :
{{query}}

Webコンテンツ A:
{{content0}}

Webコンテンツ B:
{{content1}}

指示
2つのWebコンテンツを比較し、検索クエリに対するコンテンツとしてどちらの方が検索需要にあっている
か、または同評価であるかについて、その理由を 1文で説明してください。その後、検索需要にあっている
方を「A」または「B」で、同評価である場合には「C」で示してください。回答は以下のフォーマットでお
願いします:
比較: <一文の比較と説明>

選好: <Aまたは Bまたは C>
付図 Llama3-70B, GPT-4o-miniによる評価のプロンプト

付表 実際のクエリ,キーワード,コンテンツ
クエリ 1歳　立たない

キーワード 1歳,歩く,立つ,子ども,赤ちゃん,よう,発達,おもちゃ,あげる,ヵ月
Llama3-8B- # 1歳なのに歩かない、立たない赤ちゃんの発達が気になる

DPO-
TopBot10

1歳になっても赤ちゃんが歩かない・立たないときには、何か理由があるのかもしれません。
子どもの発達のペースはそれぞれ。親御さんにできることについても一緒に見ていきましょ
う。
## 1歳の子どもはいつごろ歩けるようになる?
(中略)
##まとめ
1歳になっても赤ちゃんが歩かない・立たないときには、親御さんが工夫してあげることが
大切です。子どもの発達には個人差があるので、いつごろ歩けるようになるか、いつごろ
立って歩けるようになるかは、親御さんでは分かりません。
そのため、親御さんは子どもの発達の様子を観察して、子どもの発達のペースに合わせて、
子どもの発達を促す工夫をしてあげることが大切です。また、親御さんには子どもの発達に
ついての知識が少ないので、1歳なのに歩かないときには、子どもの発達についての知識を
深めるために、発達心理士に相談してみましょう。
###この記事が気になる方にはこんな記事がおすすめ
-
-
-よく読まれている記事
(中略)
- 1歳児が 1人で歩けるようになる?平均的な歩くタイミングと気を付けることは?
- 1歳半までに歩かない子どもへの接し方 |子どもの気持ちを大切
(文字数:11,839)
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