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概要
文書レベル関係抽出（DocRE）は文書中の全ての

エンティティ組の関係を推定するタスクである．英
語 DocREの研究は活発に行われてきたが，日本語
の DocRE 言語資源はまだ存在しない．本稿では，
英語 DocRE言語資源を活用しつつ，日本語 DocRE
言語資源の構築を目指す．まず翻訳とラベル射影に
基づいた日本語 DocREデータセットを自動構築し
たが，得られたデータセットが実用に耐えないこと
が分かった．そこで，モデルの予測に人手で修正を
加える半自動構築手法を提案した．提案手法はアノ
テータの負担を軽減しながら，自動構築よりも高品
質なデータセットを構築できることを報告する1）．

1 はじめに
関係抽出は自然文から知識関係を三つ組 (subject,

relation, object) の形で抽出するタスクである．文
に閉じた関係に限らず，文の境界をまたがるエ
ンティティ間の関係も認識する設定として，文
書レベル関係抽出（DocRE: Document-level Relation
Extraction）が提案された [1]．DocREは一般的な関
係抽出と同様に知識グラフの補完や質問応答に役立
つほか [2, 3]，モデルの長文読解力も反映できる [4]．
また，GPT [5, 6]をはじめとする大規模言語モデル
（LLM: Large Language Model）の DocREにおける性
能は低いことが報告されており [7]，この視点からも
本タスクは取り組むべき研究課題であると考える．

DocREの研究は主に英語で行われてきた [1, 8, 9]．
しかし，英語テキストで言及されず，特定の言語の
テキストでのみ書かれている関係知識が存在する．
DocREの対象言語を英語に限定して研究すると，英
語以外の言語の知識グラフの補完が困難となる．本
稿では，DocREを英語以外の言語に拡張することを

1） 構築したデータセットを https://github.com/YoumiMa/

JacREDで公開する．
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図 1 データセットの半自動構築手法の概要

目指し，英語の言語資源を活用しながら対象言語の
DocREデータセットを構築する方法を探求する．本
研究では，Webテキストは豊富であるが，DocREの
言語資源が存在しない日本語を対象言語とする．
まず，日本語 DocREデータセットを自動で構築
し，その品質を調べる．具体的には，英語の DocRE
データセット Re-DocRED [9] を日本語に翻訳する
と同時に，言語横断ラベル射影（CLP: Cross-lingual
Label Projection）を行い，Re-DocREDja と呼ぶデー
タセットを得る．CLP は単語アライメントに基づ
いてラベルを射影する手法であり，構造化予測タ
スクの言語横断転移学習での有効性が報告されて
いる [10, 11]．Re-DocREDja の品質を確認するため，
DocRE モデルの学習データとして使用し，得られ
たモデルの性能を日本語ウィキペディアで測定し
た．その結果，関係抽出の漏れが多数観察され，
Re-DocREDjaが不完全であることが示唆された．
日本語 DocREデータセットの自動構築の問題を

解決するため，人手修正を加えた半自動構築手法を
採用する．図 1のように，日本語文書にある関係事
例の候補を自動で推薦する．アノテータは文書の内
容から候補事例の真偽を判断し，添削を行う．こ
れにより収集したデータセットを JacRED (Japanese
Document-level Relation Extraction Dataset)と呼び，そ
の統計情報を表 1 に示す．なお，関係の推薦は
辞書マッチにより行われてきたが [1]，本稿では
Re-DocREDja で学習したモデルの予測により行う．
モデル予測による関係推薦は辞書マッチよりもアノ
テータの負担を軽減できることを定量的に示した．
実験では，JacRED で学習したモデルが Re-
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表 1 JacREDと既存データセットの比較
データセット 言語 関係ラベル数 文書数 関係三つ組数 文書長（トークン数） 根拠文情報
DocRED [1] 英 96 4,051 50,503 198.4 あり
Re-DocRED [9] 英 96 4,053 120,664 198.4 一部あり
HacRED [12] 中 26 7,731 56,798 122.6 なし
HistRED [13] 韓 20 5,816 9,965 100.6 あり
JacRED 日 35 2,000 42,241 260.1 あり

<e0:LOC>モロゴロ州は </e0:LOC>、<e1:LOC>タンザニアに </e1:LOC>
ある <e2:NUM> 31 </e2:NUM>⾏政区のひとつ。
州都は <e3:LOC>モロゴロ </e3:LOC>市である。

<e0:LOC> Morogoro Region </e0:LOC> is one of <e1:LOC> Tanzania
</e1:LOC> 's <e2:NUM> 31 </e2:NUM> administrative regions . 
The regional capital is the municipality of <e3:LOC> Morogoro </e3:LOC> . 

機械翻訳

図 2 Re-DocRED [9]を日本語に射影する方法の例

DocREDja で学習したモデルより高い関係抽出性能
を示した．これにより，高品質で実用に耐えうる
日本語 DocRE データセットが収集できた．また，
JacREDを日本語 DocREのベンチマークとし，既存
の DocREモデルの性能評価も行った．

2 データセットの構築
タスク定義 DocREの目的は，文X𝐷 = {𝑥𝑖} |X𝐷 |

𝑖=1 か
らなる文書𝐷における全エンティティ E𝐷 = {𝑒𝑖} |E𝐷 |

𝑖=1
の組が持つ関係 𝑟 ∈ Rを推定することである．文
書 𝐷 におけるエンティティ 𝑒 ∈ E𝐷 の言及（メン
ション）はM𝑒 = {𝑚𝑖} |M𝑒 |

𝑖=1 であり，Rは事前に定義
された関係ラベルの集合である．また，エンティ
ティ組 (𝑒𝑠 , 𝑒𝑜) の間に関係 𝑟 が成り立つ場合，三つ
組 (𝑒𝑠 , 𝑟, 𝑒𝑜) の根拠 V𝑒𝑠 ,𝑟 ,𝑒𝑜 ⊂ X𝐷 を文単位で予測す
る根拠認識タスクも考慮する．根拠認識は DocRE
のサブタスクとして研究されてきた [1, 14, 15, 16]．

2.1 翻訳に基づいた自動構築
まず言語横断ラベル射影（CLP）を用いて，英

語データセット Re-DocRED [9] の日本語版を自動
構築する．Re-DocREDは DocREで最も使われてい
るデータセット DocRED [1]の改良版であり，英語
ウィキペディアに基づいている．
翻訳とラベル射影 Re-DocRED の日本語版を

mark-then-translate方式で構築する [10]．この方式で
は，テキストの翻訳と同時にエンティティのラベル
射影を行う．図 2に示したように，機械翻訳器の入
力として，エンティティの言及を XMLタグで囲ん
だ英語文書を渡す．翻訳器は XMLタグおよびそれ
に囲まれた内容の語義を保持したまま翻訳を行い，

⼩⽥ 持家(おだ もちいえ、応永9年8⽉5⽇(1402年9⽉2⽇) - ⽂明18年
10⽉21⽇(1486年11⽉17⽇))は、室町時代の⼈物。常陸⼩⽥⽒当主。
抽出できなかった関係事例：（⼩⽥ 持家，所属，常陸⼩⽥⽒）

菊池 武夫(きくち たけお、1939年5⽉25⽇ - )は、⽇本のファッション
デザイナー。1970年にファッションブランド「BIGI」(ビギ)を、1975
年に「MEN'S BIGI」(メンズ・ビギ)を設⽴し、フランス・パリへの進
出を経て、1984年に「タケオキクチ」を設⽴。
抽出できなかった関係事例：（BIGI，設⽴者，菊池 武夫）

図 3 Re-DocREDja で学習したモデルが抽出できなかった
関係事例の例．簡易のため，文書の一部を省略した．

エンティティ言及の位置情報を含む日本語文書が得
られる．翻訳と同時にラベル射影を行うため，単語
アラインメントを個別に行う必要はない．追加学習
を行わなくても図 2のように翻訳できる DeepL2）を
翻訳器として採用した．さらに言及スパンの末尾に
含まれやすい格助詞を除外する後処理を行った．得
られたデータセットを Re-DocREDjaと呼ぶ．
データセットの問題点 Re-DocRED で最良性能
を示すモデルである DREEAM [16] を Re-DocREDja

の学習データで学習し，テストデータで評価した結
果，72.74の F値が得られた．しかし，日本語ウィキ
ペディアから収集した文書にこのモデルを適用した
結果，一部の関係事例の抽出が困難であることを観
察した3）．図 3に抽出できなかった関係事例の例を
示した．一番目の例は日本史に関する文書であり，
英語ウィキペディアでは対応する記事が存在しな
い．また，「当主」は現在の日本社会で使われる用
語ではないため，英語からの翻訳文で用いられにく
く，関係の抽出が難しかったと考えられる．二番目
の例では，関係事例（MEN’S BIGI，設立者，菊池武
夫）と（タケオキクチ，設立者，菊池武夫）が正常
に抽出できたにもかかわらず，（BIGI，設立者，菊
池武夫）のみ抽出できなかった．これは抽出できた
事例はブランド名が動詞「設立」と隣接しているの
に対し，抽出できなかった事例の動詞は省略された
ためと考えられる．ここの省略は日本語の母語話者
にとって自然であるが，英語由来の翻訳テキストで
は省略が起こりにくい．以上により，Re-DocREDja

2） https://api.deepl.com/v2/translate

3） 定量的な評価結果を §4.1で示す．
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は日本語話者が関心を持つような話題を網羅でき
ず，よく用いられる構文を反映できないため，日本
語文書に対する関係抽出を十分に行えない．

2.2 人手修正を組み込んだ半自動構築
これを踏まえて，生の日本語文書からデータセッ

トを作成し，母語話者によるアノテーションを行
う．集めたデータセットを JacREDと呼ぶ．日本語
ウィキペディアの記事に対し，冒頭文で 256 文字
より長いものを文書の候補とする．既存研究に倣
い [1]，作業をエンティティラベル付与と関係ラベ
ル付与の二段階に分ける．アノテータは自動推薦さ
れたラベルを修正する形でアノテーションを行う．
自動推薦の品質が低ければ，人手修正に手間がかか
るため，なるべく質の高い自動推薦を提供する必要
がある．本稿では自動推薦の品質を改善するため，
幾つかの策を講じる（§2.2.2）．

2.2.1 エンティティ言及のラベル付与
ラベル種類 JacRED では IREX (Information Re-

trieval and Extraction Excise) [17]で使われた 8種類の
固有表現ラベルを採用する．これにより得られたラ
ベルセットは DocRED [1]に類似している．
エンティティ言及の自動抽出 各文書における

エンティティ言及の抽出は KWJA [18]により行う．
KWJAで解析された結果，言及数が 10個未満の文
書は候補から除外される．
文書の選別 文の境界を超えた関係事例数を確保

するため，再度文書の選別を行う．まず辞書マッ
チ [19]により文書に存在しうる関係事例数を概算す
る．具体的には，自動認識されたエンティティの言
及を既存の知識ベースWikidata [20]にリンクし，エ
ンティティ組ごとに知識関係が存在するかどうかを
確認する．関係事例がWikidataに存在する場合，文
書にも当該関係が成り立つとみなす．次に，各文書
における関係事例の総数を計算し，文の境界を超え
るが 4つ未満のものを候補から除外する．
人手修正 残された文書からランダムに 2,000件

を選出し，人手修正の対象とする．アノテータは自
動抽出されたエンティティ言及を修正し，抽出でき
なかったエンティティ言及を追加する．

2.2.2 関係のラベル付与
§2.2.1の結果に基づいて，共参照と関係のラベル

を付与する．関係のラベル付与では，ラベル数の削

減と自動抽出関係事例の品質改善により，アノテー
タの負担軽減及びデータセットの品質向上を図る．
ラベル種類 (Re-)DocREDではWikidataにある関

係から頻度の高い 96 種類を選出し，関係ラベル
セット Rを構築した [1, 9]．96 種類の関係ラベル
を全部理解した上でアノテーションを行うのは困
難であり，結果的にはデータセットの品質に影響を
与えると考えられる．そのため，関係ラベル数を
以下の基準に沿って削減する．(1) rich-ERE [21] で
定義された全ての関係種類を網羅する，(2) HasPart
と PartOfのように，Wikidataで逆の関係として定義
された関係ラベルは片方だけ残す，(3) (Re-)DocRED
で頻度の高い関係ラベルはなるべく採用する．これ
により，アノテーションの対象となる関係ラベル種
類数を 28にまで削減できた．人手アノテーション
後，(2)に該当する逆の関係を自動補完し，得られ
た関係ラベルセットR′の種類数は 35である．関数
𝑓 (·) : R → R′ を用いて Re-DocRED の関係事例を
JacRED の関係ラベルセットに射影した結果，88%
以上の関係事例を温存できることを確認した．
関係事例の自動抽出 既存研究では §2.2.1 で紹
介した辞書マッチの結果を自動推薦として用いた
が [1]，本稿では Re-DocREDja で学習したモデルで
関係抽出を行った結果を自動推薦とする．この方法
で推薦された関係事例は，以下の点において辞書
マッチより優れると期待できる．(1) Wikidata を含
め，知識ベースの網羅性は限定的であり，全ての関
係事例を網羅できない，(2)辞書マッチは文脈を考
慮できないが，モデル予測は周囲の文脈に基づいた
柔軟な関係抽出ができる．辞書マッチによる推薦と
モデル予測による推薦の定量的な比較を §3で行う．
人手修正 アノテータは自動抽出された関係事例

(𝑒𝑠 , 𝑟, 𝑒𝑜)の真偽を判断し，成立しない関係を削除す
る．関係が成立する場合，文書からその関係を裏付
ける根拠 V𝑒𝑠 ,𝑟 ,𝑒𝑜 を特定し，文単位で提示する．最
後に，自動抽出できなかった関係事例を追加する．

3 モデル予測による推薦の優位性
§2.2.2では，モデル予測は辞書マッチより品質の
高い推薦ができる理由を定性的に述べた．本節で
は，その根拠を定量的に示す．そのため，収集した
JacREDから 400件の文書をランダムでサンプリン
グし，自動推薦から人手修正結果に至るまでに要す
る編集ステップ数を計算する．モデル予測と辞書
マッチの 2通りの自動推薦から，最終的なアノテー
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表 2 関係事例の推薦をモデル予測で行う場合と辞書マッ
チで行う場合に要する人手修正ステップ数の比較．

推薦 削除 置換 追加
モデル予測 6,500 1,266 224 2,740
辞書マッチ 3,200 1,459 113 6,233

表 3 JacREDのテストデータにおける DREEAM関係抽
出結果の適合率，再現率と F値．データセットの文書数
をカッコの中に示す．

訓練データ 適合率 再現率 F値
JacRED (1,400) 64.76 73.29 68.73
Re-DocREDja (3,053) 56.14 53.67 54.87

ション結果に到達するまでの削除・置換・追加4）の
ステップ数を表 2に示す．
表 2から，モデル予測は辞書マッチより約 2倍の

関係事例を推薦できることが分かった．また，モデ
ル予測を起点とした場合，推薦事例の 25%（6,500件
中 1,366+234=1600件）を編集し，さらに 42%（6,500
件に対して 2,740件）を追加することで最終のアノ
テーション結果に到達できるが，辞書マッチを起点
とした場合，推薦事例の 50%を編集し，194%を追加
することになる．この事実は，提案したモデル予測
を起点とするアノテーション方法がアノテータの負
担軽減につながることを示唆している．

4 実験
目的 以下の問いに答えるため実験を行う．(1)

人手修正を加えることにより，データセットの品質
は改善できたか？ (2)既存の DocREモデルは日本語
DocREをどれほど解けるのか？
設定 JacREDの文書全 2,000件を，学習・検証・

テストデータとして 1,400/300/300 に分割する．モ
デルは全て一枚の Tesla V100 16GB GPU で学習し
た．ランダムに初期化されたモデルを 5つ学習し，
予測結果の F値の平均を報告する．

4.1 人手修正によるデータセットの品質
ここでは，自動構築データセット Re-DocREDja

と JacRED の品質を定量的に評価する．具体的に
は，それぞれのデータセットで学習したモデルを
JacREDのテストデータで評価し，その性能を比較
する．表 3に示すように，JacREDで学習したモデ
ルは少ない学習事例数で Re-DocREDja で学習したモ
デルを上回る性能を達成できた．特に再現率に乖離
があることは，§2.1で例示した自動構築データセッ
トの問題点の裏付けである．

4） 削除・置換・追加の例は図 1を参照されたい．

表 4 モデルの性能（F 値）．英語で関係抽出は Re-Do-
cRED [9]，根拠認識は DocRED [1]の結果である．

JacRED (Re-)DocRED
関係 根拠 関係 根拠

ATLOP [8] 68.04 – 77.56 –
DocuNet [22] 67.66 – 77.87 –
KD-DocRE [23] 68.29 – 78.28 –
EIDER [14] 68.61 57.16 73.80 51.27
DREEAM [16] 68.73 62.11 80.73 51.71
GPT-3.5 [5] 13.17 – 6.55 –
GPT-4 [6] 27.45 – 14.29 –

4.2 既存モデルの性能
JacREDをベンチマークとして用い，既存モデル
の日本語 DocRE における性能を測る．ここでは，
DocRE の教師ありモデル [8, 22, 23, 16] と汎用的な
大規模言語モデル [5, 6]を対象とする．大規模言語
モデルによる DocREは関係ラベルごとに抽出例を 7
個提示し，in-context learningを行う．この方法は一
回の予測に必要な入力プロンプトが長く，コストが
かさむため，テストデータからランダムに選んだ 10
個の文書での評価結果を報告する．
表 4に実験結果を示す．まず，教師ありモデルに

着目する．関係抽出の性能では，ATLOP が最下位
で DREEAMが最上位であり，Re-DocREDと同様の
傾向を示した．一方，教師ありモデルの Re-DocRED
での F値が 70台であるが，JacREDでの F値は 60台
であった．これにより，日本語 DocREの精度はま
だ英語 DocREに及ばないことが分かった．ゆえに，
日本語 DocREにはまだ課題が残されていると考え
る．次に，大規模言語モデルの性能に着目する．教
師ありモデルと比べて，GPT-3.5と GPT-4は JacRED
と Re-DocREDの両方で性能が低かった．この結果
は先行研究と一致しており [7]，大規模言語モデルの
DocREでの有効性が限定的であることを示唆する．

5 おわりに
本稿では，日本語 DocREの言語資源構築に英語

DocRE 言語資源を活用する方法を探求した．翻訳
とラベル射影による自動構築の問題点を洗い出し
た後，人手修正とモデル予測を組み合わせたデータ
セットの半自動構築手法を提案した．提案手法を用
いて構築したデータセット JacREDは，初の日本語
DocREデータセットとして公開される．
今後は，忠実性チェックや質問応答などのタスク
における JacREDの活用法について調べていきたい．
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図 4 アノテーション画面の例

A アノテーション作業について
作業プロセス タスクの複雑性から，アノテー

ション作業はクラウドソーシングを用いず，専門家
に依頼した．アノテータは事前に作成されたガイド
ラインに基づき，自動抽出されたエンティティ言及
および関係事例の修正を行う．作業中は必要に応じ
て議論とガイドラインの修正を行う．
作業画面 エンティティ言及付与と関係付与両方

とも BRAT [24]を用いる．エンティティ言及付与で
は，文書単位で各エンティティ言及のスパンおよび
ラベルの正誤を行う．関係付与では，図 4に示すよ
うに，関係は事例単位で提示される．提示された関
係が正しい場合，それをサポートする根拠を文 ID
としてコメント欄に記入する．

B 既存データセットとの比較
英語データセット DocRE のベンチマークとし

て一般的に使われてきたのは DocRED [1] である．
しかし DocRED におけるアノテーション漏れが問
題視されており，それを軽減するデータセット
として Re-DocRED が収集された [9]．Re-DocRED
は DocRED の欠損関係事例を補完したが，補完対
象である関係の根拠文の追加は行われていない．
JacREDは (Re-)DocREDと同じくウィキペディアに
基づいたデータセットであるため，3者をより詳し
く比較する．表 5に示したように，JacREDにおけ
る文書の長さおよび文書ごとのエンティティ数は
(Re-)DocRED と匹敵する．一方，JacRED の文書ご
との関係事例数は DocREDより多く，アノテーショ
ン漏れの問題はある程度回避できたと考えられる．
また，根拠文数から見て，JacREDは Re-DocREDよ
り多く，DocREDに匹敵する．これにより，JacRED
は根拠文と関係両方のアノテーションに配慮したバ
ランスの良いデータセットであると考えられる．
英語以外のデータセット (Re-)DocRED の他，

中国語データセットとして HacRED [12]，韓国語
データセットとして HistRED [13] がある．両デー
タセットとも独立で収集され，(Re-)DocREDと異な

表 5 (Re-)DocREDと JacREDの比較
DocRED Re-DocRED JacRED

文数/文書数 7.98 7.98 8.39
実体数/文書数 19.51 19.45 17.87
関係数/文書数 12.45 29.77 21.12
根拠文数/関係数 1.60 0.88 1.67

るドメインとラベルセットを持っている．それに
対し，JacRED は (Re-)DocRED を起点とするため，
(Re-)DocRED と性質が近い．また，JacRED の収集
過程で，翻訳および言語横断ラベル射影による他言
語 DocREデータセットの自動構築だけでは不十分
であるが，自動構築データセットを用いた半自動構
築はアノテータの負担軽減に繋がることを示した．

C プロンプト
§4.2 で報告された大規模言語モデルの in-context

learning に用いるプロンプトの詳細を図 5 に示す．
既存研究では全ての関係を一斉に出力するように
プロンプトを設計してきた [7, 25]．しかし文書にお
ける全関係の一斉出力は困難であるため，本稿では
関係ラベルごとにプロンプトを設計し，一回の API
呼び出しに関係を一種類だけ抽出する．これにより
GPT-3.5は既存研究を上回る関係抽出性能を示した．
Perform Document-level Relation Extraction task. Given a context and an entity list, 
identify all entity pairs with relation type {located in the administrative territorial 
entity} in the context. Note that only a few entity pairs hold relations. Please return 
entity pairs as {head, tail} and make sure they follow the relation definition: 

located in the administrative territorial entity: {head} is located in the administrative 
territorial entity {tail}. 

###

Context: 東京・板橋出⾝。

Entity List: 東京||板橋

Extracted Entity Pairs: {板橋, 東京} 

### 

Context: 南都六宗(なんとろくしゅう、なんとりくしゅう)とは、奈良時代、平城京を
中⼼に栄えた⽇本仏教の6つの宗派の総称。三論宗(さんろんしゅう、中論・⼗⼆⾨
論・百論)-華厳宗や真⾔宗に影響を与えた成実宗(じょうじつしゅう、成実論)-三論宗
の付宗(寓宗)法相宗(ほっそうしゅう、唯識)倶舎宗(くしゃしゅう、説⼀切有部)-法相
宗の付宗(寓宗)華厳宗(けごんしゅう、華厳経)律宗(りっしゅう、四分律)-真⾔律宗等
が⽣まれたなお、奈良時代当時から「南都六宗」と呼ばれていたわけではなく、平安
時代以降平安京を中⼼に栄えた「平安⼆宗」(天台宗・真⾔宗)に対する呼び名である。

Entity List: 奈良時代||平安時代||平城京||⽇本||平安京||平安

Extracted Entity Pairs: {平安京, ⽇本} 

### 

(examples)

###

Context: アンソニー世界を駆ける(アンソニーせかいをかける)は、アメリカ合衆国の
CNNで放送されているテレビ番組。2013年4⽉から放送を開始した。エミー賞を4回受
賞、また、脚本賞、⾳響賞、編集賞、撮影賞に11回ノミネートされている。また2013
年にはアメリカのテレビ・ラジオ・ウェブサイトの優れた放送作品に贈られるピーボ
ディ賞を受賞した。⾃ら料理⼈であり、ノンフィクション「キッチン・コンフィデン
シャル」の著者でもあるアンソニー・ボーディンが世界の津々浦々を旅し、あまり知
られていない地域の景観、⾵俗、⾷材、料理などを紹介する。

Entity List: アメリカ合衆国||アンソニー世界を駆ける||CNN||2013年4⽉||エミー賞
||2013年||ピーボディ賞||キッチン・コンフィデンシャル||アンソニー・ボーディン

Extracted Entity Pairs: 

図 5 DocREに用いるプロンプトの例
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