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概要
言語の複雑性に関する問題は言語学や計算機科学

に属する複数のドメインで長い間探求されてきた
が，近年では特に深層ニューラルネットワークモデ
ルが獲得する自然言語文の表現の複雑性に注目が集
まっている．これまでの表現学習モデルがどのよう
な言語の複雑性を捉えてきたのか，またこれからの
モデルがどのような複雑性を獲得していけばよい
のかを考える契機となることを目的として，本稿で
は，固有次元の観点から言語の複雑性を推定する．
実験の結果，最近のモデルから得られた表現であっ
ても固有次元の推定値は数～十数程度となり，言語
の持つ本質的な次元の小ささが示唆された．

1 はじめに
本稿の目的は，固有次元の観点から自然言語の複

雑性について考えることである．固有次元 (Intrinsic
Dimension)とは，大雑把に言えばデータセットの表
現するのに必要最小限の変数（軸）の個数のことで
ある．表現学習によって推し進められた言語表現の
複雑さを固有次元というレンズを通じて検討するこ
とで，十年来の表現学習のモデルの進化によってい
かなる意味の軸が追加されてきたのか，大規模言語
モデルの次元をどこまで上げれば良いか，といった
困難な問題を解き明かすための一歩としたい．
言語の複雑性に関する探究は古くから存在する．

20世紀の統語理論や形式言語理論においては，オー
トマトンや文脈自由文法，文脈依存文法，Turing機
械などの形式的な道具立てを用いて言語をモデル化
しようとする試みがなされ，Chomsky階層という概
念としてまとめられるに至った1）．また，計算言語
学やコーパス言語学の方面においては，Zipfの法則

1） 特に近年では，文脈自由文法と文脈依存文法の間に位置す
る弱文脈依存文法が文の統語構造を良くモデル化できるとい
う説が有力視され，組合せ範疇文法 [1, 2, 3]を代表とする弱
文脈依存文法を用いた形式的・実験的な検証が 21世紀の今
日でも盛んに行われている．

[4]や Heapsの法則 [5]などが知られている．これら
の統計的普遍性質は共通して言語コーパスが大き
ければ大きいほど，そこに出現する語彙 (単語の種
類数)も無際限に多くなっていくことを示唆してお
り，言語におけるスケールフリー性として知られて
いる．また計算モデルの観点からの複雑性に関する
議論も盛んである．言語データはマルコフ過程程度
では到底モデル化できないような非常に長い距離の
依存関係を有しているという指摘もある (e.g.,長相
関) [6, 7]．Pitman-Yor 過程に代表されるような，言
語を記号の生成過程としてモデル化し，言語と同等
の複雑さをもつような生成過程を探求する向きもあ
る [8, 9]．エージェント (ロボット)間にゼロからコ
ミュニケーションプロトコルを創発させる記号創発
[10]や言語創発 [11]も，言語現象を観察する代わり
に構成 (construct)することを通して言語の複雑性に
迫る試みである．さらには，Montagueやその後に続
く論理学者たちが行ってきたような形式意味論的ア
プローチも，Fregeの原理 (構成性原理)を前提とし
て，文と意味の関係性に関する考察を重ねてきたと
いう点において，言語の複雑性に関する一連の探究
と見做せるかもしれない．
本稿では，言語のモデルおよびこれらのモデル
が捉えるコーパスの複雑さを，固有次元の観点か
ら明らかにすることを試みる．深層学習の利用が
主流となっている近年の自然言語処理では，自然
言語文 x ∈ X は往々にして何らかの (ニューラル
ネットワーク) モデル fθ : X → Z を用いて表現
(representation) z ∈ Z に変換される．このやり方に
よって多くの自然言語処理タスクが高い精度で解け
ていることから，深層学習モデルから得られる文の
表現は，自然言語文の持つ様々な意味の情報を適切
に保持していると考えられている2）．また通常，表
現 zは固定次元の実数ベクトル，すなわち連続的な

2） 特に近年では大規模言語モデル (LLM)の性能向上が目覚
ましく，もしかしたら (人類の知識や常識をも含めた)言語
の複雑性は高々数十～数百億個程度のパラメータに保存可能
なのではないかとさえ思わせるほどである．
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量として表されるため，離散シンボル列である生の
自然言語文 xよりもデータの性質を調べる上で扱い
が容易である．以上のような理由から，本稿では，
モデルから得られる表現と，表現の複雑さの度合い
を自然に測れる固有次元推定という道具を通して，
モデルとコーパスの複雑さの問題に迫ってみたい．
連続表現の集合の複雑さを表す量のひとつである

固有次元の推定方法としては，近年高次元データ解
析の文脈 [12]でしばしば用いられる TwoNN [13]を
採用する．TwoNNはデータ点 z, z′間の距離 d(z, z′)
の情報を必要とするが，表現 zは固定次元の実数ベ
クトルであるから，自然な距離として Euclidean距
離などを考えることができる3）．実験では，(ニュー
ラルネットワーク) モデルとして Glove や BERT，
GPT-2，SimCSEなどの幅広いモデルを用いた．さら
に，表現 zを介さずに距離を定義できる Levenshtein
距離を用いた検証や，単純な単語の頻度情報を並べ
てベクトルとしただけの表現 (Bag-of-Words)をベー
スラインとして比較した．
実験の結果，今回用いたモデルやコーパスにおい

ては，自然言語文の推定固有次元は数～十数程度で
あることが明らかになった．

2 TwoNNを用いた固有次元推定
大規模な高次元データは自然言語をはじめ自然界

に幅広く存在するため，これを適切な方法で処理・
分析するための方法が模索されてきた．高次元デー
タの分析においては，しばしば多様体仮説が前提と
される．多様体仮説というのは，現実世界から得ら
れる高次元データセットは，実は見かけよりも次元
の小さな多様体上に分布しているはずだ，という考
え方である．この上で，データセットが張る多様体
の次元—固有次元 (Intrinsic Dimension; ID) —を推
定することが，高次元データの分析における主要課
題の一つとなっている．固有次元の推定はいくつか
の難しさを伴う．たとえば，高次元データに潜む多
様体は往々にして非 Euclideanであり，捩じれたり
曲がったりしているものである．また，実際に得ら
れるデータセットが潜在的な多様体の上に均一に分
布しているとは限らない．
これに対し，[13]は TwoNNという新たな固有次

元推定アルゴリズムを提案し，上に挙げたような問
題がある程度克服できることを理論・実験の両面か

3） Levenshtein距離のような，表現 zを介さずに直接文間の距
離 d(x, x′)を定めることのできる関数を用いてもよい．

ら示した．
興味を持たれる読者のために，TwoNNの直感的
な計算手順と利点を詳述する．TwoNN はデータ
z, z 間の距離 d(z, z′) の情報を用いて固有次元を
推定する．各データ z について，距離関数 d に関
して z に最も近い別のデータ z(1st)，2 番目に近い
データ z(2nd)，3 番目に近いデータ z(3rd)，……と順
にデータを並べていく状況を考えてみよう．この
とき，z が属している多様体の次元が大きいほど
z(1st), z(2nd), z(3rd), . . .の系列が z から “遠ざかってい
くスピード”も大きくなっていくはずである．特に，
潜在的な多様体が全体的には捩じれたり曲がってい
たりしたとしても，最初の 2点 z(1st), z(2nd) は zにご
くごく “近い”場所にあるはずなので，多様体の複
雑な構造の影響をそれほど受けることなく zの周り
で “均一に”分布しているデータのサンプルと思う
ことができ，それ故により正確に “遠ざかっていく
スピード”を推定できそうである．このことを理論
面から丁寧に説明し，シンプルなアルゴリズムとし
てコンパクトにまとめたことが [13]の主要な貢献で
あり，TwoNNの利点である．

TwoNN の具体的なアルゴリズムは以下の通り．
データセット {z(i)}N

i=1 および距離関数 d : Z × Z →
R≥0 を入力として，

1. 各点間の距離 {d(z(i), z(j))}1≤i<j≤N を測る．
2. 各 1 ≤ i ≤ N について，計算した距離に基づき

z(i) に最も近い 2つの点を見つけ，その距離を
それぞれ r(1st), r(2nd) とする．

3. 各 1 ≤ i ≤ N について µ(i) = r(2nd)/r(1st) とおく．
4. (µ(1), . . . , µ(N))を昇順に並べ替えた結果得られ
る順列を σ : {1, . . . , N} → {1, . . . , N}とし，各
1 ≤ i ≤ N について F emp(µ(σ(i))) = i/N とおく．

5. {(log µ(i), − log(1 − F emp(µ(i)))}N
i=1 という形で

表されるデータセットを考え，これに当てはま
るように直線回帰をする．回帰の結果得られる
傾きが固有次元の推定値である．

3 問題設定と実験設定
距離の取り方について
特に今回は「文」を分析の単位とし，文間の距離
を定めた上で TwoNN により固有次元を推定する．
すなわち，距離が入っている空間（ないしそれを計
算可能にする各文埋め込み空間）のそれぞれで，文
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の集合がどの程度の固有次元（広がり）を持つのか
を推定する．具体的な距離構造・表現モデルとして
以下を扱う：

• 文字を単位とする Levenshtein距離 (編集距離)．
• 単語を one-hot符号化しておき，文に出現する
単語の one-hot符号を足し合わせて得られるベ
クトルを文の表現 (Bag-of-Words; BoW) とした
ときの，表現間の Euclidean距離．

• 単語を Word2Vec 系モデルで符号化しておき，
文に出現する単語の符号の平均をとって得られ
るベクトルを文の表現 (所謂分散表現)としたと
きの，表現間の Euclidean距離．

• BERT系 Transformerモデルに文を入力したとき
に得られる，[CLS]の埋め込み表現を表現とし
たときの，Euclidean距離．

• GPT系 Transformerモデルに文を入力したとき
に得られる，最後のトークンの最終層の隠れ状
態を表現としたときの，Euclidean距離．

Word2Vec系のモデルとしては，GenSimライブラリ
[14]から得られる ‘glove-wiki-gigaword-50’ (以降
Glove-50 とする) 及び ‘glove-wiki-gigaword-300’

(Glove-300) [15] を 用 い た．BERT 系 の モ
デ ル と し て は，HuggingFace ラ イ ブ ラ リ
[16] か ら 得 ら れ る ‘bert-base-uncased’

(BERT) [17] 及 び 対 照 学 習 モ デ ル で あ る
‘princeton-nlp/unsup-simcse-bert-base-uncased’

(SimSCE) [18] を用いた．GPT 系のモデルとして
は，HuggingFace ライブラリから得られる ‘gpt2’

(GPT-2) [19]を用いた．

取り扱うコーパスについて
また，今回対象とする自然言語は，NLTKライブ

ラリから簡単にダウンロードできる幾つかの英語の
データセットとする．具体的には The Reuters-21578
benchmark corpus, ApteMod version (reuters)とWeb Text
Corpus (webtext)を採用する．これらのデータを文ご
とに区切り，小文字に統一し，改行文字を取り除き，
連続するスペース文字列を 1文字に置き換えた．
今回採用するコーパスには，それぞれ数万文が収

録されている．各コーパスに含まれるすべての文ペ
アについて距離を計算するのは計算コストがかかる
ので，今回はコーパスから 1, 024文ずつ非復元サン
プリングをしてミニバッチとし，ミニバッチ内で固
有次元を推定したのち，それらの平均と標準誤差を

掲載するという形をとることにする．勿論十分な時
間と計算リソースをかければ全ての文ペアについて
の距離を計算することは可能である．これについて
は今後の課題とする．

4 実験結果
reuters webtext

Levenshtein 4.14 (±0.04) 6.75 (±0.13)
BoW 9.81 (±0.08) 15.19 (±0.34)

Glove-50 7.88 (±0.04) 10.01 (±0.18)
Glove-300 8.07 (±0.05) 11.60 (±0.27)

BERT 12.10 (±0.04) 12.27 (±0.07)
SimCSE 9.71 (±0.05) 9.18 (±0.09)
GPT-2 7.27 (±0.02) 8.92 (±0.03)

表 1 TwoNNを用いた固有次元の推定結果．小数点第 3
位を切り捨てて表示している．(±·)は標準誤差を表す (こ
ちらも小数点第 3位切り捨て)．

TwoNNを用いて自然言語文の固有次元を推定し
た結果を表 1に示す．少なくとも今回の設定におい
ては，推定固有次元は数～十数次元程度に収まるよ
うである．ただし，今回対象としている文の表現
(representation)がある種の不可逆圧縮になっている
可能性に注意する必要がある．BoWは言語の語順
に関する情報を捨てているし，Word2Vec (Glove-50，
Glove-300) はそこからさらに one-hot 符号化された
単語を embeddingとして圧縮していることになる．
BERTや SimCSEの [CLS]トークンはあくまでテキ
スト分類に役立つ情報を保持しているにすぎず，文
の情報全てを保存しているとは限らない．GPT-2に
関しては，最後のトークンに対応する隠れ状態のみ
を用いているため，せいぜい次のトークンを予測す
るのに役立つ程度の情報しか保持されていないかも
しれない．つまり，仮に文の情報全てを保持する表
現があったとするならば，その表現の固有次元は今
回得られた結果よりも大きい可能性がある．
個別の結果を見ていくと，まず Glove-50/300の推
定固有次元が，BoWのそれより小さいことに気が付
く．reutersに関して言えばその差はわずかである．
これは，one-hot符号化された単語を embeddingとし
て大幅に圧縮しているしていることに起因すると考
えられる．また，BoW の推定固有次元がせいぜい
数～十数程度しかないことを踏まえれば，one-hot符
号ではなく，高々数十次元程度の embeddingとして
表現するWord2Vecの方法論の合理性が伺える．ま
た，BERTと SimCSEの結果を比べると SimCSEの
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推定固有次元のほうが小さくなっている．これは，
対照学習によって表現が単純化されたことに起因す
ると考えられる．テキスト分類のタスクにおいて，
しばしば事前学習済みの Transformerモデルに線形
分類器を取り付けたものが用いられることを踏まえ
れば，こうした単純化は (線形写像にも分離可能な
単純な空間を作るという意味において)合理的に思
われる．なお，GPT-2 の推定固有次元は Word2Vec
のそれよりも小さいが，これは上でも述べたよう
に，次のトークンを予測するのに役立つ程度の情報
しか保持していない可能性が考えられる．
5 構造を保つ写像としての言語：言
語創発の観点から
本節では，言語創発の分野と関連付けながら，言

語の複雑性に関するさらなる考察を綴る．人工エー
ジェントの間でコミュニケーションをさせ，言語の
創発をシミュレーションを試みる言語創発 (創発コ
ミュニケーション; EC)は，構成論的なアプローチ
によって言語の複雑性に迫ろうという挑戦的な分野
である．人工エージェント間に生じるコミュニケー
ションプロトコル—創発言語—は，しばしば (“話す”
行為に相当する)意味 z ∈ Z から記号 x ∈ X への写
像 S : Z → X もしくは (“聞く”行為に相当する)記
号から意味への写像 R : X → Z として定義される．
創発言語は我々人間の話す自然言語とは当然異なる
ので，何らかの方法で創発言語の「自然言語らしさ」
を評価する必要があるのだが，言語創発でよく用い
られるのは Topographic Similarity (TopSim) [20, 21]と
いう評価指標である．大雑把にいえば，TopSim は
写像 S の等長写像的な振舞いを評価する指標であ
る．即ち，ある固定の k ∈ R>0 が存在して，任意の
z, z′ ∈ Z について dZ(z, z′) = k dX (S(z), S(z′)) と
なるとき，TopSimは最大値になる4）．dZ , dX はそれ
ぞれ Z, X 上の距離関数である．TwoNNの理論とア
ルゴリズムが示唆しているように，データ間の距離
はデータセットの固有次元の情報を含んでいるわけ
であるから，TopSim は暗に「意味空間と記号空間
の (固有次元的な意味での)複雑性を同等にせよ」あ
るいは「写像 S : Z → X は距離構造を保存する写像
であれ」という要請を評価の基準にしていることに
なる．興味深いことに，ECの研究者は TopSimのこ
とを構成性 (Compositionality)の評価指標だと思って
いる．関数の等長写像性という観点から TopSimを

4） 実際には，この等式から多少逸脱していても良いような，
もう少し “融通の利く”評価指標ではある．

紹介された後に，それが構成性の指標であるといわ
れるとなんだか不思議なことのように思われるかも
しれない．しかし，ECにおける「構成性」は，Type
Logical Grammar (TLG) [22]のような，形式的に構成
性を取り扱う言語理論分野における「構成性」と案
外よく似た考え方をしているのではないかと考えら
れる．TLGにおいては，文や意味を群に似たものと
して定義し，構成的な semantic parserを群準同型に
似たような形で定義する5）．つまり，TLGにおいて
は (距離ではなく)何らかの演算によって作られた構
造を保存するような写像が構成的な言語であると
考えられているわけである．従って，ECにおける
「構成性」も TLGにおける理論言語学的な「構成性」
も，「何らかの構造を保つように写像すること」と
いう点で価値観を共有している．

Fregeの原理 (構成性原理)がある程度正しい想定
であると信じる場合，“聞く”行為や “話す”行為は
単に「(ある程度)構造を保存する写像」であるとい
うことになる．写像としての言語に何らの制約も課
さないとなると議論のしようがなくなってしまうの
で，こういった制約を課すこと自体は至極当然のこ
とと思える．ただし，そうだとすると，本稿で我々
が言ってきたような言語の複雑性や固有次元といっ
たものの正体は「意味」にあって，単に言語は「意
味」の複雑性を投影する「記号」にすぎないという
ことなのだろうか？ 逆に，言語にまつわる統計的
必然性に関する研究が主張しているように，「記号」
こそが複雑性の正体であって，それを「意味」に投
影するから人間は複雑な意味を操作できるように
なったのであろうか？ あるいは，重要なのは「意
味」と「記号」の相互作用であって，どちらか一方
だけで十分な複雑性が生じることはないのであろう
か？ 恐らくどれも作業仮説としては妥当な問いで
ある．重要なのは，今後も様々な問いを通して言語
の複雑性を探求していくことであろう．

6 まとめと今後の展望
本稿では，言語の複雑性を測ることを目的とし
て，自然言語文の固有次元を TwoNNを用いて推定
した．結果として，今回の設定では自然言語文の推
定固有次元は数～十数程度となった．より多くの言
語やコーパス，モデルを対象とする調査は今後の課
題である．

5） 正確には群とは限らない．例えば，非結合的な言語 NLや
NLPなど．この説明はあくまで直感的なものである．
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Emily B. Fox, and Roman Garnett, editors, Advances
in Neural Information Processing Systems 32: An-
nual Conference on Neural Information Processing
Systems 2019, NeurIPS 2019, December 8-14, 2019,
Vancouver, BC, Canada, pp. 6109–6119, 2019.

[13] Elena Facco, Mariad’Errico, Alex Rodriguez, Alessandro
Laio. Estimating the intrinsic dimension of datasets by a
minimal neighborhood information. Scientific reports,
Vol. 7, No. 1, p. 12140, 2017.

[14] Radim Rehurek and Petr Sojka. Gensim–python frame-
work for vector space modelling. NLP Centre, Faculty
of Informatics, Masaryk University, Brno, Czech Re-
public, Vol. 3, No. 2, 2011.

[15] Jeffrey Pennington, Richard Socher, and Christopher Man-

ning. GloVe: Global vectors for word representation.
In Alessandro Moschitti, Bo Pang, and Walter Daele-
mans, editors, Proceedings of the 2014 Conference on
Empirical Methods in Natural Language Processing
(EMNLP), pp. 1532–1543, Doha, Qatar, October 2014.
Association for Computational Linguistics.

[16] Thomas Wolf, Lysandre Debut, Victor Sanh, Julien Chau-
mond, Clement Delangue, Anthony Moi, Pierric Cistac,
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