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概要
言語モデルがトークンに与える情報量と人間の

文の読み時間との関連が近年の研究で示されてお
り，この観点から言語モデルの「人間らしさ」を評
価できる．本研究では情報量や言語モデルの挙動が
文のトークン分割単位に深く依存することに着目
し，分割単位の異なる言語モデルにおいて工学的性
能（パープレキシティ）に対する人間らしさの関係
の違いを実験的に調査した．日本語の短単位と長単
位が大きく異なる挙動を示すことを報告し，このよ
うな差異の原因を議論する．

1 はじめに
サプライザル理論 [1]では，人間の文の読み時間

の線型な予測変数として情報量（サプライザル）の
有効性が示されている．トークンの情報量は文脈 c
におけるトークン 𝑡の確率を用いて 𝐼 = − log2 𝑃(𝑡 | c)
と定義される．サプライザル理論の妥当性は多くの
言語での実験で示されている [2, 3, 4]．情報量は言
語モデルを用いて計算できるが，言語モデルは様々
な要素に依存して異なる挙動を示す．そこで，サプ
ライザル理論の観点から，言語モデルの「人間らし
さ」をモデルの情報量が人間の読み時間をどれだけ
反映するかによって評価できる．こうした研究では
言語モデルの工学的性能（パープレキシティ，PPL）
と人間らしさの関係が注目されており，初期の英語
の研究では PPLが小さいほど人間らしさも向上する
と主張された [5, 6]．しかし，[7]は日本語でこの関
係の破綻を報告し，大規模言語モデルを用いた研究
では英語でも対応の破綻が報告されている [4, 8]．
情報量や言語モデルの挙動は言語のトークン分

割単位に深く依存する．例えば「言語学」トークン
を持つ分割単位では持たないものに比べて「言語」
トークンの頻度が下がり，情報量が大きくなる．自
己回帰モデルでは分割単位が小さいと予測すべき情
報が少ないため，大きい分割単位と比べて簡単なタ

スクで訓練していることになる．さらに，例えば文
字単位の言語モデルでは次単語の先頭の文字ではな
く単語内部の次の文字を予測するような点が多く，
次単語予測の学習の重みが相対的に下がる．
サプライザル理論でも分割単位について議論がな
されており，文字単位の言語モデルの妥当性がしば
しば主張されている [9, 10]ほか，人間の文処理モデ
ルとしての妥当性の観点から，サブワードの利用の
是非にも関心が持たれている [11]．一方で工学的性
能と人間らしさの観点では，トークン分割の影響が
まだ議論されていない．特に分割単位の非自明な日
本語ではその影響が重要である．
本研究では，日本語においてトークン分割単位の

異なるニューラル言語モデルを構築し，その工学的
性能と人間らしさの関係を調べ，分割単位の影響を
検証した．長単位・短単位に顕著な違いが見られ，
長単位の言語モデルでは工学的性能と人間らしさの
関係の破綻が抑制されていることを報告する．

2 予備実験
予備実験では国立国語研究所の長単位（Long unit

word, LUW），短単位 (Short unit word, SUW)と 1文字
ずつに分割する文字単位 (Character, CHR)で言語モ
デルを構築し，モデルの学習過程での工学的性能と
人間らしさの関係の傾向を調べる．語彙規模が大き
い長単位や短単位を用いるため未知語率や語彙数の
統制が難しい．予備実験で大域的な傾向を確認し，
本実験でこれを厳密に検証する．

2.1 方法
人間らしさ 読み時間推定精度への言語モデルで
計算する情報量の貢献で評価する [5, 6, 7]．[7]で利
用された線形混合効果モデルを用いて読み時間の推
定を実施し，情報量を考慮する推定モデルとしない
モデル（ベースラインモデル）の間の尤度比の対数
ΔLogLikがより大きいと，情報量が人間の読み時間
を相対的により反映すると見做せる．ベースライン
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モデルに (1)を，比較対象のモデルとして (1)に推定
したい文節を含む前 3文節分の情報量を独立にプレ
ディクタに加えたものを構築し，この 2モデル間の
ΔLogLikをデータ数で割った値を人間らしさの指標
とする．プレディクタの詳細は付録 Bに示す．

time ∼ is first + is last + length * count ave kika
+length prev * count ave kika prev + space
+articleN + sessionN + screenN + lineN
+segmentN + (1 | article) + (1 | subj)

(1)

timeには [7]と同様，BCCWJ-EyeTrack[12]の First
pass time (FPT)を利用した．ここでは 24名の被験者
の読み時間データが文節1）ごとに付与されている．
いずれかの分割単位で未知語トークンを含む文節，
読み時間が 0の文節，本文以外に含まれる文節を除
外した．[13, 14]に従い，まずベースラインモデル
をフィッティングし，推定誤差が 3𝜎 を上回る点を
除外し両モデルを改めてフィッティングする．
工学的性能 推論データの PPLで評価する．分割

単位の異なるモデルで比較するためトークン単位で
はなく文節単位 PPL2）を用いる．
言語モデル GPT-2 (Generative Pre-trained Trans-

former 2）[15] を用いる．近年の研究では事前学習
モデルを用いることが一般的だが，分割単位による
差異を調べるため，全ての分割単位でモデルを初期
状態から学習した．学習や言語モデルの詳細な設定
は付録 Cに示す．
学習データとして，現代日本語書き言葉均衡コー

パス（BCCWJ）[16]を利用した．検証データとして
新聞データ 7,030文（約 10%）と，推論データを学
習データから除いた．推論で文脈とする最大 3文で
モデルのコンテキストサイズ（512トークン）を超
えないよう，170文字以上の文を含む記事を除去し
た．最終的に 20,931記事，3,074,317文を利用した．
全体で 3エポック学習する．
分割単位 長単位と短単位は [17]でその分割方針

が示されている．長単位は文節の認定のもと，文節
を「内容語＋機能語」に分割することで設定され，
最長で文節 1つ分となる．短単位は「最小単位」に
基づいて設定され，最短で最小単位 1つ分となる．
3種類の分割の比較を表 1に示した．

1） 文節の情報量 𝐼 は文節を構成するそれぞれのトークン 𝑡 の
情報量 𝐼𝑡 の和として，𝐼 =

∑
𝑡 𝐼𝑡 = −∑

𝑡 log2 𝑃 (𝑡 | c𝑡 ) で計算
する．c𝑡 は文脈である．

2） 文節単位の PPL は PPL𝑠 =
(∏

𝑆,c
1

P(𝑆 |c)

) 1
𝑛 として計算す

る．𝑆 = 𝑡1, . . . 𝑡𝑚 は文節，𝑛 は文節数である．𝑃 (𝑆 | c) =∏𝑚
𝑖=1 𝑃 (𝑡𝑖 | c𝑡 ) で計算する．

表 1 それぞれの分割単位の比較
LUW SUW CHR

延べ語数 50.36M 60.38M 95.65M
異なり語数 1,496,168 297,541 7,046
語彙数 136,958 90,787 5,074
未知語率 4.1% 0.6% 0.01%

BCCWJは長単位と短単位でアノテーションされ
ている．文字単位は長単位の語を分割して得た．学
習データ中の頻度が 11 以下の語を未知語として
扱った．数字は桁数別のトークンで置換し，未知語
のうち英単語とカタカナ語では文字数ごとに異なる
未知語トークンを当てた．推論データは新聞データ
に由来するため，同ドメインの新聞データにおける
頻度が 3以上の語は必ず語彙に含めた．

2.2 結果
文節単位 PPLと ΔLogLikの関係が図 1の左の 3つ

である．長単位モデルでのみ，PPL が小さくなる
（工学的性能が上がる）と ΔLogLikが単調に大きく
なる（人間らしくなる）．文字単位モデルでは PPL
と ΔLogLikの間に自明な関係が見られず，短単位モ
デルでは PPLと ΔLogLikの関係が山型を成す．

3 実験
予備実験ではトークン分割単位によって工学的性
能と人間らしさの関係が大きく異なることが示され
た．長単位は直線的な対応関係を示すが，短単位と
文字単位ではそのような関係が見られない．
しかし，予備実験は定量的特徴の統制が不十分で
あり，長単位の未知語率は短単位の約 6.8倍である．
近年 [18] が導入した欠損文脈サプライザル理論で
は，不完全な文脈に対する情報量を用いることでよ
り人間らしい挙動が観察されている [19]．未知語に
より文脈が欠落した長単位のモデルの特徴的な挙動
は，欠損文脈サプライザル理論的な効果の可能性が
ある．また，長単位の言語モデルは短単位の言語モ
デルの 1.5倍の語彙を持っており，同一サイズの空
間により多くの語彙を埋め込むことの影響も考えら
れる．そこで，本実験では長単位と短単位の挙動の
違いについてより厳密な検証を行う．

3.1 方法
言語モデルのトークン分割単位に Byte Pair

Encoding（BPE）によるサブワード分割を利用する．
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図 1 予備実験の 3種類の言語モデル（CHR,SUW,LUW)と本実験の 4種類の言語モデル（BPE(SUW/LUW,91K/137K)）で
の文節単位の PPLの対数（横軸）と推定性能（縦軸）の関係．長単位系のモデルでは直線的な関係が見られる．

SentencePiece[20]を利用し，両単位に類似した BPE
分割モデルとして，事前分割制約（LUW/SUW）と
語彙数（137K/91K）の異なる 4種類のサブワード単
位（表 2）を構築する．未知語率は全て 0.1%に統制
した．LUW と BPE(LUW, 137K) の挙動の比較から
未知語率の影響を，また 4種類のモデルの比較から
語彙数の影響を，それぞれ検証できる．

表 2 ４種類のサブワード単位モデル．
BPE

(SUW,91K)
BPE

(LUW,91K)
BPE

(SUW,137K)
BPE

(LUW,137K)

延べ語数 61.40M 56.18M 60.97M 55.10M
事前分割 短単位 長単位 短単位 長単位
語彙数 90,787 136,958

予備実験と同様に，工学的性能を推論データの
文節単位の PPL によって評価し，人間らしさを
ΔLogLikで評価する．学習方法やデータの取り扱い
は予備実験と同様のため，新たに構築する言語モデ
ルの評価は予備実験で得た結果と比較できる．

3.2 結果
構築した 4つのサブワード単位モデルの工学的性

能と人間らしさの関係は図 1の右の 4つである．
短単位を事前分割とする 2つのモデルでは短単位

モデルに類似の挙動が，長単位を事前分割とする 2
つのモデルでは長単位モデルに類似の挙動が示さ
れた．この結果は長単位による事前分割のみが長単
位的関係の再現に必要であり，語彙数の違いによる
影響は見られないことを示すものと解釈できる．ま
た，サブワード単位モデルは全て未知語率が 0.1%と
低いにもかかわらず，事前分割が長単位の 2モデル
では直線的な関係が示されており，未知語率の影響
は見られないと考えられる．

4 議論
予備実験及び本実験では，工学的性能と人間らし

さの関係は分割単位に強く依存していることが示さ

れた．結果は長単位と長単位による事前分割モデル
でのみ [5]が主張した直線的関係が現れることを示
した．こうした差異が現れる原因を議論する．
超人的な挙動 [8, 21]では PPLが極度に小さい範
囲で言語モデルが損失を下げるため表現をそのまま
覚え，情報量を過剰に低く見積ることによる関係の
破綻が報告された．しかし，超人的な挙動と呼ばれ
るこの振る舞いは，パラメタ数が 10億を超える大
規模言語モデルによる研究で見られるもので，本研
究の短単位モデルには当てはまらない．

UID仮説 今回の結果はむしろ，[7]の議論に沿っ
て理解し得る．彼らは日本語で直線的関係の破綻を
報告し，自然言語の情報の分布が一様だと主張する
いう情報密度一様性仮説（UID仮説）[22]の観点か
らこれを考察した．[7]による検証では，英語では
一文中の情報量が一様な傾向があるが，日本語では
文の終わりにかけて情報量が小さくなる．これは日
本語の文節あたりの情報量が一様ではなく UID仮
説への適合性が弱いことを意味する．言語モデルの
学習は次トークンの予測確率を最大化する過程で
あり，伴って理想的にはトークンあたりの情報量が
一様になる．このことから彼らは学習が対象言語が
UID仮説を満たすことを期待して進むとし，トーク
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図 2 各言語モデルの文節単位 PPL（横軸）と言語モデル
のトークン単位の SD（縦軸）の関係．短単位系モデルは
山型を示すが，長単位系モデルは大きな値を維持する．
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図 3 各分割単位による言語モデルのトークン単位の SD
（横軸）と ΔLogLik（縦軸）の関係．どのモデルでも右肩
上がりの関係が見られる．予備実験の長単位・短単位モ
デルも同様の挙動を示す．

ン情報量の過剰な一様化が，文節情報量が一様では
ない日本語で破綻を引き起こしたと議論した．これ
に基づき，本研究では短単位で過剰な一様化が発生
し，長単位では発生しなかったと考えられる．
そこで，言語モデルにとっての情報量の一様性

を，推論データに対して言語モデルが与えるトーク
ンあたりの情報量の標準偏差（SD）で評価する．よ
り小さい SDはより一様であることを示す．図 2に
PPLと SDの関係を示した．長単位系のモデルでは
PPLが小さい範囲でも SDが高い値を保つのに対し，
短単位系のモデルでは PPLと SDに山型の関係が見
られる．したがって，[7]の議論の通り，短単位系の
モデルでは過剰な一様化が発生し，長単位系のモデ
ルではこれが発生していないと考えられる．実際，
図 3のとおり SDと ΔLogLikは長単位・短単位の両
方で右肩上がりの関係を示す．このことは過剰な一
様化が人間らしさを悪化させるという [7]を裏付け
るものである．
以上から，長単位モデルで何らかの理由で過剰な

一様化（SDの低下）が起こりづらいことが，人間
らしさの対応関係を低 PPL領域で維持することに繋
がったと解釈できる．
統語的な教示 このような一様化の抑制につな

がった長単位の特徴として，長単位の統語的な分割
単位としての側面を挙げる．BCCWJにおいて長単
位は「構文的な機能に着目した」単位とされており
[17]，短単位に比べて統語的な特徴をよく反映する
と考えられている．
本研究で構築した言語モデルは品詞を考慮しない

ため，品詞体系の違いに基づく議論は当てはまらな
い．しかし長単位では「自立部＋付属部」の形で文
節を分割するため，自立語のあとは短単位に比べて
高い割合で機能語が出現する．このため機能語の予
測は短単位に比べて容易になる．この長単位分割の
特徴のため，長単位によるモデルは助詞によって標
示される項構造など統語的側面により依存した予測
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図 4 3エポック学習したそれぞれのモデルで推論データ
での 1文字の助詞のトークンの情報量の分布 (黒い実線)
と全体の情報量の分布（赤い破線）．長線が平均値で，短
線は 1𝜎の範囲を示す．

を行うと考えられる．実際，図 4のとおり，長単位
系モデルでは助詞トークン3）の情報量が全体の情報
量に比べて小さい値となる傾向がある．
一方で長単位では複合語が 1 トークンになるた

め，その情報量は短単位に比べて平均的に大きくな
る．これにより，長単位モデルでは統語的に予測し
やすい機能語の情報量が小さく，複合語など自立語
の情報量は大きくなり，情報量の一様化が起こりに
くいと考えられる．本解釈は更なる検証を要する
が，長単位分割の統語的な側面によって情報量の過
剰な一様化が抑えられ，工学的性能と人間らしさの
対応関係の破綻を抑制した可能性がある．

5 おわりに
本研究ではトークン分割の観点から工学的性能と
人間らしさの関係を検証し，長単位の特徴的な挙動
を発見した．サブワード単位を用いて詳細な分析を
行い，これが未知語率や語彙数ではなく分割自体の
性質に由来することを示した．この結果はトークン
分割がこれまで考えられていた以上に大きな影響を
持っている可能性を示唆する．
本研究では長単位の統語的な分割単位としての側
面がトークンあたり情報量の過剰な一様化を抑制
し，これによって短単位で生じるような工学的性能
と人間らしさの対応関係の破綻を抑えたとする解釈
を提示した．今後の研究ではこのような長単位モデ
ルの挙動がどの程度広く成り立つのかという観点
や，長単位モデルの統語的な性能はどうなっている
のか，また応用的にどのような利点があるかなど，
さらなる詳細な分析を行いたい．

3） 文字単位で 1トークンとなっている格助詞「がでにへを」，
係助詞「はもや」，連体助詞「の」のトークンを助詞トーク
ンと考えて利用した．
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A 分割の例
本研究で扱ったそれぞれの分割単位による分割の例を表 3に示す．

表 3 それぞれの分割単位による分割例
CHR 国 /会 /で /外 /国 /人 /参 /政 /権 /が /議 /論 /さ /れ /ま /す
SUW 国会 /で /外国 /人 /参政 /権 /が /議論 /さ /れ /ます

BPE(SUW, 137K) 国会 /で /外国 /人 /参政 /権 /が /議論 /さ /れ /ます
BPE(SUW, 91K) 国会 /で /外国 /人 /参政 /権 /が /議論 /さ /れ /ます

LUW 国会 /で /外国人参政権 /が /議論さ /れ /ます
BPE(LUW, 137K) 国会 /で /外国人 /参政権 /が /議論さ /れ /ます
BPE(LUW, 91K) 国会 /で /外国人 /参 /政権 /が /議論さ /れ /ます

B プレディクタ
読み時間の推定に利用したプレディクタを表 4に示す．各々のプレディクタの詳細は [23]を参照せよ．

表 4 それぞれのプレディクタの定義
time 読み時間
length 文字数
count ave kika 文節に含まれる単語頻度の幾何平均
space 文節間の空有の有無
articleN 記事呈示順
sessionN セッション呈示順
screenN 画面呈示順
lineN 行呈示順
segmentN 文節呈示順
is first 行内で最も左にあるか否か
is last 行内で最も右にあるか否か
(1 | article) 記事 ID（ランダム効果の切片）
(1 | subj) 実験協力者 ID（ランダム効果の切片）

C 言語モデルのハイパーパラメタ
[7]に倣った上で，学習に関係する部分を変更した．分割単位を変更するため，語彙数を変更した．また，

学習に NVIDIA RTX™ A5000を 1つ使用したため，パラメタを 24GBのメモリサイズに合わせ調整した．
表 5 長単位及び短単位のモデルのハイパーパラメタ

モジュール パラメタ 値

GPT-2

context size 512
n embed 384
n layer 8
n head 6
ffn dim 2,048
dropout 0.1

init params 𝜎 = 0.2の切断正規分布からサンプル
attn pdrop 0.1

Optimizer

type AdamW
𝑙𝑟 2e-4

betas (0.9, 0.98)
weight decay 0.01

𝜀 1e-6

Scheduler scheduler linear
warm up steps 40,000

Training

batch size 12
step/epoch 252,134

epoch 3
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