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概要
近年、眼球運動データや脳波データなどの人間の

生理指標データを用いて、人間の言語処理における
特徴を反映し、より精度よく下流タスクを解くこと
ができる言語モデルを構築しようとする試みがあ
る。しかし、既存手法は特定の下流タスクでの性能
向上に特化している、もしくはモデルのアーキテク
チャ自体に変更が必要な手法となっており、既存の
大規模言語モデルに適用して幅広い下流タスクに
おける性能を向上しうる汎用的な手法となってい
ない。そこで本研究では、既存の大規模言語モデ
ルに適用可能な新たな手法として、「認知ファイン
チューニング」を提案し、その方法論的妥当性を検
証する。

1 はじめに
Transformer[1] をベースとした大規模言語モデル

(LLM)が自然言語処理のあらゆるタスクで使用さ
れるようになり、高い性能を発揮している (e.g.,
GPT-3 [2]）。特に、近年では人間からの明示的な
フィードバックを用いて、強化学習の枠組みで言語
モデルの出力をより人間の価値基準に沿うように矯
正するような手法群が研究されている [3]。
一方で、眼球運動データや脳波データなどの人間

の生理指標データには、人間の言語処理に関する豊
富な情報がエンコードされていることが知られて
おり、例えば脳波データから発話内容や読んでいる
単語の品詞を推定できることなどが報告されてい
る [4, 5]。また一方で、人間の生理指標データを用
いて言語モデルを訓練することで、人間の言語処理
における特徴を言語モデルが首尾よく捉えられる
ように矯正し、品詞タグ付けや固有表現抽出など特
定の下流タスクでの性能向上を試みる研究群があ
る [6, 7, 8]。

しかし、これらの研究で提案されている手法は、
特定の下流タスクでの性能向上に特化している、も
しくはモデルのアーキテクチャ自体に変更が必要な
手法となっており、既存の大規模事前学習モデルに
適用して幅広い下流タスクにおける性能を向上しう
る汎用的な手法となっていない。また、推論時にも
生理指標データが必要な手法も多く、活用範囲が必
ずしも広くない。特に、アーキテクチャの変更が必
要になることは、大規模データで学習した大規模モ
デルにて、幅広い下流タスクに対応しようとする現
行の LLM時代のパラダイムと不適合である。
そこで本研究では、特定のタスクに特化せず、か
つ推論時に人間の生理指標データが不要である手法
として、「認知ファインチューニング」を提案し、そ
の方法論的妥当性を検証する。本手法は、言語モデ
ルの埋め込みを入力とするフィードフォワードネッ
トワークを通して、言語モデルの埋め込みから人間
の読み時間を予測する追加学習を行うことにより、
元の言語モデルがより人間の読みの特徴を捉えられ
るように矯正するものであり、既存の事前学習済み
大規模言語モデルを人間の生理指標データを用いて
追加学習可能な手法である。実験の結果、言語モデ
リングタスクと読み時間の予測タスクを組み合わせ
て学習することにより、単純に言語モデリングで学
習した場合よりも、より人間の読みの特徴を捉えた
言語モデルを構築できる可能性が示された。

2 先行研究
眼球運動データや脳波データなどの人間の生理指
標データを用いて、言語モデルの性能向上を目指し
た研究群は数多く提案されている [6, 7, 8]。提案手
法の多くは、品詞タグ付け [6]や固有表現抽出 [8]な
ど特定の下流タスクでの性能向上を目指したもの
であり、一般に推論時にも生理指標データが必要な
手法になっている。語タイプごとに読み時間を集約
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図 1 認知ファインチューニングの概念図。本研究では、1) 次トークン読み時間予測のみを行う手法 (Read-time
Prediction)と、2)読み時間予測と次トークン予測を同時に行う手法 (Multi-task)の二種類の手法を検証する。

するなどの工夫により、推論時に生理指標データが
不要になる手法も提案されているが [9, 10]、基本的
に LSTM ベースのモデルが用いられており、タス
クの種類に依らない汎用的な手法となっていない。
Transformerベースのモデルを用いて、特定の下流タ
スクでの性能向上にとどまらない汎用的な手法を目
指した手法も提案されているが [11]、当該手法でも
元の言語モデルのアーキテクチャの変更が必要であ
り、既存の事前学習済み大規模言語モデルには適用
不可である。

3 実験
3.1 認知ファインチューニング
図 1に、本研究で検証する認知ファインチューニ

ングの方法を示す。認知ファインチューニングは、
Trasformerをベースとした事前学習済み言語モデル
と、それにより得られた各トークンに対する言語
モデルの埋め込みを入力とし読み時間を予測する
フィードフォワードネットワークを用意し、その両
方を人間の読み時間アノテーションつきコーパスで
学習することで行われる。この方法により追加学習
された言語モデルは、さらにタスク特化のファイン
チューニングを行うことにより任意の下流タスクで
使用することが可能である。本研究では、1)入力さ
れたトークンの次のトークンに対する読み時間予測
のみを行う手法と、2)読み時間予測と次トークン予
測を同時に行う手法の二種類の手法を用いて学習し
たモデルにおける、読み時間データモデリングの性
能の向上を確認することで、認知ファインチューニ
ングの方法論的妥当性を検証する。

3.2 データ
データ概要 本研究では、浅原ら [12]により構築

されたBCCWJ-EyeTrackを用いた。BCCWJ-EyeTrack
は、『現代日本語書き言葉均衡コーパス』[13]の新
聞記事サンプル 20記事に対して,日本語母語話者 24
人分の読み時間が付与されているコーパスである。
18 記事（1053 文節）を学習用、2 記事（208 文節）
を検証用、2記事（217文節）をテスト用データとし
て使用した。
読み時間データの前処理 BCCWJ-EyeTrack で

は 5 種類の読み時間データが計測されている
が、本研究では TOTAL (Total Time)と FPT (First Pass
Time) を予測対象とし、各読み時間 𝑅𝑇 に対して
log2 (𝑅𝑇 + 1 × 10−5) を予測すべき正解の読み時間と
する。また、BCCWJ-EyeTrackでは読み時間は文節
を単位として付与されており、一般に文節の単位は
言語モデルが入力として受け取るトークンの単位と
異なる。従って、本研究では以下の方法で文節に付
与された読み時間を、言語モデルの入力となるトー
クンごとの読み時間に分配した: まず、各文節に付
与された読み時間をその文節の系列長で割った読み
時間を各文字に対する読み時間として定義する。次
に、その各文字に付与された読み時間を言語モデル
の入力となるトークンごとに集約して、そのトーク
ンに対する正解読み時間とした。

3.3 実験設定
言語モデル 本研究では、rinna 株式会社により
公開されている埋め込み次元 1024次元、16ヘッド、

― 1903 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



24層の GPT-2言語モデル1）を用いた。
実験条件 本研究では、二種類の認知ファイン

チューニングの手法と、ベースライン手法 4つを合
わせた以下の 6つの学習方法を検証する:

Presurp
事前学習済み言語モデルを追加学習せずそのま
ま用いる。

TextOnly
事前学習済みモデルを BCCWJ-EyeTrackに含ま
れるテキストを対象に言語モデリングタスクで
ファインチューニングする。

EyeTrack
事前学習済みモデルを入力されたトークンの次
のトークンに付与された読み時間を予測するタ
スクでファインチューニングする（図 1におけ
る Read-time Predictionに対応）。

MultiTask
事前学習済みモデルを入力されたトークンの次
のトークンに付与された読み時間を予測するタ
スクと、言語モデリングタスクのマルチタスク
でファインチューニングする（図 1 における
Multi-taskに対応）。

EyeTrack (random)
EyeTrack 条件をランダムな読み時間を用いて
行う。

MultiTask (random)
MultiTask条件をランダムな読み時間を用いて
行う。

ただし、各読み時間 (TOTAL/FPT)の学習データで
の平均と分散と一致した平均と分散をもつ正規分
布からサンプリングした値を、ランダムな読み時間
として用いた。また、言語モデリングタスクでは次
単語予測の損失 LNWP、読み時間予測タスクでは正
解時間との平均二乗誤差 LRTP を最小化するように
学習した。また、マルチタスク条件では、LNWP と
LRTP の重みつき和を最小化した:

L = 𝛼LNWP + (1 − 𝛼)LRTP (1)

ただし、𝛼は本実験では 0.5とした。また、全ての
条件において、5つの異なるランダムシードを用い
て学習した。その他全条件に共通のハイパーパラ
メータについては、付録 Aに示した。

変数名 型 概要
prev length int 直前文節の文字数
length int 文字数
prev freq int 直前文節内単語頻度の幾何平均
freq int 文節内単語頻度の幾何平均
is first bool 行内最左要素
is last bool 行内最右要素
is second last bool 行内右から 2番目の要素
screenN int 画面提示順
lineN int 行提示順
segmentN int 文節提示順
article factor 記事情報
subj factor 実験協力者 ID

表 1 本研究で用いた説明変数。各変数は既存研究 [12]
で採用されているものである。

3.4 読み時間データのモデリング
本研究では、各条件で学習された言語モデルがど
れほど人間の読みの特徴を捉えることができてい
るかどうかを、読み時間データのモデリング性能を
通して検証する。具体的には、あらかじめ既存研
究 [12]で採用されているベースラインとなる特徴量
（表 1）で読み時間をモデリングし、そこに各条件で
学習された言語モデルから得られたサプライザルを
特徴量として追加した際に、モデリング性能がどれ
ほど向上するかを確認することで、その条件で学習
された言語モデルがどれほど人間の読みの特徴を捉
えられているかを評価する。先行研究にならい、各
言語モデルによるサプライザルを追加した時の平均
対数尤度の増加分 ΔLogLikを報告する。この値が大
きいほど、より人間の読みの特徴を捉えられている
ことを意味する。ベースライン回帰モデルには、以
下の線形混合モデルを用いる：

log(RT) ∼ prev length + length + prev freq + freq

+ is first + is last + is second last

+ screenN + lineN + segmentN

+ (1|article) + (1|subj). (2)

ただし、(1|𝑥)は 𝑥をランダム切片として組み込むこ
とを指す。

4 結果
表 2は、各条件における、ベースライン回帰モデ
ルからの平均対数尤度の増加分 (ΔLogLik) を示す。
TextOnly, EyeTrack, MultiTask条件はいずれも Presurp
条件よりも ΔLogLikの値が高く、言語モデリングタ

1） https://huggingface.co/rinna/japanese-gpt2-medium
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ΔLogLik (↑)
TOTAL FPT

Presurp 13.99 13.62
TextOnly 14.26 ± 0.01 13.91 ± 0.01
EyeTrack 14.08 ± 0.20 13.70 ± 0.17
MultiTask 14.32 ± 0.14 13.94 ± 0.12

EyeTrack (random) -180.06 ± 0.01 -123.29 ± 0.04
MultiTask (random) -180.03 ± 0.01 -123.44 ± 0.02

表 2 各条件における、ベースライン回帰モデルからの平
均対数尤度の増加分 (ΔLogLik)。

スクによる追加学習はモデリング性能の向上に寄
与することが示された。TextOnly条件が EyeTrack条
件よりも ΔLogLikの値が大きいことから、読み時間
データによる学習単体による効果は、言語モデリン
グタスクによる学習単体の効果よりも小さいことが
示唆された。一方で、EyeTrack条件よりもMultiTask
条件における ΔLogLikの値が高いことから、言語モ
デリングタスクに加えて、読み時間データによる学
習を行うことで、より人間の読み時間の特徴を捉え
た言語モデルが構築できる可能性が示された。ま
た、ランダムな視線データを用いた条件では、いず
れも ΔLogLikは負の値となり、人間の読みの特徴を
より反映できなくなることが示された。これは、実
際の人間の読み時間データを用いることが精度向上
に寄与することを意味する。

5 おわりに
本研究では、人間の読みの特徴を捉えたより「人

間らしい」言語モデルを得るための新たなファイン
チューニングの方法として「認知ファインチューニ
ング」を提案し、その方法論的妥当性を検証した。
実験の結果、言語モデリングタスクと読み時間の予
測タスクを組み合わせて学習することにより、単純
に言語モデリングで学習した場合よりも、より人間
の読みの特徴を捉えた言語モデルを構築できる可能
性が示された。一方で、本研究では読み時間データ
のモデリングを通して、構築されたモデルが人間の
読みの特徴をよりよく捉え、下流タスクをより精度
よく解きう得るかを間接的に検証した。実際に、本
研究で構築されたモデルを実際の下流タスクに応用
して精度が向上するのかの検証や、脳波など他の人
間の生理指標データを利用することは今後の課題と
したい。また、読み時間データを用いて人間の読み

の特徴を言語モデルに学習させるより効果的な手法
の探索についても、今後の課題としたい。
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A ハイパーパラメータ
全条件で共通のハイパーパラメータを表 3 に

示す。
最適化手法 Adam
学習率 1e-6
エポック数 25
バッチサイズ 8
学習率スケジューラ LinearLR

表 3 全条件で共通のハイパーパラメータ。
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