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概要
大規模言語モデル（Large Language Model; LLM）
は他モデルや人間との議論を通じて問題に対する
理解を深めることができる。議論はモデルの学習段
階においても論理的・批判的思考力や説明力の向上
に寄与すると考えられるが、従来研究では議論を推
論時にのみ活用していた。本研究では、学習段階に
おいて学習モデルの出力が不正解の場合には正解
に、正解の場合には不正解に誘導する敵対的議論を
行う「反論モデル」によるフレームワークを提案す
る。提案手法では議論を用いた追加学習を行い、学
習モデルのパラメータを更新する。議論を行わない
手法、推論段階に議論を適用する手法、推論過程を
言語化する Chain-of-Thought (CoT)と比較して、提案
手法は算術、常識推論、質問応答タスクにおいて高
い性能を示した。

1 はじめに
LLMは様々なタスクにおいて優れた言語理解・生

成能力を発揮している [1, 2]。LLMの大きな進展の
一つとして、他モデルや人間との議論を通じて、複
雑な問題解決や柔軟な思考が可能となったことが挙
げられる。例えば、LLMは対話を通じて、相手の反
論に対して予測の理由を説明し、相手を説得するこ
とや自分の間違いを正すことができる [3]。この議
論能力は、特に複雑な推論や批判的思考を必要とす
るタスクにおいて、 LLMの性能を向上させる [4]。
最新の研究では、推論時における議論が LLM
の性能を大幅に向上させることが報告されてい
る [5, 6, 7, 8, 9]。これらの推論段階での議論は、問題
に対するモデルの予測を直接的に洗練させることを
可能にし、様々なタスクの性能を向上させた。一方
で、その効果は主に、議論を伴わない通常の学習に
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図 1: 反論モデルと議論することで学習モデルのパ
ラメータを更新する提案手法の概要図。

よって身につけられた LLMの能力を引き出すこと
で得られている。つまり、LLMは議論をしながら学
習（パラメータ更新）をした訳ではないので、LLM
の学習と推論の状況に乖離があり、「推論段階の議
論だけでは説明力や批判的思考力を最大限に高めき
れていないのではないか？」という疑問が生じる。
学習段階で議論を能動的に取り入れることはまだ
開拓されておらず、研究が少ない。例えば、学習モ
デルと評価モデルが学習段階に導入され、評価モデ
ルが学習モデルの出力を評価し正解に誘導する手法
が提案されている [10, 11]。しかし、この手法では
議論の対象が学習モデルの誤った予測へのフィード
バックや修正に限定されている。学習モデルが正し
い理解や論理に基づいて正答しているかを試す批判
的検証が行われていないため、正解やフィードバッ
クの丸暗記に基づいた応答を行っている可能性が
ある。教育学における敵対的指導法では、人間は批
判的な過程を通じて理解を深めると報告されてい
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る [12, 13]。同様に、正解時に間違えさせる誘導に
対して学習モデルが批判的に対処し、不正解時は間
違いに対する批判を受容する過程が LLMの問題解
決力の向上に繋がるのではないかと考える。
本研究では、予測の正解と不正解に応じて補助的

な発言または敵対的な発言をする「反論モデル」と
議論し、タスクの習得を目指す「学習モデル」のパ
ラメータを更新することで、学習モデルの議論能力
を直接的に鍛える枠組みを提案する。図 1は提案手
法の概要を示している。反論モデルは学習モデルの
予測に対して一貫した反論を行い、問題への理解を
試す。学習モデルは反論モデルを説得する必要があ
り、学習負荷が高いため、問題解決への理解がより
深まり、推論時のタスク性能が改善する。さらに、
推論段階において議論や CoTなどの手法を適用する
と、学習段階の議論により予測過程の説明力が磨か
れているため、議論学習を行っていないモデルより
もさらにタスク性能が向上すると考えられる。
実験では、Flan-T5 と GPT-3.5 をそれぞれ、学習

モデルと反論モデルとして採用した。算術問題
(GSM8K)、常識推論 (CommonsenseQA)、知識に関す
る質問応答 (MMLU)タスクにおいて、提案手法は議
論を行わない学習手法、CoT、正解のみを使う既存
手法よりも高い性能を示した。さらに、提案手法が
CoTの言語化を顕著に改善することが自動評価と人
手評価の両方から明らかになった。ゆえに、提案手
法は議論に特化した能力だけでなく、汎用的な論理
的思考力や説明力を高めると考えている。

2 提案手法
提案手法による学習は、準備フェーズと議論

フェーズの 2つの主要フェーズから構成される。学
習モデルと反論モデルの 2 つの事前学習されたモ
デルを活用し、補助的な発言と敵対的発言の両方を
含む能動的な議論を通じ、学習モデルのファイン
チューニングを行う。アルゴリズム 1は提案手法に
よる学習を示している。学習モデルは、タスクや問
題に対する予測を生成し、反論モデルとの議論を通
じてパラメータを更新し、タスクを解く役割を担
う。一方、反論モデルは学習モデルの予測が誤って
いる場合は補助的、予測が正しい場合は敵対的な発
言を提示し、正しい過程に基づいた問題の理解と反
対意見に対する柔軟性の獲得を促し、学習モデルの
推論能力を強化する。学習モデルとは異なり、反論
モデルのパラメータは更新しない。ゆえに、学習モ

Algorithm 1提案手法による学習
1: 入力学習モデル 𝐿、反論モデル 𝑃、準備フェー
ズデータ 𝐷𝑤、議論フェーズデータ 𝐷𝑑、議論ラ
ウンド数 𝑁

2: 出力更新された学習モデル 𝐿

3: for 𝑑 in 𝐷𝑤 do ⊲準備フェーズ
4: 𝑑 を用いて 𝐿を更新
5: end for
6: for 𝑑 in 𝐷𝑑 do ⊲議論フェーズ
7: for 𝑖 = 1 to 𝑁 do
8: 𝐿 は解答 𝐴を生成
9: 𝑃は 𝐴に基づいて発言 𝑅を生成

10: 𝐿 は 𝑅に基づいて新しい解答 𝐴′ を生成
11: 𝐿 は 𝐴, 𝑅, 𝐴′ と正解でパラメータを更新
12: end for
13: 𝑃なしで 𝐿は解答を生成
14: 正解を用いて 𝐿 を更新
15: end for
16: return更新された学習モデル 𝐿

デルよりも規模の大きい LLMを反論モデルとして
使うことができる。
準備フェーズ 学習モデルにタスク・ドメインに
関する基本的な理解を与えるために、学習データ
セットのサブセットを使い、議論を伴わない通常の
ファインチューニングを行う。これにより、学習モ
デルは対象タスクを議論するための最低限の知識や
能力を身につけると期待される。
議論フェーズ 学習データセットの残りのサブ
セットを使用し、反論モデルとの能動的かつ批判的
な対話を通じて、学習モデルの議論と説明（言語化）
の能力を向上させる。このフェーズは複数のラウン
ドで行われ、学習モデルは与えられた問題に対する
予測を生成し、反論モデルは学習モデルの解答に応
じて補助的または敵対的な発言を行い、そのやり取
りに基づいて学習モデルはパラメータを更新する。
各ラウンドは以下のステップに従って進められる。

1. 解答の生成: 学習モデルは与えられた問題に対
する解答を生成し、議論のための準備を行う。

2. 反論モデルの発言: 学習モデルの解答に基づい
て、反論モデルは補助的または敵対的な立場で
発言を行う。

• 学習モデルの解答が不正解と判断された場
合、補助的な発言で正解への道筋を示す。

• 学習モデルの解答が正解と判断された場
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モデル 手法 数学 常識推論 知識

Large
ゼロショット CoT 5.83 57.63 43.51
議論なし学習 14.63 63.50 47.85
補助フィードバック 16.60 64.54 48.34
提案手法 18.50 65.61 49.21

XL
ゼロショット CoT 11.37 66.05 46.77
議論なし学習 14.21 66.75 48.58
補助フィードバック 17.05 67.43 50.03
提案手法 18.89 69.03 51.13

表 1: 提案手法とベースライン手法の算数 (GSM8K)、
常識 (CommonsenseQA)、知識 (MMLU) タスクにお
ける正解率の比較。

合、学習モデルを惑わすような敵対的な発
言を行い、学習モデルの正しい理解や自信
を試す。

3. 議論ありのパラメータ更新: 反論モデルの発言、
学習モデルの発言、学習データの正解データを
使い、学習モデルのパラメータを更新する。こ
れにより、議論を踏まえた学習が行われる。

4. 議論なしのパラメータ更新: 反論モデルとの議
論を複数ラウンド繰り返した後、学習モデルは
議論無しで予測を行い、正解データのみを用い
てパラメータを更新する。これにより学習モデ
ルは議論によって得られた能力を解答のみの予
測に活用できることを学び、議論を伴わない推
論においても性能改善を狙う。
推論段階 学習モデルは反論モデルと議論を行わ

ずに出力を生成し、学習時の議論フェーズで獲得し
た推論能力を活用しながらタスクを解く。

3 実験
3.1 データセット
本研究では、提案手法の評価に以下の 3つのデー

タセットを使用した。
GSM8Kデータセット [14]は、 8.5k事例の算術問題
から構成され、その中で 6.5kを学習用、1kを検証
用、1kをテスト用として用いた。
CommonsenseQAデータセット [15]は、 12k事例の
多肢選択問題を含む。公式分割により、9.7kを学習
用、1.2kを検証用、1.1kをテスト用に用いた1）。
MMLUデータセット [16]は数学、歴史、科学など
のタスクを含み、100k事例の学習、1.5kの検証、14k
のテスト事例から構成される。

1） 公式のテストセットが入手不可能だったため、GPT-4 [2]
による擬似正解で結果を比較した

3.2 モデル
本実験では、学習モデルとして Flan-T5-Large

（780M）と Flan-T5-XL（3B） [17]を採用した。反論
モデルにはGPT-3.5（gpt-3.5-turbo）を使用し、OpenAI
API2）を介してアクセスした。学習モデルには、第 2
節で詳説した準備フェーズと議論フェーズの学習
を実施した。準備フェーズでは、各データセットの
学習セットの 10%を利用した。議論フェーズでは、
残りの学習セットを用い、学習モデルと反論モデル
間で 3ラウンドの議論を実施した。Flan-T5-Largeに
関しては、全パラメータを学習時に更新した。一
方、Flan-T5-XL では計算資源の制約から、モデル
に微小なパラメータを追加しそれだけを更新する
LoRA [18]により、学習を効率化した。実験設定の
詳細は付録 Aに記載した。

3.3 比較手法
提案手法と比較するため、以下の 3つのベースラ
インを用いた。
ゼロショット CoTは予測までの過程を出力させる
プロンプト [19, 20]を使用し、モデルの本来の推論
能力を評価する。この CoTとの比較により、提案手
法の言語化能力の向上を見積もることができる。
議論なし学習は標準的なファインチューニング手法
であり、学習データの正解のみを用いてモデルを学
習する。このベースラインとの比較により学習段階
での議論の重要性が明らかとなる。
補助フィードバックは既存研究 [11]に相当し、提案
手法と同様に反論モデルからの補助によりモデルを
学習するが、敵対的な発言は行わない。この比較に
より、予測の正誤の有無にかかわらず、学習段階の
全事例において学習モデルに批判的な負荷をかける
ことが性能改善につながるか、検証する。

3.4 結果
表 1 に示される結果から、全てのデータセッ
トとモデルにおいて提案手法の有効性が実証
された。GSM8K データセットでは、提案手法が
Flan-T5-Largeの性能を顕著に改善し、18.50%の正解
率を達成した。これは議論を伴わない標準的なファ
インチューニングによる 14.63%の正解率と比較し
て、3.87ポイントの顕著な向上を示している。同様
に、 Flan-T5-XL では、議論を伴わない学習による

2） https://platform.openai.com/docs/models/gpt-3-5
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手法 R-1 R-2 R-L
事前学習 28.24 10.57 21.07
議論なし学習 51.87 27.90 41.49
提案手法 54.08 30.07 43.63

表 2: 各手法による CoTの質を ROUGEスコア（R-1,
R-2, R-L）を用いて評価した結果。

設定 学習モデル 反論モデル
議論学習前 2.67 3.93
議論学習後 3.13 4.08

表 3: 提案手法による学習前後での学習モデルと反
論モデルの性能変化。評価は人手による 5段階評価
で行われた。

14.21%の正解率から、提案手法により 18.89%まで
改善され、学習段階における議論の導入の効果が明
らかになった。
また、敵対的発言を取り入れた提案手法は、補助

的な発言のみを使う既存手法と比べてさらに性能が
向上している。GSM8Kデータセットにおいて、提
案手法を使用した Flan-T5-Largeは 18.50%の正解率
を達成し、補助的発言のみを使用した場合の 16.60%
に比べ 1.9 ポイントの改善を示した。この傾向は
CommonsenseQAとMMLUのデータセットにおいて
も一貫しており、敵対的議論がもたらす効果の頑健
性が実証された。なお、議論における反論モデルの
補助的と敵対的な発言の適切さの評価を、付録 Bに
記載した。

4 分析
4.1 言語化能力の向上
本節では、予測に至る思考過程を適切に記述する

説明力の改善が議論以外にも汎用的な波及効果を
もたらすか検証するため、学習されたモデルのゼロ
ショット CoT（思考過程）を評価する。具体的には、
答えに至る思考過程の正解（参照思考過程）を収録
している GSM8Kテストセットを使用し、各手法に
より学習されたモデルに CoTを適用し、自動評価と
人手評価で生成された思考過程の質を比較する。
表 2は、生成された思考過程と参照思考過程との

間の ROUGE [21]スコアを示している。提案手法が
生成する思考過程は事前学習のみ、および議論を伴
わない学習のモデルを上回った。これは、提案手法
により汎用的な思考・説明力が向上し、CoTの生成
がより正確になることを示している。
表 3は、各モデルの生成内容を人手で 5段階評価

学習モデル 反論モデル 正解率
ゼロショット CoT - 5.83
議論なし学習 - 14.63
提案手法 - 18.50
Flan-T5-Large （左の学習モデルと同じ） 5.19
議論なし学習 （左の学習モデルと同じ） 15.54
提案手法 （左の学習モデルと同じ） 20.11
Flan-T5-Large GPT-3.5 7.80
議論なし学習 GPT-3.5 19.03
提案手法 GPT-3.5 60.80

表 4: GSM8Kデータセットにおける推論時の議論に
よる手法の性能の比較。

した結果である。提案手法により、学習モデルの議
論能力が顕著に向上することが明らかとなった。評
価の詳細については、付録 Cを参照のこと。

4.2 推論時の議論による性能の向上
最後に、提案手法で学習されたモデルの推論時の
議論能力に焦点を当てる。
表 4 の上段にモデルが単独で推論する際の正解

率、中段にモデルが自分自身との議論を通じて推論
した際の正解率、下段に GPT-3.5との議論をした場
合の推論の正解率を示した。上段と中段の結果か
ら、学習モデルが単独で推論をする場合よりも、自
分自身と議論するだけで正解率が向上することが分
かる。これは、推論時の議論がタスクの性能を向上
させていることを示唆している。
なお、提案手法で学習された学習モデルがGPT-3.5

と議論を行いながら推論すると、60.80%の正解率が
得られる。この結果は、提案手法の学習が推論時の
議論能力をどのように強化するかを示し、高度なモ
デルとの議論や連携の可能性を示唆している。ちな
みに、GPT-3.5単独の正解率が 62.32%であるのに比
べ、提案手法で学習されたモデルを用いた後の性能
は 64.90%まで更に向上している。

5 おわりに
本研究では、LLMの推論能力を向上させる能動
的な学習アプローチとして、モデル間の対話的な議
論を通じて、補助的と敵対的な発言を活用する手法
を提案した。実験により、推論段階における議論を
伴う・伴わないシナリオの両方で推論性能の改善が
確認された。提案手法により、モデルの CoT言語化
能力が向上し、学習後の汎用的な言語化能力が強化
されていることが示された。
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発言 精度 適切さ
補助的 100% 3.40
敵対的 88% 3.10
全体 - 3.25

表 5: 提案手法の議論における反論モデルの補助的
と敵対的な発言の適切さに関する人手評価。

A 実験設定の詳細
本研究では、 Huggingface Transformers 3）を利用し

た。学習は 8台の NVIDIA A100 GPU(40GiB)で行っ
た。公平で一貫性のある評価を保証するために、提
案手法と全ての比較手法において、パラメータ更新
ステップの総数を同じに設定した。最適化手法と
して、 AdamW [22]を、デフォルトのハイパーパラ
メータで使用した。全ての比較手法で、バッチサイ
ズは 1で、勾配累積を 1に設定した。Flan-T5-XLで
は、 LoRA 4）の設定として、 alpha = 32、 rank = 8、
target modules: Query、Key、Value、出力層を含む
自己注意の線形射影、を採用した。

B 反論モデルの発言に対する評価
反論モデルの発言を評価するために、 5人の大学

生に GSM8Kデータセットの例からランダムに抽出
したサンプルを評価させた。各評価者には、学習モ
デルの回答、反論モデルの発言、それに対応する質
問と正解が提示された。評価プロセスには以下の 2
つを設けた。

1. 発言の分類: 評価者は、学習モデルの解答と質
問のペアの文脈に基づいて、反論モデルの各発
言を補助的か敵対的かに分類する。

2. 適切さの評価: 評価者は適切さを評価した。評
価者は、発言の適切さを 5段階で評価した。評
価の尺度は、1(期待との整合性なし)から 5(期
待との完全な整合性)までであり、反論モデル
の発言の妥当性を反映する。評価の基準は以下
である。

• 1 - No Alignment: The response does not align
with the expectation.

• 2 - Minimal Alignment: The response shows
minimal alignment with the expectation.

• 3 - Moderate Alignment: The response is mod-
erately aligned with the expectation.

3） https://github.com/huggingface/transformers

4） https://github.com/huggingface/peft

• 4 - Strong Alignment: The response aligns
strongly with the expectation, with minor de-
viations.

• 5 - Complete Alignment: The response fully
aligns with the expectation.

表 5は、反論モデルの発言に対する人手評価の結
果を示す。精度の面では、補助的な発言は 100％の
精度で識別され、これらの回答の明瞭性と有効性が
高いことが示された。それに対し、敵対的な発言は
88％と低い精度であった。これは、敵対的な内容を
明確に定義することが難しく、評価者によって解釈
が異なることが多いためと考えられる。この点は、
提案手法の中で敵対的な発言を生成する際に、さら
なる改良が必要であることを示唆している。適切さ
の評価では、支持的な発言は平均 3.40 点であった
が、敵対的な発言は 3.10点とやや低かった。どちら
のスコアもスケールの中間点付近を推移しているこ
とから、発言は一般的に適切であり、学習プロセス
における意図された使用方法と一致していることが
示唆される。しかし、これらの結果は、両タイプの
発言の有効性と影響を高めるための改善点も指摘し
ている。

C モデル間の議論の人手評価
4.1節で述べたように、提案手法を適用した後の
議論能力を総合的に評価するために、CoTの言語化
について人手による評価を行った。5人の大学生が
以下の基準で議論のクオリティを評価した。

• 1 - Poor: The discussion significantly deviates from
expected standards, showing a lack of relevance, co-
herence, or constructive feedback.

• 2 - Fair: There is some alignment with the gold stan-
dard; however, notable deficiencies or inaccuracies
are present.

• 3 - Average: The discussion is reasonably relevant
and effective, although minor errors or lapses may be
present.

• 4 - Good: There is a strong alignment with the gold
standard, despite the potential presence of minor areas
for improvement.

• 5 - Excellent: The discussion is highly aligned with
the gold standard, demonstrating relevance, accuracy,
and overall effectiveness.
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