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概要
大規模言語モデル (Large Language Model; LLM)は
言語生成タスクの評価器として用いられている。と
ころが、ある文章の意味を変えずに語順や構造を変
更した文章を作ると、LLMが計算する尤度が大き
く変化することがある。そのため、LLM 評価器に
は、尤度が低い文章を不当に低く、尤度が高い文章
を不当に高く評価する尤度バイアスが存在すると考
えられる。本研究では、尤度バイアスが LLM評価
器の性能を低下させることを明らかにし、Few-shot
によるバイアス緩和手法を提案する。実験では、複
数の LLMが data-to-textタスクと文法誤り訂正タス
クで尤度バイアスを持つ可能性を示し、その緩和に
成功した。

1 はじめに
LLMは優れた言語理解能力と文章生成能力を示

し、最近は文生成タスクの自動評価手法としても活
用されている [1, 2, 3, 4]。例えば、評価対象の文章の
尤度を LLMに計算させ、評価スコアとして使用す
る方法 [2, 5]や、LLMに文章の評価スコアを直接出
力させる方法 [1, 3]が提案されている。BLEU [6]や
ROUGE [7]などの従来の自動評価手法と比べ、LLM
による自動評価は多くのタスクで人間の評価とよ
り高い相関を示すことが報告されている。LLMの
学習は膨大な事前学習データ [8, 9]と指示学習デー
タ [10, 11]の尤度最大化であり、文章生成も尤度に
基づいている。ゆえに、尤度を直接的に評価スコア
とする方法だけではなく、評価スコアを生成させる
方法においても、評価対象の文章の尤度が評価結果
に影響を与えると考えられる。
ところが、LLMが計算する尤度は文章の流暢性や
文法性、意味などの良し悪しを捉えているとは限ら
ない。例えば、ある文章の語順や構造を変更して言
い換えると、LLMの尤度が変動することが報告さ

図 1: 尤度バイアスの例。人間の採点であれば同じ
スコアをつけられるべき出力のうち、尤度の低い出
力（上側）が尤度の高い出力（下側）よりも不当に
低く評価されていることを表す。

れている [12]。この場合、文章の意味に関する評価
を行う際に、尤度の変動が LLMの評価結果に悪影
響を及ぼしうる。言い換えると、LLM の尤度と文
章の良し悪しのずれが、さまざまな評価項目で評価
バイアスを引き起こしている可能性がある。本研究
では、LLMが文章の評価スコアを出力する際、尤度
の低い文章を（人間の評価よりも）不当に低く評価
し、尤度の高い文章を不当に高く評価するという評
価バイアスの存在を仮定し、これを尤度バイアスと
呼ぶ。尤度バイアスの例を図 1に示す。この図では
データから文を生成するタスク（data-to-text）にお
いて、人間の採点であれば同スコアになる出力のう
ち、尤度の低い出力（上側）が尤度の高い出力（下
側）よりも不当に低く評価されていることを表す。
この問題に対処するため、我々は尤度バイアス

を (1) 定量的に測定し、(2) 緩和する手法を提案す
る。本研究は LLM評価器における評価時のバイア
スを緩和する初めての試みである。まず、LLM の
尤度と、LLMと人手評価のスコアの差の相関に着
目し、尤度バイアスの定量的な測定を行う。実験の
結果、GPT-3.5 と Llama2 13B [13] の 2 つの LLM が
data-to-textと文法誤り訂正タスク (GEC)の 2つのタ
スクにおいて尤度バイアスを持つ可能性を示した。
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次に、訓練データから尤度バイアスの強い事例（タ
スクの入出力のペア）を特定し、それらの事例に人
手評価スコアを付与し、Few-shot 事例として LLM
評価器に与えることで、評価時の尤度バイアスを緩
和する。提案手法により、ほとんどのモデル・タス
クにおいて LLMの尤度バイアスが緩和され、評価
性能（人手評価スコアとの順位相関係数）も向上す
ることが分かった。

2 提案手法
先行研究 [1, 4]に倣い、本研究では LLMに文章の

評価を指示するプロンプトを与え、評価スコアを計
算する。また、Liuら [1]に倣い、LLMに評価スコア
を直接出力させるのではなく、評価スコアの候補値
（例: {1, . . . , 𝑛}）を予測させ、その尤度からスコアの
期待値を計算し、最終的な評価スコアとする（これ
を Scorem と書く）。先行研究では、タスクの説明・
評価項目・評価対象文章の 3つでプロンプトを構成
していたが、我々はこれに加えて Few-shot事例をモ
デルに与えることで出力を安定化させ、より正確に
尤度バイアスを測定・緩和することを目指す1）。

2.1 尤度バイアスの測定
本研究では、人間の評価と比較して LLMが尤度

の低い文章を不当に低く評価し、尤度の高い文章を
不当に高く評価するという評価のバイアスを尤度
バイアスと呼ぶ。まず、その定量的な測定方法を提
案する。𝑡𝑖 を入力文章、𝑡𝑜 を出力文章とし、これら
をまとめて評価対象の事例 𝑡 = (𝑡𝑖 , 𝑡𝑜) と書く。𝑑 を
タスクの説明、𝜃 をモデルのパラメータ、𝑃 をモデ
ルによる尤度とすると、LLMの尤度による指標 LS
(likelihood score)は次式で計算される。

LS(𝑡) = log 𝑃(𝑡𝑜 | 𝑡𝑖 , 𝑑; 𝜃) (1)

次に、LLMがどれだけ不当な評価をしているか
を表す指標 US (unfairness score)として、LLM によ
る評価スコア (Scorem)と人手評価スコア (Scoreh)の
差を次式で計算する2）。

US(𝑡) = Scorem (𝑡; 𝜃) − Scoreh (𝑡) (2)

LLM による評価スコア Scorem を計算するときは、
訓練データからランダムに選んだ Few-shot事例をプ
ロンプトに含める。

1） Scorem を計算するために用いた実際のプロンプトや計算
式、Few-shotの事例数などを付録 Aに記載する。

2） LLM と人手によるスコアの値域が異なる場合を考慮し、
Scorem と Scoreh は同じ値域になるように正規化する。

図 2: 仮想の評価器における尤度バイアスを可視化
した図。Aはバイアスがある、Bはバイアスがなく
高性能、Cはバイアスがなく低性能な評価器を表す。

LS、US を用いて LLM の持つ尤度バイアスの
強さを示す指標である BiasScore を計算する。
BiasScore は、事例の集合であるデータセット
𝐷 = {𝑡 (1) , 𝑡 (2) , . . . , 𝑡 (𝑛) } 全体における LSと USのス
ピアマンの順位相関係数 𝜌として計算する。

LSD = [LS(𝑡 (1) ),LS(𝑡 (2) ), . . . ,LS(𝑡 (𝑛) )] (3)

USD = [US(𝑡 (1) ),US(𝑡 (2) ), . . . ,US(𝑡 (𝑛) )] (4)

BiasScore = 𝜌(LSD,USD) (5)

BiasScoreは [-1, 1]の範囲を取り、1は最も強いバイ
アスを表し、0はバイアスがないことを表す。

2.2 尤度バイアスの緩和
図 2 に複数の仮想の評価器による尤度バイアス

を可視化した散布図を示す。横軸は LS (式 1)、縦軸
は US (式 2)、点は評価事例、点の回帰直線の傾きが
BiasScoreを表す。各図は次のように解釈される。

• A の散布図は尤度バイアスを持つ評価器を表
す。評価器は尤度の高い事例に不当に高いスコ
アを与えており（右上部分）、尤度の低い事例
に不当に低いスコアを与えている（左下部分）。
バイアスの緩和前の LLM評価器はこの状態で
あると想定する。

• Bの散布図は尤度バイアスを持たない評価器を
表す。USが 0に近いため、評価性能は高いと
考えられる。

• Cの散布図も尤度バイアスを持たない評価器を
表すが、USの値がランダムに分布しているた
め、評価性能は低いと考えられる。

提案手法による尤度バイアスの緩和では、バイアス
のある状況 (A)から、評価性能が高くバイアスのな
い状況 (B)に変化させることを目指す。その際、評
価性能が低くバイアスのない状況 (C)にならないよ
うに、バイアスが強い事例（Aの図の右上・左下）
を特定し、その評価を集中的に是正する。そのた
め、事例 𝑡 のバイアスの強さを示す指標として、RS

― 3022 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



を導入する。
RS(𝑡) = |LS∗ (𝑡) + US∗ (𝑡) | (6)

ここで、LS∗と US∗はそれぞれ、データセット 𝐷 に
対して平均値が 0、値域が [−1, 1] になるように LS
と USを正規化したものである。RS(𝑡)は事例 𝑡 が図
2 の A において右上か左下に近づくほど大きな値
を取る。評価バイアスの軽減のため、訓練データ
から RS(𝑡) が大きな事例、つまりバイアスの強い事
例を抽出し、人手評価のスコアを付与したうえで
Few-shot事例として用いることで、評価における尤
度バイアスを緩和する。

3 実験結果
3.1 使用したタスク・データ
実験では、data-to-textと GECの 2つのタスクにお

ける尤度バイアスの測定・緩和を行う。data-to-text
タスクでは、WebNLG+ [14] をデータセットとし
て用いた。2846 個の英語の各事例に対して、text
structure, relevance, fluency, correctness, data coverageの
5 つの評価項目に関する人手評価スコア Scoreh が
付与されている。GECでは、TMU-GFM-Dataset [15]
をデータセットとして用いた。4221 個の英語の各
事例に対して、grammar, fluencyの 2つの評価項目に
関して人手評価スコア Scorehが付与されている3）。
これらのデータはそれぞれ、4:1 の割合で訓練・

評価データに分割した。また、タスク全体での傾向
を調べるために、すべての評価項目のマイクロ平均
を新たな評価項目 totalとして導入した。

3.2 使用した LLM

実験には、OpenAI 社が API として提供する
GPT-3.54）と、オンプレミスで動作する Llama2 13B
(L-13B) [13]を LLMとして用いた。ただし、GPT-3.5
はトークンの尤度を出力しないため、代わりに
Llama2 13Bで尤度を計算する。まず、これらの LLM
の評価器としての性能を確かめるために、人手と
LLMによる評価スコアのスピアマンの順位相関係
数を計算した。結果を表 1, 2の「評価性能」の「緩
和前」列にそれぞれ示す。全体的な傾向として、

3） データセットやその評価項目の説明を付録 B に示す。
GEC のデータセットでは 3 つ目の評価項目として meaning
が存在するが、データセットを作成した研究 [15]で meaning
における結果が全体の評価にほとんど寄与しないことが示さ
れているため、本実験からは除外した。

4） gpt-3.5-turbo-instructを API呼び出しに用いた。

data-to-textでは GPT-3.5が Llama2 13Bよりも高い性
能を示し、GECではどちらのモデルも同程度の性能
を示した。

3.3 尤度バイアスの測定
2.1節で述べた手法を用い、data-to-textと GECの

評価データにおける尤度バイアスを測定した。
data-to-textでの結果 表 1の「BiasScore」の「緩
和前」列における数値はほとんどのモデル・評価項
目で 0.20を超える結果を示している。BiasScoreは
相関係数であり、0.20は弱相関を表すため、この結
果は尤度バイアスの存在を示唆していると言える。
評価項目 total においては GPT-3.5 (0.38) が Llama-2
13B (0.17)よりも大きな BiasScoreを示しており、他
の評価項目においても同じ傾向が観察される。ま
た、評価項目 relevanceがどちらのモデルにおいても
全ての評価項目の中で最も大きな値を示した。

GECでの結果 表 2の「BiasScore」・「緩和前」列
における数値はすべてのモデル・評価項目で 0.20を
超える結果になっており、data-to-textと同様に尤度
バイアスの存在を示唆している。また、評価項目
totalにおいても同様に GPT-3.5 (0.43)が Llama2 13B
(0.21)よりも大きな BiasScoreを示しており、他の評
価項目についても同じ傾向が観察される。
評価項目ごとの尤度バイアスの比較 data-to-text

の評価項目ごとの尤度バイアス（表 1の「BiasScore」・
「緩和前」列）に着目すると、どちらのモデルにおい
ても fluencyと text structureが比較的小さな BiasScore
を示している。これらの項目は、入力によるタスク
固有の制約は考慮せず、生成された文章に内在する
自然さや文構造のような特性のみに基づいて評価す
る。そして、どちらのモデルにおいても relevanceと
data coverageは、BiasScoreが小さい内在的評価の項
目とは対照的に大きな BiasScoreを示している。こ
れらの項目は、生成された文章に対して外在する入
力との関連性や情報の有無などのタスク固有の制約
を用いて評価する。これらのことから、内在的評価
の項目は、外在的評価の項目よりも小さい尤度バイ
アスを持つといえる。出力の尤もらしさは内在的な
特性に強く依存することを鑑みると、文章の尤度と
内在的評価による文章の優劣には正の相関があると
予想される。よって、内在的評価においては、LLM
評価器が尤度に影響を受けていることが、過小また
は過大評価のように必ずしも悪い結果につながらな
いと考えられる。一方で、評価に寄与する特性が異
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表 1: data-to-textでの尤度バイアス緩和前後の BiasScoreと評価性能。緩和後の値における太字はバイアスの
緩和が狙い通りに作用したことを、*はバイアス緩和前後での並べ替え検定による有意な差（ 𝑝 < 0.05 )を、
†は有意な傾向の差 ( 𝑝 < 0.06 )を表す。

BiasScore 評価性能 𝜌

緩和前 緩和後 緩和前 緩和後
評価項目 GPT-3.5 L-13B GPT-3.5 L-13B GPT-3.5 L-13B GPT-3.5 L-13B

text structure .36 .17 .23 * .02 * .46 .34 .53 † .36
relevance .43 .28 .31 * .15 † .35 .25 .38 .23
fluency .26 .20 .29 .00 * .41 .33 .55 * .52 †

correctness .36 .21 .32 -.01 * .44 .37 .47 .43
data coverage .40 .24 .32 * .16 .20 .24 .30 † .25

total (マイクロ平均) .38 .17 .32 † .02 † .48 .40 .58 * .46

表 2: GECでの尤度バイアス緩和前後の BiasScoreと評価性能。太字、 *、 †は表 1と同じ意味で使用した。
BiasScore 評価性能 𝜌

緩和前 緩和後 緩和後 緩和後
評価項目 GPT-3.5 L-13B GPT-3.5 L-13B GPT-3.5 L-13B GPT-3.5 L-13B
grammar .46 .24 .37 † .24 .48 .45 .54 .46
fluency .36 .16 .29 .09 .40 .49 .47 .48

total (マイクロ平均) .43 .21 .37 .18 .45 .48 .52 .52

なるため、外在的評価では尤度からの影響が LLM
評価器に悪影響を及ぼしていると考えられる。

3.4 尤度バイアスの緩和
尤度バイアス緩和のため、2.2節で説明した手法

を用いて訓練データからバイアスを持つ事例を 8つ
取得し、Few-shot事例として用いた。表 1, 2の「緩
和後」列にバイアス緩和後の BiasScoreと評価性能
を示す。太字はバイアスの緩和が狙い通りに作用し
た（BiasScoreの絶対値が減少した・評価性能が向上
した）ことを表す。また、𝑅 = 100000, 𝛼 = 0.05とし
て並べ替え検定を行い、バイアス緩和前後で有意な
差 (𝑝 < 0.05)が確認されたものを*、有意な傾向の
差 (𝑝 < 0.06)が確認されたものを †で表した。

data-to-textでの結果 表 1の「BiasScore」と「評
価性能 𝜌」の「緩和後」列における数値から、提
案手法によってほとんどのモデル・評価項目で
BiasScore の絶対値が減少し、同時に評価性能が向
上したことがわかる。GPT-3.5 では text structure (-
0.13), relevance (-0.12), data coverage (-0.08)において、
Llama2 13B では text structure (-0.15), fluency (-0.20),
correctness (-0.20) において BiasScore の絶対値が有
意に減少している。同時に、GPT-3.5 では fluency
(+0.14), total (+0.10) において評価性能が有意に向
上している。また、GPT-3.5 で text structure (+0.07),
data coverage (+0.10)において、Llama2 13Bで fluency
(+0.19) において評価性能の向上に有意な傾向が確
認された。したがって、モデル・タスク全体を通し

て尤度バイアスの緩和が狙い通り成功し、それに
よって評価性能が向上していることが確認できた。

GECでの結果 表 2の「BiasScore」と「評価性能
𝜌」の「緩和後」列における数値から、提案手法に
よってほとんどのモデル・評価項目で BiasScoreの
絶対値が減少し、同時に評価性能が向上したことが
わかる。有意な傾向のバイアス緩和が確認されたの
は GPT-3.5の grammar (-0.09)のみだったが、少なく
とも提案手法がバイアスの緩和を促進し、評価性能
を向上させる影響を与えたと考える。
以上の結果から、尤度バイアスを緩和する提案手
法が data-to-textと GECにおける LLM評価器の尤度
バイアスを緩和し、同時に評価性能を向上させるこ
とに成功したと考える。

4 おわりに
本研究では LLMが尤度の低い文章を不当に低く、
尤度の高い文章を不当に高く評価する傾向を尤度バ
イアスとして定義し、定量化する方法を提案した。
また、我々はバイアスの強い事例を特定し、Few-shot
事例として用いることで尤度バイアスを緩和する方
法を提案した。実験の結果、data-to-text、GEC の 2
つのタスクにおいて複数の LLMが尤度バイアスを
持つ可能性を示した。さらに、尤度バイアスを緩和
し評価性能を向上することに成功した。今後は、他
モデルでの尤度バイアスの測定や、バイアスが強い
事例を抽出する別手法の検討、ファインチューニン
グを用いるバイアスの緩和などに取り組みたい。
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A LLM評価器の設定
尤度の計算 式 1に示す通り、我々はモデルの文

章に対する尤度を、タスク説明 𝑑、タスク入力 𝑡𝑖 で
条件付けしたタスク出力 𝑡𝑜 の対数尤度として計算
する。単純に条件付けを行わず log 𝑃(𝑡𝑜; 𝜃) を計算す
るよりも、条件付けを行うことでタスクと入力に関
する情報を考慮した尤度が得られることが期待でき
る。タスク説明は以下の文章を用いた。

• data-to-text: Please generate a description of the fol-
lowing xml data.

• GEC: Please modify the following English text to
make it grammatically correct.

Scorem の計算方法 先行研究 [1, 4]に倣い、我々
はタスク説明・評価項目で構成されるプロンプト 𝐼

と評価対象の事例 𝑡 を LLMに与えることで、LLM
による評価スコア Scorem を計算する。我々はこれ
に加えて Few-shot事例 𝐹 を LLMに与えることでモ
デルの出力を安定させることを狙う。𝐹 は、バイア
ス測定の際はランダムに、バイアス緩和の際はバイ
アスの強い事例を訓練データから 8つ抽出して用い
る。また、先行研究 [1]に倣い、LLMがスコアを出
力する確率を用いてスコアの期待値を計算し、それ
を Scorem として用いる。LLMに直接スコアを出力
させる代わりにスコアの期待値を計算することで、
スコアが 1つに集中せず、より詳細な値が得られる
ことが期待できる。スコアの候補を {1, 2, . . . , 𝑛}、ス
コア 𝑖 を LLMが出力する確率を 𝑄(𝑖 | 𝑡, 𝐹, 𝐼; 𝜃) とす
ると、Scorem は以下のように計算される。

Scorem (𝑡; 𝜃) =
∑𝑛

𝑖=1 𝑖 ×𝑄(𝑖 | 𝑡, 𝐹, 𝐼; 𝜃)∑𝑛
𝑗=1 𝑄( 𝑗 | 𝑡, 𝐹, 𝐼; 𝜃) (7)

また、タスク説明と評価項目を含んだプロンプト
の例を以下に示す。

data-to-textで correctnessを評価するプロンプト
You will be given an xml data and an English sen-
tence that represents xml data. Your task is to rate
the sentence that represents xml data on one metric.
Please make sure you read and understand these in-
structions carefully. Please keep this document open
while reviewing, and refer to it as needed.
Evaluation Criteria: Correctness: (1-5) - does the
text describe predicates with correct objects and does
it introduce the subject correctly? 1 is the lowest
score, 5 is the highest.

GECで fluencyを評価するプロンプト
You will be given an English sentence that may have
grammatical errors and a sentence that is the cor-
rected version of the sentence. Your task is to rate the
corrected sentence on one metric. Please make sure
you read and understand these instructions carefully.
Please keep this document open while reviewing, and
refer to it as needed.
Evaluation Criteria: Fluency: (0-4) - How natural the
sentence sounds for native speakers; 4: Extremely
natural, 3: Somewhat natural, 2: Somewhat unnatu-
ral, and 1: Extremely unnatural, and 0: Other.

B データセット
data-to-text data-to-textでは、WebNLG+ [14] (CC

BY-NC-SA 4.0)から人手評価スコアが付与されてい
る事例を抜き出し、データセットとして用いた。
2846個の英語の各事例に対して、以下の 5つの評価
項目における人手評価スコア Scorehが 0から 100ま
での 1点刻みで付与されている。

• text structure: 出力が文法的に正しく構成されて
いるかどうか

• relevance: 出力が入力データに基づいているか
どうか

• fluency: 出力が自然な文章かどうか
• correctness: 出力が入力データを正しく説明して
いるか

• data coverage: 出力が入力データの情報を全て含
んでいるか

GEC GEC では、TMU-GFM-Dataset [15] (CC BY
4.0)をデータセットとして用いた。4221個の英語の
各事例に対して、以下の 3つの評価項目における人
手評価スコア Scorehが 0から 4までの 1点刻みで付
与されている。

• grammar: 出力が文法的に正しいか
• fluency: 出力が自然な文章かどうか
• meaning: 出力が入力と同じ意味を持つか

3.1節の脚注で述べたように、データセットを作成
した研究 [15]で meaningはタスク全体の評価スコア
にほとんど寄与していないことが明らかにされてい
るので、本実験からは除外した。
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