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概要
連続発話音声の機械翻訳には、翻訳処理単位（セ

グメント）への音声の事前分割が必要である。既存
の音声分割手法は、文より多くの情報を持つような
長いセグメントを生成する傾向があり、音声機械翻
訳（Speech Translation; ST）の時間効率や精度を低下
させていた。本研究では、（1）長さに関するヒュー
リスティクスに頼らない分割アルゴリズムの提案、
及び（2）転移学習による音声フレーム分類器の精
度改善により上記の問題に取り組んだ。TED talks
の音声翻訳コーパスを用いた実験により、提案手法
が生成する平均長が短いセグメントは、音声機械翻
訳の時間効率と精度を改善することを示した。

1 はじめに
ST は機械翻訳（Machine Translation; MT）の一種
であり、その実用化には連続音声の自動分割が欠か
せない。現在のMTは適切に翻訳できる入力長に上
限があるため、長い入力は事前に分割する必要があ
る。テキストを入力とする通常のMTでは、句点や
終止符を境界とした文単位への分割が一般的であ
る。一方で、STの入力である連続発話音声には明
示的な境界記号が存在せず、セグメントの境界は自
明ではない。STモデルの学習及び評価時には、音
声翻訳コーパスが含むセグメント境界を利用できる
が、実用の場面では自動的な音声分割処理が必要に
なる。
音声区間検出（Voice Activity Detection; VAD）を

用いた無音区間に基づく分割 [1]は、一般的な音声
分割手法として音声認識や STに広く用いられてき
た。しかし、発話に含まれる無音は必ずしも意味的
なまとまりの境界とは一致しないため、VADはし
ばしば翻訳に適さないセグメントを生じさせる。近
年の研究では、VADによる音声の過剰分割が STの
精度を著しく低下させることが指摘されている [2]。
この問題を緩和するために、Gaidoら [3]と Inaguma

ら [4]は、STモデルが処理しやすい長さまで VAD
によるセグメントを連結して翻訳するヒューリス
ティクスを用いた。しかし、無音に基づく不適切な
分割は依然として存在した。
近年では、音声翻訳コーパスのセグメント境界を

予測する、コーパスに基づく音声分割手法 [5, 6, 7, 8]
が提案されている。これらの手法は無音に基づく従
来手法を大幅に上回り、中でも事前学習済みの自己
教師あり音声モデル wav2vec 2.0を用いた SHAS [7]
は、人手で分割されたセグメントの翻訳精度を 95%
以上維持することが報告されている。
しかし、SHASは 2、3文繋がったような長いセグ
メントを生成する傾向があり、より文に近い短いセ
グメントまで分割することで精度を改善できる可能
性がある。また平均セグメント長が長いほど、並列
処理できるサンプル数が減少し、かつトークンあた
りの時間計算量が増加するため STの時間効率が低
下する。
そこで本研究では、翻訳に必要な情報を過不足な
く持つセグメントを生成する音声分割を実現するた
めに、SHASに対して以下の工夫を取り入れた。

1. 長さに関するヒューリスティクスに頼らない分
割アルゴリズムの提案

2. 転移学習による音声フレーム分類器の精度改善
TED talksの音声翻訳コーパスMuST-Cを用いた実験
により、提案手法が人手分割の約 97%の翻訳精度を
維持しつつ、STの推論速度を約 25%高速化できる
ことを示した。

2 従来手法 SHAS
SHAS（Supervised Hybrid Audio Segmentation） [7]
は音声翻訳コーパスで学習された音声フレー
ム分類器（2.1 節）と確率的分割統治（probabilistic
Divide-and-Conquer; pDAC）アルゴリズム（2.2節）を
用いた最新の音声分割手法である。本節では SHAS
の概要と課題について説明する。
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図 1 SHASの音声フレーム分類器。𝑦 = 1は対応するフ
レームが音声翻訳コーパスのセグメントに含まれること
を、𝑦 = 0はセグメント境界の一部であることを示す。

2.1 音声フレーム分類器
SHASでは、入力音声の各フレームがセグメント

に含まれるか、あるいはセグメント境界の一部で
あるかを予測する音声フレーム分類器を用いる。
その構造は図 1 のような、事前学習済みの自己教
師あり音声モデル wav2vec 2.0のエンコーダに 1層
の Transformer Encoder層を繋げたニューラルネット
ワークモデルである。モデルは、音声翻訳コーパス
が含む高品質な分割（Gold segmentation）を予測す
る、フレーム単位の系列ラベリング問題としてセグ
メント境界の予測を学習する。学習サンプルとし
て、ランダムな位置で抽出した 20秒の音声と、それ
に対応づく 20msフレーム毎のラベル 𝑦 ∈ {0, 1}の系
列が用いられる。この時、𝑦 = 1は対応するフレー
ムが音声翻訳コーパスのセグメントに含まれること
を、𝑦 = 0はセグメント境界の一部であることを示
す。学習時に wav2vec 2.0のパラメータは固定とし、
最終層の Transformer Encoder層と出力層のパラメー
タのみを更新する。

2.2 pDACアルゴリズム
音声フレーム分類器が予測した、各フレームがセ

グメントに含まれる確率 𝑝 ∈ [0, 1] に基づき音声分
割が行われる。pDACは、音声を最も確率が低いフ
レームの位置で分割し、生成されたセグメントに対
しても同様の分割を適用する再帰的なアルゴリズム
である。セグメントの分割は、長さが事前に設定し
た値を下回るか、分割の確率が閾値を上回るまで行
われる。pDACの利点は、事前に設定した値を下回
るとただちに分割を終了することで、STモデルが
扱いやすい長さのセグメントへ音声を分割できるこ
とである。

3 提案手法
SHAS は、pDAC アルゴリズムで長さに関する
ヒューリスティクスを用いることで、安定して高い
翻訳精度を達成した。一方で、SHASが生成するセ
グメントは音声翻訳コーパスのセグメントと比べ
て長くなりやすい。音声翻訳コーパスのセグメン
ト（Gold）の平均長が 5.79 秒であるのに対し、実
験で pDAC は平均長 9.17 秒のセグメントを生成し
た (5節)。付録 A.4にはセグメント長の分布を示す。
以上から SHAS のセグメントは、精度を低下させ
ずに更に細かく分割できる余地があると考えられ
る。過分な情報は翻訳結果に悪影響を及ぼす可能
性があり、更にセグメント長が長いほど STの時間
効率が低下する。本研究では、上記の問題を改善
するため、長さに関するヒューリスティクスに頼
らない分割アルゴリズム pTHR (3.1節)を提案する。
また音声フレーム分類器の精度を向上するために
wav2vec 2.0のパラメータを一部更新する転移学習を
行う (3.2節)。

3.1 pTHRアルゴリズム
pTHRは、事前に設定した確率の閾値 𝑡ℎ𝑟 を下回
る地点で分割する単純なアルゴリズムである。ただ
しセグメントが事前に設定した最小長 𝑚𝑖𝑛より大き
く、最大長 𝑚𝑎𝑥 以下になることを保証する。また、
隣り合う 𝑛𝑚𝑎 フレームの確率の移動平均を取るこ
とで予測の安定化を図っている。アルゴリズムの疑
似コードを付録 A.1に示す。分割時にセグメントの
長さを重視していた pDACに比べ、pTHRは音声フ
レーム分類器の予測が結果に強く反映される。その
ため過分な情報を持つセグメントが生成されにくい
利点がある。また分割前に音声全体を読み込む必要
がある pDACに対し、pTHRは予測に音声全体を必
要としない前向きアルゴリズムであるためオンライ
ン STへも適用できる。

3.2 wav2vec 2.0の転移学習
pTHR は結果が音声フレーム分類器の精度に左
右されやすく、モデルの精度の改善による ST の
向上が期待できる。SHAS では、wav2vec 2.0 のパ
ラメータを固定して音声フレーム分類器を学習
した。本研究では、wav2vec 2.0 の高い表現力を更
に活用するために、一部パラメータの更新を行な
う SHAS+FTPT を提案する （図 2）。具体的には、
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図 2 wav2vec 2.0の部分的な転移学習を行う SHAS+FTPT

wav2vec 2.0から引き継いだエンコーダ 𝑁𝐴𝑙𝑙𝐿𝑎𝑦𝑒𝑟𝑠 層
の中で上 𝑁𝐹𝑇𝐿𝑎𝑦𝑒𝑟𝑠 層のパラメータを学習する。ま
たメモリ効率を高めるため、Feed Forward層のパラ
メータは常に固定として Parallel Adapter [9]を追加・
学習した [10]。

4 実験設定
提案手法の有効性を検証するために音声翻訳の実

験を行い、複数の音声分割手法を比較した。

4.1 データ
音声翻訳コーパスMuST-Cに含まれる、約 408時

間の英語の講演音声と、それに対応付いた書き起こ
しテキスト、及びドイツ語の翻訳テキストを用いて
英独音声翻訳の実験を行った。評価のために、学習
データを用いて作成した音声フレーム分類器 (4.3.1
節)と分割アルゴリズム（4.3.2節）で評価データの
音声をセグメント化した。セグメント化された音声
を STモデルで翻訳した後、編集距離に基づくテキ
スト整列アルゴリズムで評価データの参照訳と対応
付けを行った後、BLEUを測定した [11]。

4.2 STモデル
STモデルとして、Fairseqで公開されている Joint

Speech-to-Text [12]モデルを用いた1）。このモデルは
MuST-Cで学習された Transformerに基づく Encoder-
Decoder型のニューラルネットワークであり、音声
とテキストの両方を入力として受け取ることができ
る。翻訳時、Decoderはビーム幅 5でビーム探索を
行った。

1） https://github.com/pytorch/fairseq/blob/main/

examples/speech text joint to text/docs/ende-mustc.md

表 1 BLEUによる分割手法の比較。括弧内の数字はGold
segmentationとの比率を示す。

Segmentation en-de

Gold 26.99 (100.)
SHAS (Tsiamas+22) 25.67 (95.1)
提案手法 26.30 (97.4)

4.3 音声分割手法

4.3.1 音声フレーム分類器
音声フレーム分類器の学習には、学習データから
ランダムな位置で抽出した 20秒の音声とそれに対
応づくラベル列を用いた。従来手法 SHASの分類器
として、wav2vec 2.0 XLS-R2）のエンコーダを下 16層
のみ用いる middleモデルと、24層全て用いる large
モデルを作成した。また提案手法の分類器として以
下に列挙する 6つの SHAS+FTPT（3.2節）を作成し
た。括弧の中に 𝑁𝐹𝑇𝐿𝑎𝑦𝑒𝑟𝑠/𝑁𝐴𝑙𝑙𝐿𝑎𝑦𝑒𝑟𝑠 の形式でモデ
ルの設定を示している。

• middle+quarter (4/16)
• middle+half (8/16)
• middle+all (16/16)
• large+quarter (6/24)
• large+half (12/24)
• large+all (24/24)

4.3.2 分割アルゴリズム
ベースラインアルゴリズムとして、pDAC (2.2節)
に加え、前向きアルゴリズム pSTRM [13] を用い
た。ハイパラーパラメータは 𝑡ℎ𝑟 = 0.5、𝑚𝑖𝑛 = 0.2
とし、𝑚𝑎𝑥 = [10, 28] の範囲を開発データを用いて
探索した中で、最良の設定で評価を行なった。提
案手法である pTHR (3.1 節) のハイパーパラメー
タは 𝑚𝑎𝑥 = 28、𝑚𝑖𝑛 = 0.2 とし、𝑡ℎ𝑟 = [0.1, 0.9] と
𝑛 𝑚𝑎 = [0, 1] の範囲を開発データを用いて探索し
た。このうち、移動平均を用いない 𝑛 𝑚𝑎 = 0の中で
最良の設定で評価した結果を pTHR、移動平均を用
いる 𝑛 𝑚𝑎 > 0の中で最良の設定で評価した結果を
pTHR+MAとして報告する。

5 実験結果
表 1に SHASと提案手法で生成したセグメントの
翻訳精度を示す。ここでは SHAS は Tsiamas ら [7]

2） https://huggingface.co/facebook/wav2vec2-xls-r-300m
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図 3 4つの middleサイズモデルにおける分割アルゴリズ
ムの比較。横軸はモデルの学習可能なパラメータの割合
を、縦軸は翻訳精度を示す。

から引用した値を、提案手法は複数の音声フレーム
分割器、分割アルゴリズム、及びハイパーパラメー
タで実施した中で最も高い翻訳精度を得た条件によ
る結果を示している。より詳細な結果を付録 A.2に
示す。表 1において、提案手法は SHASの BLEUス
コアを 0.63 pt 上回り、また音声翻訳コーパスの高
品質なセグメント（Gold）の翻訳精度を 97.4%維持
した。

5.1 分類器とアルゴリズムの組み合わせ
図 3 は 4 つの middle サイズモデル（middle、

+quarter、+half、+all）における各分割アルゴリズ
ムの比較である（𝑙𝑎𝑟𝑔𝑒 モデルの結果は付録 A.3に
示す）。図の横軸はモデルのパラメータの中で学習
可能なものの割合を、縦軸は翻訳精度を示してい
る。wav2vec 2.0 のパラメータを固定して学習した
middleでは、pTHRの結果が他の分割アルゴリズム
と比べて大幅に低い。この結果は分類器の予測精度
が不十分であることを示唆しており、そのような場
合では、長さに関するヒューリスティクスを重視し
た従来の分割アルゴリズムが優位性を持っていた。
一方で、モデルの学習パラメータ数の増加につれ、
pTHRの結果は従来の分割アルゴリズム pDAC及び
pSTRMより大きく向上した。分類器の性能が高い
ほど、セグメントの長さを重視する必要性が低下す
ることが分かる。
また移動平均を用いた pTHR+MA が一貫して最

も良い翻訳精度を得た。特に、middleでは pTHRを
2pt以上上回っており、移動平均による安定化がモ
デルの予測精度の低さを補う効果を示した。
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図 4 分割アルゴリズムによる STの時間効率と翻訳精度
のトレードオフ。横軸は 5回行った STの推論の平均実行
時間を、縦軸は翻訳精度を示す。

5.2 STの時間効率
図 4 は各分割アルゴリズムの時間効率と翻訳
精度のトレードオフの比較である。ミニバッチあ
たりのトークン数を 100,000 に設定し、同一のマ
シンで RTX 3090 を用いて ST の推論を行なった。
また複数の点を打つために、各アルゴリズムを
異なる条件で複数回実行した。pDACと pSTRMで
は 𝑚𝑎𝑥 = [2, 28] の範囲で、pTHRと pTHR+MAでは
𝑡ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑 = [0.1, 0.9] の範囲で条件を設定した。
提案アルゴリズム（pTHR、pTHR+MA）はベース
ラインアルゴリズム (pDAC、pSTRM)より優れた時
間効率で、高い翻訳精度を達成した。特に pTHRが
生成するセグメントは、人手分割の約 97%の翻訳
精度を維持しつつ、pDACのセグメントと比べて約
25%高速に処理された。平均セグメント長が pDAC
は 9.17秒であるのに対して pTHRは 5.67秒と短いこ
とが高速化に繋がったと考えられる。付録 A.4に、
セグメント手法毎のセグメント長の分布を示す。

6 おわりに
本研究では、最新の連続音声分割手法 SHASの問
題点を示した上で、（1）長さに関するヒューリス
ティクスに頼らない分割アルゴリズムの提案、及び
（2）既存手法で用いられた音声フレーム分類器の精
度改善によりこの問題に取り組んだ。TED talks の
音声翻訳コーパスを用いた実験により、提案手法が
生成する平均長が短いセグメントは、音声機械翻訳
の時間効率と精度を改善することを示した。
今後は提案手法を即時性の要求が高い同時音声機
械翻訳に適用し、有効性の検証を行う。
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A 付録
A.1 pTHRアルゴリズムの疑似コード
Algorithm 1 pTHR

1: Inputs: 𝑝𝑟𝑜𝑏𝑠, 𝑚𝑎𝑥, 𝑚𝑖𝑛, 𝑡ℎ𝑟, 𝑛 𝑚𝑎

2: Initialize:
3: 𝑠𝑒𝑔𝑚𝑒𝑛𝑡𝑠← empty List
4: 𝑠𝑡𝑎𝑟𝑡 ← 0
5: 𝑡ℎ𝑟𝑠← List with size 𝑚𝑎𝑥

6: 𝑡ℎ𝑟𝑠[: 𝑚𝑖𝑛] ← 0, 𝑡ℎ𝑟𝑠[𝑚𝑖𝑛 :] ← 𝑡ℎ𝑟

7: ⊲ Set threshold filter 𝑡ℎ𝑟𝑠
8: 𝑝𝑟𝑜𝑏𝑠← 𝑀𝑜𝑣𝑖𝑛𝑔𝐴𝑣𝑒𝑟𝑎𝑔𝑒(𝑝𝑟𝑜𝑏𝑠, 𝑛 𝑚𝑎)
9: ⊲ Apply Moving Average of 𝑛 𝑚𝑎 frames

10: while 𝑠𝑡𝑎𝑟𝑡 < 𝑝𝑟𝑜𝑏𝑠.length do
11: if 𝑝𝑟𝑜𝑏𝑠[𝑠𝑡𝑎𝑟𝑡] ≤ 𝑡ℎ𝑟 then
12: 𝑠𝑡𝑎𝑟𝑡 ← 𝑠𝑡𝑎𝑟𝑡 + 1
13: else
14: 𝑒𝑛𝑑 ← min(𝑠𝑡𝑎𝑟𝑡 + 𝑚𝑎𝑥, 𝑝𝑟𝑜𝑏𝑠.length)
15: for 𝑖 = 𝑠𝑡𝑎𝑟𝑡 . . . 𝑒𝑛𝑑 do
16: if 𝑝𝑟𝑜𝑏𝑠[𝑖] ≤ 𝑡ℎ𝑟𝑠[𝑖] then
17: 𝑒𝑛𝑑 ← 𝑖

18: break
19: append 𝑠𝑒𝑔𝑚𝑒𝑛𝑡𝑠 to Tuple(𝑠𝑡𝑎𝑟𝑡, 𝑒𝑛𝑑)

20: return segments

A.2 全ての音声フレーム分類器の結果
表 2 音声フレーム分類器 SHAS、SHAS+FTPTと、分割
アルゴリズム pDAC、pSTRM、及び pTHR+MA を用いて
生成したセグメントの翻訳精度。
Model \ Decoding pDAC pSTRM pTHR+MA

SHAS
middle (0/16) 25.42 25.11 25.73
large (0/24) 24.41 25.18 24.78
SHAS+FTPT
middle+quarter (4/16) 25.84 25.57 25.96
middle+half (8/16) 25.75 25.52 26.17
middle+all (16/16) 25.73 25.71 26.27
large+quarter (6/24) 25.73 25.74 26.18
large+half (12/24) 25.89 25.58 26.15
large+all (24/24) 25.95 25.70 26.30

A.3 large サイズモデルのパラメータ-
BLEU曲線
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図 5 4つの largeサイズモデルにおける分割アルゴリズ
ムの比較。横軸はモデルの学習可能なパラメータの割合
を、縦軸は翻訳精度を示す。

A.4 セグメント長の分布

0

50

100

150

200

250

300

350

400

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 >2
0

# 
sa

m
pl

es

duration (seconds)

(a) Goldセグメント
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(b) pDACセグメント
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(c) pTHRセグメント
図 6 セグメント手法毎のセグメント長の分布。(b)(c)で
は音声フレーム分類器として large+allを用いた。
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