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概要
3D 参照表現理解は 3D シーン上でテキストが表

す物体の位置を特定するタスクである．しかし，既
存の屋内 3D参照表現理解データセットは主にサイ
ズが大きく，容易に位置特定できる物体を対象と
しており，ほとんど小物を扱っていなかった．そ
こで我々は多様で高解像度な ARKitScenes を基と
し，ARKitSceneRefer を構築する．ARKitSceneRefer
は 1,615シーン中の，32,300の屋内で使用する小物
から構成され，それぞれ参照表現がアノテーション
されている．さらに 2Dと 3Dの state-of-the-artモデ
ルを用いて実験を行い，その結果，ARKitSceneRefer
は挑戦的なタスク設定であることを報告する．

1 はじめに
3D参照表現理解は 3Dシーンを理解する上で重要

なタスクであり，物探しロボットなどへの応用が期
待される．代表的な 3D参照表現理解データセット
に ScanRefer [1], ReferIt3D [2]が挙げられる．これら
のデータセットは机，椅子，ソファーのような屋内
の家具クラスなど，比較的に大きい物体を対象にク
ラスカテゴリが付与されている．しかし，家事など
の応用を想定すると，より小さな物体を扱うことが
多いと考えられる．例えば，物探しロボットに机の
捜索を依頼する人はいない．また料理ロボットは食
材や包丁などを扱うことが必要である．
そこで本研究では，ARKitSceneRefer という小物
を主な対象とした新しい 3D 参照表現理解データ
セットを提案する．ARKitSceneRefer は大規模な屋
内 3Dデータセットである ARKitScenes [3]に基づい
ている．ARKitScenesは ScanReferと ReferIt3Dの基
である ScanNet [4]より高解像度で，多様な 3Dシー
ンデータセットである．ScanReferと ReferIt3Dでは
ScanNetでアノテーションされている物体のみを対

Query: a white projector on a nightstand next to a bed

図 1 ARKitSceneReferのデータの例．3Dシーンと拡大し
た動画フレームを示す．

象としている．一方で，ARKitScenesには小物の位
置がアノテーションされていないので，先行研究と
は違い，以下のように小物の位置特定からデータ
セットを構築する．まず，動画フレームに対して
2D物体検出を行うことで，小物を抽出する．次に，
抽出された小物を，カメラ視点位置から 3Dシーン
へのレイキャスティングによる位置予測とクラスタ
リングを用いて 3Dシーン上にマッピングすること
で，3D上での小物の座標とクラスを得る．最後に，
このデータに参照表現をアノテーションする．加え
て，物体検出器から得られたクラスは誤っている可
能性があるので，その場合はアノテーション時に修
正する．最終的に，ARKitSceneRefer は 731 クラス
の物体を対象にし，1,615シーンに 32,300の参照表
現から構成される．図 1に ARKitSceneReferの例を
示す．
データセット評価のため，2D と 3D の state-of-

the-art モデル [5, 6, 1, 7] を用いた．実験の結果，
ARKitSceneReferにおける小物の位置推定は，2Dモ
デル，3Dモデルともに挑戦的であることが示され
た．また，2Dモデルにおいては対象物が写ってい
ない動画フレームに対する検出結果がノイズとなっ
ており，うまく対象物が写っている動画フレームの
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Query205: a white teapot is at the top of the green shelves
Query343: gray basket with holes located near the sink
Query382: while mug next to stack of plates and above cups
Query395: a metal thermos bottle on a shelf below plates
Query501: pot on top of stove next to chopping board and cooking oil

ARKitScenes 物体検出 2Dから3Dへのマッピング

物体選択

アノテーション

Label205: coffeepot teapot , Label343: grater basket

図 2 ARKitSceneRefer構築のパイプライン

みを使用することができれば，精度の向上に繋がる
ことも示された．

2 データセット
2.1 データセット構築
本節では，ARKitSceneRefer の構築について述べ

る．3Dシーンより画像のほうが解像度が高く小物
を認識しやすいので，本論文では 3Dシーン構築の
基となった動画フレームから小物を認識する．ま
た，ARKitSceneReferは bounding boxではなく物体の
中心点を予測するタスクを扱う．

2.1.1 物体検出
まず初めに，各シーンを構築する元となった動画

を使い，動画のフレームに対して物体検出を行う．
物体検出の結果はデータセットの対象となる小物
を選別するために利用する．物体検出モデルには
LVIS [8]で事前学習された Detic [9]を用いる．Detic
から，MSCOCO [10] などで学習された従来のモデ
ルより詳細なクラス情報を得ることができる．時系
列的に近い画像にはほとんど同じ物体が写ってい
るため，全フレームに対して物体検出する必要がな
い．よって 10フレームごとに物体検出をする．

2.1.2 2Dから 3Dへのマッピング
Detic からの bounding box を得た後，中心点を動

画フレーム上の座標から 3Dシーン上の座標にマッ
ピングする．ここで，カメラと物の距離が未知であ
ることと，複数のフレームから同一物体をマッピン

グしてもカメラパラメータのノイズにより，必ず
しも 1点に収束しないことが問題となる．そこで，
我々はレイキャスティングとクラスタリングによっ
てマッピングする．まず，カメラ視点から 3Dシー
ンに対してレイキャスティングを行い，交点を求め
る．そして，DBSCAN [11]によってこれらの交点を
クラスタリングし，各物体の中心点を表すクラスタ
を作成する．ここでは，クラスタの距離の最大値を
0.05m，最小構成点数を 3とした．クラスタリング
の結果，検証データセットにおいて平均 68.25のク
ラスタが得られる．

2.1.3 物体選択
物体選択はクラス選択,シーン選択,対象物体選択
の 3つのステップからなる．まず，物体検出の結果
には色々なサイズの物が混ざっているので，対象と
なる小物を選択するため，クラス選択を行う．検出
されたすべての物体のクラスを見て，両手で掴める
程度の大きさ (例: コーヒーメーカー) を目安とし
て，小物となるクラスを選ぶ．この結果，クラス数
は 1151から 794となる．次に，シーンの多様性と
均等性のため，シーン選択を行う．アノテーション
するシーンは同じ部屋ごとに 1つとし，同じ部屋の
中で最も物体が多く，かつ物体が 20以上あるシー
ンをアノテーション対象とする．この結果，シー
ン数は 5, 047から 1, 615となる．最後に，アノテー
ションする物を決めるため，対象物体選択を行う．
対象物体数は 1シーンにつき，20とする．検出回数
が少ないクラスの物体の数を増やすため，ランダム
に対象物体を選ぶのではなく，検出回数の低いクラ
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表 1 3D参照表現理解データセットの比較
データセット 環境 参照表現 平均の長さ シーン数 シーンごとの物体数 クラス数
Sr3D [2] ScanNet 83,572 9.68 1,273 6.96 76
Nr3D [2] ScanNet 41,503 11.32 641 9.17 76
ScanRefer [1] ScanNet 51,583 20.27 800 13.81 279

Ours ARKitScenes 32,300 10.01 1,615 20 731

スの物体から順に 1つずつ選ぶ．この結果，データ
セット全体のクラス数は 612となる．

2.1.4 アノテーション
上記のプロセスを実行することで，何もアノテー

ションされてない 3Dシーンから，小物の位置情報
を手に入れることができる．データセット構築の
最後のプロセスとして，Amazon Mechanical Turk1）上
でアノテーションを行う．ワーカーは，3Dシーン，
対象物体の写っている 3枚の画像，対象物体のクラ
スを参照できる．画像は bounding boxの面積が大き
いものの中からランダムに選ばれており，bounding
boxを可視化することでワーカーが対象物体の場所
を把握しやすくなっている．さらにワーカーが対象
物体と他の物体を明確に認識しやすいように，3D
シーン上にあるすべての物体や各タスクのすべての
対象物体の位置が可視化できるようになっている．
実際のインターフェースは付録を参照されたい．
ワーカーはこれらの情報を参考にしながら，対象物
体に対して，明確にそれらが区別できるように，参
照表現をアノテーションする．さらに，Deticから得
られたクラスは間違っている場合もあるので，ワー
カーは，クラスが間違っている場合は正しいクラス
を選ぶようにする．このときの語彙は Deticと同様
の LVISを用いる．クラス修正の結果，ワーカーは
40.72%のクラスを修正し，データセットのクラス
数は 731となった．間違って Deticに小物と認識さ
れたものがワーカーによって小物ではないクラスに
修正されたデータが 4.80%あるので，すべてのデー
タが小物ではないことに注意しなければならない．

2.2 データセットの統計
我々は 1,615の 3Dシーンに各 20ずつ，計 32,300

もの参照表現が付与されている小物を対象とした
データセットを構築した．各物体には平均で 10.01
語の参照表現が付与されている．参照表現は屋内
の物体の 731 クラスを含んでいる．表 1 に既存の

1） https://www.mturk.com/

図 3 ARKitSceneRefer (上)と ScanRefer (下)の頻度の高い
クラスの分布
3D 参照表現データセットとの比較を示す．我々
のデータセットは 3D シーンとクラスの 2 つの点
で，既存のデータセットより大規模である．図 3
に ARKitSceneReferrと ScanReferのクラス分布の比
較を示す．例えば，ScanRefer では “table”, “door”な
ど大きい物体のクラスが多くなっている．一方で，
ARKitSceneRefer では，“box”, “jar”など ScanRefer と
比べると小物のクラスが多いことがわかる．このク
ラス分布により，我々のデータセットは小物に焦点
を置いていることがわかる．

3 実験
3.1 実験設定
本研究では，2D 手法と 3D 手法を用いて評価し
た．2D 手法は動画フレームと参照表現を入力と
し，参照表現に対応する bounding boxを予測する．
bounding boxの中心はレイキャスティングによって
3Dシーンにマッピングされ，各動画フレームごと
の 3Dシーン上の予測座標が得られる．これらをク
ラスタリングし，点数の最も多いクラスタの中心点
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表 2 2Dモデルと 3Dモデルの比較
手法 距離平均 Acc@0.1 Acc@0.3 Acc@0.5

MDETR-random　 2.32 7.77 10.94 13.22
OFA-random 2.26 8.55 11.72 14.05
OFA-Detic 1.61 15.66 25.44 31.16

ScanRefer 1.83 1.88 12.44 19.74
3DVG-Transformer 1.68 2.65 16.66 24.89

を最終的な予測とする．一方，3D手法は点群と参
照表現を入力とし，直接参照表現に対応する物体の
3Dシーン上の座標を予測する．ARKitSceneReferで
は，参照表現に対応する物体の 3Dシーン上の中心
点を予測するタスクを扱うので，評価指標には点間
のユークリッド距離を用いた．Acc@d (%)では距離
が d以下であれば正解とみなした．また，参考とし
て距離平均も評価した．

2Dモデルとして，RefCOCOg [12]で fine-tuningさ
れたMDETR [5]と OFA [6]を用いた．また以下の 2
つの手法で比較した．

• MDETR-randomとOFA-random: 動画フレームを
ランダムに 1/10だけサンプリングして入力と
して使用する．

• OFA-Detic: 動画フレームをランダムにサンプリ
ングした後，Deticを用いて物体検出し，検出ク
ラスが参照表現に含まれる動画フレームのみ入
力として使用する．

クラスタリングには DBSCAN [11]を用いた．クラ
スタの最大距離は 0.02m で，最小構成点数は 1 と
した．

3D モ デ ル と し て，ScanRefer [1] と 3DVG-
Transformer [7]を用いた．点群の頂点数は 200,000と
した．言語特徴量には GloVE [13]を用いた．

3.2 定量的評価
表 2 に ARKitSceneRefer で 2D 手法と 3D 手法を

評価した結果を示す．OFA-Detic を除いた 2D 手
法と 3D 手法を比較すると，Acc@0.1 においては
MDETR-random が 7.77%, OFA-random が 8.55%であ
るのに対し，ScanReferが 1.88%，3DVG-Transformer
が 2.65% と 2D 手法のほうが優れていたが，そ
の他の評価指標については，例えば Acc@0.5 に
おいては MDETR-random が 13.22%, OFA-random が
14.05%であるのに対し，ScanReferが 19.74%，3DVG-
Transformerが 24.89%であり，3D手法のほうが優れ
ていた．これは 3D手法は 3Dシーン全体を参照で
きるので，対象物体が認識できなくてもおおよそ
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"apple placed on the 
dining table”

“a remote control on the 
light brown blanket on 
the back of the couch”

図 4 モデルの出力例

の位置を当てることができるが，2D手法は動画フ
レームに対象物体が写っていない予測がノイズにな
るからである．また OFA-Deticはその他の手法をか
なり上回っていることから，対象物体が写っている
と推測される動画フレームのみ入力に使用するとノ
イズが削減され，精度が向上することが示された．

3.3 定性的評価
図 4 に 3DVG-Transformer, OFA-Detic, ground truth
の比較結果を示す．左の 2 つの結果は 3DVG-
Transformer がグランディングに成功し，OFA-Detic
が失敗している例である．前述したように，OFA-
Detic の予測精度は入力動画フレームにかなり依
存しており，ノイズが多いと無関係な場所を予
測してしまう．右の結果は OFA が位置特定に成
功し，3DVG-Transformer が失敗している例である．
3DVG-Transformerは “on the corner”は捉えられてい
るものの “near two windows”は失敗している．この
ように，3D手法は薄いもの (例: タオル)を捉えるこ
とができないことがある．一方で画像であれば，正
面から撮ることで物の厚みを考慮せず認識できる．

4 おわりに
本論文では，小物の位置特定のための新しい 3D
参照表現理解データセットである，ARKitSceneRefer
を紹介した．ARKitSceneRefer には，1,615 の ARK-
itScenesの 3Dシーンに対して 32,300の参照表現が
付与されている．ARKitSceneReferでは，3Dモデル
はあまり精度が良くなかったが，2Dモデルは入力
の動画フレーム次第では精度が向上することを確認
した．今後の課題として，3Dモデルの精度を改善
することが挙げられる．
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表 3 OFA-oracleと OFA-upperを加えた精度の比較
手法 距離平均 Acc@0.1 Acc@0.3 Acc@0.5

OFA-random 2.26 8.55 11.72 14.05
OFA-Detic 1.61 15.66 25.44 31.16
OFA-oracle 1.51 18.88 30.72 37.33
OFA-upper 0.37 43.83 63.22 74.72

Query: pot on stove near sliver bowl and sink

図 5 水色の bounding boxは OFAのグランディング予測
結果を表す．左の例は対象物体を含むが，右の例は含ま
ない．

A 2D手法の精度の最大値
入力動画フレームによってどのように精度が変化

するのか検証するため，新たに以下の 2つの設定を
加えて実験した．

1. OFA-oracle: 動画フレームをランダムにサンプ
リングした後，Deticを用いて物体検出し，検出
クラスがアノテーションされているクラスと一
致するなら入力として使用する．

2. OFA-upper: アノテーション時にワーカーに見
せた 3 枚の動画フレームのみ入力として使用
する．

表 3 はその実験結果を示している．OFA-oracle は
OFA-randomと OFA-Deticを上回っている．さらに，
OFA-upperは OFA-oracleを大きく上回っている．こ
の結果から，動画フレームに対象物体が写っていな
いと予測がノイズとなり，精度の低下を招くことが
わかる．
B より詳細な 2D モデルの定性的
評価
動画フレームに対象物体が含まれていない場合，

OFAがどのような出力をするのか検証する．図 5に
対象物体を含む結果と含まない結果を示す．対象物
体を含むフレームに対しては正確に予測している
が，対象物体を含まないフレームに対しては関係の
ない場所を予測している．この誤りがノイズとな
り，正確な予測を妨げる．

図 6 アノテーションインターフェース
表 4 ARKitSceneReferの統計

分割 参照表現 シーン数 クラス数
訓練 28,720 1,436 712
検証 1,780 89 328
テスト 1,800 90 349

C アノテーション
図 6にアノテーションインターフェースを示す．

1 タスクが 5 つの対象物体を含むように設計し，
ワーカーの国をアメリカ，カナダ，イギリス，オー
ストラリアに限定して，アノテーションを行った．
また，ワーカーは 6単語以上の参照表現を書かなけ
ればならないように設定した．

D データセットの分割
表 4に示されるように，データセットを訓練,検
証,テストに分割した．
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