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概要
巨大言語モデルの進展が著しい反面，人間の言語

獲得と対照すると言語モデルのデータ効率の悪さが
強調される．本研究では，なぜ人間の言語獲得が効
率的なのかという問いを，人間と言語モデルの言語
獲得シナリオのどのような差異を埋めると両者の乖
離が縮むかという問いに読み替え，特に人間のみが
言語獲得時に活用し得る視覚情報の寄与を調査す
る．少なくとも本実験の範囲では，言語的な事前知
識のない学習者（ニューラルモデル）がリアルな画
像・文対から言語の適切な汎化規則を支持する手が
かりを見出すことは容易でなく，単なる視覚情報の
有無のみでは，人間と言語モデルの言語獲得効率の
差異を説明できないことが示唆された．

1 はじめに
巨大言語モデルが進展を遂げた一方，人間の言語

獲得効率の良さが対照的に強調されている．例えば
GPT-3 [1]は，人間が 10歳までに享受する言語刺激
のおよそ 2000倍のデータで学習されており [2]，非
常に単純な計算では人間の 20,000年分の学習に匹
敵する．それではなぜ人間は言語獲得のデータ効率
が良いのだろうか？本研究では，この問いを言語モ
デルと人間のどのような差異を埋めることで両者の
言語獲得効率の乖離が縮まるかという問いに読み替
え，効率的な言語獲得が実現される十分条件につい
て計算機上での概念実証を目指す．
本研究では特に，記号接地 [4] や身体性 [5] の問
題に関連する視覚情報の影響に焦点を当てる．通常
人間は，言語モデルと異なり，言語獲得中に視覚情
報を利用でき，効率的な言語汎化に貢献している可
能性がある．実験では主語・動詞の数の一致を手が
かりに，言語の階層的な汎化の達成に視覚情報が寄
与するかを検証する（図 1）．なお近年の視覚・言
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図 1 実験の概要．文に対応する視覚情報が，汎化規
則の曖昧なデータの下での言語の階層的規則獲得を促
進するか調査する．なお図中の画像は，例示のために
DALL-E [3]で生成したものである．

語処理では大規模モデルの開発が盛んであるもの
の [6, 7]，言語と視覚の相互作用に関する言語科学
的な分析や学習過程の分析は限られている [8, 9]．
リアルなキャプションデータを用いた実験では，
文に対応する静止画像を単にモデルに入力するだ
けでは，言語の階層的汎化は促されないことが観察
された．一方，問題を抽象化・簡略化した人工デー
タを用いた実験では，言語の階層的な汎化に対する
視覚情報の著しい寄与が確認された. この設定では
データの偏りやキャプションに関係のない視覚情報
は捨象されており，閉じた世界の中で学習者が視覚
情報の適切な抽象化をできた状況を想定している．
少なくともリアルなデータを用いた今回の実験か

らは，言語的な事前知識を持たない学習者（ニュー
ラルネット）が，静止画像と文の対から自然言語の
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表 1 画像キャプションペアの例．Ambig.データでは，動詞に対応する主語と動詞に最も近い名詞の数が同じであり，
DisAmbig.データでは両者の数は異なる．Ambig.データが大部分を占める学習データでモデルを訓練し，そこで学習さ
れた規則を DisAmbig.データを用いて峻別する．表中の画像は作成したデータセットから抽出したものである．
種類 自然画像キャプション 人工画像キャプション

Ambig.

girl aged stands with a hand
on a tree alone

a lime rectangle with a red
rectangle waves its hand

young boys with school uniforms
and backpacks prepare for
school on an early morning

two yellow circles with three
blue hexagons take a photo

DisAmbig. young girls dressed in colonial
gear tie their shoes at farm

two red rectangles with a black
circle play soccer

適切な規則性を見出すことは容易でないこと，人間
と言語モデルの学習効率の違いは単なる視覚情報の
有無のみでは説明できないことが示唆された．一方
人工データの結果を踏まえると，(i)視覚情報を適切
に抽象化する特別な視覚・言語能力を学習者に仮定
できれば，視覚情報が言語獲得に良い影響を及ぼす
可能性があることや， (ii)実験で用いた事前学習済
み画像エンコーダでは，リアルな画像から言語獲得
に影響を及ぼすような視覚情報の抽出・抽象化がで
きていない可能性なども強調された．

2 背景
一般に，有限のデータから未知のデータへ汎化す

る際に汎化規則は一意に定まらず，規則の選択はモ
デルの帰納バイアスに左右される [10]. 言語獲得に
おいても，幼児が限られた言語刺激から適切な（階
層的な）汎化を達成する現象を説明するには，学習
者の強力な帰納バイアスが必要であると主張されて
きた [11, 12]．一方，通常のニューラルモデルでは，
表層的手がかりの利用や言語的に妥当な汎化を完全
に達成できないなどの人間らしくない学習傾向が
あり [13, 14, 15, 16, 17]，分野全体の問題として認知
されている．またこのバイアスを覆すために大量の
データが必要であることも指摘されている [14, 15]．
汎化を導く帰納バイアスとしては，学習者の性質

に由来するもの（生得的要因）と，学習データなど
の学習環境に由来するもの（環境的要因）が想定さ
れ，本研究では視覚情報の有無という環境的要因の
影響を，計算機シミュレーションのもと調査する．
言語理解における視覚情報の重要性は長らく説かれ
ているものの [18]，（人工知能の）言語獲得の視点で
は，適切な言語知識なしに視覚情報を与えても，む

しろ表層的な疑似相関などの可能性が増え問題が過
度に複雑になるといった批判もあり [19, 20]，視覚
情報が言語学習にどのような影響を与えるかは自明
でない．なお図 1のような線形・階層的な規則の対
立において，人間が階層的汎化を好むことは心理実
験などで検証されてきた [21, 22]．また，ニューラ
ルモデルを用いた計算言語学的な検証は条件を統制
しやすいなどの利点をもち，人間を直接観察する方
法論と相補的な役割を果たしてきた [23, 12, 24]．

3 問題設定
概要を図 1に示す．主語と動詞の数の一致の観点
から，線形的・階層的規則両方に整合するキャプ
ションデータのもとでキャプション生成モデル（視
覚情報が利用可能な言語モデル）を訓練し，視覚情
報の有無で言語の汎化傾向が変わるかを調べる．視
覚情報のもとでは，階層的規則に整合する動詞の数
を選ぶ問題は，典型的にはその動作をしているもの
が 1つかそれ以上かを数える問題となり（表 1），視
覚情報により階層的規則に紐づく特徴量がより顕在
的になる可能性がある1）．

3.1 データ
既存の画像キャプションデータを収集したリアル
なデータと，人工的に統制されたデータを用い，相
補的な検証を行う．既存研究では人工コーパスでの
実験が主流であり [16]，視覚モダリティを追加した
とともにリアルなデータと人工的なデータで結果を
比較したことも本論文の貢献である．
自然画像キャプション: Conceptual captions コーパ
ス [27]から，以下を満たすデータを抽出した：

1） 言語学的な数が，いわゆるものの数に必ずしも一致しない
ことは指摘されており，議論の余地はある [25, 26]．

― 1638 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



• キャプションに主語・述語が存在する2）

• キャプションの主語が family, pair of など単複
判断の難しい集合名詞・表現でない

• キャプションに文法誤りがない3）

これらのうち，主動詞の数と直前の名詞の数が同一
である，線形的・階層的規則を峻別できないデータ
(Ambig.)と，主動詞の直前の名詞と同士の数が異な
る，階層的規則を支持するデータ (DisAmbig.) に分
けた (表 1)．DisAmbig. のような階層性を明示する
データは実際の言語刺激において非常に少ないとい
う議論（刺激の貧困） [28, 21]をもとに，本研究で
は Ambig.データと DisAmbig.データが 100:1になる
ように学習データ（計 352,359画像キャプションペ
ア）を作成した4）．残りの DisAmbig.データ（1,269
ペア）を評価データとした．
人工画像キャプション: NUM1 COLOR1 SHAPE1 with

NUM2 COLOR2 SHAPE2 VPというテンプレートから文
と画像をルールで生成した（付録 A）．表 1に例を
示す．VPの主語は SHAPE1であり，画像中では VPと
SHAPE1オブジェクトが近接し，文中では数（屈折）
が一致している．この設定では少なくとも，自然な
データがもつ以下の性質を捨象している：

• 単語や画像の特徴に関するクラス不均衡性・多
クラス性・クラスの開放性

• 着目すべき対象以外の視覚情報（背景など）
• ものや動作の呼び名と視覚特徴間の多対多関係
• 動作主と動作の視覚的に自然な構成（「人が走
る」画像では，本来人の姿勢が変わるべきだが，
本データでは「走る」を示す画像を「人」の画
像に重ねるようなアプローチをとっている）
上で述べた手続き同様，数の一致からAmbig.デー

タと DisAmbig. データに分け，100:1 で混ぜたもの
を学習データ（16,500ペア），残りの DisAmbig.デー
タを評価データ（11,300ペア）とした．

3.2 評価
評価データにおいて，動詞の数のみが異なる 2つ

のキャプションを用意し (例えば，a red circle with
three black circles plays/play a soccer)，対応する画像を
入力したもと，どちらのキャプションに高い生成確
率を付与するかを観察する．階層的規則に整合する

2） Spacyで主動詞 ROOTが主語 nsubjを持つかを解析した．
3） language-tool-python 2.7.1を用いた．
4） Conceptual captions全体において DisAmbig.データはおよ
そ 2%程度存在したため，混入の程度の参考とした．

キャプションを正解とし，二値分類問題としてモデ
ルの選好を Macro F1値で評価した．キャプション
生成能力の目安として，開発用データ5）で ROUGE-L
F1値 [29]6）も計算した．また言語獲得効率に関心が
あるため，学習初期ステップでの値も報告する．

3.3 モデル
Transformer 系列変換モデルを用いる [30]．ただ
し入力が画像，出力が文となるキャプション生成
モデルであり，エンコーダには Vit [31]などの事前
学習済みエンコーダを，デコーダには GPT-2 small
（124M） [32]アーキテクチャに交差アテンションを
追加したものを採用する7）．直観的には，交差アテ
ンションを通して視覚情報にアクセス可能な（文レ
ベル）言語モデルである．視覚情報を与えない設定
では学習・推論時共に無情報なノイズ画像を入力す
る．ゼロからの言語獲得シナリオを想定し，デコー
ダは初期化して学習を始めた．また，交差エントロ
ピー誤差でモデルを訓練する．
エンコーダの初期値・構造として，大きさの異な
る 3つの Vit (base/large/huge) [31]と, Beit (base) [33],
Deit (base) [34], Swin (base) [35] の計 6 種類を試し，
モデル横断的な結論の一般性を検証する（付録 B）．
参考として，画像エンコーダを Vit-baseにした上で
パラメータ初期化した設定 (Scratch)と，デコーダに
学習済み GPT-2 [32]を用いる設定 (Vit-GPT2)も試し
た．ハイパーパラメータは付録 Cに記載する．

4 実験・結果
各設定において異なる２つのシードでモデルを訓
練し，いずれの指標においても平均値を報告する．
自然/人工画像キャプション実験における 10, 000/500
ステップはおよそ 2エポック目終了時点である．
自然画像キャプション: 画像情報の有無による階層
的汎化傾向の違いを表 2中央に示す．学習初期にお
いて，視覚情報は階層的汎化を促す方向にはあるも
のの，変化は限定的であった．画像を入力とする設
定ではROUGE-L F1値は 3–40程度に達しており，画
像情報が活用されていることは確認できる．また，
例えば 1000ステップ目における階層的汎化への寄
与（階層的汎化における − 行）に着目すると，画
像エンコーダの性能指標として用いられる ImageNet

5） 学習データとは重複のない Ambiguousデータ 5,000件
6） https://huggingface.co/spaces/evaluate-metric/rouge

7） https://huggingface.co/docs/transformers/model doc/

vision-encoder-decoderの実装を用いた．
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表 2 学習過程におけるモデルの階層的規則への選好（階層的汎化 F1値）とキャプション生成能力 (ROUGE-L F1値）．
1, 000，5, 000，10, 000といった数字はパラメータ更新ステップ数を示す． 行は視覚情報ありのモデルの性能を示す．

− 行は視覚情報を用いるモデルの性能から用いないモデルの性能を引いた値を示し，値が高いほど視覚情報が好影
響を与えたことを意味する．また参考として，各画像エンコーダのパラメータ数を一列目括弧内に記載し，エンコーダ
の ImageNet top-1正解率の報告値も載せる．

自然画像キャプション 人工画像キャプション ImageNet

階層的汎化 F1 ↑ ROUGE-L F1 ↑ 階層的汎化 F1 ↑ ROUGE-L F1 ↑ 正解率
@1 ↑モデル 視覚情報 1,000 5,000 10,000 1,000 5,000 10,000 100 500 100 500

Vit-base
(86M)

52.8 72.0 81.9 32.0 35.5 37.8 90.6 99.7 80.5 100 84.0− +0.41 −2.38 −0.94 +17.3 +20.2 +22.8 +57.4 −0.31 +45.1 +64.5

Vit-large
(307M)

52.9 74.9 83.1 30.8 35.1 37.9 52.6 92.2 76.3 100 85.2− +0.93 −1.13 +0.65 +16.1 +20.2 +22.6 +19.4 −7.76 +40.7 +64.5

Vit-huge
(632M)

52.6 73.9 82.6 29.2 34.1 35.8 42.6 100 59.1 100 85.1− 　+1.98 −2.07 +0.10 +14.9 +18.8 +20.5 +9.21 0.00 +23.8 +63.9

Beit-base
(86M)

46.7 59.0 66.4 31.7 34.5 37.4 45.8 74.8 51.5 100 85.2− +2.99 +5.68 −1.50 +15.9 +19.2 +22.1 +11.7 −25.0 +16.5 +64.6

Deit-base
(86M)

54.9 72.5 81.2 32.2 35.6 38.2 67.4 99.9 98.5 100 83.4− +4.23 −1.77 −1.35 +18.5 +20.4 +22.9 +32.9 +0.08 +63.0 +64.4

Swin-base
(88M)

53.0 73.0 81.8 34.3 37.6 40.7 80.5 100 99.3 100 85.2− +0.92 −2.61 −1.05 +19.6 +22.3 +25.4 +33.2 0.00 +64.0 +64.3

Scratch
(86M)

49.3 72.6 81.0 13.94 23.7 24.5 50.7 100 37.3 65.6 -− +1.75 −3.22 −1.62 +0.16 +8.78 +8.93 +5.10 0.00 +1.88 30.3

Vit-GPT2
(86M)

95.6 97.0 96.6 32.4 35.3 37.4 90.8 100 93.3 100 84.0− +0.04 +0.18 −0.11 +17.7 +20.4 +22.1 −9.21 0.00 +57.7 +64.2

正解率の高いエンコーダ（Vit-large, Swin-base）やパ
ラメータ数の大きいエンコーダ（Vit-huge）が必ず
しも好影響を与えているわけではなく，画像処理的
な指標で良い画像エンコーダや巨大なエンコーダ
が必ずしも言語モデリングに適切なバイアスを与
えるとは限らない可能性も予想した（付録 D）．な
お Vit-GPT2では，学習初期からほぼ完全な階層的
汎化を達成しており，大規模な言語データの観察の
もとでは対処可能な問題設定であった．また今回は
コーパスを基に学習データへの DisAmbig.データの
1%の混入を認めたが，この程度の混入でも最終的
に階層的汎化に選好が寄ることは確認された．また
DisAmbig.データが 0%の場合でも予備実験をして
おり，この場合は線形的汎化に選好が寄り，一貫し
て視覚情報の好影響は観察されなかった．
人工画像キャプション: 結果を表 2右部に示す．学
習初期（100ステップ）において，視覚情報が階層
的汎化を顕著に促しており，言語の階層的規則の効
率的な獲得が達成された．学習初期において，事前
学習済みエンコーダを用いた際の階層的汎化の向上
幅は Scratch（+5.10）よりも大きく，視覚的事前知
識が言語の階層的汎化を促していた．なお視覚情報

のない設定でもモデルごとに性能が異なり，この設
定ではエンコーダが画像処理以外の用途（入力非依
存なメモリなど [36]）で活用された可能性もある．

5 考察・おわりに
ニューラルモデルがリアルな画像・文対から自然
言語の階層性を学ぶ手がかりを得ることは困難であ
ることが示唆された．人工画像キャプションでの対
照的な結果を踏まえると，自然な画像・言語特有の
性質が視覚情報からの言語獲得を困難にしている可
能性が示唆され，言語獲得の視点からは，(i)視覚
情報は言語獲得に寄与し得るが，リアルな視覚情報
を適切に抽象化し言語と対応付ける能力を先立って
獲得しておく必要がある，あるいは (ii)視覚情報は
言語の階層的な汎化に直接影響を与えないという仮
説が導かれる．自然・人工データのどのような差異
が結論の違いに紐づくのか人工データを制御して調
査する方向や，データを幼児の言語獲得シナリオに
近づける（絵本など）方向，韻律情報など他のモダ
リティを取り入れる方向などは今後検討している．
また本研究は自然言語処理，画像処理，計算心理言
語学の 3領域をまたぐ学際研究として意義がある．
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A 人工画像キャプションの生成
以下のようにテンプレートから文を作成した．

a
NUM1

lime
COLOR1

circle
SHAPE1

with
with

two
NUM2

red
COLOR2

triangles
SHAPE2

runs
VP

対応する画像を表 1の例のように自動生成した．各記号に対応す
る語彙と対応する画像オブジェクトを表 3に示す．NUM2 COLOR2

SHAPE2 オブジェクトは各 NUM1 COLOR1 SHAPE1 オブジェクトの
上部に小さく配置し，VP オブジェクトは NUM1 COLOR1 SHAPE1

オブジェクトの中央下部に配置している．色の重複を防ぎ，計
3 × 3 × 5 × 4 × 4 × 4 × 10=28,800種類の画像を生成した (16,500学
習データ，1,000開発データ，11,300評価データ)．

表 3 人工画像キャプション作成時の語彙と画像特徴
カテゴリ 単語 画像

NUM1/2

a
two
three

COLOR1/2

black
red
blue
yellow
lime

SHAPE1/2

circle(s) ●
rectangle(s) ■
triangle(s) ▲
hexagon(s) 

VP

walk(s)

sleep(s)

run(s) fast

wave(s) its hand

write(s) a text

take(s) a bus

take(s) a photo
play(s) soccer

play(s) baseball
throw(s) an arrow at a target

B 画像エンコーダ
各画像エンコーダの性質を簡潔に説明する．ImageNet-21k(22k)
の上で訓練されたモデルを用い，解像度は 2242，パッチサイズ
は 16（に近いもの）に統一している．

Vit [31] 画 像 を 分 割 し た パ ッ チ を ト ー ク ン と
みなしてエンコードする．以下の実装を用いた：https:

//huggingface.co/google/vit-base-patch16-224-in21k，https:
//huggingface.co/google/vit-large-patch16-224-in21k，
https://huggingface.co/google/vit-huge-patch14-224-in21k．

Beit [33] Vitは画像分類タスクで学習されているのに対し，
Beitでは画像上でマスク穴埋め形式の自己教師あり事前学習を
する．また，絶対位置埋め込みを用いる Vit とは異なり，相対
位置埋め込みを用いている．実装は，https://huggingface.co/

microsoft/beit-base-patch16-224-pt22k-ft22kを用いた．
Deit [34] 特殊な知識蒸留法によって，モデルサイズと訓練
コストを削減した．実装は，https://huggingface.co/facebook/

deit-base-distilled-patch16-224を用いた．
Swin [35] 異なる粒度で画像のパッチ分割を行い，局所
的な処理を適用することで計算コストを抑えつつ，画像の
階層的な特徴量を抽出する．実装は，https://huggingface.co/

microsoft/swin-base-patch4-window7-224-in22kを用いた．
C ハイパーパラメータ
全モデル共通のハイパーパラメータを表 4に示す．エンコーダ
のハイパーパラメータは対応する huggingfaceモデルの設定に従
い，ドロップアウト率のみを上書きしている．画像を提示する設
定では，過学習を防ぐため学習画像に対し随時 RandAugment [37]
を適用し，更に 20%の確率で実際の画像をノイズ画像に置き換え
た．パラメータの固定はしていない．

表 4 共通のハイパーパラメータ
デコーダ設定 https://huggingface.co/gpt2/

blob/main/config.jsonに従う
エンコーダドロップアウト率 0.1（attention，隠れ層共に）
最適化手法 AdamW

learning rate 1e-4
betas (0.9, 0.999)
epsilon 1e-8

学習率スケジューラ 線形減衰
max steps 10,000（自然画像キャプション）

, 500（人工画像キャプション）
warm up steps 0
weight decay 0

バッチサイズ 512
ビーム幅　(生成評価時) 4

D 画像エンコーダのスケーリング
画像エンコーダに関して，ImageNet画像認識性能についてス
ケーリング則が報告されている [38]．ImageNetでの画像認識性
能と階層的汎化の促進度に単調な関係がないことから，言語モデ
ルに階層的なバイアスを与える画像エンコーダはスケーリング
の結果得られるとは限らないことが予想された．なお本文では
言及していないが，Beit-large, Swin-large, Deit-small, Deit-tinyでも
実験をしており，より幅広い画像認識性能を持つエンコーダ間
で傾向を比較した．傾向を図 2に示し，画像認識性能が良いエン
コーダほど，言語の階層的な汎化を促すとは限らない．

74 76 78 80 82 84 86 88

ImageNet acc.

0.02

0.00

0.02

0.04

0.06

0.08

F1

図 2 自然画像キャプションデータでの学習 1000ステッ
プ目における，画像エンコーダの ImageNet top-1正解率と
階層的汎化 F1値の向上度合いの関係．各点は各訓練試行
に対応し，計 20試行={画像エンコーダ 10種 ×2シード }
の結果である．
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