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概要
近年 Transfrormerネットワークを採用した言語モ

デルが大きな成功を収め，注意機構やフィードフォ
ワードネットを中心に分析が盛んに行われてきた．
本研究ではモデルの出口部分にあたり，出力に直接
作用する予測ヘッドの働きを分析する．実験から予
測ヘッド内のバイアスが単語予測を頻度補正してい
ることを明らかにする．具体的には，このバイアス
が高頻度語の予測確率を上げ，低頻度語の予測確率
を下げることで，予測分布を実際の単語頻度分布に
近づけていることが観察された．さらにこの知見を
応用し，バイアスを制御することで言語モデルに多
様かつ人間に近い文章生成を促せることを示す．

1 はじめに
Transformerネットワーク [1]を採用した言語モデ

ル（Transformer言語モデル）[2, 3, 4]は今や自然言語
処理分野全体を支える基盤技術であり，高品質な文
章生成を通じて幅広い応用を支えている．さらに，
その成功理由の解明や更なる性能改善を求め，内部
機序の分析も盛んに行われている [5]．分析対象と
してこれまで特に注目を浴びてきたのはアーキテク
チャの中核をなす Transformer 層であり，注意機構
の重みの観察からはじまり層正規化やフィードフォ
ワードネットの挙動解明に至るまで，知見が順調に
蓄積されてきた [6, 7, 8]．
本研究では，Transformer言語モデルの出口部分，

すなわちすべての Transformer層を出たあとの予測
ヘッドの働きを分析する（図 1）．予測ヘッドはモデ
ルの単語予測に直接的に作用するため解釈もしやす
く，また下層での処理をまとめて上書きできるとい
う点でモデル改善に接続しやすいと期待できる．
実験の結果，BERTおよび GPT-2の予測ヘッド内

のバイアスが，高頻度語の予測確率を上げ，低頻度
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図 1 BERTおよび GPT-2の構造概要．

語の予測確率を下げていることが分かった．さらに
この知見を応用し，バイアスの効果を抑制しながら
文章生成を行うことで，モデルが典型的な（高頻度
な）表現ばかりを生成する問題 [9, 10]が軽減し，多
様かつ人間に近い文章生成を促せることを示した．

2 準備：言語モデルの予測ヘッド
Transformer言語モデルは埋め込み層に始まり，モ
デルの主要部分は「層」と呼ばれる同じ構造を積み
重ねたネットワークである（図 1）．各層は注意機構
などを通じて隠れ表現を更新していく．
層を積み重ねた後には予測ヘッドがあり，これが
本研究の分析対象である．なお本研究では，事前学
習で得られた，最終層から隠れ表現を受け取って各
単語の予測確率を算出するヘッドのことを予測ヘッ
ドと呼ぶ．具体的には，隠れ表現 𝒙 ∈ ℝ𝑑 を受け取
り，層正規化（LN）[11]を適用してから，埋め込み
層でも参照する単語埋め込み行列𝑾emb ∈ ℝ𝑑×|V| へ
射影することで全語彙数 |V|個分の予測確率を計算
する．ただし，BERTでは層正規化の前に全結合層
（FC）を適用し，さらに埋め込み行列への射影後に
はバイアスパラメータ 𝒃last ∈ ℝ |V| を加算する．
以下，詳細を述べる．GPT-2では入力最後尾の単
語に対応する隠れ表現 𝒙 を受け取り，以下のように
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次単語の予測確率分布 𝒑 ∈ ℝ |V| を計算する1）：

𝒑 = softmax
(
LN(𝒙)𝑾emb

)
(1)

LN(𝒙) B 𝒙 − 𝑚(𝒙)
𝑠(𝒙) ⊙ 𝜸 + 𝒃LN ∈ ℝ𝑑 (2)

BERTでは [MASK]に対応する隠れ表現 𝒙 を受け取
り，活性化関数 GELU [12]を含んだ全結合層も用い
て穴埋め単語の予測確率分布 𝒑 ∈ ℝ𝑣 を計算する：

𝒑 = softmax
(
LN(𝒙′)𝑾emb + 𝒃last

)
(3)

𝒙′ = GELU
(
𝒙𝑾FC + 𝒃FC

)
∈ ℝ𝑑 (4)

ここで，𝑚(𝒙) および 𝑠(𝒙) はそれぞれ要素での平
均と標準偏差を指し，⊙ は要素積を表す．また，
𝜸 ∈ ℝ𝑑 および 𝑾FC ∈ ℝ𝑑×𝑑 は学習可能な重みパラ
メータ，𝒃LN, 𝒃FC ∈ ℝ𝑑 および 𝒃last ∈ ℝ |V| は学習可
能なバイアスパラメータを表す．以上のように，
BERT と GPT-2 の予測ヘッドは共通してバイアス
𝒃LNを持ち，BERTはさらに 𝒃FCと 𝒃last を持つ．
本研究では Transformer言語モデルの予測ヘッド
が単語予測へ与える影響を分析する．今回は分析の
第一歩として，加算という単純な操作で作用するた
めに分析が容易なバイアスパラメータに注目する．

3 実験
予測ヘッド内のバイアスが単語予測に与える影響

を分析する．3.1節ではバイアスがモデルの単語予
測分布を実際の単語頻度分布に近づけるような頻度
補正を行なっていることを明らかにする．3.2節で
はバイアスの頻度補正効果を抑制する簡単な方法で
多様かつ人間に近い文章生成を促せることを示す．
モデル 事前学習済みの BERT-cased [2]と GPT-2

[3] を対象とした．BERT は base と large の 2 種類，
GPT-2は small, medium, large, xlの 4種類を用いた．
データ モデルへ入力するテキストとして GPT-2

の事前学習コーパスである OpenWebText のテスト
セットの一部 5000系列を用いた2）．BERTでは事前
学習の設定に従い，12%3）のトークンを [MASK]に置
換して入力した．GPT-2で文章生成を行う 3.2節で
は計算コストの観点から，5000 系列からランダム
にサンプリングした 100 系列のみを用いた．また
分析時に用いる単語コーパス頻度は，BERTおよび

1） 本稿ではベクトルは横ベクトルとしている．
2） https://github.com/openai/gpt-2-output-dataset で公
開されている webtext.testを用いた．

3） BERTの事前学習では入力系列の 15%が選ばれ，そのうち
80%（全体の 12%）が [MASK]トークンに置換される．
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表 1 コーパス単語頻度分布と各バイアス除去時のモデル単語予測分布の KLダイバージェンス．値が小さいほど両分布が類似していることを表す．
モデル 各バイアス除去時の KLダイバージェンス

除去なし !linear !LN !last

BERT
base 0.20 0.22 0.39 0.23
large 0.21 0.23 0.39 0.23

GPT-2
small 0.14 0.83
medium 0.14 0.34
large 0.14 0.17
xl 0.14 0.17

3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス

が単語予測にどんな影響を与えているか調べる．各
バイアスを除去して出力される単語予測分布を通常
のモデルが出力した単語予測分布と比較する．
結果 BERT (base)でバイアス !LN を除去した際の単語予測分布の変化を図 2 に示す．図の横軸は

コーパスで算出した単語頻度，縦軸はモデルの単語
予測確率の平均値で，それぞれ対数スケールで図示
している．TODO:対数等間隔で平均と標準偏差を
取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
的に予測分布は平坦に近づいた．つまり，バイアス
!LN は高頻度語を予測しやすく，低頻度語を予測しにくくすることで予測分布をコーパス単語頻度分
布に近づける補正を行なっていることがわかった．
GPT-2 (small)のバイアス !LN でも同様の結果が得られた（図 3）．
全てのモデルで各バイアスによる頻度補正を定

量的に観察するため，バイアス除去前後の単語予測
分布それぞれとコーパスから算出した単語頻度分
布（図の Unigram,Uniform）の KLダイバージェン
スを測った（表 1）．どのモデルでもバイアス !LNを除去すると値が大きくなっており，頻度補正が共通
して行われていることがわかった．ただし，モデル
サイズが大きくなるほどその影響は弱まっていた．
BERTにおける !linear および !last も同様の頻度補正を行なっていたが !LN に比べて影響は小さかった．以降では，!LN に絞って分析・検証を行う．パラメータの幾何 中間表現を埋め込み行列
"emb に射影して予測にもたらす影響を分析する試

図 4 GPT-2 (small)においてバイアス !LN を埋め込み行列"emb に射影した結果．

み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，
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み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，

表 1 コーパス単語頻度分布と各バイアス除去時のモデル単語予測分布の KLダイバージェンス．値が小さいほど両分布が類似していることを表す．
モデル 各バイアス除去時の KLダイバージェンス

除去なし !linear !LN !last

BERT
base 0.20 0.22 0.39 0.23
large 0.21 0.23 0.39 0.23

GPT-2
small 0.14 0.83
medium 0.14 0.34
large 0.14 0.17
xl 0.14 0.17

3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス

が単語予測にどんな影響を与えているか調べる．各
バイアスを除去して出力される単語予測分布を通常
のモデルが出力した単語予測分布と比較する．
結果 BERT (base)でバイアス !LN を除去した際の単語予測分布の変化を図 2 に示す．図の横軸は

コーパスで算出した単語頻度，縦軸はモデルの単語
予測確率の平均値で，それぞれ対数スケールで図示
している．TODO:対数等間隔で平均と標準偏差を
取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
的に予測分布は平坦に近づいた．つまり，バイアス
!LN は高頻度語を予測しやすく，低頻度語を予測しにくくすることで予測分布をコーパス単語頻度分
布に近づける補正を行なっていることがわかった．
GPT-2 (small)のバイアス !LN でも同様の結果が得られた（図 3）．
全てのモデルで各バイアスによる頻度補正を定

量的に観察するため，バイアス除去前後の単語予測
分布それぞれとコーパスから算出した単語頻度分
布（図の Unigram,Uniform）の KLダイバージェン
スを測った（表 1）．どのモデルでもバイアス !LNを除去すると値が大きくなっており，頻度補正が共通
して行われていることがわかった．ただし，モデル
サイズが大きくなるほどその影響は弱まっていた．
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み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，

図 3 GPT-2（small）におけるバイアス 𝒃LN除去による単
語予測分布の変化．

GPT-2それぞれの学習コーパスで算出した4）．

3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス
が単語予測に与える影響を調べる．各バイアスを除
去して出力される単語予測分布を通常のモデルが出
力した単語予測分布と比較する．
結果 BERT (base)でバイアス 𝒃LN を除去した際
の単語予測分布の変化を図 2 に示す．図の横軸は
コーパスで算出した実際の単語頻度，縦軸はモデル
の単語予測確率である．コーパス単語頻度側で一定
間隔にビンを分け，各ビンでの単語予測確率の幾何
平均と幾何標準偏差をプロットした．バイアスを除
去したところ，高頻度語（図右側）の予測確率が下
がり，低頻度語（図左側）の予測確率が底上げされ，
結果的に単語予測分布は平坦（図 2 中 Uniform 直
線）に近づいた．言い換えれば，バイアス 𝒃LN は，
高頻度語を予測しやすく低頻度語を予測しにくく
することで，単語予測分布を実際の単語頻度分布
（図 2 中 Unigram 直線）に近づけていることがわ

4） BERT の学習コーパスは Wikipedia と BooksCorpus [13]，
GPT-2 の学習コーパスは OpenWebText である．それぞれ
https://github.com/huggingface/datasetsで一般公開され
ているデータセットを用いて再現し，単語頻度を算出した．
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表 1 各バイアス除去時のモデル単語予測分布とコーパ
ス単語頻度分布の KLダイバージェンス．値が大きいほ
ど，単語予測分布がコーパス単語頻度分布と離れている
ことを表す．𝒃FC と 𝒃bias は BERTにのみ存在する．
モデル 除去なし 𝒃LN 除去 𝒃FC 除去 𝒃last 除去

BERT
base 0.20 0.39 0.22 0.23
large 0.21 0.39 0.23 0.23

GPT-2
small 0.14 0.83 - -
medium 0.14 0.34 - -
large 0.14 0.17 - -
xl 0.14 0.17 - -

かった．この結果は単方向言語モデル（GPT-2）で
も一貫した．GPT-2 (small)の結果を図 3，その他の
結果を付録 Aに示す．
各バイアスによる頻度補正を定量的に観察するた

め，検証した全てのモデルについて，モデルの単語
予測分布とコーパスから算出した実際の単語頻度
分布（Unigram）の KLダイバージェンスを測った
（表 1）．どのモデルでもバイアス 𝒃LN を除去すると
値が大きくなることから，𝒃LN が単語予測分布を実
際の単語頻度分布に近づける頻度補正はモデルによ
らず行われていることがわかった．なお，BERTに
おける 𝒃FC および 𝒃last も同様の頻度補正を行なって
いたが 𝒃LN に比べて影響が小さかったため，これ以
後は 𝒃LN に絞って分析・検証を行う．
考察：層の外で頻度補正する戦略 単語頻度分布

の情報が予測ヘッドにある程度外出しされているこ
とから，各 Transformer 層は頻度情報に表現力を割
かずに頻度以外の意味について処理をおこなう傾向
にあると考えられる．実際，Transformer言語モデル
の層は入力側から順に表層・構造・意味を処理して
いると報告されている [14]．例えば高頻度な名詞で
ある “valley”と低頻度な類義語 “dale”は，品詞理解
の上でも構文解析の上でも大雑把な意味理解の上で
も見分ける必要がなく，頻度情報を一旦考えないの
はむしろ効果的だと考えられる．また，表 1ではモ
デルサイズが大きくなるほどバイアス除去前後の
KLダイバージェンスの変化は小さく，つまり，層
の表現力および次元数が低いモデルほど頻度情報を
予測ヘッドに任せており，これは限られた表現力を
別の種類の言語処理に割いているのだろうという考
察と一貫する．
考察：単語埋込空間における「頻度方向」の存在

Gevaら [15]に倣い，バイアスパラメータ 𝒃LN を埋

コーパス単語頻度

各
単
語
埋
め
込
み
と
の
内
積

図 4 GPT-2 (small)においてバイアス 𝒃LN を埋め込み行
列𝑾emb に射影した結果．

め込み行列 𝑾emb へ直接射影し語彙数 |V| 個のスコ
アを算出することで（𝒃LN𝑾emb ∈ ℝ |V| を観察するこ
とで），バイアスパラメータが単語予測分布に与え
る影響を近似的に確認した．結果，単語頻度と「バ
イアスと単語埋込の内積」との間に比例関係が観察
された（図 4）．バイアスパラメータが高頻度語の予
測を強め低頻度語の予測を弱める役割を持つとい
う本稿の主張を補強する結果と言える．この結果を
幾何的に解釈すると，単語埋込空間（𝑾emb をなす
各単語ベクトルが入っている空間）の特定のわずか
1次元の方向（𝒃LN 方向）に頻度情報がエンコード
されていると言える．これまでも，静的な埋込や系
列変換器などさまざまなモデルで，頻度の近い単語
群が埋込空間上で偏在することが報告されてきた
[16, 17, 18]．Transformer言語モデルでも同様の現象
が起きていると考えられる．

3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を実
際の単語頻度に近づけていることが分かった．本節
では推論時にこのバイアスを制御することで生成さ
れる文章の質を改善できる可能性を示す．
手順 バイアス 𝒃LNを制御した GPT-2で文章生成
し，その品質を評価する．具体的には，新たに係数
𝜆 ∈ [0, 1] を導入し，予測ヘッドの 𝒃LN を 𝜆𝒃LN に置
き換える．𝜆 を 0.1刻みで変化させながら文章を生
成させた．デコーディングには 5種類の方法を用い
た5）が，スペースの都合上，サンプリングに基づく
デコーディングでの結果について述べる．ただし，
本稿での主張は 5種類全てで支持されている．詳細
設定は付録 Bに示す．

5） 貪欲探索，ビーム探索，サンプリング，Top-kサンプリン
グ，Top-pサンプリングの 5種類を用いた．
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表 2 GPT-2のバイアスを制御した際の予測および生成さ
れたテキストの評価．𝜆 = 0, 1と顕著だった 𝜆での結果．
モデル 𝜆

多様性↑ 人間らしさ
𝐷 𝐷1 𝐷2 Mauve↑ Ppl↓

small
1 0.77 0.29 0.82 0.76 19.4

0.5 0.87 0.53 0.96 0.07 27.0
0 0.73 0.44 0.81 0.03 65.9

med.
1 0.78 0.31 0.85 0.77 14.6

0.3 0.88 0.56 0.96 0.25 17.8
0 0.87 0.58 0.95 0.08 21.3

large
1 0.74 0.26 0.77 0.79 12.7

0.7 0.76 0.29 0.80 0.93 12.8
0 0.81 0.41 0.89 0.59 13.6

xl
1 0.74 0.25 0.76 0.90 11.4

0.5 0.78 0.32 0.84 0.94 11.6
0 0.82 0.41 0.90 0.68 12.1

評価 生成された文章は多様性と人間らしさの 2
つの観点で評価する．多様性の評価には Distinct-n
(𝐷𝑛) [19]と N-gram diversity (𝐷) [20]を用いた．これ
らは生成された文章における N-gram重複度を測定
する評価指標であり，以下のように計算される．

𝐷𝑛 =
#ユニークな n-gram

#生成された全ての n-gram
, 𝐷 =

1
4

4∑
𝑛=1

𝐷𝑛 (5)

人間らしさの評価にはMauve [21]を用いた．Mauve
は人間が生成した文集合とモデルが生成した文集合
を文埋込空間上の点群として比較することで，モデ
ルが生成する文の分布が人間と近いかを評価する．
加えて，モデルの単語レベルの予測傾向が人間と近
いかを評価するため Perplexity (Ppl)でも評価した．
結果 表 2に各モデルが生成した文章の評価結果

を示す．どのサイズの GPT-2でもバイアス 𝒃LNを弱
める（𝜆 < 1）ことで，生成される文章の多様性は上
がったが，同時に Pplが悪化し，両者はトレードオ
フの関係にあった．一方で，サイズの大きい 2モデ
ルでは Pplの悪化が微小なのにも関わらず，多様性
およびMauveが改善する 𝜆があった．すなわち，バ
イアス 𝒃LN の補正効果を係数 𝜆で抑制する簡単な操
作が，言語モデルに多様かつ人間に近い文章生成を
促しうることがわかった．ただし，これらの指標の
みから多様な側面を持つ文章品質の全体像を完全に
把握するのは不可能であり，たとえば人手による流
暢性の評価などが今後の展望として残されている．
考察：ロジット補正法との関係 本研究では，

Transformer 言語モデルの出口付近のバイアス 𝒃LN

が単語予測分布を実際の単語頻度分布に近づけてい

ることを明らかにし，また 𝒃LN の効果を抑制する操
作が文章生成の制御・改善につながる可能性を示し
た．この一連の知見は Menonら [22]が提案したロ
ジット補正法と非常に類似している．ロジット補正
とは，クラス不均衡な分類タスクにおいてモデルが
高頻度クラスばかりを予測するよう学習されてしま
う問題をロジットの調整を通じて緩和する技術で
ある．彼らが提案した手法の 1つは，訓練時にはロ
ジットにクラス頻度分布を加算して予測させ，推論
時には加算せず予測させることで，均衡誤差6）の最
小化を目指すものである．本研究の知見と照らし合
わせると，予測ヘッドでの頻度補正バイアス 𝒃LN の
加算はロジットにクラス頻度分布を加算する操作と
一貫しており，推論時にこれを除去することが生成
分布の多様性につながる点も同様である．頻度分布
を外から与えるという工夫を加えていないにも関わ
らず，Transformer言語モデルが暗に均衡誤差の最小
化に近い形で学習されていることは興味深い．

4 関連研究
Transformer 言語モデルの分析のスコープとして
は，1 節でも述べたように Transformer 層が注目を
集めてきた．また，特に位置埋め込みなどモデル
の入り口部分である埋込層にも関心が寄せられて
いる [23, 24]．我々は分析領域を予測ヘッドに広げ，
その機序について新たな発見を提供した．予測ヘッ
ドは層正規化を含むなど表現力が高く複雑な処理が
可能であり（式 2），さらに単語予測に直接作用でき
るため積み重ねた Transformer層の処理の上書きす
ら可能な魅力的な分析対象と言える．

5 おわりに
本稿では，Transformer言語モデルの予測ヘッドを
構成するバイアスが予測の頻度補正を行い，予測分
布をコーパス単語頻度分布に近づけていることを明
らかにした．さらに，このバイアスの効果を抑制し
ながら文章生成させることで，生成される文章の多
様性や自然さを改善できる可能性を示した．一連の
知見は，単語埋込空間における幾何やロジット補正
法との関連など，Transformer言語モデルが持つ性質
について興味深い示唆を提供する．
今後は，OPT [25]などのより巨大な言語モデルで
も分析を行いたい．また，今回は対象外とした予測
ヘッド内の重みパラメータの分析も興味深い．

6） クラス頻度によらず，各クラスを平等に捉えた誤差．
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表 1 コーパス単語頻度分布と各バイアス除去時のモデル単語予測分布の KLダイバージェンス．値が小さいほど両分布が類似していることを表す．
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3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス

が単語予測にどんな影響を与えているか調べる．各
バイアスを除去して出力される単語予測分布を通常
のモデルが出力した単語予測分布と比較する．
結果 BERT (base)でバイアス !LN を除去した際の単語予測分布の変化を図 2 に示す．図の横軸は

コーパスで算出した単語頻度，縦軸はモデルの単語
予測確率の平均値で，それぞれ対数スケールで図示
している．TODO:対数等間隔で平均と標準偏差を
取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
的に予測分布は平坦に近づいた．つまり，バイアス
!LN は高頻度語を予測しやすく，低頻度語を予測しにくくすることで予測分布をコーパス単語頻度分
布に近づける補正を行なっていることがわかった．
GPT-2 (small)のバイアス !LN でも同様の結果が得られた（図 3）．
全てのモデルで各バイアスによる頻度補正を定

量的に観察するため，バイアス除去前後の単語予測
分布それぞれとコーパスから算出した単語頻度分
布（図の Unigram,Uniform）の KLダイバージェン
スを測った（表 1）．どのモデルでもバイアス !LNを除去すると値が大きくなっており，頻度補正が共通
して行われていることがわかった．ただし，モデル
サイズが大きくなるほどその影響は弱まっていた．
BERTにおける !linear および !last も同様の頻度補正を行なっていたが !LN に比べて影響は小さかった．以降では，!LN に絞って分析・検証を行う．パラメータの幾何 中間表現を埋め込み行列
"emb に射影して予測にもたらす影響を分析する試

図 4 GPT-2 (small)においてバイアス !LN を埋め込み行列"emb に射影した結果．

み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
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（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，
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除去なし !linear !LN !last
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base 0.20 0.22 0.39 0.23
large 0.21 0.23 0.39 0.23

GPT-2
small 0.14 0.83
medium 0.14 0.34
large 0.14 0.17
xl 0.14 0.17

3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス

が単語予測にどんな影響を与えているか調べる．各
バイアスを除去して出力される単語予測分布を通常
のモデルが出力した単語予測分布と比較する．
結果 BERT (base)でバイアス !LN を除去した際の単語予測分布の変化を図 2 に示す．図の横軸は

コーパスで算出した単語頻度，縦軸はモデルの単語
予測確率の平均値で，それぞれ対数スケールで図示
している．TODO:対数等間隔で平均と標準偏差を
取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
的に予測分布は平坦に近づいた．つまり，バイアス
!LN は高頻度語を予測しやすく，低頻度語を予測しにくくすることで予測分布をコーパス単語頻度分
布に近づける補正を行なっていることがわかった．
GPT-2 (small)のバイアス !LN でも同様の結果が得られた（図 3）．
全てのモデルで各バイアスによる頻度補正を定

量的に観察するため，バイアス除去前後の単語予測
分布それぞれとコーパスから算出した単語頻度分
布（図の Unigram,Uniform）の KLダイバージェン
スを測った（表 1）．どのモデルでもバイアス !LNを除去すると値が大きくなっており，頻度補正が共通
して行われていることがわかった．ただし，モデル
サイズが大きくなるほどその影響は弱まっていた．
BERTにおける !linear および !last も同様の頻度補正を行なっていたが !LN に比べて影響は小さかった．以降では，!LN に絞って分析・検証を行う．パラメータの幾何 中間表現を埋め込み行列
"emb に射影して予測にもたらす影響を分析する試

図 4 GPT-2 (small)においてバイアス !LN を埋め込み行列"emb に射影した結果．

み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，

図 6 GPT-2 (medium)におけるバイアス 𝒃LN 除去による
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で予測分布に与える影響を観察する．具体的には
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う頻度に関する処理を予測ヘッドにある程度任せ，
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で生成されるテキストの質を改善できる可能性を
示す．
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（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
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取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
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み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
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図 7 GPT-2 (large)におけるバイアス 𝒃LN除去による単語
予測分布の変化．
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た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
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（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，

表 1 コーパス単語頻度分布と各バイアス除去時のモデル単語予測分布の KLダイバージェンス．値が小さいほど両分布が類似していることを表す．
モデル 各バイアス除去時の KLダイバージェンス

除去なし !linear !LN !last

BERT
base 0.20 0.22 0.39 0.23
large 0.21 0.23 0.39 0.23

GPT-2
small 0.14 0.83
medium 0.14 0.34
large 0.14 0.17
xl 0.14 0.17

3.1 バイアスが予測分布へ与える影響
BERTおよび GPT-2の予測ヘッド内の各バイアス

が単語予測にどんな影響を与えているか調べる．各
バイアスを除去して出力される単語予測分布を通常
のモデルが出力した単語予測分布と比較する．
結果 BERT (base)でバイアス !LN を除去した際の単語予測分布の変化を図 2 に示す．図の横軸は

コーパスで算出した単語頻度，縦軸はモデルの単語
予測確率の平均値で，それぞれ対数スケールで図示
している．TODO:対数等間隔で平均と標準偏差を
取ってプロットしてることの説明バイアスを除去し
たところ，高頻度語（図右側）の予測確率が下がり，
低頻度語（図左側）の予測確率が底上げされ，結果
的に予測分布は平坦に近づいた．つまり，バイアス
!LN は高頻度語を予測しやすく，低頻度語を予測しにくくすることで予測分布をコーパス単語頻度分
布に近づける補正を行なっていることがわかった．
GPT-2 (small)のバイアス !LN でも同様の結果が得られた（図 3）．
全てのモデルで各バイアスによる頻度補正を定

量的に観察するため，バイアス除去前後の単語予測
分布それぞれとコーパスから算出した単語頻度分
布（図の Unigram,Uniform）の KLダイバージェン
スを測った（表 1）．どのモデルでもバイアス !LNを除去すると値が大きくなっており，頻度補正が共通
して行われていることがわかった．ただし，モデル
サイズが大きくなるほどその影響は弱まっていた．
BERTにおける !linear および !last も同様の頻度補正を行なっていたが !LN に比べて影響は小さかった．以降では，!LN に絞って分析・検証を行う．パラメータの幾何 中間表現を埋め込み行列
"emb に射影して予測にもたらす影響を分析する試

図 4 GPT-2 (small)においてバイアス !LN を埋め込み行列"emb に射影した結果．

み [10]に倣い，バイアスパラメータ !LNを直接，埋め込み行列 "emb へ射影し，擬似的に語彙数 ! の
スコア（softmaxはかけていない）を算出すること
で予測分布に与える影響を観察する．具体的には
!LN"emb ∈ ℝ! を観察する．これまでの観察通り，
確かに高頻度語との内積が大きくなるようなバイア
ス !LN が中間表現に加算されていることが確認された（図 4）．Transformer言語モデルは，べき分布に従
う頻度に関する処理を予測ヘッドにある程度任せ，
層部分ではより扱いやすい一様分布に近い世界で意
味などを考慮しながら隠れ表現の更新を行なってい
ることが示唆される．
3.2 バイアスが文章生成に与える影響
前節では予測ヘッド内のバイアスが単語予測を単
語頻度に近づけるよう補正していることが分かっ
た．本節では推論時にこのバイアスを制御すること
で生成されるテキストの質を改善できる可能性を
示す．
手順 バイアス !LNを制御しながら GPT-2にテキ
スト生成させ，生成されたテキストを評価する．具
体的には，新たに係数 " ∈ ℝを導入し，予測ヘッド
の !LN を "!LN に置き換える．" を変化させること
で !LN の補正効果を制御しながらテキストを生成させる．テキスト生成時のデコーディング手法には
（1）貪欲探索，（2）ビーム探索，（3）サンプリング，
（4）Top-kサンプリング，（5）Top-pサンプリングの
5種類を用いた．詳細設定は付録 Bに示す．
評価 生成されたテキストは自然さと多様性
の 2 つの観点で評価する．自然さの評価には
MAUVE[11] を用いた．MAUVE は人間が生成した
テキストとモデルが生成したテキストを受け取り，

図 8 GPT-2 (xl)におけるバイアス 𝒃LN 除去による単語予
測分布の変化．
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図 9 BERT (base)においてバイアス 𝒃LN を埋め込み行列
𝑾emb に射影した結果．
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