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1 はじめに

科学技術論文では，物質名や種名などの専門用語が
等位接続詞を用いて並列的に記述されている場合があ
る．並列構造を持つ専門用語では，例えば‘Amorfrutins

A and B’の‘ B’のように，2つ目の用語の前半が省
略され、後半部分のみが並列になっている．従来の固
有表現抽出器では，このような構造を持つ専門用語に
対して認識が困難になる問題が生じる．
専門用語などの名詞句の並列構造の範囲を同定する
タスクとして，並列構造解析がある．近年の並列構造
解析では，Ficlerら [1]や寺西ら [2]のニューラルネッ
トワークを用いた手法により，高い解析性能を獲得し
ている．しかし，並列構造のアノテーションが付与さ
れているデータセットが必要になるため，学習面での
コストがかかる．また，専門用語の抽出の際に固有表
現抽出器と組み合わせる可能性を考えると，より簡便
な解析手法が望まれる．自然言語処理ツールの一つで
ある Stanford CoreNLP1 (CoreNLP)では句構造解析
から並列構造の範囲を予測できるが，名詞句の並列に
対して実際よりも広めに範囲を予測する傾向がある．
本研究では，並列句の意味的な類似性に着目し，動
的計画法によるマッチングを用いる手法で並列句の範
囲同定を行う．黒橋ら [3]は，ルールによって付与さ
れたスコアが最大になる範囲を並列句の範囲と予測し
ているが，本稿では単語分散表現による類似度を利用
する簡便な手法の有効性を確認する．提案手法では，
学習済みの言語モデルから等位接続詞の前後にある各
単語間の類似度を算出し，動的計画法を用いて類似度
の和が最大になる範囲を並列構造の範囲として出力す
る．筆者らのデータセットを対象とした評価実験にお
いて，提案手法が CoreNLPより高い精度を得たこと
を示す．

1https://stanfordnlp.github.io/CoreNLP/

2 関連研究

これまでの並列構造解析の研究では，並列句の類似
性に基づいた手法が数多く提案されてきた．昨今では
ニューラルネットワークを用いたモデルが評価データ
セットにおいて高い性能を示している．Ficlerら [1]の
手法では，外部の構文解析器から抽出した並列句候補
を分散表現として，並列句同士のユークリッド距離が
近くなるように学習する．寺西ら [2]は並列句の内側
と外側の境界を学習し，3つ以上の並列句や入れ子に
なっている並列構造に対しても同時に解析可能な手法
を提案している，これらの手法は並列構造がアノテー
ションされたデータセットが必要となる．専門用語抽
出では，固有表現抽出器と組み合わせる可能性がある
ため，同じデータに対して固有表現と並列構造のアノ
テーションを付与する必要があり，学習面でのコスト
がかかる．
ニューラルネットによる手法以前では，動的計画法
を用いて類似度の和の最大値を求め，並列句の範囲を
予測する手法が提案されている．黒橋ら [3]は，品詞
や文字タイプの一致などの文節単位のルールに基づい
て経路にスコアを付与する．新保ら [4]は，系列アラ
イメントのエッジ，接辞などの形態情報，品詞などを
素性としている．原ら [5] は新保らの手法を拡張し，
入れ子状になった並列構造に対して，個々の並列構造
の類似度の和から範囲の予測を行っている．
本研究では，これらの動的計画法を用いた手法に基
づき，学習済み言語モデルの単語分散表現を用いて並
列句の類似度を求める．近年では BERT [6]や ELMo

[7]などの言語モデルに，科学技術論文の単語を学習
させたモデルが公開されている．これらの言語モデル
から専門用語などの単語同士の類似度が計算できるた
め，並列句の類似度をより容易に求められる可能性が
ある．並列構造を持つ専門用語は名詞または名詞句で
あるため，本稿では名詞句における並列構造の範囲同
定のみに焦点を当て，並列構造のアノテーションが付
与された学習データセットを必要としない簡便な予測
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モデルの構築を目指す．

3 提案手法

本研究で行う解析内容の概要を図１に示す．始めに，
並列句の範囲の候補をルールベースで抽出し (1)，抽
出した範囲で等位接続詞の前後の語系列で類似度テー
ブルを作成する (2)．類似度テーブルから類似度の和
の最大値を動的計画法を用いて求め (3)，並列句の範
囲として出力する (4)．

the naturally occurring taiwaniaquinones A ( 4 )
F 0.306 0.220 0.217 0.392 0.615 0.350 0.360 0.385
( 0.335 0.210 0.268 0.333 0.368 0.644 0.373 0.367
5 0.197 0.141 0.140 0.228 0.380 0.278 0.742 0.374
) 0.199 0.148 0.210 0.365 0.336 0.315 0.369 0.706

the naturally … A ( 4 )
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in all three cell lines 

more effective than the naturally occurring taiwaniaquinones [ A  ( 4 ) ] and [ F ( 5 ) ] 
in all three cell lines 
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図 1: 提案手法の過程

3.1 並列句の候補の抽出

並列構造の範囲の上限をルールベースで抽出する．
以下の 3つのルールに従い，いずれかのルールを満たす
前後の語系列をそれぞれ等位接続詞から後ろ向き，前
向きに見て分割を行う．なお，3つ目のルールは，‘(HT-

29 and T84)’などの丸括弧内にある並列構造を抽出す
るために適用する．実際に図１の (1)では前置詞の出
現に従い，‘ the naturally occurring taiwaniaquinones

A ( 4 )’と‘ F ( 5 )’が上限の範囲として抽出されて
いる．

• 前置詞が 1回出現

• 動詞が 2回出現

• 前の系列で‘ (’，後の系列で‘ )’が先に出現

3.2 類似度テーブルの作成

次に，前後の単語系列に含まれる各単語同士の類似
度を求め，類似度の和が最大となる範囲を並列構造の
範囲として出力する．本手法では，学習済み言語モデ
ルから得られる分散表現を用いて，コサイン類似度か

ら単語間の類似度を算出する．前後の全単語の組み合
わせで類似度を計算し，類似度テーブルを作成する．

3.3 動的計画法による範囲同定

この類似度テーブルから Viterbiアルゴリズムを用
いて，類似度の和の最大値を得る経路を求める．ここ
で，単語の対応関係を示す経路を選択する際，横方向
および縦方向にはペナルティとして任意の負の値を付
与する．これは抽出された前後の語系列から，同じ長
さの並列句を取りやすくするためである．また，抽出
された語系列から最適な類似度の和を求めるため，前
の語系列 wi:N (1 ≤ i ≤ N)の N 通りの組み合わせで
類似度テーブルを作成し，類似度の和の最大値をそれ
ぞれ求める．そのため，これらの和を対して各テーブ
ルの前の語系列の長さNα(αは 0 ≤α ≤ 1の任意の
パラメータ)で正規化し，最大となったテーブルの範
囲を並列句として出力する．
また，名詞句の並列構造の他にも，文や動詞句など
の並列句が出現するため，名詞句以外の並列構造に対
してルールで誤って出力される可能性がある．このよ
うな並列句はルールによって部分的に抽出されるため，
語系列の類似度は低くなると考えられる．そこで，こ
れらの語系列は類似度の和が低くなると仮定し，0か
ら 1の任意の閾値を上回る類似度を持つ範囲のみを名
詞句の並列構造として出力する．

4 実験

4.1 評価方法

本稿では，天然物化学に関する研究の論文誌である
Journal of Natural Products(JNP)を評価データセッ
トとして用いる．951件のアブストラクト全 3,398文
から，等位接続詞‘ and’を含む文をランダムに 100件
サンプリングし，人手でアノテーションを行い，評価
データセットを作成した．100文のうち並列句は 158

件，そのうち 122件が名詞句による並列句となる．な
お，入れ子になっている並列構造も評価対象とし，3

つ以上の名詞句からなる並列構造に関しては，等位接
続詞に隣接する名詞句のみを正解としてアノテーショ
ンを付与している．
専門用語の抽出を目的としているため，名詞句にお
ける並列構造を適合率・再現率・F値で評価する．名
詞句として出力され，前後の並列句の両方の範囲が一
致した事例を正解とし，いずれかの並列句が誤った範
囲で予測されていれば不正解とする．また，36件の名
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詞句以外の並列構造が正しく除去されているかについ
て，全ての並列句での一致率から評価する．この評価
では，名詞句の範囲の一致と共に，名詞句以外の並列
構造に対して何も出力されなかった場合を正解，いず
れかの単語が出力された場合を不正解とする．これを
全並列句 158件で行い，正解数の割合を計算する．

4.2 ベースライン

比較するモデルに関しては CoreNLPをベースライ
ンとし，類似度算出で使用する言語モデルは SciBERT

[8]，ELMo [7]を用いて精度の検証を行う．まずベース
ラインの CoreNLPでは，等位接続詞の前後にある名
詞または名詞句，数詞，代名詞を抽出し，名詞句の並列
構造として出力する．SciBERTは Semantic Scholar

の約 114万件の論文のフルテキストで BERT [6]を学
習したモデルで，ELMoは PubMedを用いて学習し
たモデルを使用する．また，SciBERTでは最終層で
出力される分散表現 (N=12)に加え，Embeddingの
層にあるサブワード の分散表現 (N=0)も比較対象と
する．物質名など複数のサブワードで構成される単語
は，サブワードベクトルを平均して単語ベクトルを生
成する．
上記のモデルに加え，ルールによる系列分割の有効
性を検証するため，CoreNLPと ELMoを組み合わせ
たモデルを作成する．このモデルではルールの代わり
に CoreNLPからベースラインと同様の方法で並列構
造の範囲上限を定め，その後 ELMoで範囲を絞り込
む．各モデルのペナルティ，正規化のパラメータ，閾
値を表１に示す．ベースライン以外の各モデルは，評
価データセットで最も良い結果を得た設定を用いて評
価する．

Penalty Norm Threshold

SciBERT(N=0) -0.4 0.7 0.1

SciBERT(N=12) -0.2 0.9 0.6

ELMo -0.1 0.9 0.45

CoreNLP+ELMo 0.0 0.3 0.4

表 1: 各モデルのペナルティ，正規化のパラメータお
よび閾値の設定

4.3 実験結果

各モデルの評価を表２に示す．NPは名詞句，Allは
全並列句による一致の割合を表す．名詞句の一致の評
価においては，ELMo を使用したモデルが最も高い

NP All

P R F Acc

CoreNLP 0.521 0.496 0.508 0.576

SciBERT(N=0) 0.584 0.664 0.621 0.608

SciBERT(N=12) 0.506 0.301 0.421 0.399

ELMo 0.680 0.713 0.696 0.639

CoreNLP+ELMo 0.675 0.631 0.652 0.703

表 2: JNPでの比較

性能を示しており，ELMoの双方向 LSTMを用いて
文脈を考慮させた単語ベクトルが，同一文内の単語
マッチングにおいて有用であると考えられる．また，
SciBERTを用いたモデルではEmbeddingの層を用い
たモデルがベースラインより高い性能を示したのに対
し，最終層はベースラインを下回る性能を示している．
最終層の出力では，入力文中の単語同士で比較した時，
本来類似する単語同士が位置によって類似度が低くな
り，他の単語との類似度より下回る傾向があった．そ
のため，SciBERTを用いたモデルでは，文脈を考慮
しないサブワードの分散表現を用いた方が単語のマッ
チングでは有用であると考えられる．
全ての並列句を対象とした場合，CoreNLPとELMo

を組み合わせたモデルがルールを用いたELMoのモデ
ルより 0.06ポイント高い一致率を示している．これは，
CoreNLPでは名詞句による並列句のみを抽出している
のに対して，形容詞句，動詞句などの名詞句以外の並
列構造がルールによって抽出されたためだと考えられ
る．実際に (‘hyperglycemic’,‘antihyperglycemic’)
など，類似性の高い形容詞の並列構造が，名詞句とし
て予測されているなどの誤りが生じている．そのた
め，全体の一致率に関しては現状 CoreNLPと組み合
わせた方が高い性能を示しているが，ルールベースで
はCoreNLPより 0.08ポイント高い再現率を示してい
ることから，今後提案モデルで予測した範囲に対して
句の識別を行うことで，全並列句の一致率，名詞句の
適合率が向上する可能性がある．
次に，ルールを用いたELMoのモデルにおける，各
閾値での一致率の推移を図 2に示す．0.0から 0.45へ
の閾値の増加にかけて，一致率も増加していること
が分かる．閾値を設けない場合の一致率は 0.56であ
り，0.08 ポイントの性能の向上が確認できる．実際
に，(‘ elucidated on the basis of spectroscopic data

analysis’,‘ compared with the literature’)のような
文や一部の動詞句による並列構造は閾値によって除外
されている．
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図 2: ELMoの一致率の推移．横軸は閾値，縦軸は全
並列句の一致率を示す

4.4 今後の課題

Viterbiアルゴリズムによる単語マッチングの手法
では，並列句の長さが前後で異なる場合に予測が困難
になる．基本的に前後で語系列が同じ長さになる場合
では，並列構造の範囲を比較的容易に予測できる. し
かし，これらの範囲が異なる場合では，ペナルティや
正規化のパラメータによって前後の範囲が同じ範囲と
して予測される傾向があった．特に前の範囲が 2単語
以上，後ろの範囲が 1単語の場合はペナルティ，逆の
場合は正規化のパラメータの値に影響を受けやすくな
る．評価データセットで生じた実際の誤りの例を図３
に示す．

図 3: ELMoモデルでの失敗例.鉤括弧が正解の範囲，
下線部がモデルで予測された範囲を表す

この例では，(‘ arthritis ’,‘ inflammatory　 dis-

eases’)の並列句が (‘ arthritis’,‘ inflammatory’)と
誤って出力されている．各単語同士のコサイン類似度
は‘ arthritis’と‘ inflammatory’で 0.52，‘ arthritis’と
‘ diseases’で 0.54と後者の方が高いが，類似度の差が
ペナルティよりも小さいため，1対 1の並列句として
予測されている．これらの単語は意味的には類似して
いるが，それぞれ名詞，形容詞と品詞が異なる．その
ため，単語の分散表現の他に品詞の分散表現を加える
ことで，類似度を下げられる可能性がある．
また，並列構造が広範囲に及ぶ場合に，現行のルー
ルでは実際の範囲よりも狭く抽出されやすい．これら

の点を踏まえ，動的計画法を用いず，広範囲の並列構
造に対しても頑健なマッチングの手法が必要と考えら
れる．

5 おわりに

本稿では，並列構造を持つ専門用語の抽出のための
簡便な名詞句の並列構造解析の手法を提案した．学習
済みの言語モデルのみを用いて動的計画法から類似度
の和の最大値を求め，対象となる前後の系列を名詞句
の範囲として出力する．JNPによる実験の結果，ベー
スラインである CoreNLPを上回る精度を示し，名詞
句に限定すれば容易に並列句の範囲同定が可能である
ことを示した．今後は，提案手法の性能向上を目指す
と共に，‘ and’以外の等位接続詞，3つ組の並列構造
も対象にした解析方法の提案を目指す．また固有表現
抽出器と提案手法を組み合わせ，並列構造を持つ専門
用語抽出の応用に取り組む．
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