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1 はじめに
タスク指向型対話システムのモジュールである対話

状態推定の精度を向上するため，The Dialog State

Tracking Challenges (DSTCs)というシェアードタス

クが過去５年に渡り開催されている [14, 13]．これま

での研究では，特に機械学習による識別的アプローチ

が高い精度を達成している [3]．DSTC5では畳み込み

ニューラルネットワーク（CNN）による推定器の精度

が最も高かった [11]．この推定器では単語埋め込み表

現であるWord2Vec [9]を入力特徴量として用いてい

る．ただし，推定する状態の数に対して学習に使用で

きるラベル付きデータの量が限られているため，精度

の向上が難しいという問題がある．また，入力となる

発話に含まれる情報は限られることから，単純な特徴

ベクトルの作り方では予測に必要な特徴を得ることが

難しい．

このようにデータが限られている場合，外部の知識

ベースをシステムの知識として用いることで，情報の

欠落を補うことができる．近年ではWeb上で不特定

多数が編集可能な知識ベースを構築するプロジェクト

が存在し，このような知識ベースを利用することが可

能である [2, 12]．対話システムでも，こうした外部の

知識情報としてWebで収集した知識ベースが用いら

れている [8]．このように知識を用いることで元にな

る入力特徴から関連のある情報を推論し，付加して用

いることが可能になる．

本研究では，外部の知識ベースを用いて入力発話か

らより多くの情報を抽出するために，知識グラフ上で

の推論による特徴量ベクトル構築を提案する．この特徴

量ベクトルを全結合ニューラルネットワーク（FCNN）

の入力として対話状態推定に用いた結果，既存研究の

最も良い手法である CNNベースの推定器に近い精度

が確認された．また，提案手法を CNNベースの推定

器とアンサンブルすることで，Dialog State Tracking

Challenge 4 (DSTC4)) [5] において最高精度を実現

した．

2 対話状態推定
2.1 DSTC4

本研究では人間同士の旅行対話を扱っている DSTC4

での対話状態推定を行った．DSTC4では副対話ごと

にトピック（５種類）が与えられており，この副対話

ごとに対話状態推定をする．DSTC4のコーパスは３

人のガイドと３５人の旅行者の対話をスカイプによっ

て収録したものである．それぞれの対話は人手によ

り書き起こしがされ，副対話ごとにアノテーションが

付与されている．コーパスのサイズは対話数が 35対

話，発話数が 20,641発話である．対話状態のアノテー

ションは副対話内の会話で取り上げられている内容を

Slot-Valueの組で付与されている．例えば，トピック

が”Accommodation”であるとき，宿泊施設の種類で

ある Slotの”TYPE”に対して”Hotel”や”Hostel”な

どのValueを取りうる．この Slot-Valueの組み合わせ

は 5,608組ある．DSTC4では副対話の書き起こし済

みの各発話に対して状態推定を行う．この際，対話履

歴を用いてもよい．

2.2 CNNによる対話状態推定

タスク指向型対話における対話状態推定タスクを扱っ

た最新のチャレンジであるDSTC5で最も精度の高い

識別器が CNNである．図 1のように，CNNでは発

話を１つの行列として入力する．各行は各単語の固定

長の単語埋め込みベクトルであり，発話内で観測され

た単語順で構成されている．これまでに提案されてき

た発話内の語順を考慮したモデル [15]と同様に，この

モデルでは密な単語ベクトル表現により語順に由来す

る意味的特徴量の利用を可能にしている [6]．
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図 1: CNNモデルの概要図．
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図 2: IKG-FCNNモデルの概要図．

2.3 外部知識上の推論による対話状態推定

DBpedia [1]やWikidata [12]のような大規模な知識

ベースがWeb上で構築され，日々更新されている．こ

のような知識ベースをグラフ表現により変換し，マル

コフ確立場によって推論を行うことでユーザの状態を

推定する研究が存在する [8]．この方法では発話内で

未観測である情報（単語・名詞等）を，外部知識ベー

スを用いて推論することで対話状態推定に利用できる

ようにしている．また，我々の以前の研究ではこうし

た知識グラフ上での推論を用いて，発話文のみから取

得することが難しい対話状態推定に有効な情報を特徴

量として得る方法を提案している [10]．具体的には，

外部の知識としてWikidataを用い，ラベル伝搬法 [4]

により推論することで，より有効な情報を含んだ特徴

量ベクトルを生成している．

3 知識ベース上の推論による特徴ベクトル
を用いたニューラルネットワークベース
の対話状態推定

ユーザ発話では未観測の単語を推論により外部知識

ベース上から見つけることで，より多くの意味的情報

をもつ特徴量ベクトルを構築する．この特徴量ベクト

ルを識別モデルである対話状態推定器の入力とするこ

とで，モデルの学習を行う．本節では，この特徴量ベ

クトルの構築方法と，対話状態推定器への適用につい

て述べる．図 2は提案法の概要図である．

3.1 知識ベース上の推論

知識ベース上の特徴量ベクトルの推論では，知識ベー

スから構築された知識グラフ上の観測ノードから，素

性に加わるべき未観測ノードを予測する．ここで予測
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図 3: 推論した知識グラフの例．

されたノードの組み合わせを各発話の内容を表現した

ベクトルとする．

知識グラフは外部知識ベースであるWikidataを元

に構築している．Wikidataから知識グラフへの変換で

は，データセットで観測した単語のうちWikidata内

のエンティティとして存在するものをシードノードと

する．また，シードノードとWikidata内で関係性の

あるエンティティをグラフにおけるノードとして追加

する．この際，1-hop先のノードまで利用した．ここ

までに得られた全てのエンティティ同士の関係を調べ，

関係性が付与されていれば，それらのエンティティに

相当するノードをエッジで繋げる．

このように構築した知識グラフ上でラベル伝搬法に

より発話文内で未観測のノードが発話から得られた情

報に近いかを推論する．ラベル伝搬法は観測ノードの

ラベルから未観測ノードのラベルを推定するため，発

話文では未観測であったノードのうち，グラフ上で近

いものを観測されたノードと同じクラスとして推論す

ることができる．未観測ノードのラベルは観測ノード

に近いほど高い値を取り，遠いほど低い値を取る．図 3

は”Singapore”と”Malaysia”が観測語として与えられ

た時にラベル伝搬法を適用した結果であり，各ノード

の左の値が入力値で右の値が予測値である．ラベル伝

搬法では以下の目的関数を最小化する．

J(f) =

n∑
i=1

(yi − fi)
2 + λ

∑
i<j

wi,j(fi + fj)
2, (1)

ここで yは入力値であり，f が予測値（出力値）で

ある．wij はノード iとノード j のエッジの重みであ

り，λは第一項と第二項のバランスをとる係数となる．

予測したベクトル f を，

f = y(I+ λL)−1 (2)

のラプラシアン行列を用いた変形から求めることがで

きる．また，ラベル伝搬法で対話履歴を考慮するため
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に割引率として γを定義した．この割引率を掛けた前

発話の入力値と，現在の入力発話ベクトルとの和を取

ることで，対話履歴を考慮した入力ベクトルとする．

このように構築したベクトルの次元数が 51,548次元

となった．このままでは計算効率が低下するため，本

研究では主成分分析（PCA）による次元圧縮をおこ

なった．この次元圧縮では累積寄与率を 1に保つよう

制約し，結果として対話状態推定器の入力は 2,500次

元に圧縮された．

3.2 知識グラフ特徴量ベクトルと全結合ニューラル

ネットワーク

提案する特徴量ベクトルは推論により多くの情報量を

含む．ただし，この特徴量ベクトルは語順を考慮して

おらず，既存の最も精度の高い推定器である CNNを

用いた枠組みのように語順を考慮したモデルに適用で

きない．そのため，提案した特徴量ベクトルを入力と

する対話状態推定器には全結合ニューラルネットワー

クを用いる．これは図 2で示したように３層のニュー

ラルネットから構成され，入力層と中間層の次元数は

圧縮した特徴量ベクトルの次元数と同じになる．本稿

ではこのモデルを IKG-FCNNと呼ぶ．

3.3 IKG-FCNNとCNNのアンサンブル

提案した特徴量ベクトルを用いた対話状態推定器は

より多くの情報量を持つが，語順を考慮していない．

この欠点を補うため，提案する IKG-FCNNと既存の

CNNのアンサンブルによるモデルを構築した．アン

サンブルの手法に応じて，１つ目を Ensemble-1，も

う一方をEnsemble-2とする．Ensemble-1では２つの

モデルの線形補間をする．

yensemble1 = yfcnn × wfcnn + ycnn × wcnn (3)

式 (3)では 0 ≤ wfcnn, wcnn ≤ 1かつ wfcnn+wcnn =

1 である．Ensemble-2 は各モデルの特徴量を用い，

IKG-FCNNとCNNの中間層を直接結合した．具体的

には IKG-FCNNの中間層（hfcnn）と CNNのmax-

pooling後の特徴量ベクトル ĉcnn+ bをRectified Lin-

ear Unit (ReLU)活性化して結合した．

hensemble2 = hfcnn ⊗ReLU(ĉcnn + b), (4)

⊗ はネットワークの連結である．式 (4) で得られた

hensemble2 から出力層を全結合層で繋ぎ，シグモイド

関数により出力 yensemble2 を得る．

yensemble2 = σ(hensemble2 ∗ w + b). (5)

全てのモデルはAdam optimizerで学習した．また，

モデルの中間層では活性化関数として ReLU を使用

し，出力層の誤差はシグモイド交差エントロピーを

用いた．出力層では全ての Slot-Value の推定をおこ

なうため，出力層にシグモイド関数を用いた．また，

バッチ正規化とドロップアウトを中間層とモデルの辺

に適用した．この結果，最終的に各モデルでは出力層

からシグモイドによる各 Slot-Value の確率が得られ

る．ただし，出力層では現在の発話のトピックに関連

しない Slot-Valueも推定するため，各トピックで必要

な Slot-Value を参照するようにフィルタリングを加

えた．

4 実験
DSTC4のデータセットにより評価を行う．DSTC4で

は Accuracyと F-measureの２つ評価指標が用いられ

ている．Accuracyは副対話区間終了時点におけるフ

レームの完全一致率であり，Slot-Valueの組が完全に

一致していることを要求する．一方，F-measureは各

Slot-Valueの組の一致を precisionと recallの調和平

均で計算したものである．

本実験では４つのモデル（IKG-FCNN，CNN，

Ensemble-1，Ensemble-2）による対話状態推定の精

度の比較をおこなう．これらのハイパーパラメータは

開発セットを用いて以下の通りに決定した．FCNNは

Adamの αが 0.000025，バッチサイズが 40，出力層

のシグモイドにおける閾値が 0.2とした．CNNでは

Adamの αが 0.00005，重み減衰率が 0.000001，フィ

ルタ幅が 1，出力チャンネル数が 1500，バッチサイ

ズが 50，出力層の閾値が 0.2とした．Ensemble-1で

は各モデルの重みが 0.5，出力層の閾値が 0.2とした．

Ensemble-2ではAdamのαが 0.00005，重み減衰率が

0.000001，フィルタ幅が 1，出力チャンネル数が 500，

バッチサイズが 50，出力層の閾値が 0.3 とした．く

わえて DSTC4 で機械学習による最も高い精度を達

成した対話状態推定器 (MSIIP)を比較のため併記す

る [7]．表 1が各モデルのAccuracy，precision，recall，

F-measureの結果を示している．

Ensemble-1のF-measureが IKG-FCNNより 2.8%，

MSIIPより 1.6%ほど高く，最高値を実現した．このモ

デルは precision，recall共に IKG-FCNNと CNNを

上回っており，それぞれの良い点を上手く学習するこ

とができていると考えられる．一方で，Ensemble-2の

F-measureは IKG-FCNNから上がっておらず，CNN

の結果を受けて IKG-FCNNより precisionが高くなっ

たのに対して，recallが下がってしまったと考えられる．

表 2は，Transcriptionの発話文に対して各モデルが

実際に推定した対話状態の例である．この例では各アン
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IKG-FFNN CNN Ensemble-1 Ensemble-2 MIISP

Accuracy 0.0445 0.0322 0.0578 0.0540 0.0697

Precision 0.3766 0.4339 0.5167 0.4690 0.4634
Recall 0.3102 0.2816 0.3307 0.3086 0.3335

F-measure 0.3758 0.3415 0.4033 0.3723 0.3878

表 1: 実験結果の比較表．

Transcription Gold Standard IKG-FCNN CNN Ensemble-1 Ensemble-2

also for certain
rides in the

Universal Studio,
there’s a height

limit.

PLACE:
’Universal
Studios

Singapore’
ACTIVITY:
’Amusement

ride’
INFO:

’Restriction’

PLACE:
’Universal
Studios

Singapore’

PLACE:
’Universal
Studios

Singapore’

PLACE:
’Universal
Studios

Singapore’
ACTIVITY:
’Amusement

ride’
INFO:

’Restriction’

PLACE:
’Universal
Studios

Singapore’
ACTIVITY:
’Amusement

ride’
INFO:

’Restriction’

表 2: Utterance-id 566 in Dialog #21の対話状態フレーム．

サンブルモデルがいずれも正解のフレームと完全一致

しており，元となった IKG-FCNNやCNN単体では推

定できていないSlot-Valueが存在した (ACTIVITY，

INFO)．この結果からもアンサンブルモデルでは各モ

デルを合わせることで相乗効果があったと推定できる．

5 まとめ
本研究では知識グラフ上の推論により発話文そのもの

からは抽出が難しい特徴量の抽出を行い，この特徴量

ベクトルを用いてニューラルネットワークによる対話

状態推定を行った．また，この推定器と CNNベース

の推定器をアンサンブルする方法も提案した．その結

果，線形補間によるアンサンブルモデルが，その他の

提案したモデルやDSTC4における機械学習による最

高精度の推定器の結果を上回った．ただし，提案した

IKG-FCNNでは元の発話内の語順の系列情報を考慮

していないため，このような系列情報を扱えるように

することが今後の課題である．
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