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1 はじめに

自然言語処理の多くのタスクで教師付きの機械学習
手法が利用されるが、そこには領域適応の問題が存在
する [1] [2]。領域適応の問題とは、学習の際に訓練
データとして利用するソースデータの領域と、学習に
より得られた分類器を適用する先のターゲットデータ
の領域が異なる問題であり、近年活発に研究が行われ
ている。
一般に、領域適応の手法は事例ベースの手法と素性

ベースの手法に分けられる [3]。事例ベースの手法と
は訓練事例に重みをつけて学習する手法であり、共変
量シフト下の学習が代表的研究である [4]。共変量シフ
トとはPS(x) ̸= PT (x)であるが、PS(y|x) = PT (y|x)
という仮定である。共変量シフト下の学習は期待損失
最小化から確率密度比 PT (x)/PS(x)を重みとした損
失ベースの学習に帰着される。一方、素性ベースの手
法とはソース領域の素性空間とターゲット領域の素性
空間を共通の素性空間に写影する手法である。概略、
領域間の違いを減少させ、本来の領域の重要な性質を
保持するような次元縮約法となる。Blitzerはソース
領域とターゲット領域の両方に頻出する素性を Pivot

Featuresと呼び、それを使って Structural Correspon-

dence Learning (SCL)と呼ばれる次元縮約法を提案し
た [5]。Panはソース領域を写影した空間とターゲット
領域を写影した空間との距離を Maximum Mean Dis-

crepancy (MMD)によって評価し、これを最小にする
ような MMD Embedding (MMDE)と呼ばれる変換法
を提案した [6]。さらに Sinnoは MMDE を改良した
Transfer Component Analysis (TCA)と呼ばれる手法を
提案した [7]。また素性に重みをつけて学習させる手
法も、素性ベースの手法の一種である。Dauḿeは簡易
な素性の重み付け手法 [8] を提案した。そこではソー
ス領域の訓練データのベクトル xsを (xs, xs,0)と連
結した 3倍の長さのベクトルに直し，ターゲット領域
の訓練データのベクトル xt を (0, xt, xt)と連結した

3倍の長さのベクトルに直す．この 3倍にしたベクト
ルを用いて，通常の分類問題として解く．この手法は
ソース領域とターゲット領域に共通している素性が重
なることで，共通している素性に重みをつけている形
になる。
一方、領域適応の問題は、訓練データのスパース性

の問題とも見なせる。このため、Self-Training、半教師
付き学習 [9]あるいは能動学習も領域適応 [10][11]に利
用できる。特に Self-Trainingはターゲット領域のデー
タにラベル付けを必要としない教師なし領域適応が可
能であるため有用性が高い。ここでは Self-Trainingを
利用する。

Chenは、領域適応に Self-Trainingを利用する際に、
領域間の違いを考慮して素性に重みをつけることで
学習の効果を高める手法を提案した [12]。本論文では
Chenが提案した重み付け手法を改良した新たな重み
付け手法を提案する。提案した重み付け手法による
Self-Trainingを利用することで領域適応の問題を解決
する。
実験では 20 Newsgroups data set1から 6つのカテゴ

リの文書群を取り出し、文書分類の領域適応を行った。

2 重み付けSelf-training手法

2.1 Self-training

Self-Trainingは、ターゲット領域のデータにラベル
付けを必要としない教師なし領域適応の手法として利
用できる。今、ラベル付きのデータを L、ラベルなし
データをU とする。初期の状態では、Lはソース領域
のラベル付きデータであり、U はターゲット領域のラ
ベルなしデータである。

Self-Trainingの各ステップでは、現在の訓練データ
Lから分類器 hが学習され、それをラベルなしデータ
U に適用する。このとき U の各データにラベルに対

1http://qwone.com/˜jason/20Newsgroups/
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する確信度を与える。確信度が高い上位 c個のデータ
に、hによって識別されたラベルを付与し、c個のデー
タを Lに追加する。このステップを U が空になるか、
全てのデータの確信度がある閾値以下になったときに
終了する。

Self-Trainingは確信度の与え方と cの設定が必要で
ある。ここでは学習アルゴリズムとして SVMを利用
する。SVMにより得られた分離超平面までの距離に
よって確信度を与える。また c = 10とする。

2.2 従来手法

素性への重みとして、Chenは素性とクラスラベル
との相関係数を利用した [12]。
データ xの素性 f の値を xf、データ xのクラスを

yx とする。ソース領域のラベル付きデータに対して
xf と yxの相関係数を ρS(xf , yx)とおく。ターゲット
領域のデータ xについては、そのクラスが不明であ
るが、その時点の分類器で識別されたクラス y′

x を代
用することで、xf と y′

xの相関係数 ρT (xf , y′
x)が得ら

れる。
そして素性 f の重み係数 w(f)を以下で定義する。

w(f) =
1 + ρS(xf , yx)ρT (xf , y′

x)
2

(1)

w(f)を利用して、xf は以下のように更新される。

xf ← xf + γnw(f)

ここで nは Self-Trainingのステップ数を表し、γn は
γn → 0を満たす。具体的にここでは γnを以下で定義
した。

γn = 0.01 · N − n

N

ここで N は Self-Trainingのステップ数の最大値であ
る。
また各素性 f に対して xf を更新した後に xの大き

さを 1に正規化する。

2.3 提案手法

本論文ではクラス分布に対する素性の重みの分布を
利用した新たな重み付け法を提案する。この重みは、
ソース領域とターゲット領域の両領域において、ある
素性が同じような使われ方をしているなら、大きくし、
逆に異なる使われ方をしている場合は小さくするよう
に設定される。従来手法は多クラス分類のタスクにお
いては拡張が出来ないため、提案手法では多クラス分
類においても適応できることを目指す。

本論文では以下の手続きによってw(f)を定義する。

î = arg max
i

PS(x, yi)

ĵ = arg max
j

PT (x, yj)

もし、îと ĵ が等しいならば、

w(f) = max(PS(x, yî), PT (x, yĵ)

等しくないならば、

w(f) = 0

と定義する。
ここでソース領域 S のデータ xの中で、クラスが

iとなっているデータ xの集合を Siと書くことにし、
PS を以下で定義する。

PS(x, yi) =

∑
xinSi

xf∑
xinS xf

ターゲット領域 T のデータ xに関しては、クラスが
未知である。そのためその時点での分類器によって与
えられたクラスを xのクラスと考え、T の中でクラス
が iとなっているデータ xの集合を Ti と書くことに
し、PT を以下で定義する。

PT (x, yi) =

∑
xinTi

xf∑
xinT xf

3 実験

3.1 文書分類の領域適応

本論文では文書分類の領域適応の問題を扱う。文書
分類とは与えられた文書がカテゴリ A のものかカテ
ゴリ Bのものかを識別するタスクである。通常、扱う
文書群のセット S が領域 A の文書群と領域 Bの文書
群からなっており、領域 A と領域 Bの文書群からそ
れぞれ少量の文書集合DAとDB を取り出し、それら
を訓練データとして、分類器 hを作成することで文書
分類が解決できる。ただし現実の文書分類では、文書
群のセットが S から T に変化する。具体的には領域
A が領域 Cへ、領域 Bが領域 Dへ変化する。ここで
領域 A と領域 C及び領域 Bと領域 Dは類似している
ために、分類器 hは文書群 T においてもある程度は
有効に機能するが、文書群セット Sにおける精度は得
られない。文書分類の領域適応とは分類器 hを文書群
セット T に合うように調整することである。また文書
分類の領域適応では領域 A と領域 Bの組をソース領
域 S と考え、領域 Cと領域 Dの組をターゲット領域
T と考える。
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3.2 実験データ

実験では 20 Newsgroups data set2から以下の 6つの
カテゴリの文書群を取り出した。

A: comp.sys.ibm.pc.hardware

B: rec.sport.baseball

C: sci.electronics

D: comp.sys.mac.hardware

E: rec.sport.hockey

F: sci.med

実験は 3クラスの多クラス分類を行う。ソース領域
S を (A,B,C) 、ターゲット領域 T を (D,E,F) とし
た領域適応と、ソース領域 S を (D,E,F)、ターゲッ
ト領域 T を (A,B,C) とした領域適応の 2つの文書分
類の領域適応の実験を行う。
各文書群の文書数（データ数）を表 1に示す。

表 1:各領域のデータ数
Labeled data Unlabeled data Test data

A 100 578 (300,200,100)
B 100 590 (300,200,100)
C 100 594 (300,200,100)
D 100 557 (300,200,100)
E 100 595 (300,200,100)
F 100 587 (300,200,100)

通常の領域適応のタスクにおいてはソース領域
とターゲット領域でのクラス分布が異なることが多
い。そのためターゲット領域のテストデータの比率
を変更し、実験を行う。例えば、ソース領域 S を
(A,B,C) 、ターゲット領域 T を (D,E,F) とした場
合、ターゲット領域の T のテストデータの文書数を
(D,E,F) =(300,200,100),(300,100,200),(200,300,100),

(200,100,300),(100,300,200),(100,200,300)のように変
更して実験を行い、各正解率の平均を各手法の評価値
とする。

3.3 実験結果

ソース領域 S を (A,B,C) 、ターゲット領域 T を
(D,E,F) とした領域適応の結果を図 1 に示す。ま
たソース領域 S を (D,E,F)、ターゲット領域 T を
(A,B,C) とした領域適応の結果を図 2に示す。
図 1、図 2ともに、横軸は Self-Trainingにおいて

unlabeled dataを追加した数、縦軸はターゲット領域
2http://qwone.com/˜jason/20Newsgroups/

図 1:提案手法による領域適合の実験

図 2:提案手法による領域適合の実験

の Labeled dataをテストデータとした分類器の正解
率の平均である。また直線の source-only はソー
ス領域の Labeled dataのみから学習した分類器の正解
率の平均であり、target-only はターゲット領域の
Labeled dataのみから学習した分類器の正解率の平均
である。
図 1では、提案手法が既存手法である self-training

よりも上回っている。図 2では、学習の初期段階、つ
まり、unlabeled dataの追加数が少ない場合は提案手法
が既存手法よりも上回っているが、学習の後半になる
につれ提案手法の効果が減少していることがわかる。
最終的には提案手法は領域適応において学習の初期段
階において特に効果があることがわかる。

4 考察

4.1 テストデータにおけるクラス分布の影響

図 1、図 2では、テストデータの比率を変更した６
つのデータセットを利用し、それらの正解率の平均を
評価値としていた。ここでは平均を取らず、その６つ
のデータセットのそれぞれの正解率を図 3、図 4に示
す。手法は Self-trainingである。
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図 3: テストデータにおけるクラス分布を変更したと
きの実験

図 4: テストデータにおけるクラス分布を変更したと
きの実験

図 3 は S を (A,B,C) 、ターゲット領域 T を
(D,E,F) とした領域適応の結果であり、図 4は S を
(D,E,F) 、ターゲット領域 T を (A,B,C) とした領
域適応の結果である。また、ターゲット領域のテスト
データのクラス分布の比率を (1 : 2 : 3), (1 : 3 : 2), (2 :
1 : 3), (2 : 3 : 1), (3 : 1 : 2), (3 : 2 : 1)のように変更し
ている。Self-trainingの初期段階、つまり学習データ
が少ないときは、テストデータのクラス分布の影響が
あり、正解率が図 3では最大で 15％、4では最大で
20％程度の差が見受けられる。また、Self-trainingの
学習の後半になると、各正解率の差は減少していき、
ある点に向かって収束していくことがわかる。この実
験結果から、学習データの量によってテストデータの
クラス分布の影響の度合いが変わることがわかる。そ
のため、十分に学習データがあれば、ターゲット領域
のクラス分布を推定する必要はないと考えられる。

5 おわりに

本論文では文書分類の教師なし領域適応の問題に対
して、素性に重みをつける Self-trainingの手法を利用
した。従来、素性に重みをつけるために、ソース領域
およびターゲット領域における素性とクラスとの相関
係数を求め、それを基に重みを算出していた。ここで
はソース領域およびターゲット領域におけるクラス分
布に対する素性の重みの分布を利用した多クラス分類
に拡張できる新たな重み付け法を提案した。

20 Newsgroups data setの 6 つのカテゴリ文
書 群（comp.sys.ibm.pc.hardware,rec.sport.baseball,

sci.electronics,comp.sys.mac.hardware,rec.sport.hockey,

sci.med）を利用した文書分類の領域適応の実験を行
い、提案手法を評価した。
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Venkatasubramanian. Domain adaptation meets active
learning. InNAACL HLT 2010 Workshop on Active Learn-
ing for Natural Language Processing, pp. 27–32, 2010.

[12] Minmin Chen, Kilian Q Weinberger, and John Blitzer. Co-
training for domain adaptation. InNIPS, pp. 2456–2464,
2011.

Copyright(C) 2015 The Association for Natural Language Processing. 
All Rights Reserved.　　　      　　 　　 　　　 　　　　　　　　　　― 35 ―― 35 ―




