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1 序論
機械学習手法には教師あり学習，教師なし学習，半教

師あり学習等があり，その中でグラフ構造に基づく半教
師あり学習 (Graph-based Semi-Supervised Learning:
GBSSL) 法は，SVM などの学習法と比べてより有効
な手法であることが知られている [1]．GBSSL法の精
度は，一方で，グラフ構成の仕方によって左右される．
他方，その精度はどのようなラベルありデータ (教師
データ) を与えるかによっても左右される．特に，後
者のデータの選出に関連しては，能動学習法を用いた
質の高いラベルありデータを選出する手法が，少ない
数のラベルありデータを用いて，GBSSL 法の精度を
向上させることが知られている [2]．
本研究では，後者のラベルありデータの選出によっ

て精度を向上させるため，グラフの構成に工夫を凝ら
し，それを用いて質の高いラベルありデータを選出す
る．一般に，テキストデータからなるグラフを構成す
る際には，これまで文書の表層的な類似度が多く採用
されてきたが，我々はこれに加えて新たに，文書間の
潜在的な類似度を加えたものを採用する．この潜在情
報を考慮したグラフ上で，更にPageRank[3]手法を用
いて，質の高いラベルありデータを選出できるように
する．上記手法をマルチラベルを有するテキストのカ
テゴリ分類に適用し，PRBEPを算出し，この手法の
有効性を各カテゴリ毎に評価し，かつ，それら全体の
精度の向上を検討する．

2 グラフに基づく文書分類手法
2.1 グラフ構成
本研究では，ノード間の類似度を重みとする重み

付き無向グラフ G = (V, E) を用いる．ここで V と
E は，それぞれグラフのノード集合と辺集合を表す．
グラフ G は隣接行列 W の形で表現することができ，

wij ∈ W はノード i，ノード j 間の類似度を表すとす
る．特に，GBSSL 法の場合には，その類似度はノー
ド i の k-近傍点集合 K(i) からなるものとし，wij =
sim(xi, xj)δ(j ∈ K(i)) とする．ここで，δ(z) は z が
真ならば 1，偽ならば 0 とする．

2.2 グラフにおける類似度
一般に，テキストデータを対象にしたグラフ構成に

おいては，ノード間の類似度に，文書の表層情報に基
づく類似度として，単語の出現頻度に着目した tfidfの
cos 類似度が多く用いられる．本研究では，この従来
の類似度に新たに，文書の持つ潜在情報に基づいた類
似度を �(0 � � � 1) の割合で付加し，これらを合算
してノード間の類似度とする (式 (1))．PとQは，そ
れぞれ文書 S と文書 T に対するトピック分布を表す．
文書内のトピック分布推定手法には，Latent Dirichlet
Allocation(LDA)[4]を用い，トピック分布の類似度指
標には，式 (2)によって Jensen-Shannonダイバージェ
ンス (DJS) を類似度に変換したものを用いる．

sim(S, T ) ≡ � ∗ sim(P,Q)

+ (1 − �) ∗ cos(tfidf(S), tfidf(T )) (1)

sim(P,Q) ≡ 1 − DJS(P, Q) (2)

2.3 ラベルありデータの選出
ラベルありデータの選出は，北島ら [5] によって提

案された TopicRank 法を採用して行う．TopicRank
法とは，ノードを文とし，文間の潜在情報に基づく類
似度で構成されたグラフに対して，式 (3) を用いて文
の重要度を算出し，順位付けを行う手法である．ここ
で，d は制動係数 (damping factor) である．
本研究では，グラフのノードを文から文書 (文の集

合)に置き換えるため，式 (3)において，N を対象文書
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群の総文書数，adj[u]を文書 uの隣接ノード集合とす
る．その上で，文書のトピック分布を考慮した，ラベ
ルありデータのみをノードにもつグラフをカテゴリ毎
に作成し，TopicRank スコアが高いデータから順に，
GBSSL 法で用いるラベルありデータとしていく．

r(u) = d
∑

v∈adj[u]

sim(u, v)∑
z∈adj[v] sim(z, v)

p(u) +
1 − d

N
(3)

2.4 ラベル伝搬法
本研究における学習法として，ラベル伝搬法 [6, 7]

を採用する．「グラフ上において，辺で繋がるノード
同士は同じカテゴリに属す」という仮定に基づき，カ
テゴリラベル未知のノードについて予測を行う．類似
度行列を W，ノード数を n 個 (このうちラベルあり
データ数は l個)とする．n個のノードに対する予測値
f は，以下の最適化問題の目的関数 (式 (4)) の解 (式
(5)) として求まる．L(≡ D − W ) はラプラシアン行
列と呼ばれ，対角行列 D は W の各行 (又は列) の和
を対角成分に持つ行列である．

J(f) =
l∑

i=1

(y(i) − f (i))2 + �
∑
i<j

w(i,j)(f (i) − f (j))2

= ||y − f ||22 + �fT Lf (4)

f ≡ (I + �L)�1y (5)

3 実験
3.1 実験仕様
テキスト分類問題の対象データには，Reuters-

21578(Reuters)[8]を用いる．Reutersは 135のトピッ
クカテゴリからなる Reuters newswire の英文記事を
集めたデータセットである．本実験では “ModApte”
分割に従って，本文とタイトルのみからなる記事デー
タを抽出し，全データに対してストップワードの除去
とステミング処理を行う．その後，同じデータセット
を用いて GBSSL 手法でマルチラベル文書分類を行っ
ている Subramanyaら [1]の実験仕様に合わせ，10種
のカテゴリ earn，acq，money-fx，grain，crude，
trade，interest，ship，wheat，cornに対する分類
精度を求める．Reutersの記事データはマルチラベルを
有するため，ここでは各カテゴリ毎に one-versus-rest
法を適用した二値分類を行い，一定の閾値以上のカテ
ゴリラベルを文書に付与するラベルとして採用する．

データセットは，テストデータ (ラベルなしデー
タ)u = 3299 個を共通とし，これにラベルありデー
タ l = 20 個を加えたものを 11 セット用意する．デー
タセットに含まれるデータ総数は n = 3319個である．
ラベルありデータとして加えるカテゴリは，上記 10
種のカテゴリにそれら以外のカテゴリ (others) を加
えた全 11 種とする．データセットに加えるラベルあ
りデータ l 個のカテゴリは 11 種のカテゴリからラン
ダムに選択するが，全 11 種のカテゴリのラベルあり
データが少なくとも 1個ずつ含まれるように選択する．

TopicRank法を用いる際の LDA法における潜在ト
ピックの推定方法には，ギブスサンプリングを用い，
その反復回数は 200回とする．トピック数はパープレ
キシティの値を算出し，その 10 回平均の値で決定す
る．また，TopicRank法で用いるグラフは，ノード数
|V | =(カテゴリ毎のラベルありデータの総数)，辺数
E = |V × V |の完全グラフとする．パラメータ � は，
0.0から 1.0まで 0.1刻み毎の値を与え，制動係数 dは
Brinら [3]の結果を参考に 0.85とする．カテゴリ毎に
各文書の TopicRank スコアを算出し，テストデータ
に加えるラベルありデータのカテゴリ数にしたがって，
スコアの高いラベルありデータから順にデータセット
に加えていく．� = 0 のときは文書の表層情報のみを
扱い，推定を行う必要がない．このため，類似度が一
意的に決まるのでスコアは 1 回のみ算出する．他方，
� 6= 0のときは文書の潜在トピックの推定を行うため，
類似度が一意的に決まらない．このため，5 回平均の
値をスコアとする．
ラベル伝搬法で用いた類似度グラフのノード数は

|V | = n(= 3319) であり，ノード間の類似度は，パ
ラメータ � = 0 とし，表層情報のみからなるも
のとする．k-近傍グラフの大きさのパラメータ k は
{2, 10, 50, 100, 250, 500, 1000, 2000, n}，ラベル伝搬法
のパラメータ � は {1, 0.1, 0.01, 1e− 4, 1e− 8}の範囲
を動かす．最初のデータセットによって，各カテゴリ
に対する最適パラメータ (k, �)の組を決定した後，そ
れらのパラメータの値を用いて，残り 10 セットに対
して文書分類を行い，各カテゴリ毎に PRBEP を求
め，各試行毎の各カテゴリに対する PRBEPの平均値
を算出する．指標 PRBEP は，Precision(適合率) と
Recall(再現率) が一致するときの値である．

3.2 実験結果
[0, 1]における 0.1刻み毎の各 �の値に対して，カテ

ゴリ毎に決定した最適パラメータ (k, �)を表 1に示す．
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表 1: カテゴリ毎の最適パラメータ (k, �)
PPPPPPPカテゴリ

α
0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

earn (500, 1) (50, 1) (1000, 1) (1000, 1) (50, 1) (50, 1) (50, 1) (50, 1) (50, 1) (50, 1) (50, 1)

acq (100, 0.01) (100, 0.01) (100, 0.01) (2, 1) (100, 0.01) (100, 0.01) (100, 1e-8) (100, 1e-8) (100, 1e-8) (100, 1e-8) (100, 1e-8)

money-fx (250, 0.01) (100, 1e-8) (10, 1e-4) (100,1e-8) (2, 0.1) (2, 0.1) (2, 1e-8) (250, 1e-8) (2, 0.1) (2, 1e-8) (250, 1e-8)

grain (250, 0.1) (2000, 1e-4) (100, 1) (250, 0.1) (100, 1) (50, 1) (250, 1) (50, 1) (50, 1) (50, 1) (100, 1)

crude (50, 0.1) (2, 1) (200, 0.01) (50, 1e-8) (10, 0.01) (250, 0.01) (250, 0.01) (250, 1e-8) (10, 0.01) (250, 0.01) (250, 0.01)

trade (2, 1) (10, 0.1) (50, 0.01) (10, 1e-8) (10, 1e-8) (10, 1e-8) (50, 1e-8) (10, 1e-8) (10, 1e-4) (10, 0.1) (10, 0.1)

interest (10, 1) (50, 1e-8) (50, 1e-8) (10, 1) (2, 0.1) (250, 1e-8) (250, 0.01) (250, 0.01) (2,1) (2, 0.1) (500, 1e-8)

ship (3318, 1) (50, 1) (50, 1) (250, 0.1) (50, 0.1) (50, 0.1) (50, 1e-8) (50, 1e-8) (100, 0.1) (100, 0.1) (50, 0.01)

wheat (500, 1e-8) (500, 1e-8) (250, 1e-8) (500, 1e-8) (500, 0.01) (1000, 0.01) (500, 1e-8) (250,1e-8) (250, 1e-8) (250, 1e-8) (250, 1e-8)

corn (10, 1e-8) (100, 1e-8) (250, 1e-8) (10, 1e-8) (250, 1e-8) (250, 1e-4) (500, 1e-8) (100, 1e-8) (250, 1e-8) (50, 0.01) (250, 1e-4)

図 1: earn の平均 PRBEP 図 2: acq の平均 PRBEP 図 3: money-fx の平均 PRBEP

図 4: grain の平均 PRBEP 図 5: crude の平均 PRBEP 図 6: trade の平均 PRBEP

図 7: interest の平均 PRBEP 図 8: ship の平均 PRBEP 図 9: wheat の平均 PRBEP

図 10: corn の平均 PRBEP
図 11: α=0のPRBEPを指数 100と
した時の PRBEP の割合

図 12: 全カテゴリの平均 PRBEP
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各カテゴリに対し，これらの最適パラメータを用い
て行った実験結果を図 1～10に示す．図 1～10は各 �

の値に対して行った 10回の試行の各カテゴリPRBEP
の平均値を示している．図 11 は � = 0 の PRBEP を
指数 100とした際の，各 �に対する各カテゴリにおけ
る PRBEP の割合の変移を示している．各 � 毎に全
カテゴリの PRBEPを合算して求め，その平均値の変
移を図 12 に示す．各図の横軸は全て � の値を表す．

� = 0 の場合は，表層情報のみを用いた場合の結果
であり，それ以外 (� 6= 0) は，潜在情報と表層情報を
一定の割合 (� : (1−�))で混合した場合であり，両情
報を用いた結果を示している．
図 1～10に関連しては次の通りである．�が増加す

るにつれて PRBEP に増加傾向が見られるのは，図
4，5，6，8，10 である．他方，逆に � が増加するに
つれて PRBEP が減少しているものは，図 2，7 であ
る．� = 0 の時の値に対して，PRBEP が上下の変動
を繰り返し，一意的な相関関係を見て取るのが難しい
ものは，図 1，3，9 である．
図 11から分かるように，�が増加するにつれて，正

の相関が見られるものに関連して，PRBEPが最善で
正方向に 200%も増加し，精度の向上が見られるもの
もあれば，他方，負の相関が見られるものもあり，最
悪で約 80% 減殺され，PRBEP が減少しているもの
もある．図 12 からは，各カテゴリにおける PRBEP
を総計してその平均値の変移を見ると，� が増加する
につれ，PBREPが増加する傾向があることが見て取
れる．

3.3 考察
� = 0 に対して，� = 0.1 以上でカテゴリ毎の

PRBEP の向上が見られたものは全カテゴリの半数
あり，かつ，全体で見たときも精度の向上が見られ，
これらの点において我々の手法がある一定程度有効で
あると言えよう．しかし，期待に反した PRBEP の
挙動を示すものもあり，問題を残した．これに関連し
ては，実験手法の都合により，カテゴリ毎の最適パラ
メータ (k, �)を 1つのデータセットだけを用いて決定
したことや，潜在情報の活用をラベルありデータの選
出時のみに留め，ラベル伝搬時には用いず，選出され
たデータの表層情報のみに限定したことなどが要因と
して考えられる．

4 結論
GBSSL 法において，ラベルありデータの選出法と

して，潜在情報を考慮したグラフを構成し，このグラ
フに対して PageRank アルゴリズムを用いて，その
後にマルチラベル分類を行う我々の手法は，限定付き
であるが，精度の向上が見られ，マルチラベルを有す
るデータに対する分類において，ある一定程度有効で
ある．
今後の課題としては，最適パラメータ (k, �)におけ

る決定の仕方を改善することや，ラベル伝搬法で用い
るグラフ構成にも潜在情報を活用することによって，
更なる精度の向上を図ることである．
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