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1 導入

グローバル化に伴い，近年では，英語とはじめとする

第二言語（外国語）の習得は益々必須となり，第二言語

を用いたコミュニケーションの量は言語研究の上で決し

て無視出来ない程にまで増大している．自然言語処理分

野においても，言語処理システムの利用者の第二言語を

用いたコミュニケーションを支援する言語教育は，益々

重要なテーマとして認知されつつある．

第二言語の学習においては，文法や発音以上に，語彙

の習得も重要であることが分かってきている．第二言語

学習者の語彙知識については，語彙数の推定 [21, 15, 18]

や，学習者が習得すべき語彙の選別 [19]などが行われて

いるが，学習者が実際にどのような語を知っているのか

を具体的に予測する研究は，我々の知る限りない．

本研究では，学習者が知っている語を予測するタスク

である，語彙予測タスクを扱う．このタスクは，理論上

も応用上も重要である．理論上の意義としては，学習者

が語彙を習得していく仮定上の傾向を把握し，第二言語

の語彙習得論で論じられるような理想的な語彙習得を実

際に行なっているかどうかの検証に役立てられる．応用

上では，我々の既存研究 [4, 5]において，このタスクを

Web文書の読解支援に直接応用し，その有用性を実証

している．

語彙予測タスクでは，モデルの予測性能に加えて，モ

デルの分析上の有用性も重要である．本研究では，語彙

予測タスクにおいて重要となるモデルの性質を下記のよ

うに定めた．

解釈可能なパラメタ モデルのパラメタを，一定の計算

式を用いて学習者の能力値と単語難易度として解

釈できること．例えば，Support Vector Machines

(SVM)は確率値を出力しないため，この性質を満

たさないと考えられる．

サンプル外設定 訓練データ中にない単語がテストデー

タに出現しても対応できること．

学習者に適応した単語難易度 語の難易度が全学習者に

とって同じスケールであるという設定は非現実的で

ある．例えば，能力値の低い学習者でも，音楽に強

い興味を持っていれば，音楽に関する稀な語を知っ

表 1: 提案モデルと既存モデルの比較．提案モデルのみ，全て
の性質を満たす．

解釈可能な

パラメタ

サンプル

外設定

学習者に適

応した単語

難易度

Rasch ✓ - -
Ehara et

al., 2010[4]

✓ ✓ -

提案モデル ✓ ✓ ✓

図 1: (a) in-matrix設定, (b) out-of-sample設定.

ていることはあり得る．従って，単語難易度も，学

習者ごとに求まることが望ましい．
表 1に，提案モデルと既存モデルを比較した．提案モ

デルのみが全ての性質を満たす．

本論文の貢献を下記にまとめる．

• 語の難易度パラメータの一般形を導入した．

• 提案モデルは，このタスクのモデルに求められる性
質を全て満たしている．

• 実験において，既存のモデルでは見ることが出来な
かった第二言語学習者の特徴を捉えられた．

2 問題設定

U を学習者の集合，V を語彙の集合とし，学習者の数

を |U |，語彙の数を |V |と表す．１つのデータは y ∈ Y，
u ∈ U，v ∈ V を用いて (y, u, v) の 3 つ組の形で表せ

る．ここで Y は語彙知識の程度を表す順序集合とし，

本稿では簡単のため Y = {0, 1}とする．訓練データを
D = {(y1, u1, v1), . . . , (yN , uN , vN )}で表す．
問題設定には，図 1(a),(b) にそれぞれ図示するよう

に，in-matrix（サンプル内設定）と out-of-sample（サ

ンプル外設定）の 2種類がある．図 1では，斜線部が

訓練データを表し，空欄がテストデータを表す．テスト

データ中の語に対する被験者の反応全てを予測しなけれ

ばならないため，out-of-sample の方が in-matrix より

予測が難しい設定である．
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図 2: Raschモデルによる予測の仕組み．

3 一般形

本節では，本稿で説明するモデルを全て特殊な場合と

して表現可能な一般形を導入する．この一般形は，尤度

関数の一般形は式 (1)で与えられる．

P (y = 1|u, v) = σ (au − f (u, v)) . (1)

f(u, v) 語 vの学習者 uにとっての難易度を返す関数,

au 学習者 uの能力パラメタ.

Raschモデルは，式 (1)で，f(u, v) = dv と置いた場

合に相当する．ここで，式 (1)はRaschモデルの尤度関

数のみの一般形であることに注意されたい．

また，式 (1)において，f(u, v) = w⊤ϕ(v)と置くこ

とにより，難易度共通モデルが導入できる．ここで，ϕ :

V →RK である．難易度共通モデルは，[8]とほぼ同様

のモデルであり，語彙判別タスクにおいては [4, 5]で用

いられている．Raschモデルは，難易度共通モデルで特

殊な ϕを設定したモデルと等価である．難易度共通モデ

ルは，Raschモデルと異なり，ϕを適切に設定すること

により out-of-sample 設定に適用可能である．新語がテ

ストデータに現れたとしても，その新語の特徴量に対応

する重みパラメタが訓練データ中で学習されていれば，

w⊤ϕ(v)によって単語難易度が計算できることによる．

Raschモデルと難易度共通モデルの事前分布は表 2に

まとめた．

ところで，式 (1)は単語難易度を f(u, v)の形に一般

化した形であるが，学習者の能力パラメタ au を一般化

して，学習者に関する様々な素性を入れたモデルも考え

ることが出来る．しかし，学習者については多くの情報

が得られるとは限らないため，そのようなモデルの有用

性は限定的と言えよう．

4 提案モデル

Raschモデルと難易度共通モデルに共通する問題点と

して，全ての学習者が同じ単語難易度を共有するという

点があげられる．例えば，図 3(a)においては，“tremble”

という語は常に｀` worship”という語より難しいと扱わ

れる．即ち，全学習者が共通の難易度を用いているため，

語の難易度が学習者に適応的でないと言える．実際には，

能力の低い学習者が，様々な要因によって難しい単語を

知っている事例は，ありふれたものである．例えば，音

楽好きな学習者は，音楽分野の語彙については，語が難

しくても知っている可能性が高い．このような，学習者

毎の特性をモデルに組み入れることは，第二言語学習者

に適応的な支援システムを設計する上でも必要不可欠で

ある．

前述の一般形から，この問題点の根本的な原因は，

Rasch モデルでも難易度共通モデルでも，単語難易度

f(u, v)の語 v にのみ依存し，学習者 uに依存していな

いためであると分かる．従って，学習者に適応した単語

難易度を導入するためには，f(u, v)を uに依存させれ

ばよい．提案手法では，f(u, v) = w⊤
u ϕ (v)とした．

P (y = 1|u, v;wu) = σ
(
au −w⊤

u ϕ (v)
)
. (2)

難易度共通モデルでは，全ての学習者が共通の単語難

易度を用いているので，図 3(a)の例では，“tremble”が

“worship”より難しいと仮定される．従って，“tremble”

を知っているが “worship”は知らないような特異的な学

習者が存在しても，これをモデル化することはできない．

一方，図 3(b)に示す適応難易度モデルでは，学習者ごと

に単語難易度を作るため，この様な特異的な学習者（こ

こでは仮に学習者 2とする）に対しても，「“worship”が

“tremble”より難しい，学習者 2にとっての単語難易度」

を作ることで，モデル化することが可能となる．

5 パラメタ推定

提案モデルのパラメタは，式 (3) の最小化で表され

る Maximum-a-posteriori (MAP) 推定によって求めら

れる．

l (W,a,w0) =

N∑
i=1

nll (yi, ui, vi) +
λ

2

∑
u∈U

∥wu −w0∥2

+
ηw
2
∥w0∥2 +

ηa
2

∑
u∈U

a2u . (3)

た だ し ，nll (y, u, v)
def
=

log
(
1 + exp

(
−y

(
au −w⊤

u ϕ (v)
)))

とし，W
def
=

{wu|∀u ∈ U}，a
def
= {au|∀u ∈ U}とする．式 (3)の関

図 3: 適応難易度モデル．
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表 2: 各モデルのまとめ．N は，適切な次元のガウス分布の確率分布関数．
名称 f の形 事前分布 備考

Rasch f(u, v) = dv

P (au|ηa) = N
(
0, η−1

a

)
P (dv|ηd) = N

(
0, η−1

d

)
-

難易度共通モ

デル [4]

f(u, v) = w⊤ϕ(v) P (au|ηa) = N
(
0, η−1

a

)
P (w|ηw) = N

(
0, η−1

w I
) ϕ(v)が ϕ(v) = 1なる |V |次元ベクトル

のとき，Raschモデルに一致．

提案モデル f(u, v) = w⊤
u ϕ(v) P (au|ηa) = N

(
0, η−1

a

)
P (w0) = N

(
0, η−1

w I
)

P (wu|w0) = N
(
w0, λ

−1I
) wu = w0 (∀u ∈ U)の時，難易度共通

モデルに一致．

数 l は，W,a,w0 の全ての変数について凸である [12]

ため，式 (3)は大域的最適解を持つ．[12]に基づき，次

の繰り返し操作を収束するまで，この大域的最適解を

求める．また，表 2 に示す通り，Rasch モデルや難易

度共通モデルも提案モデルでwu = w0 (∀u ∈ U)と置

いた場合の特殊ケースである．従って，上記の前者の

最適化のみでMAP推定を行うことが可能である．

W, aに関する最小化 w0 を固定し，Wと aに関して

l (W,a,w0)を最小化する．[12]はNewton法を用い

たが，これは，w0の次元数をKとすると，空間計算

量がO(K2)であり，Kが大きい時に問題となる．本

稿では，O(K)の空間計算量で済む L-BFGS[16]法

を，libLBFGS[20]を使用することによって用いた．

w0 に関する最小化 Wと aを固定し，lをw0に関して

最小化する．この操作は，次のように解析的に実行

できる．

w0 =
λ

ηw + |U |λ
∑
u∈U

wu . (4)

6 評価

6.1 Dataset

[4]で公開したデータセットを用いた．このデータセッ

トは 2009年 1月に日本で作成され，東大院生を中心と

した 16人が参加し，うち 15人のデータを用いた．1人

11,999語について 5段階で英単語を知っている度合いを

付けてもらい，そのうち 5のみを「知っている」場合と

し，残りを「知らない」場合とした．

各コーパス1 から，− log(1-gram確率) を素性と

して用いた．超パラメタは 5 交差検定で選択した．

Rasch モデルと難易度共通モデルの ηd，ηa と ηw は，

{0.01, 2−3, 2−2, 2−1, 1.0, 21, 22, 24}から，提案モデルの
ηa，ηw と λは，{2−2, 2−1, 1.0, 21, 22}から選んだ．

6.2 単語難易度の学習者特化性の評価

提案モデルが既存モデルと最も異なる点は，学習者に

特化した単語難易度が算出可能な点である．単語難易

度がどの程度学習者に特化しているかを測るための指

標として，学習者に対する単語難易度の分散である学

1British National Corpus (BNC)[22], American English
(COCA)[3],Open American National Corpus (OANC) [11],
Brown corpus [10], Google 1-gram [2].

表 3: 学習者特化性 V ar(v)の高い順から 30語のリスト．
V ar(v) 語 学習者特異性が高い理由

0.993 twitter 商品名

0.886 waltz ドメイン依存: 音楽，母語

で借用語

0.849 kindle 商品名

0.833 rink 母語で “link”と同音語
0.827 launder 母語で借用語

0.825 bass ドメイン依存: 音楽
0.823 ultraviolet ドメイン依存：化粧品

0.818 chime ドメイン依存: 音楽
0.804 asphalt 母語で借用語

0.802 harry 母語で “hurry”と同音語
0.793 wooded -
0.776 mantle 母語で借用語

0.767 trombone 母語で借用語

0.766 modulate ドメイン依存：計算機

0.763 homeroom 母語で借用語

0.760 harness -
0.760 bog -
0.755 hearth “health”と混乱
0.750 convent -
0.748 hurdle 母語で借用語

0.733 parson 母語で “person”と同音語
0.732 vector 母語で借用語

0.731 haven 母語で “heaven”と同音語
0.719 gadget 母語で借用語

0.714 lizard -
0.713 smelt 英語中で “smell”の過去分

詞と同音語

0.709 shin 母語で “sin”と同音語
0.708 placebo 母語で借用語

0.707 lagoon -
0.702 aha -

習者特化性を次の V ar (v)で定義する．既存のモデルで

は，全ての学習者で共通の単語難易度を用いているため，

常に V ar (v) = 0であることに注意されたい．ここで，

Mean (v)
def
= 1

|U |
∑

u∈U f(u, v) =
1
|U |

∑
u∈U ŵ⊤

u ϕ (v)で

ある．

V ar (v)
def
=

1

|U |
∑
u∈U

(
ŵ⊤

u ϕ (v)−Mean (v)
)2
. (5)

学習者特異性の高い順に 30語を表 3にまとめた．た

だし，in-matrix 設定で，177, 985件を訓練，2, 000件を

テストに用い，精度は 83.40%であった．

表 3で最も注目すべき点は，“twitter”という商品名

が表中の 1 位に来ていることである．これは，マイク

ロブログサービスであるTwitterの影響であると思われ

る．“twitter”自体は稀な英単語である．実際，BNCで

は “the” の頻度が 6, 043, 900 であるところ，“twitter”

の頻度はわずか 17である．BNC中で同じ頻度の語とし

ては，“abet”，“beguile”，“coddle”が挙げられる．これ

らの語も収集したデータセットに含まれているにも関わ

らず表中に現れていないことから，単語の頻度だけでは

“twitter”が上位に来ていることを説明できない．考え

得る妥当な説明としては，平均的には能力の低い学習者

が，サービスとしてTwitterを通じて，“twitter”という

単語に対して「知っている」と答えたのであろう．デー

タは，サービスとしてのTwitterを知っている人間が今

より少なかった 2009年 1月に日本で取られた．同様の
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例と考えられるのが “kindle”である．最初の Amazon

Kindleは 2007年に米国で発売されている．

このように，表 3 中の語について，表中で上位に来

ている理由を推察し，下記にまとめた．もちろん，この

分析は推測に過ぎないが，このような分析は検証が非常

に難しいことにも留意されたい．通常，第二言語学習者

は，いかなる理由でその語を知っているかまでについて

は記憶していないからである．下記の理由付けにおいて

は，日本語を母語とする英語学習者である著者自身の直

観に依った．理由付け出来なかった語については “-”を

つけた．

商品名 “twitter”や “kindle”がこの場合に相当する．語

が英語としては難しくとも，有名な製品に使われて

いれば，低能力の学習者でも知っていることがあり

得る．

母語で借用語 英単語が，日本語における借用語になっ

ている場合，学習者の回答が分かれることが考えら

れる．日本語としての意味は知っているが，英語と

しての意味には確証を持てない学習者が，否定的な

回答をするためであると考えられる．

母語で同音語 提示語より簡単で，学習者の母語の発音

では同音になるような英単語が存在する場合には，

低能力で注意深くない学習者が簡単な方の単語と

混同するため，V ar(v)が大きくなると考えられる．

例えば，表 3の “rink”や “parson”は，それぞれ，

日本人学習者が “link”や “person”といった簡単な

語と混同した可能性が高い．

ドメイン依存 低能力の学習者でも，特に詳しいドメイ

ンがある場合，そのドメインに属する語は知ってい

ることがあり得る．

英語中で同義語がある “smelt”は「精錬する」という動

詞であるが，“smell”の過去分詞としての形の方が

広く知られているため，後者と混同して肯定的に答

えた学習者がいることが示唆される．

学習者が付けたラベルである yの分散からは，学習者の

能力の高低は考慮されていないため，このような有意義

な分析は不可能であることに注意されたい．例えば，今

回の実験では，11, 999語中，1, 408語が 2値化後の yの

分散が最も高い語であった．また，表 3とは反対に，最

も小さい V ar(v)を持つ語は，全員が知っている語又は

全員が知らない語であった．

最後に，サンプル外設定での精度を計測した．11, 999

語中の 2, 000 語をテスト，残りを訓練データとした．

Raschモデルは 66.32%，難易度共通モデルは 77.67%，

提案モデルは 77.81%であった．

7 関連研究

提案モデルは，[6]や [12]と非常に近いが，目的が異

なる．[6]はマルチタスク学習，[12]はクラウドソーシン

グを目的としており，当然ながら，Raschモデルとの関

係や難易度の一般形などについては述べられていない．

本稿では第二言語学習者にとっての単語難易度を拡張

したが，一方で，単語難易度は第一言語の語彙発達の研

究でも重要であり，この方面の拡張も計算言語学の分野

で扱われている [14]．第一言語の語彙を網羅的に計測し

た研究として，[1]が挙げられる．また，計算言語学分

野では，文書のリーダビリティを予測する研究が広く行

われており [9, 7, 13]，本稿で扱った語彙知識とリーダビ

リティの関連は [19]で述べられている．第二言語習得論

においては，第二言語学習者の持つ語彙の「サイズ」を

測定する研究は広く行われている．主に，多肢選択式の

[18]と，Yes/No 式の [17]に分けられる．

8 結論

本稿では，学習者に特化した単語難易度を用いるモデ

ルを提案し，従来不可能であった学習者特化性の分析を

可能とし，予測性能も既存モデルと同等以上であると確

認した．今後の課題としては，順序変数への拡張や，超

パラメタの自動最適化が挙げられる．
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