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1 はじめに
近年，情報技術の発展に伴って大量のテキストデー

タが蓄積されるようになり，適した情報を効率よく選

択することが重要になってきている．そのため，人々が

必要としている情報を選択するために自動要約の技術

の必要性がますます高まっている．自動要約技術にお

いては，様々な手法が提案されている一方で，文の関

係のグラフ表現における固有ベクトル中心性の概念に

基づいて文の重要度を計算する，グラフベースの文書

要約技術が提案されており，その有用性が知られてい

る．特に，LexRank [1]はリード手法 [2]や文ベクトル

の重心に基づいた手法 [3] のようなベンチマーク手法

として用いられる様々な手法よりも良い結果を示すこ

とが知られている．この手法は文間の類似度を計算す

るのに表層情報に対するコサイン類似度を用いている．

本研究では，潜在トピックに基づいた文の類似度グラ

フを用いる複数文書要約手法を提案し，DUC20041を

用いた文書要約実験を通して，LexRankとの性能の比

較および考察を行う．

2 関連研究
自動要約技術としては，多くの手法がこれまでに提

案されてきている一方で，文の類似度をグラフ表現した

ものを用いる手法が高い精度で文書要約を行えること

が知られている [1, 4, 5]．Erkanら [1]およびMihalcea

ら [4] は，対象となる文書の概要をまとめた要約生成

を行っており，前者では複数文書を，後者では単一文

書を対象としている．加えて，Otterbacherら [5] は，

クエリに特化した要約生成を行っている．これらの研

究は，リード手法 [2] や重心法を用いた手法 [3] など

のベースラインとなる手法よりも高い精度を示してい

る．要約技術において PageRankアルゴリズムを適用

している代表的かつ初期の研究としては，LexRank [1]

がある．LexRankは，Erkanら [1]により提案された，

PageRank [6]の概念に基づいた複数文書要約手法であ

1http://www-nlpir.nist.gov/projects/duc/guidelines/2004.html

る．LexRankは，対象文書内の文のグラフ表現におけ

る固有ベクトル中心性の概念に基づいて文の重要度を

計算する手法である．これは，単に次数の多いノード

を評価するだけでなく，次数の多いノードと隣接して

いるノードの重要度についても考慮し，その分に比例

して対象ノードを評価することができる．この手法で

は，文間のコサイン類似度に基づいた連結性行列が文

のグラフ表現の隣接行列として使われており，その隣

接行列の第 1固有ベクトルの成分を各ノードの中心性

を表すスコアと考える．

3 提案手法

3.1 TopicRank

LexRankでは文間の類似度として tfidf 値を要素と

する文ベクトルのコサイン類似度を用いているのに対

して，文のもつトピック分布の類似度を文間の類似度

として用いる手法を提案し，これを TopicRankと呼ぶ

ことにする．文内のトピック分布を推定するための手

法として，Latent Dirichlet Allocation (LDA) [7]を用い

る．類似度グラフは文間の類似度を要素とした接続行

列に基づいて生成される．

次に，生成された類似度グラフに対して，固有ベク

トル中心性に基づいた各文の重要度を計算する．文 u

の重要度は，Erkanら [1]の手法を参考にして，式 (1)

で求められる．ここで，N は対象としている文書群の

総文数，adj[u]は文 uの隣接ノード集合，dはある一

定の割合で非隣接ノードとの類似度を考慮するための

制動係数 (damping factor)である [6]．制動係数 dの値

は，Brinら [6]の結果を参考に d = 0.85とした．類似

度 sim(u, v)の計算については，3.2節に示す．

p(u) = d
∑

v∈adj[u]

sim(u, v)∑
z∈adj[v] sim(z, v)

p(u) +
1− d
N

(1)

次に，重要度を要素とした行列に対してべき乗法を

用いて第 1固有ベクトルを計算する．これにより，中

心性の高い文と類似していることがその文の重要度を
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高める，という概念に基づいた文の重要度を求めるこ

とができる．最後に，計算された重要度に基づいて文

をランク付けし，上位から文を選択していくことで要

約文が生成される．

3.2 文間類似度

文間の類似度として，LexRankでは表層的な類似度

のみを用いている一方で，提案手法である TopicRank

では、対象文書群の表層的な類似度と潜在的な類似度

の両方を用いる．式 (2)は，TopicRankの枠組みにお

いて定義されている文 S と文 T の間の類似度を示し

ている．P とQは，それぞれ文 Sと文 T のもつトピッ

ク分布である．式 (3)は，トピック分布に基づいた類

似度を示している．文の重要度は，式 (2)を用いて式

(1)によって計算される．トピック分布の類似度指標

には，Jensen-Shannonダイバージェンスを用いる．

sim(S, T ) = α ∗ sim(P,Q)

+(1− α) ∗ cosine(tfidf(S), tfidf(T )) (2)

sim(P,Q) = 1−DJS(P,Q) (3)

3.3 冗長性削減

TopicRankに従って文を抽出していくと冗長性の

ある要約文が生成される可能性がある．これに対し，

MMR(Maximal Marginal Relevance) [8]を応用した指

標を提案する．MMRは，抽出済の文との類似度に対

応するペナルティ値を与えることで類似文の抽出を防

ぐ指標であり，クエリに特化した要約においてしばし

ば使用される．提案手法では，高い TopicRankをもち，

かつ，抽出済の文と表層的に類似していない文を抽出

したいと考え，式 (4)のように応用する．なお，viは

対象文書群内の文，Dは対象文書群，D′ は要約文と

して既に選ばれたD内の文集合，λは重みパラメータ

を表わす．

MMR ≡ argmaxvi∈D\D′ [λTopicRank(vi)

−(1− λ)maxvj∈D′Simcosine(vi, vj)] (4)

4 要約精度に基づく性能評価実験

4.1 実験設定

対象データには，DUC2004の Task2で使われた文

書データを用いた．約 10件の新聞記事からなる文書

群が 50セット用意されており，それらを用いて複数

文書要約を行う．評価指標としては，それぞれの手法

によって生成された要約に対して ROUGE [9]を適用

する．特に，人間の評価と相関していることが示され

ている，ROUGE-1値を用いる [9]．また，ストップ

ワードを含めた値とストップワードを除いた値を求め

ることにし，前者を with，後者を withoutとして示す．

本実験においては，まず，文間の類似度を計算するた

めの式 (2)における重みパラメータ α，および，冗長

性を削減するための式 (4)における重みパラメータ λ

の適切な値について考察する．また，LDA によりト

ピック推定を行う際に，カテゴリの近い文書群からは

類似したトピック分布が得られると仮説を立て，要約

対象とする文書の潜在トピックを大量の文書を用いて

より正確に推定することを考え，要約対象以外の文書

を追加した場合についての実験を行う．追加する文書

群については表 1に示した．なお，文書を追加する

前の語彙数は 10091である．最後に，提案手法である

TopicRankおよび TopicRank(+MMR)を，従来の手法

である LexRankと比較する．なお，本実験においてト

ピック数は 50とする．LDA において潜在トピックの

推定手法としては，ギブスサンプリングを用い，その

反復回数は 200とする．各手法につき 10回実験を行

いその平均を示す．

表 1:追加する文書データ

コーパス 文書数 追加後の語彙数

DUC2003 Task1 615 15100

DUC2003 Task3 326 13341

DUC2004 Task5 994 15483

上記全て 1609 19121

4.2 実験結果

図 1 に，TopicRankにおける α の変化に伴う

ROUGE-1値の変化を示す．標準偏差の平均は with，

withoutで 0.0014，0.0013である．dに関わらず α =

1.0の場合に値が高く，特にd = 0.95の場合が最も高い

値となっている．図 2に，MMRを考慮したTopicRank

における λの変化に伴う ROUGE-1値の変化を示す．

標準偏差の平均はwith，withoutで0.0011，0.0016であ

る．λに関わらず，α = 1.0の場合に値が高く，α = 1.0

で比較した際に最も精度が高いのは，with，withoutと

もλ = 0.5のときである．図 3に，LDAによるトピック

推定の際に文書データを追加した場合の結果を示す．標

準偏差の平均は，with，withoutで 0.0018，0.0030であ

る．手法は，前の実験結果より，α = 1.0，d = 0.95の

ときの TopicRankおよび α = 1.0，d = 0.95，λ = 0.5

のときの TopicRank(+MMR)である．いずれにおいて

も，データを追加せずにトピック推定した場合よりも

ROUGE-1値が高くなっており，特に全ての文書群を
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追加した場合に最も高い値を示している．

表 2 に，各手法間の ROUGE-1値の比較を示す．

前の実験結果より，各パラメータに最適な値をあて

はめた TopicRank，TopicRank (+MMR)の場合を示し

た．提案手法である TopicRankは，LexRankよりも高

い ROUGE-1値を示していることが分かる．一方で，

MMRを導入したことでの精度の差はあまり大きく見

られず，TopicRankに対する冗長性削減の効果は小さ

いことが分かる．

図 1: TopicRankにおける ROUGE-1値の変化

図 2: MMR導入後の ROUGE-1値の変化

図 3:文書データ追加後の ROUGE-1値の変化

4.3 考察

実験結果から，tfidf ベクトルのような表層的な情

報よりもトピックに基づいた類似度の方がグラフに基

づく複数文書要約において役立つことが分かった．ま

た，d = 0.95の場合に ROUGE-1値が高くなったこと

に関しては，PageRankや LexRankにおける d = 0.85

と比較すると値が大きく，これは TopicRankにおける

類似度グラフが PageRankで用いられるグラフよりも

密であることから，非隣接ノードを考慮する割合であ

る (1− d)の値が小さい方が良かったのではないかと
考える．

表 2: ROUGE-1値の比較

method with without

LexRank 0.222 0.035

TopicRank 0.326 0.217

TopicRank (+MMR) 0.333 0.219

MMR導入後の精度の差が小さかったことに関して

は，以下のように考える．λ = 1.0の場合，つまり，冗

長性削減を考慮しない場合に着目したときに，withで

は αが大きくなるにつれて冗長性削減を考慮した場合

（λ ̸= 1.0）との差が小さくなり，withoutにおいても

α > 0.4のときに冗長性削減を考慮した場合よりも高

い ROUGE-1値を示している．αが大きいことは，ト

ピック分布の類似度をより考慮することを意味するた

め，トピックに基づいて文の重要度を計算することで，

冗長性の少ない要約生成を行えたといえる．このこと

から，冗長性削減のための手法であるMMRを導入し

た後でも，TopicRankの精度があまり変わらなかった

のではないかと考える．

5 要約課題に着目した各手法の比較

5.1 実験設定

提案手法に対するより深い考察を行うために，50

セットの各要約課題について生成された要約の評価を

行う．そして，提案手法が特に有効であった文書群や，

LexRankの方が高い精度を示した文書群の傾向を調べ

ることにより，提案手法の性質について考察する．手

法は LexRank，TopicRank，およびTopicRank(+MMR)

を対象とし，各手法におけるパラメータの値は 4章の

結果を適用する．各手法，要約課題につき 10回実験

を行い，その平均を示す．

5.2 実験結果

図 4に，要約課題ごとの各手法の比較を示す．横

軸は，DUC2004の Task2で与えられた要約課題の番

号である．要約課題によって，ROUGE-1値の高い手

法が異なっていることが分かる．標準偏差の平均は

LexRank，TopicRank，TopicRank(+MMR)それぞれに

対して，0.1006，0.0994，0.0998である．特に，要約

課題 1，3，44，55では，LexRankよりもTopicRankの

方が精度が高く，要約課題 22，1009では，TopicRank

よりも LexRankの方が精度が高くなっている．また，

要約課題 40，48，1038では，TopicRank(+MMR)の精

度が高く，冗長性削減が効いていることが分かる．
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図 4:要約課題ごとの各手法の比較

5.3 考察

実験結果より特徴の見られた要約課題に対する文

書群について調べることにより，提案手法の考察を

行う．ここで，LexRankの方が高い精度を示した文書

群のセットをDLで表わし，同様に TopicRank，Top-

icRank(+MMR)の場合をDT，DM で表わす．文書群

の特徴として，ここでは各語彙の出現回数の平均を表

わす平均単語頻度と，文書群内の文書がどのくらい類

似しているかを表わす指標を用いる．後者は式 (5)の

ように定義し，Avecos で表わすことにする．D は対

象文書群，dはD内の文書である．

Avecos =
1

|D|
∑

d1,d2∈D∧(d1 ̸=d2)

simcosine(d1, d2) (5)

表 3:各文書群の特徴

文書群 語彙数 平均単語頻度 Avecos

DL 630 2.882 0.080

DT 651 2.864 0.082

DM 707 3.140 0.095

表 3に，各文書群の特徴を示した．いずれも政治に

関連した新聞記事であり，テーマの傾向の差は見られ

なかった．表より，DM では平均単語頻度とAvecosに

おいて高い値を示していることが分かる．これより，

文書群に含まれる単語が偏っていて各単語の出現回数

が高く，また，類似した文書が多く含まれるような文

書群を対象に要約生成を行うような場合には，冗長性

削減を考慮した TopicRank(+MMR)が確かに有効に働

いたと考えられる．また，DL と DT を比較すると，

僅差ではあるが，DT の方が両指標において値が大き

くなっていることが分かる．これより，類似した文書

群を要約する場合や，ある限定された単語が頻出する

ような細かいテーマに関する文書群を要約する場合で

は，表層的な情報よりもトピックに基づいて要約生成

を行った方が適していると考える．今回のデータセッ

トでは手法によって精度に差が出たものが少なかった

ため，顕著な差を発見することはできなかったが，対

象とするデータが様々なジャンルを含む場合には，手

法による精度の差が現れやすくなり，より深い考察が

できるのではないかと考える．

6 おわりに
本研究では，トピックを考慮したグラフに基づく複

数文書要約手法であるTopicRankを提案し，DUC2004

を用いた実験を通して提案手法の考察を行った．結果

として，グラフに基づいた要約においてトピックが有

用であり，その特性として冗長性の少ない要約生成が

行えることが分かった．また，一考察として，類似度

の高い文書が含まれる文書群において提案手法が特に

効いてくるのではないかという知見を得た．今後の課

題としては，要約対象データとしてレビュー等の異な

る種類のものを適用し，対象データの種類の違いと精

度との関係を調査することにより，提案手法に対する

より深い考察を行いたいと考えている．
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