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1 はじめに

膨大なテキスト集合からその要約を自動的に生成す

る問題は，自然言語処理の分野と情報検索の分野にお

いて，古くから研究されている話題である [1]．
近年では主に抽出的な手法，特に文を抽出単位とし

た手法が広く研究されており，文に対してスコア関数

を定義し指定の制限長に収まる最大のスコアを持つ文

集合を選択する問題として定式化されるのが典型的で

ある．MMRを用いた貪欲的な手法は，代表的な抽出
的自動要約手法である [2]．しかし，局所的には高いス
コアを持つ文を貪欲的に一つ選択したとしても，要約

全体として良い要約である保証は無く実際は大域的に

最適化されなければならない．ナップザック問題とし

て定式化した上で整数計画問題を最適化したり [5]，最
大被覆問題として定式化して [7]，大域的な最適化問題
にアプローチしているのが近年の傾向である．また文

圧縮手法は，文に対する語の抽出的要約であると解釈

でき，文抽出同様に多くの研究がなされている [3, 4]．
文圧縮においても文法的に妥当な文を生成しなければ

ならないという制限があり，同様に大域的な最適化を

行う必要がある．しかし整数計画問題は NP-hardであ
り，文圧縮まで考慮すると膨大な計算時間を必要とす

る問題点がある．

本稿では，自動要約問題を強化学習問題 [6]として
定式化し要約を得る手法を提案する．今の要約の状態

においてどの文を抽出すれば良いのか，またどのよう

に文圧縮すればいいのかという，一つの人間の意思決

定のモデルを素直に反映した枠組みで自動要約を試み

る．文抽出問題のみを考えた問題を強化学習として定

式化し，次にそれに既存の文圧縮手法を一つの強化学

習における行動だと考え追加することによって，文圧

縮についても考慮することが出来る事を見る．実験を

行い，強化学習問題として解くことによって要約が得

られている事を確かめ，文圧縮を考慮する事による効

果が表れている事を確かめた．

2 文抽出問題の定式化

本節では，我々の提案手法について述べる．以下，

文抽出のみを考慮する要約問題であるとする．

与えられた文集合をX = {x1, x2, · · · , xN}とする．
文書集合 D = {X1, X2, · · · , XM} が与えられたなら
ば，X =

∪
i Xi = {x1, x2, · · · , xN}として考える．要

約とは，部分集合 S ⊂ X の事であり，L(S)は要約 S

の要約長を表す．K は要約長の上限である．

文抽出問題とは，与えられたスコア関数 score(S)，

要約長の上限 K，要約長の許容範囲を定める定数 C

に対して，

S∗ = argmax
S⊂X

score(S) (1)

s.t. K − C ≤ L(S) ≤ K (2)

なる要約 S∗ を求める問題とする．

2.1 強化学習

強化学習 (Reinforcement Learning) は，ある与えら
れた環境に対して試行錯誤を通じて環境に自ら適応す

る学習方式である．学習者であるエージェントは (1)
現在の状態 st を観測し，(2)その状態に対して一つ行
動 at を選択・実行し，(3)報酬と呼ばれるスカラー量
rtと次の状態 st+1を環境から観測する，というステッ

プを継続する．学習の目標は状態に対して将来に得ら

れるであろう報酬の和を最大化するような行動を決定

出来るような方策 πを求めることである．教師あり学

習とは違い，真に取るべきであった行動の代わりにあ

るスカラー量を指標として与えるだけであり，これが

唯一の情報である所がこの問題の特徴である．以下の

節では，強化学習における状態，行動，報酬のモデル

をどのように定義するかについて述べる．
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2.2 状態

状態 sは現在の要約に含まれる文集合を保持してお

り，任意の要約 S の状態を表現する．状態集合全体 S
は，可能な要約全体である．

st =

 St

At

ft

 (3)

ただし，Stは要約，Atは状態 stに至るまでにとった

行動の集合，終了状態を表すビット ft ∈ {0, 1} とす
る．これにより終了状態集合は SG = {s|s ∈ S, f = 1}
とする．初期状態はどの文も追加していない空の状態

であり，s0 = (∅, ∅, 0)T である．

2.3 行動

行動 a は，途中過程の要約 S に対して何らかの操

作を加える操作である．文抽出の問題であると考える

場合，行動集合全体 Aは以下のような N + 1要素か

らなる集合と考える事が出来る．

A = {insert1, insert2, · · · , insertN ,finish} (4)

それぞれについて以下の様な決定的な遷移を与える．

st at st+1 St

At

0

 inserti−−−−→

 St ∪ {xi}
At ∪ {inserti}

0

 (5)

 St

At

0

 finish−−−→

 St

At ∪ {finish}
1

 (6)

また，状態 st においてとることが出来る行動集合

A(st) (⊂ A)を以下の様に定義する．

A(st) =

{
{a|a ∈ A, a ̸∈ At} (L(St) ≤ K)

{finish} (K < L(St))
(7)

指定された要約長を超えていなければ今までとってい

ない行動集合が可能な行動集合であり（finishを含む），

要約長を超えていれば強制的に終了することになる．

2.4 報酬

環境は，以下の様にエージェントに報酬 rt を与え

る．次の状態 st+1 が終了状態集合 SG に含まれてい

る場合，つまり行動 at = finishを実行した場合は，

rt =

{
score(St) (K − C ≤ L(St) ≤ K)

−Rpenalty (otherwise)
(8)

として報酬を与える (Rpenalty > 0)．設定した要約長
の許容範囲に含まれていればスコアを，そうでなけれ

ば罰を与えている．finish以外であれば，rt = 0とす

る．前項の可能行動集合 A(st)の定義と組み合わせれ

ば，要約長を超えている要約を生成してしまったなら

ば強制的に終了してマイナスの報酬，つまり罰を受け

ることになり，うまく終了すればその要約のスコアが

得られる事になる．

2.5 まとめ

前節までにおいて我々が見てきたモデルを要約問題

における環境の定義とし，この環境に対して完全な状

態価値関数を得，最適な方策を得たとすると，初期状

態 s0から開始して最も報酬が得られる行動列とは，最

もスコアが高い要約を持つ状態に至る行動列となる．

よってこの問題を強化学習問題として方策を求める

事で，解が得られる．ただし，任意のあり得る要約を

考えているため状態空間は爆発的に大きくなっており，

強化学習問題としての定式化は出来たとしても，実時

間内に解を求める事が出来るかは別問題である．状態

空間をうまく素性空間にうつし，ある程度の近似解が

求まるように出来ることは期待出来る．このことは 4
章の実験の結果で示す．

3 文圧縮手法を考慮した定式化

前章では，文抽出手法をどのように強化学習問題と

したかを見た．前章までの定式化に，文圧縮手法を考

慮に加える方法の一つの例を与える．

既存の文圧縮器が既に完成しているとして，ある文

x に対して comp(x, µ) として文圧縮できると仮定す

る．µは圧縮時に用いるパラメータとする．この例で

は，状態と行動に関して変更を必要とする．

3.1 状態

状態 sは，前章の定義 (3)に一つ新しいビットを導
入する．

st =


St

At

ct

ft

 (9)
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ただし，ct ∈ {0, 1}とし，初期状態は s0 = (∅, ∅, 1, 0)T

とする．

3.2 行動

(4) で定義した A に対して，新しい行動 compµ を

導入する．

st at st+1
St

At

0

0

 compµ−−−−→


(St\{x′}) ∪ {comp(x′, µ)}

At ∪ {compµ}
1

0

(10)

ただし，x′は Stの最後の要素とする．compµにより，

抽出された最後の文をパラメータ µで圧縮した状態に

遷移する．さらに，新しく抽出された場合に圧縮出来

るように inserti と finishを変更する．

st at st+1
St

At

ct

0

 inserti−−−−→


St ∪ {xi}

At ∪ {inserti}
0

0

 (11)


St

At

ct

0

 finish−−−→


St

At ∪ {finish}
ct

1

 (12)

上記の compµ 定義から ct = 0の時のみ圧縮可能な

ので，A(st)は以下の様に変更される．

A(st) =



{a|a ∈ A(insert), a ̸∈ At} ∪ {finish}
∪ A(comp)

(L(St) ≤ K, ct = 0)

{a|a ∈ A(insert), a ̸∈ At} ∪ {finish}
(L(St) ≤ K, ct = 1)

A(comp) ∪ {finish}
(K < L(St), ct = 0)

{finish}
(K < L(St), ct = 1)

(13)

ただしここで，A(insert) =
∪

i{inserti},A(comp) =∪
µ{compµ}と置いた．

3.3 まとめ

強化学習という枠組みを崩さず，文圧縮という行動

を加える事によって文圧縮を考慮に入れる事が出来る

事を見た．この例においては，最後に抽出された文の

みを考慮して圧縮を行なっている．実際はその文の要

約内における依存関係等を考慮して文圧縮が行われる

事等も考えられ，そのような既存の要約手法も一つの

行動として認識しこの枠組みに落とすことが出来る．

4 実験

4.1 データセット

DUC2004 1 における Task 2 のデータセットを使っ
て実験を行った．これは，50 トピックの複数文書要
約タスクである．それぞれのトピックの文書群に対し

て 10件のニュース文書が含まれる．要約長の上限は
K = 100と設定する．

4.2 実験環境

初期状態 s0 から開始し現在の状態が終了状態 SG
に含まれるまでを 1エピソードとしたエピソード的タ
スクとする．

目的スコア関数 score(S)は，次のように定義する．

score(S) = λsSim(S,D)

−(1− λs) max
xi,xj∈S,i̸=j

Sim(xi, xj) (14)

Sim はコサイン類似度であり，ただし各ベクトルは

Dにおける tf-idf表現ベクトルの値の上位 d要素まで

のみを考慮するとする．第一項は要約における妥当性

(relevance)，第二項は冗長性 (redundancy)を表してお
り，λs は 0 ≤ λs ≤ 1 を満たすトレードオフ定数で

ある．

状態を素性ベクトル ϕ(s) に変換した上で線形手

法 V (s) = θTϕ(s) を用いて状態価値関数を表現し，

TD(λ)により学習する．素性ベクトル ϕ(s)は，以下

のように要約についてのみ考えた素性を持つ d+ 3次

元ベクトルとする．

1. S の tf-idf表現ベクトル

2. S に含まれる文の，文位置の逆数和

3. S の文数 / 10.0

4. S の語数 / 100.0．

1http://www-nlpir.nist.gov/projects/duc/guidelines/2004.html
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行動選択にはボルツマン選択を用い，初期温度定数

τ0 = 1.0 とし，1 エピソード毎に 0.989 をかけて減
衰させた．学習率は α0 = 0.1/(d + 3)として α(t) =

α0 · 101/(100 + t1.1) のオーダーで減衰させた．割引

率 γ = 1.0，トレース減衰パラメータ λ = 0.9とした．

これは強化学習においてよく用いられる形である．

4.3 結果

2章で説明した文抽出のみを行うものを RL，3章で
説明したような行動の追加を行なって文圧縮を考慮し

たものを RLcomp，DUC2004 におけるベースライン
を BASELINEとし，この 3つの出力に対して ROUGE
スコアを用いて評価を行った2．ただし，RLcompにお
いての文圧縮器は実際に実装したものではなく，文を

カンマで区切った断片の中でもっとも元文書と類似度

が高い一節を返すという実験的なものである．この実

験の結果を表 1にまとめた．RLが BASELINEよりも
良く，RLcompが RLよりも改善されている事が確認
され，文圧縮による影響が出ている事が確認できた．

問題点としては，局所解に陥りやすい点がある．終

盤になるにつれ収束することは確認できるが，試行

回数が少ないと序盤の効果がより大きく影響してし

まう．温度定数についての設定と，試行回数について

見直す必要がある．また，素性空間が大きくなるほ

ど収束に時間を要する点と，本実験では簡単のため

V (s) = θTϕ(s)の形で実験を行ったが，スコア関数を

うまく表現出来るとは限らない点である．これは強化

学習においても一つの課題であり，このような問題を

より考慮した手法を適用する必要がある結果であった．

5 おわりに

自動要約問題を強化学習問題として定式化し，重要

文抽出問題をある種の関数近似を加えて解くことが

ROUGE-1 ROUGE-2 ROUGE-L

RLcomp 0.35250 0.08176 0.30417
RL 0.33937 0.07207 0.28596
BASELINE 0.31524 0.06156 0.27762

表 1: DUC2004 における F スコアの平均．学習エピ
ソードは 300とし，d = 50, λs = 0.9とした．提案手

法については 10回の結果の平均値とした．

2使用したオプションは，DUC2004の評価法に則り
./ROUGE-1.5.5.pl -a -c 95 -l 100 -m -n 4 -w 1.2とした．

できる事を確かめた．次に，既存の文圧縮手法を行動

として追加することによって文圧縮についても考慮す

ることが出来る事を確認した．強化学習は試行錯誤に

よって環境に適応する枠組みであり，今の要約状態で

どのような行動をとればよいかという自然なモデル化

が出来たと考える事が出来る．

今後の課題としてはまず，文圧縮パラメータ µは連

続値を取る場合も考えられるため，連続値行動を取れ

るような枠組みの適用を考える必要がある．また，既

存の文圧縮手法を取り込み，評価関数の表現の方法を

検討し，既存要約手法との性能比較をする事が今後の

課題としてあげられる．
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