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1 はじめに

人名・組織名といった語句を同定する固有表現抽出タ

スクは，情報検索や情報抽出の基礎技術としてのみな

らず，自然言語処理における構文解析や意味解析など

に大きな影響を及ぼすため，重要な問題である [2, 5]．
従来は，固有表現タイプとして，人名，地名，組織名

など 10種類程度を考慮することが一般的である．し
かし，情報抽出や質問応答の適応分野の広がりを考え

ると，従来のような少数の分類では不十分であり，よ

り多数の固有表現タイプを考慮する必要がある．その

ため，関根は，固有表現タイプを 200種類と大幅に増
やし，階層的に整理分類した「関根の拡張固有表現」

(以下，拡張固有表現と呼ぶ)を提案している [6]．
固有表現抽出は，形態素列に対するチャンキング問

題，または形態素を素性とする文字列に対するチャン

キング問題として定式化した上で，Support Vector
Machineなどの機械学習手法を適用することが一般的
である [9, 7]．しかし，拡張固有表現には多数のタイ
プが存在するため，一般的な 2値分類器を pairwise法
などにより組み合わせて解く方法は，処理時間の観点

から現実的ではない．そのため，新納らは，固有表現

部分を抽出する処理と，抽出されたチャンクを分類す

る処理との 2段階に処理を分割することによって，処
理速度を改善する方法を提案している [8]．
本研究では，機械学習手法として CRF[3]を用いる

ことにより，多数の拡張固有表現タグを高速に付与す

るモデルを学習する．その訓練コーパスとして，橋本

ら [11] によって作成された固有表現タグ付き大規模
コーパスを用いる．このような大規模コーパスを用い

る場合には，学習時間が問題になることが多いため，

オンライン学習とバッチ学習の比較を行う．

2 拡張固有表現タグ付きコーパス

従来の固有表現抽出タスクでは，固有表現のタイプ

として，人名，地名，組織名など 10種類程度を考慮
することが一般的である．例えば，MUCプロジェク

ト [2]では 7種類，IREXプロジェクト [5]では 8種類
の固有表現タイプが定義されている．しかし，様々な

自然言語処理技術に応用するためには，新聞記事や百

科事典などに見られる各種の概念や単語を考慮する必

要があり，従来のような少数の分類は不十分である．

そのため，固有表現タイプを 200種類と大幅に増やし
た拡張固有表現が提案されている [6]．
拡張固有表現のもう 1つの特徴は，固有表現タイプ

間に 3階層の階層関係を設定していることである (図
1)．例えば，第 1階層 (28種)の固有表現タイプ「地
名」は，第 2階層 (103種)では「地域名」「地形名」な
ど 7種類に細分されている．さらに，第 2階層の固有
表現タイプ「地形名」は，第 3階層 (200種)では「島
名」「河川名」など 7種類に細分されている．
統計的機械学習により拡張固有表現抽出を行うに

は，訓練データとして，拡張固有表現タグが付与され

たコーパスが必要である．橋本ら [11]は，日本語書き
言葉均衡コーパス [10]のモニター公開データ 2009年
度版に含まれる白書 �書籍 �WEBコーパスと毎日新聞
(1995年)を対象として，拡張固有表現タグを付与し
たコーパスを公開している1．このコーパスの概要を

表 1に示す．本研究では，このコーパスを訓練データ
として用いて，拡張固有表現抽出を行う．

3 CRFによる拡張固有表現抽出

日本語の固有表現抽出においては，(1)新規の固有
表現 (例:創設された会社)が頻繁に出現するため，全
ての固有表現を網羅した辞書を作成することは現実的

ではない，(2)多くの固有表現は，既知の一般語の連
続 (例:東京新聞)である，という 2点の理由から，固
有表現抽出と形態素解析とは独立に実行可能であると

いう仮定を置く．ただし，形態素よりも短い単位の固

有表現が存在することに注意が必要である．例えば，

IREXワークショップにおける固有表現の定義に従う
と，「訪米」という形態素の部分文字列「米」を，アメ

1http://riverstone.star.titech.ac.jp/taiichi/

tokutei/ene/
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図 1: 拡張固有表現の階層構造

表 1: 拡張固有表現タグ付きコーパスの概要
白書 書籍 Web 新聞 全体

文書数 62 81 938 8255 9336
平均文書長 (文字数) 5754.5 4524.5 383.1 452.2 2778.6

タグ総数 (コーパス全体) 11819 14206 5609 240755 272389
平均タグ出現頻度 (文字当り) 0.033 0.039 0.016 0.065 0.011�� ��� ��� �� 	
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図 2: 素性

リカを意味する固有表現として抽出しなければならな

い．そのため，浅原ら [9]は，固有表現抽出を，形態
素情報を素性とする文字列に対するチャンキング問題

として定式化している．

本研究でも，浅原らの定式化に従い，拡張固有表現

抽出を，図 2のように形態素情報と文字種情報を素性
とする文字列に対するチャンキング問題として定式化

する．さらに，タグ列の決定には CRF[3]を用いるこ
とにする．CRFでは，文字列Xに対するタグ列 Y の

条件付き確率 P (Y |X)を，次式のように表す．

P (Y |X) =
1

Z(X)
exp

(
n∑
i

∑
k

λkfk(Xi, Yi)

)
, (1)

ここで，fkは素性関数，λkは素性関数に対する重み，

Z(X)は正規化項である．
重み λは，L-BFGS[4]を用いて，全訓練事例を用

いた繰り返し学習によって求めることが一般的であ

る．しかし，このようなバッチ学習手法は，訓練コー

パスの分量が増加すると，それ以上に学習時間が増え

てしまう問題がある．そのため，大規模な訓練コーパ

スに対しても適用できる学習手法として，確率的勾配

降下法 (Stochastic Gradient Descent; SGD)などのオ
ンライン学習手法が注目を集めている．本研究では，

FOBOS[1]という各種の正則化に対応した SGDを用
いる．FOBOS では，重み λ を以下の式により更新

表 2: 拡張固有表現タイプと出現頻度
第 1階層 第 3階層
のみ区別 まで区別

100回以上出現したタイプ 24 145
10回以上出現したタイプ 1 40
1回以上出現したタイプ 3 15
出現しなかったタイプ 0 0

する．

λt+ 1
2

= λt − �tg
b
t (2)

λt+1 = argmin
λ

{
1
2
||λ− λt+ 1

2
||2 + �tr(λ)

}
(3)

ここで，gb
t は訓練コーパスの一部から求めた勾配，

r(λ) は正則化項，�t は学習係数である．

4 実験

拡張固有表現タイプは，第 3階層まで全ての階層を
区別すると 200種類になる．橋本らの作成したコーパ
スは，IREXプロジェクトによる既存の日本語固有表
現タグ付きコーパス (毎日新聞 1995年 1月 1日∼1月
10日)と比較すると，かなり大規模なコーパスである．
それでも，第 3階層まで全てを区別すると，表 2より，
15 種類の拡張固有表現タイプについては抽出規則を
学習することは非常に困難と予想される．そのため，

本研究では，第 1階層までを区別し，28種類の拡張固
有表現を抽出するというタスク設定で実験を行った．

抽出性能と学習時間 最初に，オンライン学習アルゴ

リズム (FOBOS)とバッチ学習アルゴリズム (L-BFGS)
について，学習に要する時間の比較を行った．結果を

表 3 に示す．この実験は，サブコーパス毎に 5 分割
してから，新聞サブコーパス 1/5，白書サブコーパス
1/5，書籍サブコーパス 1/5，WEBサブコーパス 1/5
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を結合してテストコーパスとし，残りを訓練コーパ

スとする試行を 5 回繰り返す 5 分割交差検定で実施
した．表 3より，コーパス全体を用いて実験した場合
には，FOBOSは，L-BFGSと比較して約 5倍速いこ
とが分かる．ただし，Fβ=1値でみると，L-BFGSが，
FOBOSよりも 1.9ポイント優れている2．さらに，L-
BFGSについて，訓練時間と性能の関係を見るために，
訓練コーパスの量を 1/2, 1/4, 1/10とした実験を行っ
た．L-BFGSと FOBOSの訓練時間が最も近づいてい
る条件は，訓練コーパスを 1/4に減らした場合だが，
この場合は L-BFGSは FOBOSに比べてかなり性能
が劣化している．以上より，拡張固有表現タイプを全

て十分に含むような大規模コーパスを対象とする場合

には，FOBOSなどのオンライン学習アルゴリズムを
適用する必要があると考えられる．そのため，以下の

検討は，全て FOBOSを用いて行った．
次に，拡張固有表現タイプ別の抽出性能を表 4に示

す．表 4より，訓練コーパス中の出現頻度と抽出性能
には，かなり関連があることが分かる．ただし，例外

的な拡張固有表現タイプとして，イベント名と自然物

名は抽出が比較的困難であり，逆に倍数表現は容易で

あることが分かる．

訓練コーパスの分量 続いて，サブコーパス毎に訓練

コーパスとして分量が十分かどうかの検討を行った．

まず，新聞サブコーパスを均等に 10ブロックに分割
し，1ブロックをテストコーパスとして取り除いてお
く．残りの 9ブロックを訓練コーパスとして使い，訓
練コーパスの分量と抽出性能との関係を調べた結果を

図 3に示す．図 3より，訓練コーパスの増加によって，
既知固有表現率3は単調に改善しているが，抽出性能

の改善については頭打ちの傾向が見られる．よって，

より大規模なコーパスを用いて実験を行わないと断定

できないが，新聞サブコーパスは訓練コーパスとして

十分な分量を備えているように思われる．

同様の実験を，他の 3 つのサブコーパスに対して
行った結果を図 4∼6に示す．いずれのサブコーパスに
ついても，抽出性能は，新聞サブコーパスに比べてか

なり低い．また，既知固有表現率も新聞サブコーパス

よりかなり低いことから，白書，書籍，WEBの 3つ
のサブコーパスについては，サブコーパス単体では訓

2IREXワークショップの定義に基づく固有表現抽出では，Fβ=1

値として 89.9が報告されている [7]．分類が 8種類から 28種類に
増えて，タスクが困難になっていることを考慮すると，FOBOS,L-
BFGS ともに先行研究と同等以上の性能を達成していると言える．

3既知固有表現率は，以下の比率である．

テストコーパスと学習コーパスの両方に出現した固有表現
テストコーパスに出現した固有表現

表 3: 抽出性能および学習時間の比較

アルゴリズム コーパス量 Rec. Pre. Fβ=1 所要時間
FOBOS 1/1 88.6 90.0 89.3 16h

1/1 90.1 92.2 91.2 79h
L-BFGS 1/2 83.1 86.5 84.8 41h

1/4 78.0 83.1 80.5 21h
1/10 71.4 79.0 75.0 7h

表 4: 拡張固有表現タイプ別の抽出性能
Rec. Pre. Fβ=1 頻度

製品名 83.7 88.6 86.0 66801
地名 91.8 91.6 91.7 39185
人名 94.6 94.2 94.4 32400
組織名 87.4 88.5 87.9 30990
時間 94.3 94.1 94.2 25093
個数 89.7 92.5 91.1 15400
施設名 84.9 83.4 84.1 10924
イベント名 80.2 78.0 78.4 8768
自然物名 76.3 79.2 77.6 7756
期間 90.1 91.2 90.7 6043
年齢 96.3 96.9 96.6 4438

金額表現 95.6 96.7 96.1 4264
割合表現 95.0 95.5 95.2 3724
序数 88.4 89.3 88.9 3600

寸法表現 92.1 91.2 91.6 3049
順位表現 83.9 89.3 86.3 2124
ポイント 83.1 84.5 83.6 1631
病気名 83.8 92.6 87.7 1544
学齢 88.1 91.1 89.6 1010

数値表現 その他 74.3 73.2 72.2 730
色名 76.0 83.8 79.5 551

頻度表現 67.1 66.5 65.9 377
倍数表現 94.5 95.9 95.2 282
名前 その他 66.5 75.5 70.4 211
神名 45.7 60.7 51.2 62

緯度経度 43.3 60.0 49.3 6
株指標 0.0 0.0 0.0 1

時間表現 その他 0.0 0.0 0.0 1
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図 5: 書籍サブコーパス

練コーパスとして十分ではないと考えられる．そのた

め，各サブコーパスに新聞サブコーパスを加えたコー

パスを用いて訓練した実験も行った．新聞サブコーパ

スを加えたことにより，サブコーパス単体で学習した

場合に比べれば抽出性能は改善しているが，新聞サブ

コーパス同士の抽出性能よりは劣っている．これは，

対象となるサブコーパスと新聞サブコーパスは文体な

どで異なっており，単純に新聞サブコーパスを追加し

ただけでは，その対象サブコーパスについて有効な学

習が行えていないからだと考えられる．

5 おわりに

本研究では，拡張固有表現抽出を，形態素情報と文

字種情報を素性とする文字列に対するチャンキング問

題として定式化し，機械学習手法としてCRFを用いた
場合について，オンライン学習 (FOBOS)とバッチ学
習 (L-BFGS)の学習に要する時間を比較した．その結
果，全ての拡張固有表現タイプを十分に含むような大

規模コーパスに対しては，オンライン学習 (FOBOS)
が必要となるという見通しを得た．また，現状の拡張

固有表現タグ付きコーパスは，統計的機械学習手法と

して CRFを用いた場合には，訓練コーパスとしての
分量が十分とは言えないサブコーパスを含むことを示
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図 6: WEBサブコーパス

した．よって，今後は，拡張固有表現タグを含まない

コーパスを併用する半教師あり学習などの手法の検討

が必要である．
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