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1 はじめに 

近年，フェイスブック1やツィッター2などの

マイクロブログにより，多くの人々の情報が

大量に利用可能である．これにともない，地

震や台風などこれを利用した研究も盛んに行

われている．我々は疾患情報に注目し，ツィ

ッターから全国的な疾病状態の収集を目指し

ている．マイクロブログを利用した疾病状態

の収集には次の 2 つの利点がある 
【大規模】疾病情報は通常，医療施設からの

報告を収集して行われる．例えば，厚労

省のインフルエンザ流行レベルマップ3は

全国 5,000 の医療機関の定点観測の集計で

ある．一方，ツィッターでは毎日数万を

超えるインフルエンザに関する書き込み

が投稿されており，大規模な情報収集が

可能となる．  
【即時性】先のインフルエンザ流行レベルマ

ップは 1 週間間隔の更新であり，非常事

態においてその察知が遅れる可能性があ

る．一方，ツィッターにおいては，任意

の時間での情報を集計可能であり，超早

期での警告が可能である． 
以上のような利点はあるもののマイクロブロ

グを情報源とするには，様々なノイズから正

しい情報を選別する必要がある．例えば，単

に「風邪」という表現が含まれている発言を

収集すると以下のような発言が収集される： 
 

(1) もし，彼が風邪だったら中止しよう 
(2) 風邪なんでしょうか？ 
(3) 風邪の特効薬ができればノーベル賞もんだ 

                                                 
1 http://www.facebook.com/ 
2 http://twitter.com/ 
3 https://hasseidoko.mhlw.go.jp/Hasseidoko/Levelmap/flu/ 

 

 
図 1: モダリティによって事実性を持たない文． 

 
これらはそれぞれ以下に上げる理由で「風邪

をひいている」という事実をもたない．(1)は単

に風邪の可能性を仮定しているだけである（図

1）．(2)は風邪について質問しているだけであ

る（疑問文）．(3)は風邪について言及されてい

るものの研究対象としての風邪であり，そこに

は<風邪をひいた>という事実はない．  
このように疾患情報の抽出を行うためには，

単語<風邪>を含んだ発言の中から＜本人が風邪

をひいた＞発言のみを抽出する必要がある．本

稿では，この<本人が疾病状態にある>ことを疾

病状態の事実性と呼ぶ． 
事実性がない場合の原因は様々であるが，本

研究では，モダリティが適切でない場合とそも

そも対称となる命題が言及されていない場合の

大きく 2 種類があると考える．例えば，先の例

では(1)と(2)は可能性や疑問文といったモダリ

ティが原因で非事実となっているとみなす．一

方，(3)には，そもそも疾患としての風邪がない

ため，命題自体が不適切であり， (1)(2)とは異

なった現象である．このように，両者は性質が

異なった現象であり，これらを区別して扱った

方が，自然な学習が可能である可能性がある． 
また，将来的にはデータの可搬性も高まると考

える．  
 
本研究のポイントは 2 つある． 

(1) 疾患情報の収集のために，事実性を判定す

るタスクを提案する． 
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(2) モダリティと命題を別個に識別し，これを

組み合わせることで，事実性を判定する手

法を提案する． 

2 事実性コーパス 

まず，作成したコーパスについて述べる．扱う

タスクは<風邪>とその諸症状，<喉の痛み>な
ど，計 7 つのタスクである(表 1)．それぞれの

タスクについて次のようにコーパスを構築した． 
【STEP1: データ収集】 表 1 の検索クエリをも

とに Twitter クロールデータ [1]を検索し，

TASK1 は 5000 件，TASK2-7 は 1000 件を収集

した． 

【STEP2: 事実性アノテート】発言毎にタスク

が事実(+1)または 非事実(-1)のフラグの付与を

行った．ここでいう事実とは「本人または本人

のまわり（同じ都道府県）でその疾患を持って

いる人が現在存在する，また，近い過去存在し

ていた」か否かで判断を行った．事実とみなす

基準の例を表 2 に載せる． 

【STEP3: 非事実原因アノテート】STEP2 にて

非事実と判定された発言の原因がモダリティに

よるものか(モダリティ=+1)，そうでないか(モ
ダリティ=-1)を判定し，フラグを付与した．こ

こでいうモダリティを表 3 に示す． モダリティ

が原因でなく，そもそも命題が不適切な場合の

フラグ付与(命題=-1)も同時に行った．構築した

コーパスの例を表 4 に示す．  

3 提案手法 

本手法の基本アイデアは，命題部とモダリテ

ィ部で分けて学習を行う点である．まず，基本

となる発言の識別手法について述べてのち(3.1
節) ，これを用いた提案手法を述べる(3.2 節)  

 
3.1 基本となる文識別手法 

基本となる発言の識別手法は，検索クエリ周

辺の右コンテキスト（後方）の形態素と左コ

ンテキスト（前方）の形態素 n-gram を bag-
of-words として扱い，正解ラベルを学習する． 
正解ラベルは，提案システムでは命題とモ

ダリティと 2 つあるため，2 つの識別器を用

いる．事実性を直接学習するベースラインの

システムは 1 つの識別器のみを用いる．学習

は Support vector machine (SVM) [2]を用いる 
(図 2)．ウィンドウ幅は図 3 の予備実験の結

果左右 6 形態素とした．カーネルは 2 次多項

カーネルを用いた4． 
 

                                                 
4 TinySVM 実装による；実行オプション svm_learn -t 1 -d 2 -

c 1 

ID タスク 検索クエリ 
TASK1 風  風邪 
TASK2 喉の痛み 喉の痛み，のどの痛み 
TASK3 寒気 寒気，悪寒，さむけ 
TASK4 鼻水／ 

鼻づまり

鼻水，鼻づまり，鼻風邪 

TASK5 咳／たん 咳，痰 
TASK6 熱 高熱，微熱，発熱 
TASK7 頭痛 頭痛 

表 1: タスクとコーパス収集に用いた検索クエリ． 

 
 状況 発現例 

+1 治っている最中の場合  だいぶ風邪も落ち着いた

-1 治ってから１日以上の

経過した場合 

先週の風邪はひどかった

+1 身近な人や直接会った

人に症状が出ている 

社内で風邪が流行ってる
みたい 

-1 一般論 風邪なみなさんは、耳鼻
科へ行くといいです 

表 2: 事実性アノテーション基準. 
* 詳細な基準は http://mednlp.jp/~aramaki/KAZEMIRU/ を参照

されたい． 

 
モダリティ 分類 発現例 

法 仮定法 風邪だったとしても行く 

時制 過去 

時制 

 

昨年はひどい風邪で参加で
きませんでした 

表現類型 疑問文 風邪でしょうか？ 

命令文 風邪ひいちゃえ 

価値判断 必要 

許可 

風邪でもいい 

仮想 可能 

世界 

風邪で行けないという夢を
みた 

表 3: 事実性を損なうモダリティ． 

 
タ

ス

ク

A B 検 
索 
ク 
エ 
リ 

発 
言 事

実

性

モ

ダ

リ

テ

ィ

命

題

風

邪

-1 -1 +1 風邪 たとえ風邪でも休めな

い 
+1 +1 +1 風邪 風邪で頭痛い 
-1 +1 -1 かぜ かぜで病院が激混み 

熱 -1 -1 -1 微熱 微熱だったとしても行

く！ 
-1 -1 -1 発熱 発熱でしょうか？ 

表 4: タスクとコーパス収集に用いた検索クエリ． 
*STEP2 にて A 部を，STEP3 にて B 部のフラグを作成す

る． 
 

 
図 2: SVM の素性となる形態素列． 
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図 3：ウィンドウサイズと精度（F 値）． 
RIGHT は命題の後方，LEFT は命題の前方，BOTH は両方．

数字は形態素数を示す．BOTH∞は文のすべての形態素を用

いる．BOTH6(前方後方の両方の 6 形態素を用いる)の精度が

最も高いことから，以降の実験ではこれを用いた． 
 
 
 

図 4: 提案手法のながれ． 
 

 手法 A 手法 B 
TASK1 0.825 

(p=0.781,r= 0.781) 
0.828 

(p= 0.811,r= 0.838) 
TASK2 0.962 

(p=0.933,r=0.962) 
0.962 

(p= 0.934,r=0.993) 
TASK3 0.661 

(p=0.675,r=0.648) 
0.670 

(p=0.681,r=0.659) 
TASK4 0.834 

(p=0.839,r=0.829) 
0.847 

 (p=0.836,r=0.859) 
TASK5 0.869 

(p=0.829,r=0.914) 
0.879 

(p=0.816,r=0.953) 
TASK6 0.689 

(p=0.698,r=0.679) 
0.705 

(p=0.665,r=0.750) 
TASK7 0.906 

(p=0.877,R=0.936) 
0.912 

(p=0.866,r=0.964) 

表 5: 実験１の結果（精度は F 値による）． 
括弧内 p は適合率，r は再現率を示す．太字は手法 A
と手法 B で有意に精度向上した箇所を示す（マクネマ

ー検定; p=0.05）． 
 

 手法 B + TASK1
ALL 

+ TASK1 
モダリティ 

+ TASK1 
命題 

TASK2 0.962 0.954 0.954 0.947 
TASK3 0.670 0.678 0.713 0.647
TASK4 0.847 0.871 0.892 0.830
TASK5 0.879 0.861 0.880 0.880 
TASK6 0.705 0.759 0.711 0.739 
TASK7 0.912 0.910 0.907 0.914 

表 6: TASK1 データの転移結果． 
太字は手法 B と比較し有意に精度向上した箇所を示す

（マクネマー検定; p=0.05）． 

 

3.2 識別器の組み合わせによる手法 

提案手法の枠組みを図 4 に示す．本研究では，

事実性が成り立つためには，命題部とモダリテ

ィ部の両方が適切であると仮定している．そこ

で，モダリティを識別する識別器（モダリティ

識別器）と命題の識別器（命題識別器）を別個

に構築し，両方が事実と判定した場合を事実と

し，一方でも非事実の場合には非事実とする． 
この手法は，単に事実性を学習するのに比べ，

コーパス構築の手間がかかるという欠点がある

が，本来別個の現象であるならば，別個に学習

することで，より自然な学習が可能だと期待さ

れる．また，命題部やモダリティ部の性質が近

いタスク間ではドメインアダプテーションの際

の有効なリソースとなりうる．  

4 実験 

命題部とモダリティ部を組み合わせて事実性を

判定できるかどうかを調査した (実験 1)．また，

モダリティ部分と命題部分はタスク固有なデー

タであるのか，それとも他のタスクでも利用可

能であるのかを調査した (実験 2)． 

4.1 実験 1:モダリティ部と命題部を分けて

学習可能か？  
提案手法（モダリティ部と命題部の 2 つ事実性

判定の組み合わせ）と従来の事実性判定の精度

を比較した．これは次の 2 つの手法の精度を比

較することで行った． 
【比較手法】事実性を直接学習する手法 A（ベ

ースライン）と提案手法の手法 B を比較した． 

【評価】適合率，再現率，F 値(β=1)による．

【結果】結果を表 5 に示す． F 値では手法 Bが

7 つのタスク中 4 つで有意に高く，事実性を直

接学習するよりも，モダリティと命題と分けて

学習を行った方が最終的なパフォーマンスがよ

くなると言える．ただし，提案手法の学習デー

タ作成の方が時間とコストがかかるため，向上

した精度とのバランスが考慮されるべきである． 
また，命題とモダリティがそれぞれ別個に扱

った方がパフォーマンスがよいということは，

これらは機械学習的にもクリアに切り分け可能

な現象だとも考えられ，本研究の仮定を支持す

る．  

4.2 実験 2:データは可搬性を持つか？ 
あるタスク，例えば風邪，について事実性判定

のコーパスを構築行っても，他のタスクを行う

際には新たなコーパスを再度構築する必要があ

るならば多くの時間とコストがかかる． そこで

構築したデータが他の疾患や症状を推定するタ

スクに転用可能かどうかを調査した．これは，

TASK1(風邪)のタスクにおいて，他のタスクの

コーパスと合わせて学習した場合，精度がどう
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変化するかを調べることで行った．本実験では

コーパスがタスクに依存するかどうかを調査す

るのが目的であるため，ドメインアダプテーシ

ョンで一般的な手法（データの重みの調整やデ

ータ由来の付加[3]）を用いず，単にコーパスを

結合する手法を用いた．  
【比較手法】４つの手法を比較した． 
(1) 手法 B: 前節のシステム． 
(2) +TASK1ALL: (1)に TASK1 のデータを加えた

システム． 
(3) +TASK1 モダリティ: (1)に TASK１のモダリ

ティデータのみを加えたシステム． 
(4) +TASK1 命題: (1)に TASK1 の命題データの

みを加えたシステム． 
【他の設定】学習器，評価法，素性は実験１と

同じとした． 
【結果】結果を表 6 に示す． 2 つのタスクにて

モダリティ部分のデータの可搬性の効果がある

ことが示された．しかし，他のデータの可搬性

が効果を示す場合やそもそも効果がない場合も

ある．以上のことから，疾患に関する表現であ

っても，他の疾患には容易に転移できないこと

が分かる．しかし，2 つのタスクで，モダリテ

ィ部分の転移が成功しているため，モダリティ

部分はタスク間で共通要素が多い可能性がある．

今後の考察を深めたい．  

5 関連研究 

モダリティの一部，特に否定(Negation)や疑い

(Suspicion)は，専門のワークショップ[4]が開催

されるなど，盛んに研究されてきた．特に，医

療分野では古典的な研究トピックであり，今世

紀の早い段階から研究がある．Chapman 等[5]は
否定を捉える正規表現によるアルゴリズムを提

案した．Goldin 等[6]は機械学習（ナイーブベイ

ズと決定木）により  Negation を学習した．

Elkin 等[7]は否定のスコープの先頭と末尾の語

のリストを記述した．Veronika 等[8]は negation
のスコープを記述したコーパスを構築した．こ

れらの研究では，述べられた命題に対しての相

対的な事実性を扱っている．すなわち，「風邪

が治った」といった場合，「風邪が治る」こと

は事実であるので，事実と判定する立場をとっ

ている．一方，本研究で扱う事実性では，疾患

に対しての事実性であり，研究の観点が異なる．

また，日本語においては，江口等[9]が態度表明

者，時制，仮想，態度， 真偽判断，価値判断，

焦点などについて詳細に事象アノテーションを

行っている．本研究は事実か非事実のみの観点

から上記をまとめたものとみなせる．  

6 まとめ 

本研究ではツィッターから全国的な疾病状態の

収集を行った．これを実現するためには，発言

から疾病があったという事実の有無を判定する

手法が必要となる．提案手法では事実でない場

合を(1)命題が不適切である場合と(2)モダリテ

ィが不適切である場合に分けて識別し，一部の

タスクにて精度を高めた．ただし，コーパス作

成にコストがかかるため，今後，データの可搬

性を高め再利用可能にすることが課題である． 
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