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1. はじめに 

N-gramモデルは単語間の局所的な依存関係をモデル化

する言語モデルであり，様々な自然言語処理タスクに応用さ

れている．一方，単語間の大域的な依存関係をモデル化す

る長距離言語モデルとしてはキャッシュモデルやトリガーモ

デルが知られている[1]． 
キャッシュモデルやトリガーモデルが単語間の長距離の関

係を単語（対）の形でモデル化するのに対し，近年，単語間

の大域的な依存関係を話題（トピック）としてモデル化するト

ピックモデルの研究が進展している．潜在トピックを導入し

LSI(Latent Semantic Indexing)を確率モデルとして再定式化

したPLSI(Probabilistic Latent Semantic Indexing)[2]，PLSIを
ベ イ ズ 学 習 に 基 づ き 改 良 し た LDA(Latent Dirichlet 
Allocation)[3]，単語生起確率を混合ディリクレ分布に従う確

率変数とするDM(Dirichlet Mixture)[4]などのモデルが提案

されている． 
これらトピックモデルでは話題に基づいてunigram確率を

適応的に推定できる．そしてunigram rescaling[5]等の補間

手法によってN-gramモデルを高精度化することが可能であ

り，連続音声認識，同音異義語のかな漢字変換誤り検出な

どへの適用が試みられている[6,7]． 
トピックモデルを用いて入力テキストの話題変化に逐次，

適応していく場合（以下，これをオンライン適応と呼ぶ），文

脈として用いる単語列の長さが予測精度に影響する．従来

の研究では通常，文書先頭以降の全単語を文脈として用い

る[4,5]か，文脈長を一定単語数とする方法[6,8]が採られてき

た．しかし実際のアプリケーションでは文書の境界が明示的

に与えられるとは限らず，またひとつの文書の中でもトピック

が時々刻々と変化する上，その速さも一定ではない．したが

ってトピック変化に応じて適切な文脈長を動的に選択できる

ことが望ましい．文献[9]ではParticle Filterを用いてトピックの

変化点を確率的に推定することにより様々な文脈長からの予

測を混合する方式が提案されている．この方式ではDMにお

いてパープレキシティを6～10%程度削減しているが，LDA
では精度向上はわずかであった． 

これに対し本稿では，トピック変化点検出に基づいて文脈

長を最適化することにより，LDAのオンライン適応における

精度を向上することができる方式を提案する．提案方式では，

適応によって得られるトピック混合比に基づいて隣接する文

書ブロック間の類似度を評価することにより，トピック変化点

を推定する．さらに，独立に学習した複数のLDAから得られ

るトピック混合比を併用することにより精度が向上することを

示す． 
以下，2章でLDAについて概説し，3章で提案方式を説明

する．そして4章で評価実験の結果を示し5章でまとめを述べ

る． 

2. LDA(Latent Dirichlet Allocation) 

2.1. LDAの概要 

LDA[3]は，各潜在トピック(z1, z2,...,zC)(C:潜在トピック数)の
生成確率θ=(θ1, θ2,..., θC)がディリクレ分布Dir(θ|α)に従うと仮

定したモデルである．文書d=(w1, w2,..., w|d|)の出現確率は次

式で表される（|d|は文書dの総単語数を表す）． 
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のパラメータである．パラメータα，βの学習には変分ベイズ法

による近似計算が用いられる[3]． 
LDAはトピックの事前分布にディリクレ分布を用いることに

より，トピックの拡がりやトピック間の関係を表現できる点で

PLSIより優れている．またベイズ推定に基づくため過適応の

問題が少ないとされている． 

2.2. LDAのオンライン適応 

未知の文脈hに対するトピック適応は，学習時と同様の変

分近似により計算する．即ち，変分パラメータγkおよびφkjを

導入し，学習済みのα，βを用いて以下の手順を収束するま

で繰り返す． 
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Ψ(γ)はdigamma関数であり，n(h,wj)はhにおける語wjの出現

回数を表す．得られたγkを文脈hの元での各潜在トピックの混

合比とする．したがって，文脈hの元での語wj’の生起確率は

次式により与えられる． 
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文脈hを固定長とする場合，新聞記事コーパスを対象とし

た実験では10～20形態素，即ち１文程度が望ましいと指摘さ

れているが[6,10]，実際には最適な文脈長はテキスト中での

トピック遷移に依存すると考えられる．したがって，トピック変

化に応じて文脈長を動的に最適化できることが望ましい． 
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3. 提案方式 

3.1. トピック変化点の検出 

提案方式では，現在地点以前における直近のトピック変

化点を検出し，このトピック変化点以降を文脈hとしてトピック

適応を行う．トピック変化点を検出する手順を以下に示す． 

(1)現在地点より前のL0形態素を処理対象範囲B0とし（L0＞L; 
L=文脈長の下限），B0から複数のトピック変化点候補箇所

を抽出する．（図1(a)） 
(2)B0を各トピック変化点候補箇所で２ブロックに分割し，２ブ

ロック間の類似度を計算する．そして類似度が最も小さく

なるトピック変化点候補箇所D1とその類似度S1を求める．

文書ブロック間の類似度は次節で示すカーネル関数によ

り算出する．（図1(b)） 
(3)B0をD1で分割し，現在地点に近い側のブロックをB1とする．

（図1(c)） 

以降は以下(4)(5)の処理を繰り返す(n≧2)． 

(4)ブロックBn-1に対し(2)と同様の手順でトピック変化点候補

箇所Dnとその類似度Snを求める．（図1(d)） 
(5)Sn≧Sn-1の場合，Dn-1をトピック変化点として処理を終了す

る．Sn＜Sn-1の場合，Bn-1をDnで分割し現在地点に近い側

のブロックをBnとして，処理を継続する．（図1(e)） 

なお，原理的には上記(1)におけるトピック変化点候補は

B0中のすべての単語境界であるが，実際には１文中でトピッ

クが変化することは考えにくいことと計算コストを考慮し，本

稿では文境界（句点出現位置）をトピック変化点候補とする． 

3.2. 文書ブロック間の類似度 

文書ブロックbに対して，正規化されたトピック混合比ベクト

ルtを考える．tの各要素tkは，bを文脈hとしてトピック適応を行

って得られた変分パラメータγkを正規化した値，即ち tk = γk

／Σk γk と定義する．以下，本稿ではこの正規化されたトピ

ック混合比ベクトルを単にトピック混合比ベクトルと呼ぶ． 
隣接する２つの文書ブロックbi, bj間の類似度を与えるカー

ネル関数として以下の４種類を用いる．ti, tjはそれぞれbi, bj

に対応するトピック混合比ベクトルを表す． 
(1)Linearカーネル 
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(2)Kullback-Leiblerカーネル[11] 
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(3)Fisherカーネル 

情報行列の逆行列
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(4)Latent Dirichletカーネル[13] 
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Dir(t | λi) : 文書ブロックbiのトピック混合比の分布を

与える潜在的なトピック分布† 
                                                                 

† この分布のパラメータ λiは変分ベイズ EM アルゴリズムで求

められる[9]. 

 
隣接する２ブロックの話題が大きく異なっていると類似度

が小さな値となり，２ブロックの境界がトピック変化点として検

出されやすくなる． 

3.3. 複数LDAの統合 

LDAでは，複数のモデルで推定した単語生起確率の平

均をとることによって予測精度を大きく向上・安定化できるこ

とが確かめられている[8]．本稿では，以下の方法によりトピッ

ク変化点検出に基づく文脈長の最適化に複数LDAを導入し

高精度化を図る． 

(1) 独立に学習したM個のLDAモデル(Q1, Q2,…,QM)を用

いて，3.1節のアルゴリズムにより直前のL0形態素からの

べM個のトピック変化点D(m) (1≦m≦M)を検出する． 
(2) 各トピック変化点を始点とするのべM個の形態素列h(m) 

(1≦m≦M)を文脈として，各LDAモデルQm’(1≦m’≦
M)により語wのトピック依存unigram確率pm’(w| h(m))を求

める． 
(3) 前項で得られた計(M×M)個の確率の平均を語wの生

起確率とする．即ち 
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3.1節のアルゴリズムのみでは1個のトピック変化点が確定

的に検出されるが，上記の方式では複数個のトピック変化点

が検出される．各変化点に基づく推定結果を統合することに

より高精度化・安定化が期待できる． 
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図１. トピック変化点検出手順 
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4. 評価実験 

4.1. 学習テキストおよび評価テキスト 

学習テキストおよび評価テキストを以下に示す． 

［学習テキスト］ 
CD－毎日新聞2005データ集[14]全記事（95881件）．の

べ約2864万形態素，異なり語数185196 
［評価テキスト］ 

CD－毎日新聞2006データ集[14]の内，200文字以上の

記事から無作為抽出した1000件の記事（のべ約40万形

態素）を連結し１文書とした． 

学習テキスト・評価テキストとも，文節構造解析システム

ibukiC[15]により形態素解析を行った．評価データ中，学習

データに含まれない未知語はのべ1746語であった． 

4.2. 学習条件 

LDAの学習では学習テキスト中の出現回数が4回以下の

語を除いた77794語を語彙とした．収束判定は，学習テキスト

に対する1ステップ前からのパープレキシティの減少が0.1%
未満となった時点で収束とした．3.3節で述べた複数LDAを

用いる方式では，α, βに異なる初期値を与えて同一の学習

テキストに対しM回の学習を行い，M個のLDAを構築した． 

4.3. 記事境界検出によるカーネル関数の評価 

トピック変化点検出に基づくLDAのオンライン適応に先立

ち，3.2節で示した4種類のカーネル関数を比較評価するた

め下記の方法で記事境界検出実験を行った． 

(1)1000記事を連結した評価テキストに対して，各記事の先

頭から文単位で形態素数をカウントし，所定の形態素数

下限LB(=100,50,20)に達したor超えた文の文末で分割 
(2)各記事の末尾で生じるLB形態素より短い部分は直前のブ

ロックに含める 
(3)各分割位置において前後２ブロック間の類似度を算出し，

類似度がしきい値未満の場合に記事境界として検出 

図２に結果を示す．横軸はLDAの学習に用いたコーパス

サイズであり100%が全学習テキストを表す．縦軸は類似度

の検出しきい値を変えてF尺度が最大となった時の値をプロ

ットした．LDAの潜在トピック数Cは50トピック，LD(Latent 
Dirichlet)カーネルのパラメータTは予備実験により0.1とした．

図より，極端にコーパスサ イズが小さい場合を除いて

KL(Kullback-Leibler)カーネルが最も安定している．LDカー

ネルはコーパスサイズの影響を受けにくいが，ブロック長が

短くなると大幅に精度が低下する．以上より，１文（約20形態

素）程度のブロック単位でトピック変化を最も精度良く検出で

きるのはKLカーネルであるといえる． 
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図 2. 記事境界検出によるカーネル関数の比較 
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KL情報量に基づいて設計されたKLカーネルは本来，確

率分布間の類似度を測るカーネルであるが，正規化された

周波数スペクトルやヒストグラムに対しても適用されており，

対象が多峰性のピークを持つ場合にロバストであることが指

摘されている[11]．マルチトピックモデルであるLDAではトピ

ック混合比は通常，数個の潜在トピックのみが大きな値を持

つためKLカーネルが適しているのではないかと考えられる． 
一方，LDカーネルは確率分布間の類似度を与える

Bhattacharyyaカーネルの一種であり，原理的に優れた性能

を持つと考えられるが，本実験では良い結果が得られなかっ

た．LB=100ではKLカーネルの性能を上回ることから，トピック

変化点検出よりも文書分類・検索などある程度長いテキスト

間の類似度を測る用途に向いている可能性がある． 
次に，記事境界検出において複数LDA統合の効果を調

べた結果を図３に示す．m-LDAは潜在トピック数Cを50トピッ

クとしてM(≦8)個のLDAを統合した場合，s-LDAは単一

LDA（即ちM=1）で潜在トピック数Cを変化させた場合を表す．

m-LDAでは各LDAにより得られたM個の類似度の平均値に

より記事境界を検出した．図より，m-LDAではLDカーネルを

除くすべてのカーネルで検出精度が向上している．特にブロ

ック長が短い時ほど有効である．以上より複数LDAの統合が

トピック変化点検出においても有効であることが期待できる． 

4.4. トピック変化点検出に基づくオンライン適応 

3.1節および3.3節で述べたアルゴリズムによりトピック変化

点検出を行いオンライン適応を行った結果を図4に示す．

m-LDAの場合の潜在トピック数Cは前節と同様50トピックとし，

カーネル関数は前節の実験で最も高精度であったKLカー

ネルを用いた．予備実験により，処理対象範囲を決めるL0は

100形態素，文脈長の下限Lは5形態素とした． 
s-LDA, m-LDAともに，トピック変化点を検出して文脈長を

制御することにより文脈長を20形態素に固定した場合よりも

パープレキシティが削減されている．s-LDAでは潜在トピック

数を増やしても性能が向上しないのに対して，m-LDAでは

モデル数の増加とともに性能が向上している．m-LDA(M=4)
でトピック変化点検出を行った場合，s-LDA(C=50)で文脈長

固 定 の 場 合 に 対 し て は 14.7%(1332.6 → 1137.1) ，

s-LDA(C=50)でトピック変化点検出を行った場合に対しては

11.5%(1284.9→1137.1)パープレキシティを削減できている． 

5. まとめ 

トピックモデルLDAのオンライン適応における予測精度を

向上することを目的として，トピック変化点検出に基づいて文

脈長を動的に制御する方式を提案，評価を行った．提案方

式では，適応によって得られるトピック混合比に基づいて隣

接する文書ブロック間の類似度を評価することにより，トピッ

ク変化点を推定する． 
新聞記事コーパスを用いた実験の結果，提案方式では文

脈長を固定とする場合よりもパープレキシティを削減できるこ

と，独立に学習した複数のLDAによる推定結果を組み合わ

せることによりさらに予測精度を向上できることが確かめられ

た．隣接する文書ブロック間の類似度を与えるカーネル関数

を比較評価した実験では，KL情報量に基づくKLカーネル

が最も良好な結果を示した． 
今後は本手法をunigram rescaling等の補間手法を用いた

N-gramのトピック適応に適用するとともに，Particle Filterによ

る文脈長最適化手法[9]など他手法との比較評価を行う． 
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